
ผลการทดลอง

เนือหาในบทท่ี 4 ประกอบด้วย เคร่ืองมือท่ี'ใช้ในการทดลอง ชุดข้อมูลท่ีใชโนการทดลอง เวลาท่ีใช้ใน 
การทดลอง ผลการทดลองเปรียบเทียบระหว่างวิธีการประมาณกฎด้วยวิธีการแบ็กพรอพาเกชันนิวรอลเน็ตเวิร์ก 
(Backpropagation Neural Network for Approximation Rules: BANNAR) กับวิธีการอืน  ๆ ผลการ 
ทดลองในกลุ่มตัวอย่างท่ีมีสัญญาณรบกวน การทดลองเปรียบเทียบลักษณะสำคัญท่ีได้กับลักษณะสำคัญจาก 
ระบบไอแอลพีอ่ืน

เครื่องมือท่ีใช้ในการทดลอง

ระบบไอแอลพีอ่ึนท่ีนำมาใช้ทดลองเพ่ือเปรียบเทียบผลกับระบบ BANNAR ประกอบด้วย
PROGOL, GOLEM, TILDE, 1BC, LINUS และ FOSSIL ซ่ึงรายละเอียดของแต่ละระบบมีดังน้ี

1. PROGOL

ระบบ PROGOL [Muggleton, 1995] เป็นระบบไอแอลพีที่มีประสิทธิภาพระบบหนึ่งที่ใช้กันอย่าง 
แพร่หลาย รับอินพุตเป็นเซตของตัวอย่างบวก ตัวอย่างลบ และกลุ่มความรู้ภูมิหลัง ผู้ใช้จะต้องประกาศ 
ลักษณะการทำงานของลัญพจน์ (mode declaration) เพื่อให้ระบบรู้ว่าแต่ละอาร์กิวเมนต์ของลัญพจน์จะมี 
ลักษณะเป็นอย่างไร โดยอาร์กิวเมนต์ของลัญพจน์สามารถเป็นได้ทั้งตัวแปรอินพุต ตัวแปรเอาต์พุต และ 
ค่าคงท่ี นอกจากหน้าที่ของอาร์กิวเมนต์ต่างๆ แล้ว การประกาศลักษณะการทำงานของลัญพจน์นี้ยังสามารถ 
ระบุได้ถึงจำนวนครั้งที่ต้องการให้ลัญพจน์นี้ปรากฏในกฎที่สร้างได้จากระบบอีกด้วย การสร้างกฎของระบบ
PROGOL จะเริ่มตั้งแต่ลุ่มตัวอย่าง สร้างอนุประโยคที่เฉพาะเจาะจงที่สุด (most-specific) สำหรับ
ตัวอย่างน้ัน แล้วทำการคันหาด้วยวิธีการแบบ A* (A*-like search) (Nilsson, 1980] โดยมีจุดมุ่งหมาย 
เพื่อให้ได้การบีบอัด (compression) สูงสุดในการค้นหานั้น ทำให้ระบบ PROGOL ใช้เวลาและเนื้อที่ 
หน่วยความจำมากในการสร้างกฎเมื่อเทียบกับระบบอื่นๆ ที่ใช้ในการทดลองครั้งนี้

เน่ืองจากระบบ PROGOL เป็นระบบไอแอลพีท่ีทำงานกับปัญหาท่ีมีลักษณะเป็นสองกลุ่ม คือ กลุ่ม 
ตัวอย่างบวก และกลุ่มตัวอย่างลบ ด้งน้ันในการสร้างกฎสำหร้บปัญหาท่ีมีลักษณะเป็นหลายกลุ่ม จึงสร้างกฎ 
โดยสร้างคร้ังละกลุ่ม กำหนดให้ตัวอย่างบวกในการเรียนรู้คือตัวอย่างในกลุ่มน้ัน และตัวอย่างลบคือ ตัวอย่าง 
ของกลุ่มอ่ืน  ๆทำช้ําจนครบทุกกลุ่ม จะได้กฎสำหรับทุก  ๆ กลุ่ม

บทท่ี 4
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2. GOLEM
ระบบ GOLEM [Muggleton และ Feng, 1990] เป็นระบบไอแอลพีท่ีทำงานกับปัญหาท่ีมีลักษณะ 

เป็นสองกลุ่มเช่นเดียวกับระบบ PROGOL แต่แตกต่างกันในวิธีการค้นหาอนุประโยค โดยระบบ GOLEM 
รันอินพุตเป็นตัวอย่างบวก ตัวอย่างลบ และกลุ่มความรู้ภูมิหลัง ระบบเร่ิมสร้างอนุประโยคด้วยการลุ่มเลือก 
ตัวอย่างข้ึนมาเป็นคู่ หาอาร์แอลจีจี1ของตัวอย่างคู่,น้ัน เลือกผลการทำอาร์แอลจีจีท่ีครอบคลุมตัวอย่างบวกมาก 
ท่ีสุด จากน้ันจึงวางนัยท่ัวไปโดยนำอนุประโยคท่ีได้มาทำอาร์แอลจีจีกับตัวอย่างบวกตัวใหม่ซ่ึงสุ่มเลือกมาจาก 
เซตของตัวอย่างบวกจนกระท่ังไม่สามารถหาอนุประโยคท่ีครอบคลุมตัวอย่างได้มากข้ึน

ระบบ GOLEM อนุญาตให้ผู้ใช้ระบุจำนวนคู่ของตัวอย่างท่ีจะสุ่มมาทำอาร์แอลจีจีเพ่ือหาอนุประโยค 
ท่ีครอบคลุมตัวอย่างมากท่ีสุดได้ ซ่ึงจำนวนคู่ท่ี'ระบบกำหนด'ไว้คือ 8 คู่ ถ้ากำหนดให้มิค่ามากข้ึน โอกาสท่ี 
ระบบจะพบอนุประโยคท่ีครอบคลุมตัวอย่างได้มากจะสูงข้ึนตามไปด้วย ซ่ึงในการทดลองคร้ังน้ีได้ใช้ค่าท่ีระบบ 
กำหนดไวให้ คือ 8 คู่ในการสร้างกฎ และเน่ืองจากระบบ GOLEM เป็นระบบท่ีถูกสร้างข้ึนมาให้ใช้กับปัญหา 
ท่ีเป็นสองกลุ่ม ดังน้ันในการสร้างกฎสำหรับกลุ่มใด  ๆ จะใช้ตัวอย่างของกลุ่มน้ันเป็นตัวอย่างบวกและใช้ตัว 
อย่างของกลุ่มอ่ืน  ๆ ท่ีเหลือเป็นตัวอย่างลบ เช่นเดียวกับข้ันตอนการสร้างกฎของระบบ PROGOL

3. TILDE

ระบบ TILDE จะทำการเรียนรู้เพ่ือสร้างต้นไม้ตัดสินใจ (decision tree) ท่ีสามารถแทนกฎลำดับท่ี 
หน่ึงได้ หลักการทำงานของระบบจะคล้ายกับข้ันตอนวิธีการสร้างต้นไม้ตัดสินใจแบบท่ัวไปท่ีใช้กับค่าตรรก
ศาสตร์ประพจน์ โดยเร่ิมจากสร้างโนดข้ึนมาทดสอบเพ่ือเปรียบเทียบค่าฮิวริสติก (heuristic) ของแต่ละโนด 
ระบบจะเลือกโนดทดสอบท่ีมีค่าฮิวริสติกดีท่ีสุดในขณะน้ันมาสร้างเป็นโนดจริงในต้นไม้ จากน้ันจะนำตัวอย่าง 
ท้ังหมดมาทำการทดสอบกับโนดน้ีเพ่ือแบ่งตัวอย่างออกเป็นสองกลุ่ม คือ กลุ่มท่ีให้ค่าความจริงเป็นจริงและให้ 
ค่าความจริงเป็นเท็จเม่ือเทียบกับโนดปัจจุบัน จากน้ันจึงสร้างโนดทดสอบข้ึนมาใหม่สำหรับทดสอบกับตัวอย่าง 
ท้ังสองกลุ่มแล้วทำการทดสอบไปเร่ือย  ๆ จนกระท่ังมีตัวอย่างเพียงกลุ่มเดียวเท่าน้ันท่ีตรงกับโนดน้ัน ระบบ 
TILDE น้ีจะต่างจากระบบ PROGOL และ GOLEM ตรงท่ีระบบ TILDE สามารถรู้จำตัวอย่างท่ีมีลักษณะ 
เป็นหลายกลุ่มได้ เน่ืองจากท่ีโนดใบ (leaf node) ของตันไม้ตัดสินใจท่ีสร้างข้ึนจะแทนตัวอย่างแต่ละกลุ่ม เม่ือ 
ตัวอย่างไปตกอยู่ท่ีกลุ่มใด ก็จะถูกจำแนกเป็นกลุ่มน้ัน

4. 1BC

1BC [Flach และ Lachiche, 1999] เป็น'ระบบ'ท่ีรู้1จำแบบเบย์ (Bayesian Classifier) สามารถใช้ 
กับตรรกะลำดับท่ีหน่ึงได้ ระบบน้ีใช้แนวคิดจากวิธีการของเบย์กับตรรกศาสตร์ประพจน์ ซ่ึงใช้ค่าทางสถิติของ 
ตัวอย่างมาจำแนกตัวอย่างใหม่ เม่ือนำแนวคิดของเบย์มาใช้กับตรรกะลำดับท่ีหน่ึงจึงต้องมีการปรับเปล่ียนวิธี 
การรู้จำ ระบบ 1BC แบ่งลักษณะของลัญพจน์ออกเป็นสองกลุ่มด้วยกันคือ กลุ่มท่ีเป็นลัญพจน์โครงสร้าง และ 
กลุ่มท่ีเป็นลัญพจน์ท่ีบอกลักษณะ ซ่ึงสัญพจน์ท้ังสองกลุ่มน้ีผูใช้ต้องเป็นผู้กำหนดให้ในตอนเร่ิมเรียนรู้ จากน้ัน
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ระบบจะสร้างลักษณะสำคัญจากสัญพจน์ท้ังสองกลุ่ม แล้วจึงเรียนรู้ด้วยข้ันตอนวิธีนาอีฟเบย์ (naive Bayes 
algorithm) นอกจากลักษณะของลัญพจน์ท่ีผู้!ช้เป็นผู้กำหนดแล้ว ระบบ 1BC ยังอนุญาตให้ผู้!ช้กำหนด 
ลักษณะของลักษณะสำคัญท่ีสร้างข้ึนได้ โดยระบุจำนวนลัญพจน์และจำนวนตัวแปรท่ีสามารถปรากฎได้ใน
ลักษณะสำคัญข้อหน่ึงๆ  ซ่ึงในการทดลองคร้ังน้ีใช้ค่าปกติของระบบคีออนุญาตให้มีจำนวนลัญพจน์และจำนวน 
ตัวแปรเท่ากับ 3 ท้ังสองค่า แต่ในการทดลองกับปัญหาการวิเคราะห์ไฟไนต์เอลิเมนต์เกิดปัญหาหน่วยความจำ 
ไม่พอ เน่ืองจากมีลัญพจน์ท่ีมีค่าท้ังสองเป็น 3 อยู่เป็นจำนวนมาก จึงกำหนดให้ค่าท้ังสองมีค่าเป็น 2

5. LINUS

ระบบ LINUS [Lavrac และคณะ, 1991) เป็นระบบไอแอลพีท่ีสามารถใช้กับปัญหาท่ีมีลักษณะเป็น 
หลายกลุ่มและมีเป็นตรรกะลำดับท่ีหน่ึงได้ โดยระบบจะเปล่ียนรูปแบบของปัญหาจากตรรกะลำดับท่ีหน่ึงให้
เป็นค่าคุณสมบัติ (attribute value) การทำงานของระบบจะเร่ิมโดยการสร้างลักษณะสำคัญจากตัวอย่างและ 
ความรู้ภูมิหลังซ่ึงอยู่ในรูปตรรกะลำดับท่ีหน่ึง ใช้ลักษณะสำคัญเหล่าน้ันเป็นค่าคุณสมบัติของตัวอย่างแต่ละตัว 
จากน้ันจึงใช้ระบบท่ีสามารถรู้จำตัวอย่างจากค่าคุณสมบัติได้ เช่น ASSISTANT, CN2, NEWGEM และ 
C4.5 ฯลฯ ในการทดลองเปรียบเทียบคร้ังน้ี!ด้สร้างลักษณะสำคัญโดยระบบ LINUS แล้วน่าลักษณะสำคัญซ่ึง 
อยู่ในรูปค่าคุณสมบัติไปท่าการรู้จำด้วยระบบ C4.5 เน่ืองจากระบบ C4.5 สามารถจำแนกตัวอย่างซ่ึงมีลักษณะ 
เป็นหลายกลุ่มได้

6. FOSSIL

FOSSIL [Furnkranz, 1994] เป็นระบบไอแอลพีระบบหน่ึงท่ีสามารถใช้กับปัญหาท่ีมีสัญญาณรบ- 
กวน (noisy domain) ได้โดยใช้ค่าฮิวริสติกซ่ึงวัดจากค่าสหลัมพันธ์ทางสถิติ (statistical correlation) ซ่ึง 
เป็นวิธีการท่ีแตกต่างจากระบบโดยท่ัวไปท่ีใช้แนวคิดจากข้ันตอนวิธีการเรียนรู้ต้นไม้ตัดสินใจ (decision tree 
learning algorithm) มาจัดการกับสัญญาณรบกวนในเซตของตัวอย่าง ในการทดลองคร้ังน้ี!ด้น่าระบบ 
FOSSIL มาท่าการทดลองเปรียบเทียบกับระบบ BANNAR ในกลุ่มปัญหาท่ีมีสัญญาณรบกวน

ช ุดข ้อม ูลท ี่ใข ้ใน การท ดลอง

ชุดข้อมูลหรีอกลุ่มของปัญหาที่ใช้ในการทดลองครั้งนี้มี 4 กลุ่ม คือ การรู้จำภาพตัวพิมพ์อักษรไทย 
การวิเคราะห์ไฟไนต์เอสิเมนต์ การวิเคราะห์ความสามารถก่อกลายพันธ์ และการวิเคราะห์ตำแหน่งตัวหมากรุก 
รายละเอียดของกลุ่มปัญหาทั้งหมดเป็นดังนี้

Recognition; TCR)

กลุ่มตัวอย่างในข้อมูลชุดนี้ประกอบด้วย พยัญชนะ สระ วรรณยุกต์ และตัวเลขไทย รวมทั้งหมด 
เป็นตัวพิมพ์อักษรไทย 77 ตัวอักษร ใช้ตัวอักษร 2 แบบ 7 ขนาด รวมเป็นชุดตัวอย่างที่ใช้เรียนรู้ทั้งสิ้น 1,078 
ตัว ภาพตัวอย่างถูกสแกนด้วยความละเอียด 300 dpi จากน้ันน่ามาผ่านกระบวนการกำจัดสัญญาณรบกวน
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กระบวนการทำภาพให้บางเพื่อหาเวกเตอร์พื้นฐานซึ่งประกอบกันเป็นภาพตัวอักษรนั้น นำเวกเตอร์พื้นฐาน
บริเวณที่เป็นจุดร่วมของเส้น บริเวณที่เป็นรอยหยักขึ้นและรอยหยักลง จัดเป็นตัวอย่างที่ใช้เรียนรู้ กลุ่มความรู้ 
ภูมิหลังที่ใช้1นการทดลองประกอบด้วยกฎซึ่งอยู่ในรูปกฎลำดับท่ีหนึ่งทั้งหมด 55 ข้อ กฎแต่ละข้อเป็นลักษณะ 
ของเส้นที่ใช้แบ่งแยกตัวอักษร เช่น headzone (A,  B) คือ ตัวอักษรที่มีเ'วกเตอร์พื้นฐาน A มีส่วนหัวอยู่ 
บริเวณ B หรือ headprim  (A, B) หมายถึง ส่วนหัวของภาพตัวอักษรที่มีเวกเตอร์พื้นฐาน A มิเวกเตอร์พื้น 
ฐาน B เป็นส่วนหัวของตัวอักษร ฯลฯ ซึ่งรายละเอียดของตัวอย่างท่ีใข้เรียนรู้และความรู้ภูมิหลังปรากฏอยู่ใน 
[Kijsirikul, B. และ Sinthupinyo, ร., 1999] กลุ่มตัวอย่างที่ใข้ทดสอบเป็นภาพตัวอักษรกลุ่มเดียวกับตัว 
อย่างที่ใช้เรียนรู้ ซึ่งได้รับการเพ่ิมสัญญาณรบกวนโดยนำไปก่ายเอกสารแบบเข้มและแบบจาง จากน้ันจึงนำไป 
ผ่านกระบวนการเช่นเดียวกับตัวอย่างที่ใช้เรียนรู้ นำเวกเตอรพื้นฐาน บริเวณที่เป็นจุดร่วมของเส้น บริเวณท่ี 
เป็นรอยหยักขึ้นและรอยหยักลง มาจัดเป็นตัวอย่างเพื่อใช้ทดสอบ

2. การวิเคราะ Element Mesh Design: FEM)

จุดมุ่งหมายของปัญหา FEM [Dolsak และ Muggleton, 1992] คือ การสร้างกฎเพ่ือวิเคราะห์ 
ไฟไนต์เอลิเมนต[นโครงสร้าง โดยอาศัยกลุ่มความรู้ภูมิหลังเป็นลักษณะต่าง  ๆ ของโครงสร้าง ประกอบด้วย 
ลักษณะของเส้นเช่ือม เช่น long , s h o r t  และ u s u a l ฯลฯ เง่ือนไขขอบเขต เช่น f r e e  และ 
o n e _ s id e _ f ix e d  ฯลฯ โลด เช่น c o n t_ lo a d e d  และ one s id e lo a d e d  ฯลฯ กลุ่มตัวอย่าง 
ประกอบด้วยโครงสร้าง 5 แบบ แบ่งตัวอย่างออกเป็น 13 กลุ่ม แต่ละกลุ่มคือ จำนวนองค์ประกอบ 
(element) ท่ีเหมาะสมของโครงสร้างน้ัน โดยตัวอย่างแต่ละตัวอย่างถูกจัดอยู่ในรูปแบบ mesh (Edge, 
Number) เมือ Edge คือ ช่ือโครงสร้าง และ Number คือ จำนวนองค์ประกอบภายในโครงสร้างน้ัน รวม 
จำนวนตัวอย่างท้ังหมด 278 ตัวอย่าง

3. การวิเคราะห์ความสามารถก่อกลายพันธุ (Mutagenesis: MUTA)

จุดมุ่งหมายของปัญหา MUTA [Srinivasan และ คณะ, 1996] คือ การสร้างกฎเพ่ือวิเคราะห์ความ 
สามารถก่อกลายพันธุของโมเลกุล โดยอาศัยกลุ่มความรู้ภูมิหลังเป็นลักษณะต่าง  ๆ ภายในโมเลกุลน้ัน
ประกอบด้วยลักษณะของอะตอมและลักษณะโครงสร้างของโมเลกุล เช่น benzene, c a rb o n _ 6 _ rin g , 
c a rb o n _ 5 _ a ro m a tic _ r in g , h e te ro _ a ro m a tic _ 6 _ r in g , h e te ro _ a ro m a tic _ 5 _ r in g , 
r in g _ s iz e _ 6 ,  r in g _ s iz e _ 5 ,  n i t r o ,  m e th y l, an th racen e , p hen a n th re n e  และ b a l l3  
ฯลฯ กลุ่มตัวอย่างประกอบด้วยตัวอย่างท่ีเป็นข้อมูลของโมเลกุลท้ังหมด 188 โมเลกุล แบ่งเป็น 125 โมเลกุล 
อยู่ในกลุ่มตัวอย่างบวก และ 63 โมเลกุลอยู่ในกลุ่มตัวอย่างลบ

ในข้อมูลชุด KRK [Muggleton และคณะ, 1989] เป็นการวิเคราะห์ตำแหน่งของตัวหมากบน 
กระดานหมากรุกสากลที,ไม่สามารถเกิดข้ึนได้ในขณะท่ีฝ่ายสีขาวเป็นผู้เดินและมีหมากเหลืออยู่บนกระดาน 3 
ตัว คือ ชุนฝ่ายขาว เรือฝ่ายขาว และ ชุนฝ่ายดำ ตัวอย่างท่ีใช้อยู่ในรูป i l l e g a l  (WKf, WKr, WRf,
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WRr, B K f, BKr ) เม ื่อ'WKf, WKr, WRf, WRr, BKf และ BKr คือ แถว (file) ของขุนฝ่ายขาว หลัก 
(rank) ของขุนฝ่ายขาว แถวของเรือฝ่ายขาว หลักของเรือฝ่ายขาว แถวของขุนฝ่ายดำ และหลักของขุนฝ่ายดำ 
กลุ่มความรู้ภูมิหลังคือความสัมพันธ์ของตำแหน่งบนกระดาน ในชุดข้อมูลนี้ใช้ความสัมพันธ์ 2 แบบ คือ 
ad j (X, Y)  และ I t  (X, Y)  ซึ่งแสดงถึงตำแหน่ง X และ Y ที่อยู่ติดกัน และตำแหน่งที่มีค่าน้อยกว่ากัน ตาม 
ลำดับ จำนวนตัวอย่างในข้อมูลชุดนี้ประกอบด้วยตัวอย่างทั้งหมด 10,000 ตัวอย่าง แบ่งเป็นตัวอย่างบวก 
3,361 ตัว และตัวอย่างลบ 6,639 ตัว

ผลการทดลอง

1. การหดลองเปรียบเทียบกับระบบอื่น

การทดลองกับกลุ่มตัวอย่าง FEM, MUTA และ KRK ใช้การหดลองโดยแบ่งกลุ่มตัวอย่างออกเป็น 
3 กลุ่มแบบลุ่ม จากน้ันทำการหดลองโดยใช้กลุ่มตัวอย่างหน่ึงกลุ่มเป็นกลุ่มตัวอย่างท่ีใช้ทดสอบและใช้กลุ่มตัว 
อย่างท่ีเหลืออีกสองกลุ่มเป็นกลุ่มตัวอย่างท่ีใช้เรียนรู้ (3-fold cross-validation: 3CV) สำหรับในกลุ่ม
ตัวอย่าง TCR ใช้การทดสอบโดยสร้างกลุ่มตัวอย่างท่ีใช้ทดสอบจากกลุ่มตัวอย่างท่ีใช้เรียนรู้ แต่เพ่ิมสัญญาณ 
รบกวนโดยผ่านการถ่ายเอกสารแบบเข้มและแบบจาง การทดลองเร่ิมด้วยสร้างกฎจากตัวอย่างท่ีใช้เรียนรู้ด้วย 
ระบบ PROGOL หรือ GOLEM ตามกลุ่มตัวอย่าง โดยในกลุ่ม FEM และ KRK ใช้ระบบ GOLEM ในการ 
สร้างกฎ ส่วนในกลุ่ม TCR และ MUTA ใช้ระบบ PROGOL ในการสร้างกฎ จากน้ันน่ากฎท่ีได้มาหาลักษณะ 
สำคัญเพ่ีอน่าไปเทียบกับตัวอย่างลำหรัยเรียนรู้และทดสอบแล้วสร้างเป็นอินพุตเวณตอร์และเอาต์พุตเวณตอร์ 
น่าอินพุตเวกเตอร์และเอาต์พุตเวกเตอร์มาเรียนรู้และทดสอบ เวลาท่ีใช้ในการเรียนรู้โดยระบบ BANNAR 
ฒ่ือเทียบกับระบบ PROGOL หรือ GOLEM ซ่ึงใช้ในการสร้างกฎเป็นดังตารางท่ี 4.1 และผลการทดลอง 
เปรียบเทียบระหว่างระบบ BANNAR กับระบบอ่ืน เป็นดังตารางท่ี 4.2

จากตารางท่ี 4.1 พบว่าเวลาที่ใช้ในกระบวนการเรียนรู้ทั้งหมดของระบบ BANNAR น้อยมากเม่ือ 
เทียบกับเวลาที่ใช้ในกระบวนการเรียนรู้ของ PROGOL และ GOLEM โดยเฉพาะอย่างยิ่งในชุดข้อมูล TCR 
เน่ืองจาก TCR จะต้องสร้างกฎเพี่อให้ครอบคลุมตัวอย่างทั้งหมด 77 กลุ่ม จึงทำให้ PROGOL ต้องใช้เวลาใน 
การสร้างกฎนานมาก กระบวนการเรียนรู้ของ BANNAR จะแบ่งออกเป็น 2 ช่วง คือ ช่วงที่เป็นการดึง 
ลักษณะสำคัญจากกฎแล้วน่ามาเทียบกับตัวอย่างที่ใช้เรียนรู้ กับช่วงที่ใช้ในกระบวนการเรียนรู้ฃองนิวรอล
เน็ตเวิร์ก เวลาท่ีใช้ในการเทียบตัวอย่างกับลักษณะสำคัญจะแปรผันตรงกับจำนวนลักษณะสำคัญและจำนวน
ตัวอย่างที่ใช้เรียนรู้ ดังนั้นเวลาที่ใช้ในการเรียนรู้ลำหรับชุดข้อมูล TCR และ KRK จึงมากกว่าเวลาท่ีใช้ใน 
ชุดข้อมูลอื่น

เน่ืองจากระบบ PROGOL และ GOLEM เป็นระบบไอแอลพีที่ใช้กับปัญหาที่มีลักษณะเป็นสองกลุ่ม 
ดังนั้นฌี่อน่าไปใช้กับปัญหาที่มิลักษณะเป็นหลายกลุ่ม และตัวอย่างที่ใช้ทดสอบไม่ตรงกับกฎข้อใดในเซตของ



40

ต ารางท ี่ 4 .1 ตารางแสดงจำนวนลักษณะสำคัญ จำนวนกฎ และเวลาท่ีใช!นการเรียนรู้โดยระบบ BANNAR
เทียบกับระบบ PROGOL หรือ GOLEM

ช ุดข ้อม ูล BANNAR PROGOL หรือ GOLEM
จำน วน ล ัก ษ ณ ะส ำค ัญ เวลา (วินาที) จำนวนกฎ เวลา (ว ินาท ี)

TCR 467.0 3224.0 77.0 134112.9
FEM 115.0 72.0 38.0 3607.9

M U T A 18.3 57.0 6.3 6014.3
KRK 39.0 191.0 15.3 371.1

ห ม าย เห ต ุ จำนวนลักษณะสำคัญ จำนวนกฎและเวลาท่ีใช้ในชุดข้อมูล FEM, MUTA และ KRK เป็นค่าเฉล่ีย 
ในการเรียนรู้ของท้ังสามกลุ่ม ส่วนในชุดข้อมูล TCR เป็นจำนวนลักษณะสำคัญ จำนวนกฎ และ 
เวลาท่ีใช้เรียนรู้ของกลุ่มตัวอย่างท่ีใช้เรียนรู้ เวลาท่ีใช้วัดจากเคร่ืองคอมพิวเตอร์ซ่ึงมีชีพียู (CPU) 
Pentium II ความเร็ว 400 MHz ระบบ BANNAR ทำงานบนระบบปฏิบัติการ Windows 98 
ส่วนระบบ PROGOL หรือ GOLEM ทำงานบนระบบปฏิบัติการ Linux

ต ารางท ี่ 4 .2  ตารางแสดงผลการทดลองเปรียบเทียบระหว่าง BANNAR กับระบบไอแอลพีอ่ีนๆ
ชุดข้อมูล จำนวน 

ตัวอย่างท่ี 
ใช้เรียนรู้

จำนวน 
ตัวอย่างท่ี 
ใช้ทดสอบ

จำนวน
กลุ่ม

BANNAR PROGOL
หรือ

GOLEM

TILDE 1BC LINUS

TCR 1,074 2,143 77 94.40 72.003 88.57° 77.23° 66.54°
FEM 278 3CV 13 64.45 57.802 58.02° 46.73° 60.451

MUTA ๐ว 
CO 3CV 2 83.58 82.01° 68.94* 77.72° 74.411

KRK 10,000 3CV 2 99.93 99.89° 69.80° 87.12° 99.89°
ห ม าย เห ต ุ ใช้การทดสอบค่าทีแบบทางเดียว (one-tailed paired t-test) ตัวเลขยกแสดงระดับความเช่ือม่ัน

(confidence level) ตัวเลข 0, 1, 2 และ 3 แสดงถึงระดับความเช่ือม่ันท่ี ต่ํากว่า 90.0%, 90.0%, 
99.0% และ 99.5% ตามสำดับ

กฎ PROGOL และ GOLEM ไม่สามารถทำการจำแนกตัวอย่างน้ันได้ จึงต้องอาศัยวิธีการอ่ืนมาใช้จำแนก 
ตัวอย่างเหล่าน้ัน ในการทดลองคร้ังน้ั!ด้เลีอกใช้วิธีการจำแนกตามกลุ่มหลักมาใช้ในกรณีดังกล่าว ผล
การทดลองท่ีปรากฏในตารางท่ี 4.2 ในส่วนของ PROGOL และ GOLEM เป็นผลการทดลองท่ีใช้วิธีการ 
จำแนกตามกลุ่มหลักมาใช้ โดยในกรณีของปัญหาท่ีเป็นสองกลุ่ม คือ MUTA และ KRK ตัวอย่างท่ีไม่ตรงกับ 
กฎข้อใดเลย จะถูกจำแนกเป็นกลุ่มลบ ตัวอย่างท่ีตรงกับกฎต้ังแต่หน่ึงข้อข้ึนไป จะถูกจำแนกว่าเป็นตัวอย่าง 
บวก แต่ในกรณีปัญหาท่ีเป็นหลายกลุ่ม จะเลือกกลุ่มโดยใช้วิธีจำแนกตามกลุ่มหลัก กล่าวคือ เม่ือตัวอย่างท่ีใช้
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ในส่วนของระบบ LINUS ท่ีนำมาใช้ทดลองเปรียบเทียบในการทดลองคร้ังน้ี ใช้ระบบ LINUS สร้าง 
ลักษณะสำคัญของชุดตัวอย่าง จากน้ันนำลักษณะสำคัญท่ีได้ซ่ึงอยู่ในรูปตรรกศาสตร์ประพจน!ปเรียนรู้และ
ทดสอบด้วยระบบ C4.5

ผลการทดลองในตารางท่ี 4.2 แสดงให้เห็นว่าเปอร์เซ็นต์ความถูกต้องของระบบ PROGOL หรือ 
GOLEM เม่ือนำไปใช้กับปัญหาท่ีมีลักษณะเป็นสองกลุ่ม คือ MUTA และ KRK ให้ผลการรู้จำสูงกว่า TILDE 
ในขณะท่ีเม่ือนำไปใช้กับปัญหาท่ีมีลักษณะเป็นหลายกลุ่ม คือ TCR และ FEM TILDE ซ่ึงโดยปกติจะใช้งาน 
กับปัญหาท่ีมีลักษณะเป็นหลายกลุ่มอยู่แล้ว ให้ผลการรู้จำสูงกว่า PROGOL หรือ GOLEM เม่ือเทียบผลการ 
รู้จำของ PROGOL หรือ GOLEM กับ 1BC พบว่า PROGOL หรือ GOLEM ให้ผลการรู้จำสูงกว่า 1BC ใน 
ชุดข้อมูล FEM, MUTA และ KRK ให้ผลการรู้จำต่ํากว่า 1BC ในชุดข้อมูล TCR เทียบผลการรู้จำของ 
PROGOL หรือ GOLEM กับระบบ LINUS ปรากฏว่า PROGOL หรือ GOLEM ให้ผลการรู้จำสูงกว่า 
LINUS ในชุดข้อมูล TCR และ MUTA ให้ผลการรู้จำเท่ากันในชุดข้อมูล KRK และสูงกว่าในชุดข้อมูล TCR

จากผลการทดลองเม่ือเทียบเปอร์เซ็นต์ความถูกต้องของ PROGOL หรือ GOLEM กับระบบอ่ืน 3 
ระบบ (TILDE, 1BC และ LINUS) ใน 4 ชุดข้อมูล รวมเปรียบเทียบ ใ2 การทดลอง พบว่า ในกลุ่มปัญหาท่ี 
มีลักษณะเป็นหลายกลุ่ม (TCR และ FEM) PROGOL หรือ GOLEM ให้ผลการรู้จำสูงกว่าระบบอ่ืน 2 จาก 
6 การทดลอง ต่ํากว่า 4 จาก 6 การทดลอง และเม่ือเปรียบเทียบในกลุ่มปัญหาท่ีมีลักษณะเป็นสองกลุ่ม 
(MUTA และ KRK) PROGOL หรือ GOLEM ให้ผลการรู้จำสูงกว่าระบบอ่ืน 5 จาก 6 การทดลอง และให้ 
ผลการรู้จำเท่ากัน 1 จาก 6 การทดลอง จะเห็นได้ว่า กฎท่ีได้จากระบบ PROGOL หรือ GOLEM จะสามารถ 
ใช้!ด้ดีในกลุ่มปัญหาท่ีมีลักษณะเป็นสองกลุ่ม และใช้!ด้ไม่ดีในกลุ่มปัญหาท่ีมีลักษณะเป็นหลายกลุ่ม เม่ือนำ 
วิธีการแบ็กพรอพาเกชันนิวรอลเน็ตเวิร์กมาใช้!นระบบ BANNAR ท่าให้เปอร์เซ็นต์ความถูกต้องสูงข้ึน และ 
เม่ือเทียบเปอร์เซ็นต์ความถูกต้องของ BANNAR กับระบบอ่ืน พบว่า BANNAR ให้เปอร์เซ็นต์ความถูกต้อง 
สูงกว่าระบบอ่ืนทุกระบบในทุกชุดข้อมูล และให้เปอร์เซ็นต์ความถูกต้องสูงกว่าแบบมีนัยสำคัญทางสถิติเม่ือ
เทียบกับระบบ PROGOL หรือ GOLEM ใน 2 ชุดข้อมูล (TCR และ FEM) ให้เปอร์เซ็นต์ความถูกต้องสูง 
กว่าแบบมีนัยสำคัญทางสถิติเม่ือเทียบกับ TILDE ในทุกชุดข้อมูล ให้เปอร์เซ็นต์ความถูกต้องสูงกว่าแบบมี 
นัยสำคัญทางสถิติเม่ือเทียบกับ 1BC ใน 3 ชุดข้อมูล (TCR, FEM และ KRK) และให้เปอร์เซ็นต์ 
ความถูกต้องสูงกว่าแบบมีนัยสำคัญทางสถิติเม่ือเทียบกับ LINUS ใน 3 ชุดข้อมูล (TCR, FEM และ 
MUTA)

ตัวเลขในตารางท่ี 4.3 ของระบบ PROGOL หรือ GOLEM ในกรณีท่ีตัวอย่างไม่ถูกครอบคลุมด้วย 
กฎในชุดข้อมูลท่ีเป็นหลายกลุ่ม จะใช้วิธีการจำแนกตามกลุ่มหลัก ส่วนกรณีท่ีตัวอย่างไม่ถูกครอบคลุมด้วยกฎ

ทดสอบไม่ตรงกับกฎข้อใดในเซตของกลุ่ม จะทำการจำแนกเป็นกลุ่มท่ีมีจำนวนมากท่ีสุดในกลุ่มตัวอย่างท่ีใช้
เรียนรู้
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ตารางท ี่ 4 . 3  ตารางแสดงจำนวนตัวอย่างท่ีถูกจำแนกถูกต้องเปรียบเทียบระหว่าง BANNAR กับ PROGOL
หรือ GOLEM แยกกรณีท่ีตัวอย่างถูกครอบคลุมด้วยกฎ และไม่ถูกครอบคลุมด้วยกฎ

ช ุดข ้อม ูล จำนวนต ัวอย ่างทดสอบ BANNAR PROGOL หรือ GOLEM
ครอบคล ุม ไม ่ครอบ คล ุม ครอบคล ุม ไม ่ค รอบ ค ล ุม

TCR 2,143 1570/1611 453/532 1540/1611 3/532
FEM 278 145/200 34/78 146/200 14/78

MUTA 188 102/109 55/79 100/109 54/79
KRK 10,000 3356/3360 6637/6640 3355/3360 6634/6640

ห ม ายเห ต ุ ตัวเลขในตารางแสดงถึง จำนวนตัวอย่างท่ีถูกจำแนกถูกต้อง/จำนวนตัวอย่างทังหมดในกลุ่มนัน
ในชุดข้อมูลท่ีเป็นสองกลุ่ม จะจำแนกเป็นกลุ่มตัวอย่างลบ ผลการทดลองเปรียบเทียบระหว่าง PROGOL หรือ 
GOLEM กับ BANNAR พบว่าในชุดข้อมูลท่ีมีลักษณะเป็นหลายกลุ่ม BANNAR สามารถจำแนกตัวอย่างท่ี 
ไม่ถูกครอบคลุมด้วยกฎได้ถูกต้องกว่า PROGOL หรือ BANNAR ในชุดข้อมูล TCR BANNAR สามารถ 
จำแนกตัวอย่างท่ีไม่ถูกครอบคลุมด้วยกฎได้ถูกต้อง 453 ตัวอย่างจากตัวอย่างท่ีไม่ถูกครอบคลุมด้วยกฎ
ท้ังหมด 532 ตัวอย่าง ในขณะท่ีใช้วิธีการจำแนกตามกลุ่มหลักสามารถจำแนกตัวอย่างได้ถูกต้องเพียง 3 
ตัวอย่าง จาก 532 ตัวอย่าง ในส่วนของตัวอย่างท่ีถูกครอบคลุมด้วยกฎ BANNAR สามารถจำแนกได้ถูกต้อง 
1570 ตัวอย่าง จาก 1,611 ตัวอย่าง ในขณะท่ีกฎจาก PROGOL สามารถจำแนกได้ถูกต้อง 1,540 ตัวอย่าง 
จาก 1,611 ตัวอย่าง เช่นเดียวกับในชุดข้อมูล FEM ซ่ึงมีลักษณะเป็นหลายกลุ่มเช่นกัน BANNAR สามารถ 
จำแนกตัวอย่างในกรณีท่ีตัวอย่างไม่ถูกครอบคลุมด้วยกฎถูกต้อง 34 ตัวอย่างจาก 78 ตัวอย่าง ในขณะท่ีเม่ือ 
ใช้วิธีการจำแนกตามกลุ่มหลักสามารถจำแนกได้ถูกต้อง 14 ตัวอย่าง จาก 78 ตัวอย่าง และท้ัง BANNAR 
และกฎจาก GOLEM สามารถจำแนกตัวอย่างได้ถูกต้องใกล้เคียงกัน คือ BANNAR จำแนกได้ถูกต้อง 145 
ตัวอย่าง และกฎจาก GOLEM สามารถจำแนกได้ถูกต้อง 146 ตัวอย่าง จาก 200 ตัวอย่าง สำหรับใน 
ชุดข้อมูลท่ีมีลักษณะเป็นสองกลุ่ม คือ ชุดข้อมูล MUTA และ KRK ท้ัง BANNAR และ PROGOL หรือ 
GOLEM ให้ผลการรู้จำใกล้เคียงกัน จะเห็นได้จากตารางท่ี 4.3 ว่า BANNAR สามารถเพ่ิมเปอร์เซ็นต์ 
ความถูกต้องได้ในกรณีท่ีตัวอย่างไม่ถูกครอบคลุมด้วยกฎในชุดข้อมูลท่ีมีลักษณะเป็นหลายกลุ่ม ซ่ึงระบบ
PROGOL หรือ GOLEM ไม่สามารถจำแนกตัวอย่างเหล่าน้ั!ด้

2. ผลการทดลองในชุดข้อมูล KRK ท่ีได้รันการเพ่ิมสัญญาณรบกวน

จากตารางท่ี 4.3 พบว่าในชุดข้อมูลท่ีมีลักษณะเป็นสองกลุ่ม BANNAR จะให้ผลการรู้จำใกล้เคียง 
กับ PROGOL หรือ GOLEM จึงได้ทำการทดลองในชุดข้อมูล KRK โดยเพ่ิมสัญญาณรบกวนท่ีระดับ 5%, 
10% และ 15% ซ่ึงเม่ือเพ่ิมสัญญาณรบกวนเป็น 20% ไม่สามารถทำการทดลองเปรียบเทียบได้ เน่ืองจาก 
ระบบ GOLEM สร้างกฎไม่ได้ จึงรายงานผลการทดลองท่ีระดับสัญญาณรบกวนสูงสุด 15% ทำการทดลอง
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เปรียบเทียบระหว่าง BANNAR กับ GOLEM และทำการทดลองเปรียบเทียบกับระบบ FOSSIL ซ่ึงสามารถ 
แก้ปัญหาในลักษณะท่ีมีสัญญาณรบกวนได้ ผลการทดลองเป็นดังตารางท่ี 4.4

ตารางท ี่ 4 . 4  ตารางแสดงเปอร์เซ็นต์ความถูกต้องของชุดข้อมูล KRK เม่ีอมีการเพ่ิมสัญญาณรบกวนท่ีระดับ
5%, 10% และ 15%

ระด ับ GOLEM BANNAR FOSSIL
ส ัญ ญ าณ จำนวนกฎ เป อร ์เซ ็นต ์ จำนวน เป อร ์เซ ็นต ์ เป อร ์เซ ็น ต ์
รบกวน ความถ ูกต ้อง ล ัก ษ ณ ะส ำค ัญ ความถ ูกต ้อง ความถ ูกต ้อง

0% 15.3 99.89 39.0 99.93 99.97
5% 104.0 91.89 451.0 99.28 98.93
10% 99.7 81.98 475.0 98.33 97.10
15% 95.0 76.86 487.0 95.87 94.68

หมายเหตุ ทุกระบบทำการทดลองแบบ 3CV จำนวนกฎ จำนวนลักษณะสำคัญ และเปอร์เซ็นต์ความถูกต้อง 
เป็นค่าเฉล่ียจากท้ังสามกลุ่ม

จากตารางท่ี 4.4 การเพ่ิมสัญญาณรบกวนในชุดข้อมูล KRK ท่ีระดับ ท% หมายความว่า จากกลุ่ม 
ตัวอย่างท่ีใช้เรียนรู้ท้ังหมด ทำการลุ่มเลือกมา ท% จากน้ันเปล่ียนกลุ่มของตัวอย่างท่ีเลือกได้ ให้เป็นตรงข้าม 
จากกลุ่มตัวอย่างบวกเปล่ียนเป็นกลุ่มตัวอย่างลบ และจากกลุ่มตัวอย่างลบเปล่ียนเป็นกลุ่มตัวอย่างบวก จาก 
น้ันทำการทดลองแบบ 3CV ในทุกระบบ ผลการทดลองท่ีได้จะเห็นว่า ระบบ GOLEM ให้เปอร์เซ็นต์ความถูก 
ต้องลดลงเร็วท่ีสุดเม่ือระดับสัญญาณรบกวนเพ่ิมข้ึน ในขณะท่ีระบบ BANNAR และ FOSSIL ให้เปอร์เซ็นต์ 
ความถูกต้องลดลงช้ากว่า เม่ือเปรียบเทียบผลการทดลองในแต่ระดับสัญญาณรบกวนพบว่า ระบบ GOLEM 
ให้เปอร์เซ็นต์ความถูกต้องต่ํากว่าระบบ BANNAR ทุกระดับสัญญาณรบกวน โดยมีระดับความเช่ือม่ัน 
97.5% ในระดับสัญญาณรบกวน 5% และระดับความเช่ือม่ัน 99% ในระดับสัญญาณรบกวน 10% และ 15% 
ในขณะท่ีเม่ือเปรียบเทียบระหว่างระบบ BANNAR กับระบบ FOSSIL พบว่าระบบ BANNAR มีอัตราการรู้ 
จำสูงกว่าในระดับสัญญาณรบกวน 5%, 10% และ 15% โดยมีระดับความเช่ือม่ัน 99% ในระดับสัญญาณ 
รบกวน 10% ระดับความเช่ือม่ันต่ํากว่า 90% ในระดับสัญญาณรบกวน 5% และ 15% และระบบ
BANNAR มีเปอร์เซ็นต์ความถูกต้องต่ํากว่าในกลุ่มที'ไม่มีการเพ่ิมสัญญาณรบกวน จากผลการทดลองจะเห็น 
ว่าระบบ BANNAR สามารถเพ่ิมความสามารถในการจัดการกับสัญญาณรบกวนให้กับกฎท่ีได้จากระบบ
GOLEM ได ้ และให้เปอร์เซ็นต์ความถูกต้องใกล้เคียงกับระบบ FOSSIL ซ่ึงมีความสามารถในการแก้ปัญหา 
ในกลุ่มตัวอย่างซ่ึงมีสัญญาณรบกวนอยู่แล้ว

เม่ือพิจารณาถึงวิธีการท่ีใช้แก้ปัญหาสัญญาณรบกวนของระบบ BANNAR กับระบบ FOSSIL พบ 
ว่า ระบบ FOSSIL จะใช้วิธีฮิวรีสติกเพ่ือป้องกันไม่ให้กฎท่ีได้เฉพาะเจาะจง (specific) กับตัวอย่างท่ีใช้เรียนรู้ 
มากเกินไป ในขณะท่ี BANNAR ใช้ค่าน้ําหนักของเส้นเช่ือมภายในนิวรอลเน็ตเวิร์กเพ่ือบ่งบอกความสำคัญ 
ของลักษณะสำคัญแต่ละข้อของกฎ จากผลการทดลองในตารางท่ี 4.4 จะเห็นได้ว่า ถึงแมในระดับสัญญาณ
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รบกวนต่าง  ๆ ท่ีระบบ GOLEM สร้างกฎท่ีเฉพาะเจาะจงมากเกินไป และให้เปอร์เซ็นต์ความถูกต้องลดลง แต่ 
ระบบ BANNAR สามารถสร้างนิวรอลเน็ตเวิร์กท่ีไม่เฉพาะเจาะจงกับตัวอย่างท่ีใช้เรียนรู้ และให้เปอร์เซ็นต์ 
ความถูกต้องลดลงช้ากว่าระบบ GOLEM ซ่ึงตัวอย่างของค่าน้ําหนักของลักษณะสำคัญท่ีได้จากกระบวนการ 
เรียนรู้ของนิวรอลเน็ตเวิร์กในการทดลองกลุ่มแรกของระดับสัญญาณรบกวน 5% เป็นดังน้ี

จากกฎ
i l l e g a l (WKf, WKr, WRf, WRr, BKf, BKr) ะ- WKf=พRf, WKr=พRr, adj(WKr,BKr).

เม่ือผ่านกระบวนการดึงลักษณะสำคัญจะได้ลักษณะสำคัญ 3 ข้อ ดังน้ี
(1) W K r= พR f

(2) W K r= พR r

(3) a d j  (W K r, B K r )

หลังจากผ่านกระบวนการเรียนรู้ของนิวรอลเน็ตเวิร์กจะไต้ค่าน้ีาหนักของลักษณะสำคัญแต่ละข้อได้ 
ดังรูปท่ี 4.ใ ค่าน้ําหนักของเส้นเช่ือมจากโนดซ่ึงแทนลักษณะสำคัญ WKf=WRf, WKr=พRr และ
adj (WKr, BKr) มีค่าเป็น 3.460, 3.163 และ 0.038 ตามลำดับ และค่าไบแอสของโนดซ่ึงแทนกฎข้อน้ันมี 
ค่าเท่ากับ -3.935 จะเห็นว่าในขณะท่ีลักษณะสำคัญ WKf =WRf และ WKr=พRr มีค่าความจริงเป็นจริง จะท่า 
ให้ไต้ผลรวมของลักษณะสำคัญท้ังสองข้อน้ีท่ีโนด R1 มีค่าเท่ากับ -3.935+(3.460+3.163) = 2.688 เม่ือนำไป 
รวมกับลักษณะสำคัญ ad j (WKr, BKr) ในกรณีท่ีลักษณะสำคัญ ad j (WKr, BKr) มีค่าความจริงเป็นจริง 
จะท่าให้ผลรวมของโนด R1 มีค่าเท่ากับ 2.688+0.038 = 2.726 และในกรณีท่ี ลักษณะสำคัญ 
ad j (WKr, BKr) มีค่าความจริงเป็นเท็จ จะทำให้ผลรวมของโนด R1 มีค่าเท่ากับ 2.688+(-0.038) = 2.650 
ซ่ึงเม่ือผ่านฟังก์ชันซิกมอยด์จะให้ค่าเอาต์พุตท่ีโนด R1 เท่ากับ 0.939 และ 0.934 ตามลำดับ ค่าท่ีผ่านฟังก์ชัน 
ซิกมอยด์ท้ังสองค่ามีค่าใกล้เคียงกัน จะเห็นไต้ว่าค่าน้ําหนักท่ีได้จากนิวรอลเน็ตเวิร์กจะเป็นตัวกำหนด
ความสำคัญให้กับลักษณะสำคัญแต่ละข้อ จากตัวอย่างน้ีพบว่า ลักษณะสำคัญ WKf=WRf และ WKr=WRr มี 
ความสำคัญมากกว่าลักษณะสำคัญ ad j (WKr, BKr) เม่ือพิจารณาท่ีความหมายของกฎ และเม่ือลัญพจน์ 
WKf=WRf และ WKr=พRr มีค่าความจริงเป็นจริง หมายถึง ตำแหน่งของขุนฝ่ายขาวตรงกับตำแหน่งของเรือ
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ฝ่ายขาวท้ังในแนวแถวและหลัก ซ่ึงเพียงพอแล้วท่ีจะจำแนกตัวอย่างน้ีเป็นกลุ่มบวกไดโดยไม่ต้องตรวจสอบ
ค่าความจริงของลัญพจน์ ad j (WKr, BKr ) เน่ืองจากหมากสองตัวไม่สามารถอยู่ในตำแหน่งเดียวกันได้

3. ผลทารทดลองเปรียบเทียบระหว่างลักษณะสำคัญจากระบบ BANNAR กับระบบ LINUS

เพ่ือให้เห็นถึงประสิทธิภาพของลักษณะสำคัญท่ีสร้างได้จากระบบ BANNAR ในการวิจัยคร้ังน้ีจึง 
ได้ทดลองเปรียบเทียบลักษณะสำคัญจากระบบ BANNAR กับระบบ LINUS ซ่ึงสามารถสร้างลักษณะสำคัญ 
จากความรู้ภูมิหลังได้ โดยได้เปรียบเทียบประสิทธิภาพของลักษณะสำคัญจากท้ังสองระบบในสองกรณีด้วย
กัน คือ เปรียบเทียบโดยใช้นิวรอลเน็ตเวิร์กตามระบบ BANNAR และเปรียบเทียบโดยใช้ระบบ C4.5 มาทำ 
การเรียนรู้ เน่ืองจากลักษณะสำคัญจากท้ัง BANNAR และ LINUS จัดอยู่ในรูปค่าคุณลักษณะ จึงสามารถ 
เปรียบเทียบด้วยระบบ C4.5 ได ้ผลการทดลองเป็นดังตารางท่ี 4.5

ตารางท่ี 4.5 ตารางแสดงเปอร์เซ็นต์ความถูกต้องของค่าความจริงของลักษณะสำคัญท่ีสร้างได้จากระบบ
BANNAR และค่าคุณลักษณะจากระบบ LINUS โดยใช้นิวรอลเน็ตเวิร์กและ C4.5 ในการ 
ทดสอบ

ชุดข้อมูล จำนวนลักษณะสำคัญ เปอร์เซ็นต์ความถูกต้อง 
ของนิว'รอลเน็ตเวิร์ก

เปอร์เซ็นต์ความถูกต้อง
ของ C4.5

BANNAR LINUS BANNAR LINUS BANNAR LINUS
TCR 467.0 36.0 94.40 67.10 89.20 66.54
FEM 115.0 209.0 64.45 57.97 60.46 60.45

MUTA 18.3 16.0 83.58 78.53 81.44 74.41
KRK 39.0 72.0 99.93 99.82 99.88 99.89

หมายเหตุ ระบบทุกระบบทดลองแบบ 3CV จำนวนกฎ จำนวนลักษณะสำคัญ และเปอร์เซ็นต์ความถูกต้อง 
เป็นค่าเฉล่ียจากท้ังสามกลุ่ม

จากตารางท่ี 4.5 พบว่า เปอร์เซ็นต์ความถูกต้องเม่ือใช้ลักษณะสำคัญของระบบ BANNAR และ 
ระบบ LINUS เป็นค่าคุณลักษณะเพ่ือป้อนให้กับนิวรอลเน็ตเวิร์กและ C4.5 ทำการเรียนรู้ พบว่าค่าความจริง 
ของลักษณะสำคัญของระบบ BANNAR ให้เปอร์เซ็นต์ความถูกต้องสูงกว่าลักษณะสำคัญจากระบบ LINUS 
ในทุกชุดข้อมูลเม่ือทดสอบด้วยนิวรอลเน็ตเวิร์ก และให้เปอร์เซ็นต์ความถูกต้องสูงกว่าในชุดข้อมูล TCR, 
FEM และ MUTA ให้เปอร์เซ็นต์ความถูกต้องต่ํากว่าในชุดข้อมูล KRK เม่ือทดสอบด้วยระบบ C4.5

4. ผลการทดลองเม่ือใช้ค่าความจริงของลักษณะสำคัญจากระบบ BANNAR เป็นตัวอย่างท่ีใช้ 
เรียนรู้ในระบบ TILDE. 1BC และ C4.5

เพ่ือแสดงให้เห็นถึงประสิทธิภาพของลักษณะสำคัญท่ีได้จากระบบ BANNAR ในการวิจัยน้ีจึงได้ 
ทดลองเปรียบเทียบโดยการใช้ค่าความจริงของลักษณะสำคัญจากระบบ BANNAR เป็นตัวอย่างในการเรียนรู้



46

ของระบบอ่ืนท่ีทำการทดลองเปรียบเทียบในการวิจัยคร้ังน้ี โดยเสือกระบบท่ีสามารถจำแนกตัวอย่างออกเป็น 
หลายกลุ่มได้ คือ ระบบ TILDE, 1BC และ C4.5 โดยระบบ TILDE และ 1BC สามารถเรียนรู้และทดสอบ 
ได้โดยใช้[ครงสร้างภายในระบบเอง ส่วนระบบ C4.5 ได้ทดสอบโดยใช้ลักษณะสำคัญซ่ึงเป็น
ค่าคุณลักษณะจากระบบ LINUS แล้วจึงทำการเรียนรู้และทดสอบโดยระบบ C4.5 ผลการทดลอง
เปรียบเทียบเม่ือใช้ค่าความจริงจากระบบ BANNAR เป็นตัวอย่างท่ีใช้เรียนรู้กับใช้ระบบต่าง  ๆ เรียนรู้
เพียงอย่างเดียวเป็นด้งตารางท่ี 4.6

ตารางท ี่ 4 .6  ตารางแสดงเปอร์เซ็นต์ความถูกต้องเม่ือใช้ค่าความจริงของลักษณะสำคัญจากระบบ 
BANNAR เป็นตัวอย่างท่ีใช้เรียนรู้และทดสอบของระบบ TILDE, 1BC และ C4.5

ช ุดข ้อม ูล TILDE 1BC C4.5
TILDE FEATURE+TILDE 1BC FEATURE +1BC C4.5 FEATURE +C4.5

TCR 88.57 89.13 77.23 91.55 66.54 89.22
FEM 58.02 60.33 46.73 52.36 60.45 60.46

MUTA 68.94 81.44 77.72 83.02 74.41 81.44
KRK 69.80 97.60 87.12 92.00 99.89 99.88

ห ม าย เห ต ุ เปอร์เซ็นต์ความถูกต้องของระบบ C4.5 ใช้ค่าคุณลักษณะจากระบบ LINUS แล ้วจึงใช้ระบบ C4.5
ทำการเรียนรู้และทดสอบ และ FEATURE+X คือ การใช้ลักษณะสำคัญท่ีระบบ BANNAR สร้าง 
ข้ึนให้ระบบ X เรียนรู้

ผลการทดลองท่ีได้แสดงถึงประสิทธิภาพของลักษณะสำคัญท่ีระบบ BANNAR สร้างข้ึน เม่ือใช้ค่า 
ความจริงจากลักษณะสำคัญเหล่าน้ีแทนค่าอินพุตปกติของระบบ TILDE และระบบ 1BC และใช้แทนค่าคุณ 
ลักษณะจากระบบ LINUS ในตารางช่อง C4.5 พบว่าค่าความจริงของลักษณะสำคัญสามารถทำให้เปอร์เซ็นต์ 
ความถูกต้องของทุกระบบสูงข้ึนในทุกชุดข้อมูล ยกเว้นในชุดข้อมูล KRK เม่ือทำการทดสอบด้วยระบบ C4.5 
พบว่า ค่าคุณลักษณะจากระบบ LINUS ให้เปอร์เซ็นต์ความถูกต้องสูงกว่าค่าความจริงของลักษณะสำคัญจาก 
ระบบ BANNAR เล็กน้อย

5. ผลการทดลองเม่ือใช้ค่าความจริงของลักษณะสำคัญจากระบบ BANNAR เพียงอย่างเดียว

นอกจากการนำค่าความจริงของลักษณะสำคัญจากระบบ BANNAR มาทดสอบกับระบบต่าง  ๆ แล้ว 
เพ่ีอทดสอบประสิทธิภาพของลักษณะสำคัญที'ได้จากระบบ BANNAR ในการวิจัยน้ี จึงได้ทำการทดสอบโดย 
ใช้ค่าความจริงของลักษณะสำคัญจากระบบ BANNAR เพียงอย่างเดียวมาใช้จำแนกตัวอย่างท่ีใช้ทดสอบ ซ่ึง 
มีวิธีการทดสอบด้งต่อไปน้ี
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1. หาอัตราส่วนของลักษณะสำคัญท่ีตรงกับตัวอย่างต่อจำนวนลักษณะสำคัญท้ังหมดในกฎข้อ 
น้ัน ดังสมการ

, ท . , 1 tru e F e a tu re (r.e )
m a tch R a tio (r.e ) =

เม่ือ tm e F e a tu re (i.e ) คือ จำนวนของลักษณะสำคัญในกฎข้อ/ท่ีตรงกับตัวอย่าง e 
a llF e a tu re (r) คือ จำนวนลักษณะสำคัญท้ังหมดในกฎข้อ /

2. จำแนกตัวอย่างโดยแบ่งออกเป็น 2 กรณี คือ
2.1 ในกรณีปัญหาท่ีมีลักษณะเป็นหลายกลุ่ม จะจำแนกตัวอย่างโดยเลือกกลุ่มซ่ึงตรงกับ 

กฎท่ีให้ค่า m a tch R a tio  สูงท่ีสุด
2.2 ในกรณีปัญหาท่ีมีลักษณะเป็นสองกลุ่ม เน่ืองจากในปัญหาท่ีมีลักษณะเป็นสองกลุ่มน้ี 

ไม่มีกฎสำหรับกลุ่มตัวอย่างลบ ดังน้ันจึงต้องใช้วิธีการหาค่า m a tch R a tio  ท่ีมากท่ี 
สุด (0 ) ในกลุ่มตัวอย่างลบของกลุ่มตัวอย่างท่ีใช้เรียนรู้ หากตัวอย่างท่ีใข้ทดสอบให้ 
ค่า m a tch R a tio  สูงกว่า 9 t จะถูกจำแนกเป็นตัวอย่างบวก และหากน้อยกว่าหรือเท่า 
กับค่า 0 t จะถูกจำแนกเป็นตัวอย่างลบ ซ่ึงสามารถเขียนเป็นเง่ือนไขสำหรับตัวอย่างท่ี 
จะถูกจำแนกเป็นกลุ่มตัวอย่างบวกได้ดังน้ี

3 / m a tch R a tio (r.e ) > 6 1

เม่ือ
0. = max m a tch R a tio (r,ท ) 

neNE
และ NE คือ เซตของตัวอย่างลบท่ีใช้ทำการเรียนรู้

ผลการทดลองในตารางท่ี 4.7 แสดงจำนวนตัวอย่างท่ีถูกจำแนกถูกต้องเม่ือทดสอบโดยใช้ค่าความ 
จริงจากลักษณะสำคัญของระบบ BANNAR เพียงอย่างเดียว โดยในกรณีท่ีปัญหามีลักษณะหลายกลุ่ม (TCR 
และ FEM) จะจำแนกโดยเลือกกลุ่มซ่ึงตรงกับกฎท่ีมีค่า m a tch R a tio  สูงท่ีสุด ส่วนในกรณีปัญหาท่ีมีลักษณะ 
เป็นสองกลุ่ม (MUTA และ KRK) ใช้วิธีการจำแนกโดยการหาค่า 9 t สำหนัเกฎแต่ละข้อจากกลุ่ม 
ตัวอย่างท่ีใช้เรียนรู้ก่อน จากน้ันจึงนำค่า 0 เ ท่ีได้ไปจำแนกตัวอย่างท่ีใช้ทดสอบ หากตัวอย่างน้ันเม่ือนำมา 
เทียบกับลักษณะสำคัญของกฎแต่ละข้อแล้วได้ค่า m a tch R a tio  ในกฎข้อใดก็ตามสูงกว่าค่า 6\ สำหรับกฎข้อ 
น้ันจะจำแนกตัวอย่างท่ีทำการทดสอบน้ีเป็นกลุ่มตัวอย่างบวก และหากไม่มีกฎข้อใดเลยท่ีเม่ือนำตัวอย่างมา
เทียบกับลักษณะสำคัญแล้วให้ค่า m a tch R a tio  สูงกว่า Ot จะจำแนกตัวอย่างน้ันเป็นตัวอย่างลบ

จากตารางท่ี 4.7 แสดงให้เห็นว่าเม่ือใช้ลักษณะสำคัญเพียงอย่างเดียว สามารถจำแนกตัวอย่างได้ถูก
ต้องมากข้ึนกว่ากฎจากระบบ PROGOL หรือ GOLEM โดยเฉพาะในชุดข้อมูลท่ีมีลักษณะเป็นหลายกลุ่ม
สามารถเพ่ิมความถูกต้องในส่วนของตัวอย่างท่ีไม่ครอบคลุมด้วยกฎข้อใดข้อหน่ึงภายในเซตของกฎได้ จากชุด
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ตารางท่ี 4.7 ตารางแสดงจำนวนตัวอย่างท่ีถูกจำแนกถูกต้องเม่ือใช้ค่าความจริงของลักษณะสำคัญจากระบบ 
BANNAR เพียงอย่างเดียว เปรียบเทียบกับวิธีการ PROGOL หรือ GOLEM

ชุดข้อ 
มูล

จำนวน
ตัวอย่าง
ทดสอบ

BANNAR ลักษณะสำคัญอย่างเดียว PROGOL หรือ GOLEM
ครอบคลุม ไม่ครอบคลุม ครอบคลุม ไม่ครอบคลุม ครอบคลุม ไม่ครอบคลุม

TCR 2,143 1570/1611 453/532 1540/1611 222/532 1540/1611 3/532
FEM 278 145/200 34/78 146/200 24/78 146/200 14/78

MUTA 000๐ 102/109 55/79 100/109 54/79 100/109 54/79
KRK 10,000 3356/3360 6637/6640 3355/3360 6634/6640 3355/3360 6634/6640

หมายเหตุ ตัวเลขในตารางแสดงถึง จำนวนตัวอย่างท่ีถูกจำแนกถูกต้อง/จำนวนตัวอย่างทังหมดในกลุ่มนัน

ข้อมูล TCR พบว่า มีตัวอย่างที,ไม่ครอบคลุมด้วยกฎจำนวน 532 ตัวอย่าง เม่ือใช้วิธีการเลือกตามกลุ่มหลัก 
ให้ความถูกต้องเพียง 3 ตัวอย่าง ในขณะท่ีเม่ือใช้ค่าความจริงของลักษณะสำคัญจาก BANNAR เพียงอย่าง 
เดียว สามารถจำแนกได้ถูกต้อง 222 ตัวอย่าง ชุดข้อมูล FEM ซ่ึงเป็นชุดข้อมูลท่ีมีลักษณะเป็นหลายกลุ่มเช่น 
กัน เม่ือใช้วิธีการจำแนกตามกลุ่มหลัก สามารถจำแนกได้ถูกต้อง 14 ตัวอย่าง จากตัวอย่างท่ีไม่ถูกครอบคลุม 
ด้วยกฎท้ังหมด 78 ตัวอย่าง และเม่ือใช้ค่าความจริงของลักษณะสำคัญจาก BANNAR เพียงอย่างเดียว 
สามารถจำแนกได้ถูกต้อง 24 ตัวอย่าง สำหรับในชุดข้อมูลท่ีมีลักษณะเป็นสองกลุ่ม คือ MUTA และ KRK 
ลักษณะสำคัญแต่เพียงอย่างเดียว ให้จำนวนตัวอย่างท่ีถูกจำแนกได้ถูกต้องเท่ากับระบบ PROGOL หรือ 
GOLEM ท้ังในกลุ่มตัวอย่างท่ีถูกครอบคลุมและไม่ถูกครอบคลุมด้วยกฎ จะเห็นได้ว่า ลักษณะสำคัญแต่ 
เพียงอย่างเดียวสามารถเพ่ิมประสิทธิภาพให้กับกฎท่ีได้จากระบบ PROGOL หรือ GOLEM ได ้ โดยเฉพาะ 
อย่างย่ิงในกลุ่มตัวอย่างท่ีไม่ถูกครอบคลุมด้วยกฎในชุดข้อมูลท่ีมีลักษณะเป็นหลายกลุ่ม

เม่ือเปรียบเทียบความถูกต้องของระบบ BANNAR กับการใช้ลักษณะสำคัญเพียงอย่างเดียว พบว่า 
ความถูกต้องท่ีเพ่ิมข้ึนเม่ือใช้นิวรอลเน็ตเวิร์กทำการเรียนรู้และทดสอบในระบบ BANNAR สามารถทำให้
จำนวนตัวอย่างท่ีถูกจำแนกถูกต้องในชุดข้อมูล TCR เพ่ิมข้ึนจาก 222 ตัวอย่างเม่ือใช้ค่าความจริงของ 
ลักษณะสำคัญเพียงอย่างเดียว เป็น 453 ตัวอย่าง และสามารถจำแนกตัวอย่างได้ถูกต้องในชุดข้อมูล FEM 
เพ่ิมข้ึนจาก 24 ตัวอย่างเม่ือใช้ค่าความจริงของลักษณะสำคัญเพียงอย่างเดียว เป็น 34 ตัวอย่างเม่ือใช้นิวรอล 
เน็ตเวิร์ก จะเห็นว่านิวรอลเน็ตเวิร์กสามารถเพ่ิมความถูกต้องให้กับลักษณะสำคัญจากระบบ BANNAR โดย 
การให้ค่าน้ําหนักต่าง  ๆ กันกับลักษณะสำคัญท่ีมีความสำคัญไม่เท่ากัน ผลการทดลองในตารางท่ี 4.7 แสดงให้ 
เห็นว่าเปอร์เซ็นต์ความถูกต้องท่ีเพ่ิมข้ึนในระบบ BANNAR เป็นผลมาจากประสิทธิภาพของนิวรอลเนัตเวิร์ก 
ส่วนหน่ึง และอีกส่วนหน่ึงคือประสิทธิภาพของลักษณะสำคัญท่ีได้จากระบบ BANNAR
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