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บทคัดย่อภาษาไทย  พีรพล จิรนันทเจริญ : การท านายก าลังผลิตของโซลาร์เซลล์โดยใช้โมเดลประมาณค่า

และตัวกรองคาลมาน. ( Photovoltaic Power Generation Forecasting by using 
Estimator Model and Kalman Filter) อ.ที่ปรึกษาหลกั : ศ. ดร.วาทิต เบญจพลกุล 

  
วิทยานิพนธ์ฉบับนี้ เสนอแนวทางในการท านายก าลังผลิตของโซลาร์เซลล์โดยใช้

แบบจ าลอง Auto Regressive Integrated Moving Average (ARIMA) และ Kalman filter 
algorithm แนวทางในการท านายนี้ท านายก าลังผลิตแบบเวลาจริงของสถานี Photovoltaic (PV) 
ใดๆที่ต้องการทราบโดยในวิทยานิพนธ์ฉบับนี้จะท านายก าลังผลิตทุกๆ 5 นาที จุดมุ่งหมายของการ
ใช้ Kalman filter algorithm เพื่อติดตามก าลังผลิตแบบเวลาจริงของสถานีที่ต้องการทราบค่า
ก าลังผลิตในกรณีที่ข้อมูลก าลังผลิตขาดหายไปในบางช่วงเวลา Kalman filter มีข้อดีที่ไม่ต้องใช้
ข้อมูลในอดีตจ านวนมากในการท านายและติดตามข้อมูลที่ต้องการ แต่เนื่องจาก Kalman filter 
algorihm ต้องการข้อมูลการวัดค่าแบบเวลาจริงเพื่อปรับแก้ในสมการดังนั้นเราจึงได้เสนอ
แบบจ าลองการค านวณค่าประมาณก าลังผลิต Estimator model เพื่อค านวณค่าก าลังผลิตแบบ
เวลาจริงเพื่อน าไปใช้ใน Kalman filter algorithm ซึ่ง Estimator model จะค านวณค่าประมาณ
ก าลังผลิตแบบเวลาจริงของสถานีที่เราต้องการท านายจากข้อมูลค่าก าลังผลิตแบบเวลาจริงของ
สถานีข้างเคียง จากนั้นจึงส่งผลลัพธ์นั้นไปใช้ในการท านายก าลังผลิตจาก Kalman filter 
algorithm พบว่าผลลัพธ์ที่ได้มีความใกล้เคียงกับค่าจริงโดยสามารถดูได้จากค่าดัชนีชี้วัดความ
แม่นย า นอกจากนั้นเรายังเปรียบเเทียบผลลัพธ์ของการท านายกับ Persistence Model และ 
Artificial Neural Network ซึ่งผลลัพธ์ปรากฏว่า ARIMA-Kalman ให้ผลลัพธ์ที่ดีกว่า 
Persistence Model และมีความแม่นย าใกล้เคียงกับ Artificial Neural Network ที่ใช้กันมากขึ้น
เรื่อยๆในปัจจุบัน แต่ ARIMA-Kalman มีข้อดีตรงที่ไม่ต้องใช้ข้อมูลก าลังผลิตของสถานีที่ต้องการ
ท านายก าลังผลิตเป็นจ านวนมากในการท านาย 
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บทคัดย่อภาษาอังกฤษ # # 6070263921 : MAJOR ELECTRICAL ENGINEERING 
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Kalman filter algorithm, Photovoltaic forecast 
 Peeraphon Jiranantacharoen : Photovoltaic Power Generation Forecasting 

by using Estimator Model and Kalman Filter. Advisor: Prof. Watit 
Benjapolakul, D.Eng. 

  
This thesis presents an approach to forecast power generation of PV by 

using the Auto-Regressive Integrated Moving Average model (ARIMA) and Kalman 
filter algorithm. This approach forecasts power generation of the interested PV 
every 5 minute interval. The purpose of Kalman filter algorithm is to track the real-
time power generation of the interested PV, especially when we cannot receive 
real-time power generation data from the interested PV. The advantage of Kalman 
Filter algorithm is the fact that it can perform, even if we do not have many 
historical data. However, Kalman filter algorithm requires real-time measurement 
data to adjust the forecast value, therefore, we propose the Estimator model to 
estimate real-time power generation of the interested PV by using information of 
real-time power generation from neighboring PV. Then, we send the result 
to Kalman filter algorithm and forecast power generation. The forecasting result 
shows that it is close to the real data value and we calculate model accuracy to 
support the forecasting result. Furthermore, we compare the result with 
Persistence Model and Artificial Neural Network. The comparison result shows that 
ARIMA-Kalman is better than Persistence Model. The accuracy is nearly the same 
as that of Artificial Neural Network, but it can forecast without the interested PV's 
historical data.   
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บทที ่1  

บทน า 

1.1 ที่มาและความส าคัญของวิทยานิพนธ์ 

ในปัจจุบันปัญหาที่ท้าทายของการผลิตพลังงานไฟฟ้าทั่วโลกคือการเชื่อมต่อแหล่งผลิต

ไฟฟ้าที่ใช้พลังงานทดแทนที่มีจ านวนเพิ่มขึ้นอย่างมากในหลายปีที่ผ่านมานี้เข้ากับระบบไฟฟ้าที่มี

อยู่เดิมโดยเฉพาะพลังงานทดแทนที่สามารถควบคุมได้ยาก เช่น พลังงานลมและพลังงานจาก

แสงอาทิตย์ เนื่องจากผู้ที่ควบคุมดูแลพลังงานในระบบ (Electrical Operator) ต้องควบคุมให้

พลังงานไฟฟ้าที่ผลิตได้ในระบบพอดีกับความต้องการใช้ไฟฟ้าตลอดเวลา แต่การรักษาสมดุล

ระหว่างการผลิตไฟฟ้า (Supply) กับความต้องการใช้ไฟฟ้า (Demand) เป็นสิ่งที่ท าได้ยาก

เพราะว่าแหล่งก าเนิดพลังงานไฟฟ้าที่เกิดจากพลังงานทดแทนหรือพลังงานธรรมชาติส่วนใหญ่มี

ความแปรปรวนมากท าให้ยากต่อการคาดเดาก าลังผลิตเป็นเหตุให้ประสิทธิภาพของไฟฟ้าใน

ระบบ (Grid) ลดลง เช่น ท าให้เกิดแรงดันกระเพื่อมในระบบ (Voltage Fluctuations) มีปัญหา

ทางด้านคุณภาพไฟฟ้า (Power Quality) และ เสถียรภาพของระบบ (Stability) ดังนั้นการ

ท านายก าลังผลิตของแหล่งก าเนิดไฟฟ้าจึงมีความส าคัญอย่างมากในการเพิ่มประสิทธิภาพส าหรับ

การควบคุมเพื่อท าให้เกิดความสมดุลระหว่างความสามารถในการผลิตพลังงานกับความต้องการ

ใช้พลังงาน นอกจากนี้การท านายยังมีความส าคัญต่อการซื้อขายไฟฟ้าในตลาดซื้อขายไฟฟ้า 

(Electricity Market) เป็นเหตุให้ช่วยลดค่าใช้จ่ายในด้านการผลิตไฟฟ้าได้อย่างมีประสิทธิภาพ 

จากที่กล่าวมาข้างต้นเราสามารถแก้ปัญหาความไม่สมดุลในระบบไฟฟ้าที่เกิดจากความ

แปรปรวนของแหล่งผลิตไฟฟ้าที่ใช้พลังงานทดแทนได้โดยการติดตั้งแหล่งเก็บพลังงานส ารอง 

(Energy Storage) เพื่อกักเก็บพลังงานไฟฟ้าส่วนที่ผลิตเกินหรือจ่ายพลังงานไฟฟ้าชดเชยในส่วน

ที่ผลิตไม่เพียงพอเนื่องจากความแปรปรวนได้ โดยการควบคุมแหล่งเก็บพลังงานส ารองเหล่านี้ให้

จ่ายพลังงานและเก็บพลังงานในช่วงเวลาที่เหมาะสมซึ่งจะต้องอาศัยการท านายความสามารถของ

แหล่งผลิตไฟฟ้าที่ใช้พลังงานทดแทนให้ได้อย่างแม่นย า นอกจากนี้การท านายก าลังผลิตยังมี

ความส าคัญต่อการเดินเครื่องผลิตไฟฟ้าเนื่องจากการเดินเครื่องผลิตไฟฟ้าแต่ละครั้งใช้เวลานาน 

(ขึ้นกับชนิดเชื้อเพลิงที่ใช้ในการผลิตไฟฟ้าของโรงไฟฟ้า) [1] ดังนั้นการที่รู้ค่าก าลังผลิตในอนาคต

ท าให้สามารถวางแผนเดินเครื่องก าเนิดไฟฟ้าล่วงหน้าได้  
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วิธีในการสร้างแบบจ าลองการพยากรณ์ก าลังผลิตไฟฟ้ามีอยู่หลากหลายวิธีซึ่งแต่ละวิธีมี

ข้อดี ข้อเสียและข้อจ ากัดแตกต่างกันออกไปขึ้นกับหลายปัจจัยเช่น ชนิดของข้อมูลที่น ามาสร้าง

แบบจ าลอง รูปแบบของจุดประสงค์ในการใช้งานแบบจ าลองและสภาพภูมิประเทศหรือที่ตั้ง

สถานีโซลาร์เซลล์ เป็นต้น ดังนั้นแบบจ าลองที่ใช้ได้ผลดีกับสถานีโซลาร์เซลล์หนึ่งอาจจะไม่

เหมาะสมกับอีกสถานีหนึ่ง แต่โดยรวมแล้วการเลือกใช้วิธีการสร้างแบบจ าลองที่เหมาะสมเรา

อาจจะสามารถแบ่งได้ตามช่วงเวลาในการท านายได้โดยช่วงเวลาในการท านาย (Time Horizon) 

ตั้งแต่หน่วยนาทีจนถึงการท านายล่วงหน้าเป็นวัน เดือน หรือ ปี หรือเลือกจากความต้องการใน

การน าข้อมูลที่ท านายไปใช้เพื่อประโยชน์อะไร 

จากที่กล่าวมาข้างต้นนี้เองท าให้ทราบได้ว่าการท านายก าลังผลิตไฟฟ้าล่วงหน้ามี

ความส าคัญท าให้เราต้องมีวิธีการท านายก าลังผลิตที่เหมาะสมและมีประสิทธิภาพที่สุดเช่นกันโดย

ในวิทยานิพนธ์ฉบับนี้จะมุ่งไปที่การท านายก าลังผลิตไฟฟ้าของแหล่งพลังงานทดแทนที่ได้จาก

แสงอาทิตย์ (Photovoltaic output forecasting) และจะใช้แบบจ าลองที่สอดคล้องกับการ

ท านายระยะสั้น (Short-term forecast) มีความละเอียดมากที่สุดในหน่วยนาที เพื่อที่จะได้

เปลี่ยนแปลงตามความแปรปรวนของแหล่งก าเนิดได้ทัน  

 

1.2 งานวิจัยทีเ่กี่ยวข้อง 

การท านายก าลังผลิตของโซลาร์เซลล์นั้นเราท าได้ 2 วิธีเป็นหลัก วิธีแรกคือการท านาย

ความเข้มของแสงอาทิตย์ที่ลงมาบนพื้นโลก (Solar forecasting) จากนั้นเมื่อได้ค่าความเข้มของ

แสงอาทิตย์แล้วจึงเปลี่ยนเป็นก าลังผลิตจากสมการความสัมพันธ์ระหว่างความเข้มของ

แสงอาทิตย์กับก าลังผลิต แต่เนื่องจากความสัมพันธ์ของความเข้มของแสงกับก าลังผลิตของโซลาร์

เซลล์นั้นเป็นความสัมพันธ์แบบเส้นตรงเมื่อความเข้มของแสงมากท าให้ก าลังผลิตของโซลาร์เซลล์

จะมากขึ้นตามไปด้วยท าให้เราสามารถท านายก าลังผลิตของโซลาร์เซลล์จากการใช้ข้อมูลก าลัง

ผลิตของโซลาร์เซลล์โดยตรงมาเป็นข้อมูลทางสถิติได้เช่น (Photovoltaic output forecasting) 

ซึ่งเป็นรูปแบบการท านายรูปแบบที่สอง โดยรูปแบบของการสร้างแบบจ าลองเพื่อท านายก าลัง

ผลิตของโซลาร์เซลล์แบ่งได้เป็น 2 วิธีการใหญ่ๆ [2] ได้แก่ การใช้แบบจ าลอง PV performance 

model และ การสร้างแบบจ าลองโดยวิธี Statistical model 
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เมื่อกล่าวถึงวิธีการท านายความเข้มของแสงโดยใช้แบบจ าลอง PV performance 

model จะใช้ข้อมูลทางสภาพอากาศมาจ าลองสภาพอากาศของโลกโดยการแก้สมการการ Fluid 

mechanics และ Thermodynamics เรียกอีกอย่างได้ว่าแบบจ าลอง NWP (numerical 

weather prediction) ข้อดีของวิธีนี้คือเราไม่จ าเป็นต้องมีข้อมูลก าลังผลิตทางสถิติเก็บไว้วิธีนี้

สามารถท านายความเข้มของแสงได้ถ้าหากทราบตัวแปรที่จ าเป็นทางสภาพอากาศ แต่วิธีนี้มี

ข้อจ ากัดเพราะว่าไม่สามารถจ าลองสภาพอากาศได้อย่างสมบูรณ์แบบท าให้มีค่าความผิดพลาดอยู่ 

เนื่องจากหลายปัจจัยทั้งทางด้านเครื่องมือวัด การค านวณในระหว่างกระบวนการ จ านวนจุดที่

เครื่องตรวจวัดค่าพารามิเตอร์ที่ติดต้ังและระยะของพ้ืนที่ที่ใช้ในการค านวณมีผลต่อความผิดพลาด 

ดังนั้นเมื่อค่าที่ได้จากการท านายยังไม่แม่นย าเพียงพอจึงต้องหาทางปรับแก้ค่าที่ได้จากการท านาย

โดยใช้วิธีการ post-processing method มาช่วยได้แก่ Kalman Filter โดยมีข้อดีคือ ไม่ต้องใช้

ข้อมูลก าลังผลิตในอดีตในการท างาน สามารถปรับแก้ได้ทันทีแบบเวลาจริงโดยอาศัยข้อมูลใน

ปัจจุบันและเหมาะสมกับการท านายที่มีช่วงเวลาในการท านาย (Time Horizon) สั้น 

Sophie Pelland [3] ได้เสนอแนวทางในการใช้ post-processing method มาช่วยใน

การปรับแก้ท าให้ค่าความผิดพลาดที่ได้จากการท านายความเข้มของแสงจากโมเดล NWP ให้มีค่า

ลดลง โดยใช้ข้อมูลความเข้มของแสงที่เก็บจากสถานีโซลาร์เซลล์ที่เราสนใจผ่านกระบวนการของ 

post-processing method 2 วิธีคือ spatial averaging และ Kalman filter หลังจากการ

ท านายปรากฏว่าผลลัพธ์ให้ค่า root mean square error (RMSE) ลดลงเฉลี่ย 15 เปอร์เซ็นต์ 

เมื่อเทียบกับการท านายธรรมดาที่ไม่ใช้ post-processing method 

นอกจากนี้ยังมีงานวิจัยอื่นอีกที่ใช้ Kalman filter ช่วยในการลดค่าความผิดพลาดที่เกิด

จากการท านายของโมเดลแบบ NWP เช่น Maimouna Diagne [4] ใช้ post-processing 

method 2 วิธีคือ Model Output Statistics (MOS) และ Kalman filter ช่วยปรับปรุงผลลัพธ์

ของการท านายความเข้มของแสงอาทิตย์ล่วงหน้า 1 ชั่วโมงโดยใช้ข้อมูลค่าความเข้มของแสงจาก

สถานีโซลาร์เซลล์ที่สนใจแบบเวลาจริง (Real time) และใช้การท านายความเข้มของแสงจาก

แบบจ าลอง Weather Research and Forecasting (WRF) ซึ่งเป็นแบบจ าลอง NWP รูปแบบ

หนึ่ง งานวิจัยนี้ทดลอง 2 สถานีโซลาร์เซลล์ผลลัพธ์ที่ได้ปรากฏว่าค่า RMSE ของสถานีแรกลดลง

จาก 37.18 เหลือ 14.94 เปอร์เซ็นต์ และ สถานีที่สองค่า RMSE ลดลงจาก 57.3 เหลือ 21.8 

เปอร์เซ็นต์  



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 4 

งานวิจัยที่กล่าวมาข้างต้นเป็นการใช้แบบจ าลองการท านายจาก PV performance 

model ในส่วนของการท านายโดยแบบจ าลองที่มีพื้นฐานจากค่าทางสถิติ หรือ ใช้ Statistical 

model นั้นมีงานวิจัยที่ใช้ Kalman filter ช่วยปรับปรุงผลลัพธ์จากการท านายเช่นกัน โดยวิธีที่ใช้

ได้แก่ Auto-regressive model (AR) เนื่องจากวิธี Kalman filter ต้องการสมการที่สามารถ

เขียนอยู่ในรูปของ state-space model ได้ในการเริ่มท างานซึ่งวิธีการสร้างแบบจ าลองแบบ 

Auto-regressive model (AR) เป็นการจ าลองค่าชุดข้อมูลที่เกี่ยวข้องกันทางเวลากล่าวคือค่าที่

เราสนใจ ณ เวลาปัจจุบันมีความสัมพันธ์กับค่าในอดีตและสามารถเขียนความสัมพันธ์นั้นในรูป

ของสมการได้ดังนั้นจึงสามารถเขียนในรูปของ state-space model ได ้

Ted Soubdhan [5] สร้างแบบจ าลองท านายความเข้มของแสงและก าลังผลิตของ

โซลาร์เซลล์ 2 วิธีได้แก่ Auto-Regressive model (AR) และ Expectation-Maximization 

algorithm ในการท านายเพื่อหาค่า parameter มาใช้ในการท างานของ Kalman Filter เพื่อท า

ให้ค่าความผิดพลาดของการท านายน้อยลงเมื่อเทียบกับการใช้วิธี Auto-Regressive (AR) หรือ 

Expectation-Maximization algorithm เพียงอย่างเดียว งานวิจัยนี้ใช้การประเมินผลลัพธ์โดย

ค่า skill score improvement ซึ่งเป็นการเปรียบเทียบค่าท านายที่ได้จากแบบจ าลองที่เรา

พัฒนาอยู่กับแบบจ าลองที่ใช้เพื่ออ้างอิงโดยปรากฏว่าค่า skill score improvement มีค่า 

39.85 เปอร์เซ็นต์ แปลว่าแบบจ าลองที่เราพัฒนาสามารถท านายได้ดีกว่าแบบจ าลองอ้างอิง  

39.85 เปอร์เซ็นต ์

นอกจากนี้ M. Hassanzadeh [6] ได้ท านายโดยใช้ Kalman filter ร่วมกับวิธีท านาย

แบบ Auto-Regressive Moving Average (ARMA) และ วิธีการท านายแบบ spectral 

analysis ซึ่งจะหาผลลัพธ์โดยการค านวน LSM (least square method) ทั้งสองวิธีนี้สามารถใช้

ร่วมกับ Kalman filter ได้ เมื่อเปรียบเทียบผลลัพธ์ของสองวิธีนี้เมื่อใช้ร่วมกันกับ Kalman Filter

ปรากฏว่าวิธี spectral analysis ให้ผลลัพธ์ดีกว่า ARMA โดยค่า Root Mean-Square Error 

(RMSE) ของวิธี spectral analysis อยู่ที่ 29 เปอร์เซ็นต์ และ RMSE ของวิธี ARMA อยู่ที่ 40 

เปอร์เซ็นต์ เมื่อพิจารณาที่ความละเอียดของการท านาย 5 นาที 
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วิธีการท านายแบบ statistical model อีกอย่างที่ใช้กันแพร่หลายในปัจจุบันได้แก่การใช้ 

Artificial Neural Network (ANN) ซึ่งได้มีงานวิจัยหลายชิ้นที่ประยุกต์ใช้วิธีนี้ในการท านายกับ

เซลล์แสงอาทิตย์ เช่น L. Alfredo Fernandez-Jimenez [7] ได้เสนอแนวทางในการท านายการ

ผลิตไฟฟ้าจากพลังงานแสงอาทิตย์ในระยะสั้นโดยใช้ Statistical model โดยระบบประกอบไป

ด้วย 3 ส่วนได้แก่ Numerical Weather Prediction (NWP) model ใช้ท านายตัวแปรของ

สภาพอากาศ 2 ส่วนเพื่อน าไปใช้ในส่วนที่สามซึ่งเป็นส่วนที่ใช้ท านายพลังงานที่ได้จากระบบโดย

ใช้ Artificial Neural Network ในการท านาย โดยที่ข้อมูลที่ป้อนเข้าระบบการท านายโดยใช้ 

Artificial Neural Network ได้แก่ข้อมูลพลังงานที่สามารถผลิตได้ในอดีตและข้อมูลของสถาพ

อากาศที่ได้จากการท านายโดยใช้ NWP model และในงานวิจัยได้เปรียบเทียบแบบจ าลองชนิด

ต่างๆด้วย ผลลัพธ์แสดงให้เห็นว่า ANN ให้ผลลัพธ์ของค่า RMSE แม่นย ากว่าแบบจ าลองชนิดอื่น 

A. Mellit [8] ได้ใช้แนวทางของ Artificial Neural Network (ANN) ในการสร้าง

แบบจ าลองเพื่อท านายก าลังผลิตของเซลล์แสงอาทิตย์โดยแบ่งแบบจ าลองที่พัฒนาออกเป็น 2 

ชนิดตามชนิดของสภาพอากาศได้แก่ วันที่สภาพอากาศแจ่มใสและวันที่ท้องฟ้ามีเมฆมาก ผลลัพธ์

ที่ได้ยืนยันความแม่นย าของแบบจ าลองที่ใช้ neural network ในการท านายไดเ้ป็นอย่างดี อีกทั้ง

เมื่อเปรียบเทียบกับแบบจ าลองแบบ regression อย่างเดียวแล้วพบว่ามีความสามารถในการ

ท านายที่ดีกว่า โดยข้อดีของการใช้ ANN คือไม่ต้องใช้พารามิเตอร์ที่ซับซ้อนและจ านวนมากใน

การสร้างและพัฒนาโมเดล 

วิทยานิพนธ์ฉบับนีมุ้่งเน้นไปที่การท านายและติดตามก าลังผลิตโซลาร์เซลล์แบบระยะสั้น

ของพื้นที่หรือ solar PV ที่เราสนใจโดยใช้ชุดข้อมูลก าลังผลิตของโซลาร์เซลล์ในอดีตในการ

ท านาย โดยในขั้นแรกเราจะใช้วิธี Auto-Regressive Integrated Moving Average (ARIMA) 

ในการสร้างแบบจ าลองเพื่อท านายก าลังผลิตจากข้อมูลทางสถิติในอดีตเพื่อให้ได้พารามิเตอร์ใน

การใช้งานในขั้นตอนต่อไป จากนั้นจะใช้กระบวนการ post-processing method ได้แก่ 

Kalman filter ในการท านายโดยใช้ข้อมูลก าลังผลิตของสถานีโซลาร์เซลล์ที่เราสนใจแบบเวลา

จริง (Real time) นอกจากนี้เรายังเสนอแนวทางในการแก้ปัญหาในกรณีที่เราไม่มีข้อมูลก าลัง

ผลิตแบบเวลาจริง (Real time) ของสถานีที่เราสนใจ โดยเราจะใช้ข้อมูลของก าลังผลิตของสถานี

โซลาร์เซลล์ข้างเคียงมาสร้างแบบจ าลองเพื่อประมาณค่าก าลังผลิตของสถานีโซลาร์เซลล์ที่เรา

สนใจเราเรียกแบบจ าลองนี้ว่า Estimator model แบบจ าลองนี้เมื่อใช้ร่วมกับ Kalman filter 

จะท าให้เราสามารถติดตามก าลังผลิตแบบเวลาจริงได้ นอกจากนั้นวิธีที่เราเสนอยังสามารถ
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ประมาณค่าก าลังผลิตย้อนหลังถ้าหากข้อมูลก าลังผลิตขาดหายไปได้อีกด้วย ซึ่งวิธีนี้มีประโยชน์

อย่างมากต่อการเก็บข้อมูลทางสถิติเพื่อเก็บข้อมูลหรือน าข้อมูลไปวิเคราะห์การท างานของ PV ใน

ด้านอื่นๆได้  ในขั้นตอนของการเปรียบเทียบผลลัพธ์ เราจะค านวณค่าดัชนีความแม่นย า 

เปรียบเทียบผลลัพธ์จากการท านายโดยวิธี ARIMA-Kalman ที่เราเสนอกับการท านายแบบ 

Artificial Neural Network และวิเคราะห์ข้อดีข้อเสียของการใช้ Estimator model ใน

กระบวนการท านาย 

1.3 วัตถุประสงค์ของวิทยานิพนธ์ 

1. เพื่อออกแบบแบบจ าลองในการท านายและติดตามก าลังผลิตของโซลาร์เซลล์เป็นเวลา 1 วัน 

(short-term solar forecast) โดยมีความละเอียดของช่วงเวลาในการท านายทุก 5 นาที  

2. เพื่อออกแบบวิธีการในการท านายก าลังผลิตของสถานีโซลาร์เซลล์ที่สนใจโดยใช้ข้อมูลก าลัง

ผลิตที่วัดได้จากสถานโีซลาร์เซลล์แบบเวลาจริงมาใช้ในกระบวนการของ Kalman filter เพื่อ

เพิ่มความแม่นย าในการท านาย 

3. เพื่อออกแบบและพัฒนาโมเดลการประมาณค่าก าลังผลิตที่สร้างจากข้อมูลก าลังผลิตของ

สถานีโซลาร์เซลล์ที่อยู่ข้างเคียงกับสถานีที่เราสนใจเพื่อน ามาใช้กับกระบวนการ Kalman 

filter ในกรณีที่ไม่มีข้อมูลก าลังผลิตแบบเวลาจริงของสถานีที่สนใจ 

4. เพื่อทดสอบความสามารถของวิธีการที่ได้คิดขึ้นและวิเคราะห์ถึงข้อดีข้อเสียของการใช้โมเดล

การประมาณค่าก าลังผลิตในการท างานร่วมกับกระบวนการ Kalman filter เพื่อท านาย

ก าลังผลิตแบบเวลาจริง 

1.4 ประโยชน์ที่คาดว่าจะได้รับ 

1. วิธีการท านายก าลังผลิตของโซลาร์ เซลล์ ในกรณีที่ ใช้แบบจ าลอง Auto-regressive 

integrated moving average (ARIMA) ร่วมกับ Kalman filter สามารถช่วยให้การท านาย

ก าลังผลิตมีความแม่นย ามากขึ้นเมื่อเปรียบเทียบกับการใช้แบบจ าลอง ARIMA ท านายการ

ผลิตพียงอย่างเดียว 

2. ในกรณีที่ไม่มีค่าก าลังผลิตของสถานีที่สนใจแบบเวลาจริงสามารถใช้โมเดลประมาณค่าเพื่อ

ประมาณค่าก าลังผลิตเพื่อน าไปใช้แทนข้อมูลแบบเวลาจริงได้และยังให้ผลลัพธ์ที่ใกล้เคียงกับ

การใช้ข้อมูลที่สถานีวัดแบบเวลาจริง 

3. สามารถน าแนวทางการท านายในวิทยานิพนธ์ไปต่อยอดหรือศึกษาถึงผลกระทบ ข้อดีและ

ข้อเสีย เพื่อพัฒนาและประยุกต์ใช้ในการท านายก าลังผลิตของโซลาร์เซลล์ได้ในอนาคต 
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4. ผลลัพธ์ที่ได้จากการท านายก าลังผลิตสามารถน าไปใช้ในการวางแผนจัดการพลังงาน หรือ 

ช่วยให้ควบคุมพลังงานที่เกิดจากแหล่งก าเนิดไฟฟ้าโซลาร์เซลล์ที่ไหลเข้าสู่ระบบให้มีความ

สมดุลได ้

1.5 เนื้อหาของวิทยานิพนธ์ 

บทที่ 1 ประกอบด้วยเนื้อหาเกี่ยวกับที่มาและความส าคัญของวิทยานิพนธ์ งานวิจัยที่   

เกี่ยวข้องกับหลักการที่ใช้ในวิทยานิพนธ์ วัตถุประสงค์และประโยชน์ที่คาดว่าจะได้รับของ

วิทยานิพนธ์ 

บทที่ 2 ประกอบไปด้วยหลักการและทฤษฎีที่ใช้ในการท าวิทยานิพนธ์ ค านิยาม การวิเคราะห์

ข้อมูลที่เป็น Time series กระบวนการของ ARIMA model การระบุตัวแปรและค่าสัมประ

สิทธ์ของตัวแปรต่างๆในสมการ กระบวนการของ Kalman filter algorithm กระบวนการของ 

Artificial Neural Network และ ดัชนชีี้วัดความแม่นย าของการท านาย 

บทที่ 3 เนื้อหาของบทนี้จะกล่าวถึงขั้นตอนกระบวนการที่ใช้ท านายก าลังผลิตของ PV โดยเริ่ม

ตั้งแต่ขั้นเก็บข้อมูล การออกแบบ Estimator model การเทียบสัมประสิทธ์ของ ARIMA 

model เพื่อใช้ใน Kalman filter algorithm และ การท านายโดยใช้ Kalman filter 

algorithm 

บทที่ 4 ประกอบไปด้วยการทดสอบในรูปแบบต่างๆเพื่อทดสอบความสามารถของวิธีที่

เสนอแนะและทดสอบขีดความสามารถของ Estimator model รวมถึงวิเคราะห์ผลลัพธ์และ

ข้อดีข้อเสียของแบบจ าลอง Estimator model และแนวทางกระบวนการท านายก าลังผลิต 

บทที่ 5 เนื้อหาในบทนี้กล่าวสรุปขั้นตอนทั้งหมดในวิทยานิพนธ์และผลลัพธ์ข้อสรุปที่ได้จากการ

ท าวิทยานิพนธ์ รวมถึงข้อเสนอแนะที่ควรปรับปรุงในอนาคต 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 8 

บทที ่2  

แนวเหตุผลและทฤษฎีที่เกี่ยวข้อง 

2.1 Time series Analysis 

2.1.1 Introduction 

 Time series หรือ อนุกรมเวลา คือชุดข้อมูลที่มีความต่อเนื่องกันทางเวลา ซึ่งในวิทยานิพนธ์

ฉบับนี้คือชุดข้อมูลของก าลังผลิตของโซลาร์เซลล์โดยที่มีช่องว่างของเวลาระหว่างข้อมูลเท่ากัน เรา

ต้องการวิเคราะห์ชุดข้อมูลเพื่อหาความสัมพันธ์ที่มีต่อกันระหว่างก าลังผลิตในแต่ละช่วงเวลา ดังนั้น

เราจึงใช้โมเดลทางคณิตศาสตร์มาช่วยอธิบายพฤติกรรมของข้อมูลก าลังผลิต ถ้าโมเดลสามารถ

ค านวณหาค่าถัดไปที่แน่นอนได้เรียกว่า deterministic model แต่เนื่องจากในความเป็นจริงมีตวัแปร

อื่นๆอีกมากที่เกี่ยวข้องท าให้ไม่สามารถค านวณหาค่าถัดไปอย่างแม่นย าได้จึงใช้ความน่าจะเป็นมาช่วย

เราจะเรียกโมเดลนี้ว่า stochastic model 

 Stochastic model สามารถแบ่งเป็น 2 กลุ่มใหญ่ได้คือ stationary stochastic model 

และ non-stationary stochastic model ซึ่ง stationary model เป็นโมเดลที่ได้รับความสนใจและ

ใช้เป็นสมมติฐานในการจ าลองโมเดลทางคณิตศาสตร์หลายอย่างที่เกี่ยวข้องกับความน่าจะเป็น โดยมี

ลักษณะเด่นเรียกว่า statistical equilibrium คือ มีค่า mean และ variance คงที่ไม่เปลี่ยนแปลงไป

ตามเวลา ตัวอย่างของ stationary model ที่เกี่ยวข้องกับวิทยานิพนธ์ฉบับนี้ได้แก่ Auto Regressive 

(AR), Moving Average (MA) และ Auto Regressive Moving Average (ARMA) ในส่วนของ 

non-stationary model ได้แก่ Auto Regressive Integrated Moving Average (ARIMA) 

2.1.2 Autocorrelation Function 

 จากที่ได้กล่าวไปข้างต้นว่าความเป็น stationary คือสมมติฐานเบื้องต้นของการพัฒนาโมเดล

แบบอนุกรมเวลา ซึ่งตามปกติแล้วความเป็น stationary สามารถอธิบายได้จาก mean, variance 

และ autocorrelation function โดยหากชุดข้อมูลมีความเป็น stationary สมมติให้ชุดข้อมูลมีค่า 

1 2 3, , ,..., zNz z z  และมีจ านวน N  ค่าทั้ง 3 สามารถค านวณได้ดังสมการที่ (2.1), (2.2) และ (2.3) 

อีกทั้งการค านวณ autocorrelation function ยังมีความจ าเป็นต่อการวิเคราะห์เพื่อหาจ านวนของ

พารามิเตอร์ในแบบจ าลอง ARIMA ที่จะกล่าวต่อไปในหัวข้อที่ 2.1.6 Model Identification & 

Model Estimation รวมถึงความเหมาะสมของแบบจ าลองจากค่า Residual หลังจาก fit 

แบบจ าลอง ARIMA ในหัวข้อ 2.1.7 Model Diagnostic Checking 
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Mean 

 ค่าเฉลี่ยของชุดข้อมูลสามารถค านวณได้จากการน าข้อมูลทุกค่ามารวมกันแล้วหารด้วย

จ านวนของข้อมูลที่มีทั้งหมดดังสมการที่ (2.1) 

1

1 N

t

t

z z
N 

                                                 (2.1) 

Variance 

 เมื่อข้อมูลเป็นข้อมูลแบบอนุกรมเวลาที่มี time step เท่ากัน ค่า Variance สามารถค านวณ

ได้ดังสมการที่ (2.2) 

2 2

1

1
(z )

N

z t

t

z
N




                                         (2.2) 

Autocorrelation Function 

 Autocorrelation Function เกิดจากการน าค่า Autocorrelation coefficient ( k ) มา 

plot เทียบกับค่าล้าหลังของล าดับข้อมูล (lag k ) ค่าที่ plot ลงในกราฟจะไม่มีหน่วยซึ่งเป็นค่า 

correlation coefficient ระหว่างข้อมูลที่ต าแหน่ง t  และข้อมูลที่ต าแหน่ง t k ซึ่งมีความสัมพันธ์

กับค่า Auto covariance coefficient ( k ) ดังสมการที่ (2.3) โดยส าหรับสมมติฐานที่ว่าชุดข้อมูลที่

สนใจมีความ stationary จะท าให้ค่า 0  มีค่าเท่ากับ Variance ( 2

z ) ในสมการที่ (2.2) 

0

k
k





                                                  (2.3) 

 บนสมมติฐานของความเป็น stationary ของชุดข้อมูลจะสามารถสรุปได้ว่าค่า joint 

probability distribution 
1 2

(z , z )t tp มีค่าเท่ากันทุกเวลา 1t  และ 2t  เมื่อ 1t  และ 2t  มีระยะเวลา

ห่างกัน k  เท่ากัน ท าให้ค่า covariance ระหว่าง tz  และ t kz   มีค่าเท่ากันตลอดเวลาถ้าหาก

ระยะห่างทางเวลาของข้อมูลมีค่าเท่ากับ k  ดังนั้นเราสามารถค านวณค่า Auto covariance 

coefficient  ( k ) ได้ดังสมการที่ (2.4) เมื่อแทนค่า k  ด้วยตัวเลข lag ต่างๆ จากนั้นน าค่า k  แทน

ในสมการที่ (2.3) จะได้ค่า Autocorrelation coefficient ได้ดังสมการที่ (2.5)  
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cov[ , z ] E[(z )(z )]k t t k t t kz                                   (2.4) 

 
22 2

E[(z )(z )] E[(z )(z )]

E[(z ) ]E[(z ) ]

t t k t t k
k

zt t k

   


 

 



   
 

 
                     (2.5) 

2.1.3 Linear Stationary Model 

Backward shift operator 

 Backward shift operator แทนด้วยสัญลักษณ์ B  ใช้เพื่อลดรูปหรือเปลี่ยนรูปในการเขียน

สมการของชุดข้อมูล มีนิยามคือ t t -1Bz = z  หรือหมายความว่าค่าล้าหลังไป 1 ต าแหน่งนั่นเอง ดังนั้น

สามารถเขียนอยู่ในรูปทั่วไปได้ว่า m

t t-mB z = z  นอกจากนี้ยังมีอีกรูปแบบหนึ่งเรียกว่า backward 

difference operator ซึ่งนิยามว่า 1t t tz = z z   ซึ่งสามารถเขียนในเทอมของ B  ได้ว่า 

(1- )t t t -1 tz = z - z = B z  

Auto Regressive Model 

 Auto Regressive (AR) Model เป็น stochastic model ที่จะค านวณค่าปัจจุบันจาก

ผลรวมเชิงเส้นของข้อมูลในอดีตและค่ารบกวน โดยก าหนดให้ค่า 1 2, , ,...t t tz z z   ตรงกับเวลา 

, 1, 2,...t t t   ตามล าดับและให้ t tz z     สามารถเขียนอยู่ในรูปของสมการได้ดังสมการที่ 

(2.6) และสามารถเขียนให้อยู่ในเทอมของ backward shift operator ( B ) ได้ดังสมการที่ (2.7) 

1 1 2 2 ...t t t p t p tz z z z a                                         (2.6) 

โดยที่  
p  คือสัมประสทิธิ์ของค่าข้อมูลในอดีตที่ล้าหลังไป p  ต าแหน่ง 

 ta  คือ white noise process ที่มีค่าเฉลี่ยเปน็ 0 และมี variance คงที ่  

( ) zt tB a                                                   (2.7) 

โดยที่  2

1 2( ) 1 ... p

pB B B B         

 โมเดลมีจ านวน parameter ทั้งหมด 2p   ค่า 2

1 2( , ,..., , )p a     โดยที่ 2

a  คือค่า 

variance ของ white noise process ( ta ) 
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Moving Average Model 

 Moving Average (MA) Model จะเป็นโมเดลเขียนอยู่ในเทอมของค่าล้าหลังของ ta  และมี

จ านวนของต าแหน่งล้าหลังแทนที่ด้วย q  สามารถเขียนอยู่ในรูปของสมการได้ดังสมการที่ (2.8) และ

สามารถเขียนให้อยู่ในเทอมของ backward shift operator ( B ) ได้ดังสมการที่ (2.9) 

1 1 2 2 ...t t t t q t qz a a a a                                         (2.8) 

โดยที่  
q  คือสัมประสทิธิ์ของค่า ta  ในอดีตที่ล้าหลังไป q  ต าแหน่ง 

 ta  คือ white noise process ที่มีค่าเฉลี่ยเปน็ 0 และมี variance คงที ่  

z ( )t tB a                                                  (2.9) 

โดยที่  2

1 2( ) 1 ... q

qB B B B         

 โมเดลมีจ านวน parameter ทั้งหมด 2q   ค่า 2

1 2( , ,..., , )q a     โดยที่ 2

a  คือค่า 

variance ของ white noise process ( ta ) 

Auto Regressive Moving Average Model 

 เพื่อเพิ่มความยืดหยุ่นให้โมเดลให้สามารถใช้กับชุดข้อมูลที่หลากหลายได้เราจึงรวมโมเดลที่

กล่าวมาข้างต้น Auto Regressive Model และ Moving Average Model เข้าด้วยกันเรียกว่า 

Auto Regressive Moving Average (ARMA) Model สามารถเขียนในรูปของสมการได้ดังสมการที่ 

(2.10) และสามารถเขียนให้อยู่ในเทอมของ backward shift operator ( B ) ได้ดังสมการที่ (2.11) 

1 1 2 2 1 1 2 2... ...t t t p t p t t t q t qz z z z a a a a                                 (2.10) 

( ) z ( )t tB B a                                               (2.11) 

 โมเดลมีจ านวน parameter ทั้งหมด 2p q   ค่า 2

1 2 1 2( , ,..., , , ,..., , )p q a        

โดยที่ 2

a  คือค่า variance ของ white noise process ( ta ) 

2.1.4 Linear Non-Stationary Model 

Auto Regressive Integrated Moving Average Model 

 ตามปกติแล้วชุดข้อมูล Time series ที่พบส่วนใหญ่จะอยู่ในรูปแบบของ nonstationary 

time series มากกว่า stationary time series ดังนั้นก่อนหน้าที่เราจะใช้ ARIMA เราจะต้องท าให้
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ชุดข้อมูลเหล่านั้นเป็นชุดข้อมูล stationary เสียก่อนโดยการท า differencing ซึ่งค่าพารามิเตอร์ที่

เกี่ยวข้องกับการท า differencing คือค่า d  การท า differencing คือการที่เรา plot ผลต่างของค่า

ปัจจุบันกับค่าก่อนหน้า  ดังนั้นจ านวน sample จะลดลง 1 ทุกครั้งที่ท า differencing ตามตัวอย่าง

ต่อไปนี้ โดยก าหนดให้ tw  แทนชุดข้อมูลใหม่หลังการท า differencing 

0, t td w z   

11, t t td w z z     

1 1 2 1 22, ( ) ( ) z 2t t t t t t t td w z z z z z z             

 โดยเราจะสังเกตได้ว่าเมื่อ d = 2 จะไม่ใช่ผลต่างระหว่างค่าปัจจุบันกับค่าที่ล้าหลังไป 2 

ต าแหน่ง แต่จะเป็นผลต่างระหว่าง “ผลต่างของค่าปัจจุบันกับค่าที่ล้าหลังไป 1 ต าแหน่ง” กับ 

“ผลต่างของค่าที่ล้าหลังไป 1 ต าแหน่งกับค่าที่ล้าหลังไป 2 ต าแหน่ง” ตามปกติแล้วเราจะท า 

differencing แค่ 1 ถึง 2 ครั้งก็เพียงพอแล้วและอาจจะใช้ function log ช่วยในการควบคุมให้ค่า

ของชุดข้อมูลน้อยลงเพราะว่าเราต้องระวังว่าจะท า differencing มากเกินความจ าเป็นจนท าให้การ

วิเคราะห์ผิดเพ้ียน  

 Auto Regressive Integrated Moving Average (ARIMA) เป็นโมเดลที่เกิดจากโมเดล 

Auto Regressive Moving Average (ARMA) และเพิ่ม parameter d  เข้ามาในโมเดลและเขียนย่อ

ว่า ARIMA ( , ,p d q ) โดยที่ p  คือจ านวน order ของ Auto Regressive และ q  เป็นจ านวน 

order ของ Moving Average ซึ่งขั้นตอนต่อไปเราต้องหาค่า parameter เหล่านี้เพื่อก าหนดรูปแบบ

ของโมเดลก่อนที่จะประมาณค่าสัมประสิทธ์เพื่อจ าลองโมเดลของชุดข้อมูลซึ่งจะอธิบายใน section 

ถัดไป โมเดลรูปทั่วไปของ ARIMA แสดงดังสมการที่ (2.12) หรือ (2.13) โดยที่ d  แทนการนิยาม 

differencing ตามที่ได้กล่าวไปแล้วใน section 2.1.3 ซึ่งตัวแปร   หมายถึงการที่รากบางส่วนของ

สมการ ARIMA มีค่ารากเท่ากับ 1  

1 1 2 2 1 1 2 2... ...d

t t t t p t p t t t q t qw z w w w a a a a                          (2.12)                                                 

( ) z ( )d

t tB B a                                             (2.13) 

โดยที่  2

1 2( ) 1 ... p

pB B B B         

 2

1 2( ) 1 ... q

qB B B B         
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( )B มีความเป็น stationary สอดคล้องกับที่รากของสมการ ( ) 0B   ต้องมีค่ามากกว่า unit 

circle และ ( )B สามารถ invertible สอดคล้องกับที่รากของสมการ ( ) 0B   ต้องมีค่ามากกว่า 

unit circle เช่นเดียวกัน เมื่อ 0d   จะหมายความว่าโมเดลแสดงลักษณะความเป็น stationary 

process 

ตัวอย่าง Special cases of ARIMA 

 โมเดลของ ARIMA มีชื่อเรียกต่างกันตามค่า parameter ที่ต่างกันออกไปยกตัวอย่างเช่น  

ARIMA (1,0,0): first-order Autoregressive model 

                             1 1t tz z                                                   (2.14) 

 ในกรณีนี้จะสามารถสรุปได้ว่าค่าของ tz  ค านวณจากค่าของชุดข้อมูลตัวเองในอดีตรวมกับ

ค่าคงที่ ถ้าโมเดลมีความ stationary ค่าสัมประสิทธิ ์ 1  จะมีค่าน้อยกว่า 1 เสมอ 

ARIMA (0,1,0): Random walk  

1t tz z                                                          (2.15) 

  ในกรณีนี้รูปแบบสมการอาจเรียกได้ว่าเป็น first-order autoregressive model ที่มีค่า

สัมประสิทธิ์เปน็ 1 เกิดจากการที่ท า differencing 1 ครั้งให้ข้อมูลมีความ stationary  

ARIMA (1,1,0): Differenced first-order autoregressive model  

1 1 1 2( )t t t tz z z z                                             (2.16) 

ARIMA (0,1,1): Exponential smoothing  

1 1 1t t tz z a                                                       (2.17) 

ARIMA (0,2,1) or ARIMA (0,2,2): Linear exponential smoothing  

1 2 1 1 2 22t t t t tz z z a a                                                (2.18) 

ARIMA (1,1,2): Damped-trend linear exponential smoothing  

1 1 1 2 1 1 2 2( )t t t t t tz z z z a a                                        (2.19) 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 14 

2.1.5 Box & Jenkins Methodology 

 Box & Jenkins Methodology [9] เป็นขั้นตอนวิธีในการสร้างโมเดลของ ARIMA โดยมี

ขั้นตอนแยกได้เป็น 3 ขั้นตอน 1. Model Identification 2. Model Estimation 3. Model 

Diagnostic Checking ขั้นตอนทั้ง 3 นี้จะเรียงกันเป็นล าดับขั้นตอนและสามารถวนท าซ้ าเพื่อเพิ่ม

ประสิทธิภาพของโมเดล รูปที่ 2-1 แสดง Flowchart กระบวนการท างานของโมเดล ARIMA ซึ่ง

รายละเอียดในแต่ละขั้นตอนจะอธิบายต่อไปในหัวข้อถัดไป 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
รูปที่ 2-1 Flowchart กระบวนการของ Box & Jenkins 

Input time series data 

Model identification 

Estimate the coefficients of the model 

Forecast time series 

Check residual of 

model for normality 

and autocorrelation 

Checking passed 

Checking failed 

Calculate the residual 

Start 

End 
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2.1.6 Model Identification & Model Estimation  

 ในขั้นต้นชุดข้อมูล time series ส่วนใหญ่มีลักษณะที่ไม่เป็น stationary ดังนั้นต้องใช้การ 

differencing เพื่อให้ชุดข้อมูลมีความเปน็ stationary ตามหลักการที่ได้กล่าวไปข้างต้นในหัวข้อ 

2.1.4 เมื่อเราท า differencing เสร็จแล้วเราควรจะได้ชุดข้อมูลที่มีค่า mean คงที่และไม่มี trend 

จากนั้นเราจะน าสัญญาณที่ได้ไปวิเคราะห์ว่าควรใช้โมเดล AR หรือ MA หรือใช้ทั้งสองอย่างร่วมกัน 

(ARMA) โดยเราจะวิเคราะห์จากการ plot ค่า Autocorrelation Coefficient (ACF) และ Partial 

Autocorrelation Coefficient (PACF) ค่า ACF คือ correlation coefficient ระหว่างค่าของ time 

series กับค่าล้าหลังของตัวมันเอง PACF คือค่าบางส่วนของค่า correlation coefficient ระหว่าง 

time series กับค่าล้าหลงัของตัวมันเอง โดยสามารถใช้ตารางที่ 4-2 สรุปได้ว่าโมเดลของเราควรจะ

ใช้ค่า p   และ q   เท่าใด 

ตารางที่ 2-1 ความสัมพันธ์ของค่า p, q  กับกราฟ ACF, PACF 
Model ACF PACF 

AR( p ) กราฟมีลักษณะลดลงอย่างช้าๆ 
กราฟมีค่าต่ ากว่าเส้นลิมิตหลังจากล้า

หลังมา p  ต าแหน่ง 

MA( q ) 
กราฟมีค่าต่ ากว่าเส้นลิมิตหลังจาก

ล้าหลังมา q  ต าแหน่ง 
กราฟมีลักษณะลดลงอย่างช้าๆ 

ARMA( p , q ) กราฟมีลักษณะลดลงอย่างช้าๆ กราฟมีลักษณะลดลงอย่างช้าๆ 

 

2.1.7 Model Diagnostic Checking 

 หลังจากที่เราสร้างโมเดลและหาค่าประมาณของ parameter ในโมเดลครบแล้ว เราจะ

ตรวจสอบความเหมาะสมของโมเดลเรียกว่า goodness of fit การที่เราตรวจสอบความเหมาะสมของ

โมเดลสามารถช่วยในการพัฒนาโมเดลให้ดียิ่งขึ้นหรือปรับเปลี่ยนค่า parameter เช่นเพิ่มเทอมของ 

AR หรือ MA เป็นต้น วิธีการในการตรวจสอบความเหาะสมของโมเดลได้แก่ 1. การทดสอบโมเดล

หลากหลายแบบและเพิ่มลดค่า parameter 2. ตรวจสอบ Residual ของโมเดลว่าขัดกับสมมติฐาน

หรือไม่ ตรวจสอบความเป็น normality และตรวจสอบ Residual autocorrelation  
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Check Residual for Normality 

 สมมติฐานพื้นฐานของโมเดลแบบ time series คือมีความเป็น Gaussian distribution 

หลังจากที่เรา fit โมเดลเราสามารถค านวณค่า Residual และตรวจสอบความเป็น Normality ถ้า

สมมติฐานที่ว่า Gaussian distribution เป็นจริงเมื่อ plot Residual แล้วควรจะดูคล้าย normal 

distribution ตัวอย่างกราฟที่สามารถพิจารณาความเป็น normality ได้แก่ Histogram, Box plot, 

Quantile-Quantile plot และ Kernel density estimate 

Check Residual for autocorrelation 

 สมมติฐานของโมเดล time series ส่วนของ noise หรือ innovation process จะสมมติว่า

มีความ uncorrelated ดังนั้นหลังจากที่เรา fit โมเดลเรียบร้อยแล้ว เราสามารถตรวจสอบค่า 

autocorrelation ของ Residual ได้โดยการ plot sample ACF และ PACF ถ้ากราฟทั้งสองมีกราฟ

ใดที่แสดงว่าค่า autocorrelation มีนัยส าคัญแสดงว่าเราควรปรับจ านวณ parameter ในโมเดล

ยกตัวอย่างเช่น เพิ่มเทอม AR หรือ MA ในโมเดล หรือใช้แบบทดสอบ Ljung-Box Q-test ซึ่งการ

ทดสอบนี้จะทดสอบค่า autocorrelation ได้หลาย lag ในคราวเดียวโดยก าหนดค่า lag m 

แบบทดสอบจะทดสอบค่า autocorrelation ว่า uncorrelated จริงหรือไม่โดยไล่ตั้งแต่ lag 1 จนถึง 

lag m ในการตรวจสอบ ACF plot จะมีค่า standard error ที่เป็นค่าขีดจ ากัดที่บ่งบอกว่าค่า 

correlation ของ Lag ต่างๆมีค่าเกินหรือไม่สามารถค านวณดังนี้  

โดยค่า N คือจ านวนของข้อมูลทั้งหมด h คือล าดับ lag และ  i  คือค่า autocorrelation ที่ล าดับ 

lag i จากนั้นเส้นขีดจ ากัดที่ลากขนานแกน x ใน ACF Plot จะเท่ากับ บวกลบสองเท่าของค่า SEp 
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2.2 Kalman Filter 

 ตามปกติแล้วการวัดค่าโดยใช้เครื่องมือจะมีความคลาดเคลื่อนของค่าที่วัดได้ เราอาจจะวัดได้

ค่าที่มากกว่า หรือ น้อยกว่าค่าที่แท้จริง ถ้าเราอยากได้ค่าที่แท้จริงเราอาจจะต้องวัดหลายครั้งแล้วใช้

การหาค่าเฉลี่ยในการหาค่าที่แท้จริงที่ถูกต้อง แต่ Kalman filter คือกระบวนการวนซ้ าทาง

คณิตศาสตร์ที่ใช้สมการทางคณิตศาสตร์และชุดข้อมูลที่ได้จากการวัดเพื่อประมาณค่าที่แท้จริงอย่าง

รวดเร็วโดยที่ชุดข้อมูลที่ได้จากการวัดนั้นต้องมีความไม่แน่นอนหรือความคลาดเคลื่อนอยู่ภายในชุด

ข้อมูล กระบวนการท างานสามารถแบ่งได้เป็น 2 ขั้นตอนหลักคือ State forecast และ Filtered 

state 

2.2.1 State Forecast 

 

ˆ ˆ ˆ
| 1 1| 1 tt t t t

 
  

x Ax Bu                                (2.20) 

| 1 1| 1
T T

t t t t
 

  
P AP A BB                           (2.21) 

ˆ ˆ
| 1

yt tt t
 


Cx Dv                                    (2.22) 

โดยที่ 

ˆ
| 1t t

x  คือ ตัวแปร state ที่เวลา t ที่ถูกท านายโดยใช้ข้อมูลตั้งแต่เวลา 1, 2, 3, …, t-1 

ˆ
1| 1t t 

x  คือ เป็นตัวแทนของตัวแปร state ในอดีตตั้งแต่เวลา 1, 2, 3, …, t-1  

ˆ
tu   คือ ตัวแปรควบคุมของสมการ 

| 1t t
P   คือ error covariance matrix ที่ถูกท านาย ที่เวลา t โดยใช้ข้อมูลตั้งแต่เวลา  

  1, 2, 3, …, t-1 

1| 1t t 
P  คือ error covariance matrix ในอดีตตั้งแต่เวลา 1, 2, 3, …, t-1 

A   คือ transition matrix ที่อธิบายการเปลี่ยน state จากเวลา t-1 ไปยัง t 

B   คือ transition matrix ของตัวแปรควบคุมที่บ่งบอกความไม่แน่นอนของระบบ 
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yt   คือ Observation forecast ตัวแปรแทน ค่าสังเกตการณ์ที่ควรเกิดขึ้นเมื่อตัวแปร 

  state มีค่าเท่ากับ ˆ
| 1t t

x  

C   คือ transition matrix ที่อธบิายความสัมพันธร์ะหว่างตัวแปร state กับ  

  observation 

D   คือ matrix หรือค่าคงที่ขึ้นกับขนาดของตัวแปรอื่นในระบบ บ่งบอกความไม่แน่นอน

  ของการวัด 

ˆ
tv   คือ ตัวแปรควบคุมของสมการ 

 ขั้นตอน State forecast เป็นขั้นตอนท านาย state และ error covariance ที่จุดถัดไปจาก

สมการ state space โดยเราจะป้อนข้อมูล ˆ
1| 1t t 

x  และ 
1| 1t t 

P  ให้เป็นค่าเริ่มต้นของการ

ท างาน จากนั้นกระบวนการ Kalman filter จะเริ่มท างานที่สมการ (2.20) โดยจะท านาย ˆ
| 1t t

x  

โดยใช้ข้อมูลที่มีอยู่ในอดีตจนถึงช่วงเวลาที่ t-1 จากนั้นขั้นตอนต่อไปจะค านวณ 
| 1t t

P  ตามสมการ 

(2.21) โดยใช้ข้อมูล 
1| 1t t 

P  ผ่าน transition matrix A  และ transition matrix B  เมื่อ

ค านวณค่า ˆ
| 1t t

x   และ 
| 1t t

P  เรียบร้อยแล้วจะเข้าสู่ขั้นตอน Filtered states 

2.2.2 Filtered States 

 

1( )
| 1 | 1

T T TKt t t t t
 

 
P C CP C DD                    (2.23) 

ˆ ˆ ˆ(y )
| | 1 | 1

Kt tt t t t t t
  

 
x x Cx                             (2.24)              

( )
| | 1

Ktt t t t
 


P I C P                                   (2.25) 

โดยที่ 

ˆ
|t t

x   คือ ค่าท านายซึ่งผ่านการปรับแก้จาก Kalman gain มาแล้วเรียกว่า Filtered state 

yt   คือ ค่าชุดข้อมูลที่ได้จากการวัดค่าจริงเรียกว่า observation measurement 
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Kt   คือ ค่า Kalman gain 

 I   คือ Identity matrix ที่มีขนาดหลักและแถวเท่ากับจ านวนตัวแปร state 

|t t
P   คือ ค่า error covariance ที่เวลา t ที่ถูกปรับโดย Kalman gain  

 จากขั้นตอนของ state forecast ที่ผ่านมาเราจะได้ค่าท านายของ ˆ
1| 1t t 

x  ที่เวลาถัดไป

ซึ่งก็คือ ˆ
| 1t t

x  ในขั้นตอนของ Filtered states จะน าค่าที่ท านายได้จาก state forecast มา

ปรับปรุงเพ่ือให้แม่นย าขึ้นซึ่งก็คือ ˆ
|t t

x  โดยใช้สมการที่ (2.24) ซึ่งจะมีตัวแปร Kt  หรือค่า Kalman 

gain ที่สามารถค านวณได้จากสมการที่ (2.23) และค่า yt  หรือค่าที่ได้จากการวัดจริง  

 ในสมการที่ (2.24) เทอม ˆy
| 1t t t




Cx  เป็นการน าค่าที่ได้จากการวัดจริงมาลบกับค่า 

observation ที่ได้จากการท านายเพื่อพิจารณาว่าส่วนต่างของเทอมนี้ควรจะมีผลต่อการท านายมาก

หรือน้อย โดยวิเคราะห์ได้จากค่า Kalman gain ที่คูณอยู่กับเทอมนี้ ค่า Kalman gain จะ

เปรียบเทียบค่าความไม่แน่นอนของการค านวณกับค่าความไม่แน่นอนของการวัด ถ้าหากค่าความไม่

แน่นอนของการวัดมีค่ามากกว่า ค่า Kalman gain จะมีค่าน้อยส่งผลให้เทอม ˆy
| 1t t t




Cx  ส่งผล

กระทบกับค่า ˆ
| 1t t

x  ไม่มากนักเพราะว่าเราเชื่อค่าที่ได้จากการค านวณสมการของระบบมากกว่า 

แต่ถ้าหากค่าความไม่แน่นอนของการค านวณของระบบมีค่ามากกว่า ค่า Kalman gain จะเข้าใกล้ 1 

ท าให้เทอม ˆy
| 1t t t




Cx  มีผลกระทบกับค่า ˆ
| 1t t

x  มากส่งผลให้ค่าที่ได้จากการท านายของ

ระบบเปลี่ยนไปมาก 

 หลังจากค านวณสมการที่ (2.24) แล้วจะได้ค่า ˆ
|t t

x  ซึ่งเป็นค่าผลลัพธ์จากการท านายที่

ถูกต้อง หลังจากนั้นจะค านวณสมการที่ (2.25) เพื่อหาค่า 
|t t

P  ซึ่งคือค่า error covariance ที่ถูก

ปรับแก้โดย Kalman gain และทั้งสองค่านี้จะน าไปใช้ในการค านวณในรอบถัดไปตามล าดับ 

 จากสมการที่กล่าวมาข้างต้นเราสามารถเขียน Flow chart แสดงล าดับการท างานของ 

Kalman filter algorithm ตามรูปที่ 2-2 โดยการท านายจะท านายล่วงหน้า 1 step เสมอและวนซ้ า

ไปเรื่อยๆหรือจนกว่าจะครบตามจ านวนค่า observation ที่ได้จากการวัดแบบเวลาจริง yt   
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    Filtered states  

       

             Observation forecast 

    

 

          

 

รูปที่ 2-2 Flow chart แสดงการท างานของ Kalman filter 
 

�̂�0  

𝐏𝟎 

 

�̂�𝑡−1  

𝐏𝑡−1 

 

 �̂�𝑡|𝑡−1 =  𝐀�̂�𝑡−1|𝑡−1  +  𝐁�̂�𝑡  

𝐏𝑡|𝑡−1  =  𝐀𝐏𝑡−1|𝑡−1 𝐀T  +  𝐁𝐁T
 

 
Kt =  

𝐏𝑡|𝑡−1𝐂T

𝐂𝐏𝑡|𝑡−1𝐂T + 𝐃𝐃T 

�̂�𝑡|𝑡 = �̂�𝑡|𝑡−1 + Kt(yt − 𝐂�̂�𝑡|𝑡−1) 

 

𝑦𝑡 = 𝐂�̂�𝑡|𝑡−1 + 𝐃�̂�𝑡  
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2.3 Artificial Neural Network (ANN) 

 ในงานวิจัยนี้ใช้วิธีการท านายที่มี Artificial Neural Network ในการเปรียบเทียบผลการ

ทดสอบกับวิธี ARIMA-Kalman และ Estimator model ที่จะน าเสนอในบทที่ 3 โดยในส่วนของ 

บทที่ 2 นี้จะอธิบายภาพรวมของการใช้ ANN ขั้นตอนวิธีการสร้างแบบจ าลองและการท านายโดยใช้

แบบจ าลองที่สร้างขึน้เป็นดังนี ้

 Neural Network อาจสามารถจ าแนกตามชนิดของข้อมูลขาเข้า (input) ได้เป็น Static 

network และ dynamic network โดยชนิดของระบบจะส่งผลต่อโครงสร้างในการสร้างแบบจ าลอง 

Static network หรือ feedforward network เป็นรูปแบบของ neural network ที่ใช้กันอย่าง

แพร่หลายที่สุด มีโครงสร้างทั่วไปดังรูปที่ 2-3 โดยรูปแบบของข้อมูลขาเข้าจะไม่ขึ้นกับเวลาและไม่มี 

feedback หรือ delays ตัวแปร 𝒑 คือเวคเตอร์ข้อมูลขาเข้า ตัวแปร 𝒘 คือค่าน้ าหนักของข้อมูลขา

เข้าไปยัง neural แต่ละตัว ตัวแปร 𝒂 คือเวคเตอร์ข้อมูลขาออก ระบบจะประกอบไปด้วย 3 ชั้นได้แก่ 

Input layer, Hidden layer และ Output layer ใน hidden layer สามารถมีหลาย layer ต่อกัน

ไปได้อีกซึ่งในแต่ละ hidden layer จะประกอบไปด้วยค่าน้ าหนักและฟังก์ชั่นที่เชื่อมต่อกับข้อมูลขา

เข้าของ Input layer ซึ่งจ านวนข้อมูลขาเข้า, ข้อมูลขาออก, จ านวน layer และ ชนิดของฟังก์ชัน 

ข้อมูลเหล่านี้เป็นสิ่งจ าเป็นที่จะต้องระบุก่อนที่จะสร้างแบบจ าลอง neural network  

 

 

 

 

 

 

 

 

 

รูปที่ 2-3 โครงสร้างทั่วไปของ Artifical Neural Network 
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 จากรูปที่ 2-3 ตัวแปร 𝒑 เวคเตอร์ข้อมูลขาเข้ามีขนาด Rx1 และตัวแปรน้ าหนัก 𝒘 สามารถ

เขียนอยู่ในรูปเมทริกซ์ที่มีขนาด SxR ได้เมื่อ S คือจ านวน neuron ในระบบและ R คือจ านวนของ

ข้อมูลขาเข้า ผลลัพธ์ของ 𝒘𝒑 จะรวมเข้ากับค่า bias ที่เกิดจากเวคเตอร์ 𝒃 ที่มีขนาด Sx1 จากนั้น

ผ่านเข้าไปยัง transfer function และได้ข้อมูลขาออกคือเวคเตอร์ 𝒂 

 ในส่วนของ dynamic neural network จะมีโครงสร้างของระบบคล้ายกับรูปที่ 2-3 แต่

ความสามารถในการค านวณมากกว่าแบบ static network เนื่องจาก dynamic network มี

หน่วยความจ าสามารถพัฒนาแบบจ าลองให้เรียนรู้รูปแบบและล าดับของข้อมูลได้ ในงานวิจัยนี้เรา

เลือกสร้างแบบจ าลองแบบ dynamic network เพื่อมาเปรียบเทียบผลลัพธ์กับวิธีการที่เราได้เสนอ 

เนื่องจากข้อมูลของเราเป็นข้อมูลที่มีความต่อเนื่องทางเวลา dynamic network จะเหมาะสมกับ

ข้อมูลในลักษณะนี้ โดยแบบจ าลองที่ใช้มีชื่อเรียกว่า Time Series Nonlinear Auto-Regressive 

feedback Neural Network (NAR) รูปที่ 2-4 แสดงตัวอย่างของแบบจ าลอง NAR แบบ open 

loop (เพื่อการ train model) และ closed loop (เพื่อการน าไปใช้ท านาย) ในการ train 

แบบจ าลองสามารถใช้ MATLAB toolbox ชื่อ Neural Network Time Series ในการจ าลองระบบ 

neural network อย่างง่ายได้โดยมีขั้นตอนดังต่อไปน้ี  

 

 

 

 

 

 

 

 

 

 รูปที่ 2-4 ตัวอย่าง block diagram ของ open loop (รูปบน)  
และ closed loop (รูปล่าง) 
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Dividing data set 

 เลือก Neural Network Time Series จาก Apps ใน MATLAB จากนั้นเลือกข้อมูลที่เรามี

ป้อนเข้าไปใน MATLAB และแบ่งข้อมูลออกเป็น 3 ส่วนเพื่อ train ระบบได้แก่ Training set, 

Validation set และ Testing set ดังภาพที่ 2-5 ซึ่งรูปแบบที่นิยมใช้กันมากคือแบ่งข้อมูลออกเป็น 

Training set 70%, Validation set 15% และ Testing set 15% แต่สามารถปรับเปลี่ยนได้ตามที่ผู้

ทดสอบต้องการเช่น Training set 80%, Validation set 10% และ Testing set 10% ขึ้นกับชนิด

ของข้อมูลและจ านวนของข้อมูลที่มีอยู่  

 

 

 

 

 

 

 

 

 

Creating Neural Network 

 หลังจากนั้นเราระบุจ านวน neuron ใน hidden layer และจ านวนของ delays (ในกรณีที่

รูปแบบของข้อมูลเป็นแบบอนุกรมเวลาและเราต้องการผลลัพธ์จากการท านาย) จ านวน neural ที่

เป็นมาตรฐานส่วนใหญ่คือ 10 ซึ่งเพียงพอต่อการสร้างระบบการแก้ปัญหาส่วนใหญ่ แต่ถ้า train แล้ว

ได้ผลลัพธ์ที่ยังไม่เป็นที่พอใจสามารถเพิ่มจ านวน neuron ได้เพื่อเพิ่มความสามารถในการท างานซึ่งมี

ข้อเสียคือถ้าเพ่ิมจ านวน neuron มากเกินไปจะกระทบกับเวลาที่ใช้ในการค านวณ ตัวแปรที่ส าคัญอีก

ชนิดคือตัวแปร delays ใช้เพื่อบอกจ านวนของข้อมูลที่เป็นข้อมูลตั้งต้นที่จ าเป็นต้องระบุเพื่อใช้ในการ 

train แบบจ าลองแบบที่มี feedback 

รูปที่ 2-5 การแบ่งข้อมูลที่ป้อนเข้าไปเพื่อ train แบบจ าลอง 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 24 

 

  

 

 

 

 

 

 

 

 

Training Algorithm 

 ขั้นตอนถัดไปคือการเลือก training algorithm เราจะเลือกอัลกอริทึมให้เหมาะสมกับการ

ท างานและจ านวนข้อมูล อัลกอริทึมที่ใช้กันส่วนมากในการค านวณของ neural network แสดงตาม

ตารางที่ 2-2 โดยทั่วไปการที่จะบอกได้ว่าปัญหาที่เราต้องใช้ neural network เพื่อหาค าตอบต้องใช้

ฟังก์ชันอะไรเพื่อแก้ปัญหาเป็นไปได้ยากต้องใช้ประสบการณ์และการทดสอบหลายครั้ง แต่จาก

งานวิจัยส่วนใหญ่ที่ผ่านมาในอดีตเราสามารถสรุปได้ดังนี้  

ตารางที่ 2-2 อัลกอริทึมทีใ่ช้ในการ train แบบจ าลอง 

อักษรย่อ ชื่อเต็มของอัลกอริทึม 

LM Levenberg-Marquardt 

RP Resillient Backpropagation 

SCG Scaled Conjugate Gradient 

BFG BFGS Quasi-Newton 
 

รูปที่ 2-6 ขั้นตอนระบุจ านวน neuron และ delays ของระบบ 
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 โดยทั่วไปแล้วอัลกอรทิึมแบบ Levenberg-Marquardt จะใช้เวลาค านวณที่น้อยที่สุดส าหรับ

ปัญหาที่มีจ านวนค่าน้ าหนักในระบบประมาณหลักร้อยและได้ผลลัพธ์ที่มีความแม่นย าสูง ในหลายๆ

กรณีจะได้ผลลัพธ์ของค่า Mean Square Error น้อยกว่าอัลกอริทึมอื่นๆ แต่ถ้าจ านวนน้ าหนักใน

ระบบและจ านวน neuron ในระบบเพิ่มขึ้นจะท าให้ประสิทธิภาพลดลง นอกจากนั้น 

อัลกอริทึมแบบ Levenberg-Marquardt จะเหมาะสมกับปัญหาแบบ function approximation 

มากกว่า pattern recognition  

 ในส่วนของอัลกริทึมแบบ Resilient Backpropagation จะค านวณได้เร็วที่สุดเมื่อใช้กับ

ปัญหาแบบ pattern recognition แต่ไม่เหมาะสมกับ function approximation แต่มีข้อดีตรงที่ใช้

หน่วยความจ าน้อยกว่าอัลกอริทึมอื่น 

 อัลกอริทึมแบบ Scaled Conjugate Gradient โดยภาพรวมแล้วมีประสิทธิภาพในการ

ท างานกับปัญหาหลายแบบดีเท่ากัน แต่จะมีข้อดีที่หน่วยความจ ามีความจุที่มาก สามารถใช้กับระบบ

ที่มีจ านวนน้ าหนักและจ านวน neuron ที่มากและยังมีความเร็วในการค านวณที่ใกล้เคียงกับ

อัลกอริทึมแบบ Levenberg-Marquardt เมื่อใช้กับปัญหาแบบ function approximation 

นอกจากนี้ยังมีความเร็วในการค านวณที่ใกล้เคียงกับอัลกริทึมแบบ Resilient Backpropagation เมื่อ

ใช้กับปัญหาแบบ pattern recognition อีกด้วย 

 อัลกอริทึมชนิดสุดท้ายที่กล่าวถึงคือ BFGS Quasi-Newton ซึ่งจะมีความสามารถและ

ความเร็วในการค านวณคล้ายกับอัลกอริทึมแบบ Levenberg-Marquardt ในระบบที่มีขนาดปาน

กลางแต่ถ้าระบบของแบบจ าลองมีขนาดใหญ่ขึ้นจะให้ผลลัพธ์ที่ด้อยกว่าอัลกอริทึมแบบ Levenberg-

Marquardt อย่างมาก 

 โดยสรุปแล้วในกรณีของงานวิทยานิพนธ์ฉบับนี้ เนื่องจากข้อมูลเป็นแบบอนุกรมเวลาและเรา

เลือกใช้แบบจ าลอง Time Series Nonlinear Auto-Regressive feedback Neural Network 

(NAR) ซึ่งเป็นปัญหาแบบ function approximation อีกทั้งข้อมูลที่เราเก็บมาได้ไม่ได้มีจ านวนที่มาก

เกินไปดังนั้น เราจึงควรเลือกใช้ อัลกอริทึมแบบ Levenberg-Marquardt เพื่อความรวดเร็วและ

แม่นย าในการ train แบบจ าลอง โดยหลังจากขั้นตอนระบุจ านวน neuron และ delays แล้วเรา

เลือกอัลกอริทึมดังที่แสดงตัวอย่างในรูปที่ 2-7 ซึ่งเป็นหน้าตาอินเทอร์เฟสที่แสดงการ train และ 

result นอกจากนั้นในรูปที่ 2-8 ยังแสดงถึงภาพรวมของระบบ neural network หลังการ train 

แบบจ าลอง 
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รูปที่ 2-8 อินเทอร์เฟสเลือก training algorithm และการ train แบบจ าลอง 

รูปที่ 2-7 อินเทอร์เฟสสรุปภาพรวมของระบบหลังการ train 
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 จากรูปที่ 2-8 จะเห็นได้ว่ามีการแสดงรายละเอียด block diagram ของระบบเพื่อง่ายต่อ

การเข้าใจและยังมีการระบุอัลกอริทึมที่เราใช้ในการ train แบบจ าลอง นอกจากนั้น criteria ในการ

หยุดการ train ของโปรแกรมคือค่า Mu และ Validation check ในรูปที่ 2-8 โดยถ้าค่าอย่างใดอย่าง

หนึ่งต่ ากว่าขีดจ ากัดที่ตั้งไว้การ train แบบจ าลองจะหยุดลง โดยเมื่อค่า performance (Mean 

Square Error) ถึงจุดที่มีค่าน้อยที่สุดค่า Mu จะมีค่าน้อยมากถ้าหากค่า Mu น้อยกว่า 1e-5 การ 

train จะหยุดลง ในส่วนของค่า Validation check คือการนับรอบการวนซ้ าของการค านวณที่ค่า 

performance ไม่ได้ลดลง หรือก็คือรอบของการค านวณรอบไหนที่ท าให้ค่า Error เพิ่มขึ้นจะนับค่า 

Validation check เพิ่มขึ้น 1 เมื่อค่านี้เพิ่มขึ้นจนครบ 6 ครั้งเมื่อไหร่การ train จะหยุดลง 

Testing performance 

 หลังจากที่เรา train แบบจ าลองเรียบร้อยแล้วเราจะวิเคราะห์ผลลัพธ์หลังจากการ train 

เพื่อที่จะตัดสินใจว่ามีความจ าเป็นที่จะ train แบบจ าลองใหม่อีกครั้งหรือไม่ หรือต้องการเปลี่ยนแปลง

ตรงจุดไหนในแบบจ าลอง โดยการวิเคราะห์ performance plot และ regression plot ดังรูปที่ 2-9 

และ 2-10 รูปที่ 2-9 แสดง performance plot ซึ่งแกน y แทนค่า MSE แกน x แทนจ านวนรอบใน

การวนซ้ าของการ train แบบจ าลอง ถ้าแบบจ าลองที่เรา train มีประสิทธิภาพที่ดีเส้นกราฟของ Test 

และ Validation จะใกล้เคียงกันแต่ถ้าหากเส้นกราฟของ Test เพิ่มขึ้นมากกว่า Validation อย่าง

มากอาจแสดงให้เห็นว่าเกิดการ overfitting ขึ้นหรือแบบจ าลองพยายามที่จะ fit กับ error หรือ 

noise มากเกินไป ส่วนกรณีของ regression plot ในรูปที่ 2-10 จะแสดงให้เห็นถึงความสัมพันธ์

ระหว่างข้อมูลขาออกจากแบบจ าลองและข้อมูลเป้าหมายของการ train ถ้าแบบจ าลองมี

ประสิทธิภาพที่ดีความสัมพันธ์ของข้อมูลทั้งสองควรเป็นไปในทิศทางเดียวกัน โดยสามารถดูได้จากค่า 

R ถ้าค่า R เข้าใกล้ 1 แสดงว่าความสัมพันธ์ของข้อมูลเป็นไปในทิศทางเดียวกัน 

 

 

 

 

 

 
รูปที่ 2-9 ตัวอย่างของ performance plot 
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Prediction 

 หลังจากที่ได้แบบจ าลองที่ต้องการอย่างง่ายแล้วเราสามารถปรับแก้หรือเพิ่มเติมแบบจ าลอง

ได้โดยการใช้ประโยชน์จาก MATLAB ในการสร้าง script เพื่อพิมพ์โค้ดค าสั่งแก้ไขหรือเพิ่มเติม

ฟังก์ชันต่างในแบบจ าลองได้โดยตรงโดยการกดปุ่ม Simple Script หรือ Advance Script ดังรูปที่  

2-11 ซึ่งเป็นวิธีที่รวดเร็วในการแก้ไขเปลี่ยนแปลงฟังก์ชันการค านวณต่างๆในแบบจ าลอง รวมถึง

จ านวนของ neuron เพื่อใช้ในการ train แบบจ าลองในรูปแบบอื่นและการท านาย หลังจากนั้นเราจะ

ท านายโดยใช้ค าสั่ง closed loop ค าสั่งนี้เราสามารถเขียนเพิ่มเติมได้ใน script ค าสั่งนี้จะเปลี่ยน

แบบจ าลองของเราดังรูปที่ 2-4 ที่กล่าวไปแล้วข้างต้น โดยข้อมูลขาออกจะน ามาป้อนกลับเข้าไป

ค านวณใหม่ในแบบจ าลองและค าตอบที่ได้จากแบบจ าลองในรูปที่ 2-4 ค่า y คือค่าที่ได้จากการ

ท านายโดยใชแ้บบจ าลองที่เรา train นั่นเอง 

 

 

 

 

รูปที่ 2-10 ตัวอย่าง regression plot ของ Validation set 

รูปที่ 2-11 อินเทอร์เฟสการสร้าง script 
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2.4 การทดสอบค่าความแม่นย าของผลลัพธ์จากแบบจ าลอง 

 การทดสอบความแม่นย าจ าเป็นต่อการพัฒนาแบบจ าลอง เราจะใช้การค านวณความแม่นย า

หลายแบบเพื่อวิเคราะห์แบบจ าลองจากหลายแง่มุมซึ่งตามปกติแล้วการวิเคราะห์แบบจ าลองที่มี

ลักษณะต่างกันท าได้ยากเพราะว่ามีรายละเอียดหลายอย่างที่แตกต่างกัน การวิเคราะห์แบบกราฟเรา

สามารถใช้การวาดกราฟตามช่วงเวลาในการเปรียบเทียบความแตกต่างจากค่าจริง หรือ ใช้ scatter 

plot เพื่อวิเคราะห์ความแม่นย าจากการท านาย แต่ในทางการค านวณแล้วไม่มีมาตรฐานที่แน่นอน

ยืนยันหรือได้รับการยอมรับอย่างชัดเจนท าให้การเปรียบเทียบระหว่างวิธีการท านายที่แตกต่างกันท า

ได้ยากเพราะว่าตัวแปรของแต่ละสถานที่และงานวิจัยไม่เหมือนกัน แต่งานวิจัยในอดีตหลายงานใช้การ

วิเคราะห์ทางสถิติในการหาค่าความแม่นย าของแบบจ าลอง โดยที่ใช้ค่าผลลัพธ์ที่ได้จากการท านาย 

𝑦𝑝𝑟𝑒 ค่าที่ได้จากการวัดจริง 𝑦𝑜𝑏𝑠 และ ค่าเฉลี่ยของค่าที่ได้จากการวัดจริง 𝑦𝑚𝑒𝑎𝑛 มาค านวณใน

สมการดังสมการที่ (2.26) ถึง (2.29) 

2.4.1 Root Mean-Square Error (RMSE)  

 

𝑅𝑀𝑆𝐸 =  √𝑀𝑆𝐸 = √
1

𝑁
× ∑ (𝑦𝑝𝑟𝑒,𝑖 − 𝑦𝑜𝑏𝑠,𝑖)2𝑁

𝑖=1
       (2.26) 

RMSE เป็นการค านวณที่ให้ความส าคัญกับค่าการท านายที่ผิดพลาดจากค่าจริง

มากดังนั้นจะเหมาะกับแบบจ าลองที่เราสามารถละเลยความผิดพลาดน้อยได้ถ้าจ าเป็น 

เป็นวิธีการทดสอบความแม่นย าที่ใช้กันอย่างแพร่หลายและควรจะพัฒนาแบบจ าลองให้

ค่านี้มีค่าน้อยที่สุด 

2.4.2 Normalized Root Mean-Square Error (nRMSE) 

 

𝑛𝑅𝑀𝑆𝐸 =  
√𝑀𝑆𝐸

𝑦𝑚𝑒𝑎𝑛
=

√1

𝑁
×∑ (𝑦𝑝𝑟𝑒,𝑖−𝑦𝑜𝑏𝑠,𝑖)

2𝑁

𝑖=1

𝑦𝑚𝑒𝑎𝑛
                      (2.27) 
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2.4.3 Mean Absolute Percentage Error (MAPE) 

 

𝑀𝐴𝑃𝐸 =  
1

𝑁
× ∑ |

𝑦𝑝𝑟𝑒,𝑖−𝑦𝑜𝑏𝑠,𝑖

𝑦𝑜𝑏𝑠,𝑖
|𝑁

𝑖=1 × 100%                   (2.28) 

 

MAPE มีค่าใกล้เคียงกับ MAE แต่ความแตกต่างระหว่างค่าที่ได้จากการท านาย

กับค่าที่ได้จากการวัดจะถูกหารด้วยค่าที่ได้จากการวัดเพื่อเทียบความห่างกับค่าที่ได้จาก

การวัดเป็นแบบร้อยละ แต่ว่าถ้าค่าที่ได้จากการวัดมีค่าเข้าใกล้ 0 จะไม่สามารถค านวณ

ได ้

2.4.4 Mean Square Error (MSE) 

 

𝑀𝑆𝐸 =  
1

𝑁
× ∑ (𝑦𝑝𝑟𝑒,𝑖 − 𝑦𝑜𝑏𝑠,𝑖)2𝑁

𝑖=1                (2.29) 

 

MSE ใช้ค่าก าลังสองของความแตกต่างระหว่างค่าที่ได้จากการท านายและค่าที่

ได้จากการวัดจริงท าให้ค่าความผิดพลาดที่มีค่ามากทวีความใหญ่มากขึ้นเพื่อชี้จุดที่

ผิดพลาดของแบบจ าลอง MSE เป็นค่าที่ควรจะพัฒนาแบบจ าลองให้ค่านี้มีค่าน้อยที่สุด 

2.4.5 Skill Score  

นอกเหนือจากการค านวณความแม่นย าของแบบจ าลองตามสมการข้างต้นแล้วยังมีวิธีในการ

ทดสอบความแม่นย าวิธีอื่นอีกเช่นการใช้ skill score improvement โดยการใช้แบบจ าลองอ้างอิง

เพื่อเป็นมาตรฐานในการทดสอบ ตัวอย่างแบบจ าลองอ้างอิงที่งานวิจัยส่วนใหญ่ใช้ในการทดสอบเช่น 

Persistence model นิยมใช้กันอย่างแพร่หลายเพื่อเป็นแบบจ าลองอ้างอิงส าหรับการ

พัฒนาแบบจ าลองในงานวิจัยเนื่องจากมีแนวคิดที่เรียบง่าย โดยมีสมมติฐานคือจะสมมติว่าค่าของชุด

ข้อมูลในอนุกรมเวลามีค่าคงที่ระหว่างช่วงเวลา t ถึง t+h การใช้งานแบบจ าลองอ้างอิงนี้จะใช้การ

เปรียบเทียบจากกราฟโดยตรงหรือใช้ skill score เพื่อวิเคราะห์ว่าแบบจ าลองที่เราทดสอบมีการ

พัฒนาที่ดีขึ้นหรือเลวลงเมื่อเทียบกับ Persistence model 
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Naive Persistence model เป็นหนึ่งในแบบจ าลองที่นิยมมากในหมู่ Persistence model 

โดยสมมติว่าข้อมูลที่ถูกท านายในช่วงเวลาต่อไปจะมีค่าเท่ากับค่าข้อมูลสุดท้ายที่ได้จากการวัด 

ยกตัวอย่างเช่น ส าหรับการท านายที่ 1 ชั่วโมงข้างหน้า ข้อมูลที่เวลา 14:00 น จะมีค่าเท่ากับข้อมูลที่ 

13:00 น หรือถ้าช่วงเวลาในการท านายเป็น 1 วันจะสรุปได้ว่าค่าที่ได้จากการท านายของวันพรุ่งนี้จะ

คล้ายกันกับข้อมูลของวันนี้หรือคล้ายกันกับข้อมูลของวันที่มีการเก็บไวล้่าสุดย้อนหลังไป 1 วัน [2]  

𝑃𝑝𝑟𝑒(𝑡 + ℎ) = 𝑃𝑚𝑒𝑎(𝑡)                                   (2.30) 

โดยที่  𝑃𝑝𝑟𝑒(𝑡 + ℎ)   คือค่าก าลังผลิตในอนาคตที่เวลา t+h เมื่อ h คือระยะเวลาที่จะท านาย 

 𝑃𝑚𝑒𝑎(𝑡)         คือค่าก าลังผลิตที่ก็บวัดได้ที่เวลา t  

 แต่เนื่องจากข้อมูลส่วนใหญ่ไม่มีความเป็น stationary ดังนั้นชุดข้อมูลที่ใช้แบบจ าลอง Naïve 

Persistence จึงมีข้อจ ากัดโดยส่วนใหญ่จะใช้กับการท านายในระยะเวลาสั้น ดังนั้นบางงานวิจัยจึงมี

การเสนอแบบจ าลองใหม่เรียกว่า smart persistence เช่น เมื่อใช้กับการท านายที่เกี่ยวกับเซลล์

แสงอาทิตย์ แบบจ าลองนี้จะแยกองค์ประกอบของกราฟก าลังผลิตหรือความเข้มของแสงออกเป็นส่วน

ที่มีกราฟรูปร่างเหมือนกับเวลาท้องฟ้าสดใส และ ส่วนที่มีความแปรปรวนซึ่งเกิดจากก้อนเมฆและ

สภาพอากาศ 

𝑃𝑚𝑒𝑎(𝑡) = 𝑃𝑐𝑙𝑒𝑎𝑟𝑠𝑘𝑦(𝑡) + 𝑃𝑠𝑡𝑜𝑐ℎ𝑎𝑠𝑡𝑖𝑐(𝑡)                     (2.31) 

โดยที่  𝑃𝑐𝑙𝑒𝑎𝑟𝑠𝑘𝑦(𝑡)   คือก าลังผลติหรือความเข้มแสงที่คาดว่าน่าจะผลิตได้เมื่อท้องฟ้าสดใส 

 𝑃𝑠𝑡𝑜𝑐ℎ𝑎𝑠𝑡𝑖𝑐(𝑡) คือตัวแปรที่แสดงถึงความแปรปรวนของก าลังผลิต 

 การค านวณ Skill Score โดยใช้ Persistence model เป็นแบบจ าลองอ้างอิง 

 Skill score improvement (SS) คือการเปรียบเทียบแบบจ าลอง 2 แบบจ าลอง โดยที่ค่า

ผลลัพธ์จะบ่งบอกว่าแบบจ าลองที่เราก าลังพัฒนาอยู่สามารถให้ผลลัพธ์ดีกว่าแบบจ าลองที่น ามา

เปรียบเทียบมากน้อยเพียงใดโดยมีการนิยามดังสมการที่ (2.32) 

𝑆𝑘𝑖𝑙𝑙 𝑠𝑐𝑜𝑟𝑒 = 1 −
𝑅𝑀𝑆𝐸𝐹𝑜𝑟𝑒𝑐𝑎𝑠𝑡

𝑅𝑀𝑆𝐸𝑅𝑒𝑓𝑒𝑟𝑛𝑐𝑒
                              (2.32) 

โดยที่   RMSEForecast       หมายถึงค่า Root Mean Square Error ที่ค านวณจาก 

      แบบจ าลองที่เราก าลังทดสอบ 
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  RMSEReference      หมายถึงค่า Root Mean Square Error ที่ค านวณจาก 

      แบบจ าลองที่ใช้เพื่อเป็นมาตราฐานในการเปรียบเทียบกับ 

      แบบจ าลองที่เราก าลังทดสอบ 

 โดยที่ผลลัพธ์ค่า skill score จะมีค่าระหว่าง 1 กับ 0 ถ้าผลลัพธ์มีค่าใกล้ 1 แสดงว่า

แบบจ าลองที่ใช้ท านายให้ผลลัพธดี์กว่าแบบจ าลองที่น ามาเปรียบเทียบและถ้าผลลัพธ์เข้าใกล้ 0 แสดง

ว่าแบบจ าลองที่ใช้ท านายแสดงความสามารถในการพัฒนาที่น้อยเมื่อเทียบกับแบบจ าลองที่ น ามา

เปรียบเทียบ แต่ถ้าค่า skill score ติดลบแสดงว่าแบบจ าลองที่ใช้ท านายมีความสามารถด้อยกว่า

แบบจ าลองที่น ามาเปรียบเทียบ 
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บทที ่3  

แนวทางที่เสนอ 

3.1 ภาพรวมขั้นตอนการท างาน 

 ในบทนี้จะกล่าวถึงแนวทางที่เสนอในการท านายและติดตามก าลังผลิตแบบเวลาจริง โดยที่

เรามีเป้าหมายที่จะติดตามก าลังผลิตของ PV ที่เราสนใจโดยใช้ข้อมูลก าลังผลิตในอดีตของ PV ที่สนใจ

และ PV ข้างเคียงรวมถึงระยะทางระหว่าง PV ที่เราสนใจกับ PV ข้างเคียงมาใช้ในการค านวณ เพื่อ

แก้ปัญหาที่เราไม่สามารถทราบข้อมูลก าลังผลิตแบบเวลาจริงของ PV ที่เราสนใจได้อาจเนื่องมาจาก

ความผิดพลาดบางอย่างของระบบผลิตไฟฟ้า แนวทางที่เสนอมีแนวคิดที่จะใช้ก าลังผลิตแบบเวลาจริง

ของ PV ข้างเคียงมาใช้ในการติดตามก าลังผลิตของ PV ที่สนใจโดยผ่าน Kalman Filter อัลกอริทึม

ซึ่งอัลกอริทึมนี้ประกอบไปด้วยขั้นตอน 2 ขั้นตอนใหญ่ๆคือ prediction และ correction โดยใน

ขั้นตอน prediction อัลกอริทึมจะใช้ state space model ในการค านวณค่าถัดไปของก าลังผลิต

จากนัน้อัลกอรทิึมจะใช้ค่าวัดก าลังผลิตแบบเวลาจริงในการปรับแก้ค่าจาการค านวณ ดังนั้นแนวทางที่

เสนอจะเริ่มจากการเก็บข้อมูลก าลังผลิตในอดีตของ PV ที่เราสนใจมาวิเคราะห์โดยใช้ ARIMA 

model เพื่อใช้สร้าง state space model หลังจากนั้น จะใช้ข้อมูลก าลังผลิตของ PV ข้างเคียงมา

ค านวณค่าประมาณก าลังผลิตที่เราสมมติว่าได้จากการวัดจริงในสมการของ Estimator model โดย

การค านวณทั้ง 2 ส่วนนี้จะใช้ในอัลกอริทึมของ Kalman filter เพื่อค านวณก าลังผลิตของ PV ที่สนใจ

แบบเวลาจริง โดยสามารถเขียนกระบวนการเป็น Flowchart ได้ดังรูปที่ 3-1 

 รูปที่ 3-1 แสดงภาพรวมขั้นตอนการท างานของวิธีการที่น าเสนอ โดยเริ่มต้นด้วยการเก็บ

ข้อมูลในอดีตของสถานี PV ที่สนใจรวมถึงเก็บข้อมูลก าลังผลิตของสถานี PV รอบข้างและระยะทาง

ระหว่าง PV ที่สนใจไปยัง PV รอบข้าง จากนั้นน าข้อมูลก าลังผลิตในอดีตไปสร้างแบบจ าลอง ARIMA 

model เพื่อเก็บค่า coefficient ของ ARIMA model ซึ่งค่า coefficient นี้จ าเป็นต่อการค านวณใน

กระบวนการ Kalman Filter จากนั้นเราตรวจสอบว่าสถานี PV ที่เราสนใจมีก าลังผลิตแบบเวลาจริง

หรือไม่ หรือก็คือสถานี PV ที่เราสนใจยังมีการติดต่อหรือส่งข้อมูลก าลังผลิตได้หรือไม่ ในกรณีที่เราไม่

สามารถทราบก าลังผลิตแบบเวลาจริงได้เราจะใช้ Estimator model ประมาณก าลังผลิตแบบเวลา

จริงเพื่อใช้ในการค านวณของ Kalman Filter ในขั้นตอนสุดท้ายเราจะท านายหรือติดตามก าลังผลิต

ของ PV ที่เราสนใจโดยใช้กระบวนการ Kalman Filter 
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Start 

End 

เก็บข้อมูลก าลงัผลิตในอดีต 

สร้างแบบจ าลอง  

ARIMA model 

ท านายก าลังผลิตโดยใช้ 

Kalman Filter 

มีก าลังผลิตแบบ

เวลาจริงหรือไม ่

ค านวณค่าประมาณก าลัง

ผลิตแบบเวลาจริงโดย 

Estimator Model 

มี 

ไม่ม ี

รูปที่ 3-1 ภาพรวมการท างานของระบบ 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 35 

3.2 การเก็บข้อมูล  

 ข้อมูลของโซลาร์เซลล์เราสามารถรวบรวมได้จาก www.pvoutput.org เมื่อเข้าไปยังหน้า 

homepage ของเว็บไซต์แล้วสมัครสมาชิกเพื่อ log-in เข้าไปยังเว็บไซต์ดังรูปที่ 3-2 เมื่อ log-in แล้ว

ให้เลือกหัวข้อด้านบนที่ชื่อว่า Statistics แล้วให้เราเลือกประเทศที่ต้องการข้อมูลของโซลาร์เซลล์ดัง

รูปที่ 3-3 และ 3-4 ตามล าดับ จากนั้นเราจะเลือกสถานีโซลาร์เซลล์ที่เราจะน ามาวิเคราะห์  

ดังรูปที่ 3-5 

 

 

 

 

 

 

 

 

 

 

 

  

 

 

 

 

 

 

 

 

 

รูปที่ 3-2 homepage ของ www.pvoutput.org 

รูปที่ 3-3 แถบเครื่องมือของเวปไซต์ 
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รูปที่ 3-4 หน้าต่างเลือกประเทศที่ต้องการเพื่อดูข้อมูลของสถานีโซลาร์เซลล ์

รูปที่ 3-5 หน้าต่างรายชื่อสถานีโซลาร์เซลลท์ี่มีข้อมูลในประเทศที่เลือก 
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 เมื่อเราเลือกสถานีที่ต้องการได้แล้วให้เรากดเข้าไปดูรายละเอียดข้างในสถานีโดยกดที่ชื่อของ

สถานีนั้นๆ เมื่อกดแล้วจะได้ตามรูปที่ 3-6 แผนที่ในรูปที่ 3-6 จะบอกสถานที่ตั้งของสถานีโซลาร์เซลล์ 

เราจะต้องเก็บค่าระยะทางระหว่างสถานีต่างๆที่มีรายละเอียดอยู่ที่ในตารางคอลัมน์ Distance เพื่อใช้

ในการค านวณเพื่อประมาณค่าก าลังผลิตของโซลาร์เซลล์ใน Estimator model จากนั้นให้เรากดเข้า

ไปที่ปุ่ม Live ที่มุมซ้ายล่างข้างใต้แผนที่เพื่อเข้าไปเก็บข้อมูลรายละเอียดก าลังผลิตของโซลาร์เซลล์ 

โดยสามารถดูข้อมูลย้อนหลังสูงสุดได้ 2 อาทิตย ์และสามารถดูข้อมูลแบบเวลาจริงได้ 

 จากรูปที่ 3-7 เราจะเก็บค่าในคอลัมน์ Normalized สาเหตุที่เก็บค่า Normalized เนื่องจาก

เราจะวิเคราะห์สถานีโซลาร์เซลล์ที่มีก าลังผลิตต่างกัน ดังนั้นเราจึงใช้การ Normalized ค่าของก าลัง

ผลิตของแต่ละสถานีในการวิเคราะห์เพื่อท าให้สามารถน าข้อมูลก าลังผลิตมาค านวณร่วมกันหรือ

เปรียบเทียบกันได้ โดยที่สมการ Normalized เป็นไปดังสมการที่ (3.1)  

,

,

Average t

Normalized t

Max

P
P

P
                                          (3.1) 

รูปที่ 3-6 ตารางแสดงรายช่ือและระยะทางของสถานีรอบข้างกับสถานีที่เลือก 
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โดยที่ 
,Normalized tP   คือก าลังผลิตที่ถูก normalized ที่เวลา t  สามารถทราบได้จากคอลัมน์ 

   Normalized ในรูปที่ 3-7 

 
,Average tP   คื อ ก า ลั ง ผ ลิ ต เ ฉ ลี่ ย ที่ เ ว ล า  t  ส า ม า ร ถ ท ร า บ ไ ด้ จ า ก ค อ ลั ม น์  

   Average ในรูปที่ 3-7 

 MaxP   คือก าลังผลิตสูงสุดของแต่ละสถานีโซลาร์เซลล์ สามารถทราบได้จากค่า

   ก าลังผลิตหลังช่ือของสถานีในรูปที่ 3-7 

 เมื่อเก็บข้อมูลเสร็จแล้วเราจะได้ ตารางแสดงก าลังผลิตของสถานีโซลาร์เซลล์แต่ละสถานีที่ 

Normalized ค่าแล้วสอดคล้องกับเวลาในแต่ละวันและชุดข้อมูลระยะทางระหว่างสถานีโซลาร์เซลล์

แต่ละแห่งจากน้ันจึงเริ่มวิเคราะห์ข้อมูล 

 

 

 

 

 

 

 

 

 

 

 

 

รูปที่ 3-7 ตารางแสดงข้อมูลก าลังผลิตและพลังงานที่โซลาร์เซลล์ผลิตได้ของสถานีที่เลอืกที่เวลา
ต่างๆใน 1 วันโดยข้อมูลจะอัปเดตทุก 5 นาท ี
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3.3 การออกแบบ Estimator Model 

 ในขั้นต่อไปเราจะออกแบบโมเดลในการใช้ค่าที่เก็บมาจากโซลาร์เซลล์ที่อยู่รอบ บริเวณพื้นที่

ที่เราต้องการจะท านายก าลังผลิตจากนั้นจะใช้สมการทางคณิตศาสตร์อธิบายความสัมพันธ์ของค่า

ก าลังผลิตที่เก็บมาจากสถานีโซลาร์เซลล์ข้างเคียงตามสมการที่ (3.2)  (เพื่ออธิบายให้เห็นภาพมากขึ้น

เราจะใช้สถานีโซลาร์เซลล์จริงจ านวน 3 สถานีที่ตั้งอยู่ในประเทศไทย) 

 เป้าหมายของโมเดลนี้คือการใช้ก าลังผลิตของ PV ที่ตั้งอยู่รอบ PV ที่เราต้องการท านายก าลัง

ผลิตเพื่อประมาณก าลังผลิตแบบเวลาจริงและน าไปใช้ในกระบวนการ Kalman filter แนวคิดของ

โมเดลนี้เกิดมาจากการที่เราวาดกราฟดูชุดข้อมูลก าลังผลิตของทั้ง 3 สถานี (ยกตัวอย่างในรูปที่ 3-8 

เส้นกราฟ real-Bsq, real-Apy และ real-Pornticha) พบว่าในบางช่วงเวลาเดียวกันกราฟแต่ละ

สถานีมีลักษณะแนวโน้มเป็นไปในทิศทางเดียวกันและถ้าสภาพอากาศของแต่ละสถานีเหมือนกันกราฟ

ก าลังผลิตน่าจะมีรูปร่างคล้ายคลึงกันด้วย จึงตั้งสมมติฐานว่าก าลังผลิตของทั้ง 3 สถานีน่าจะมีความ

เกี่ยวข้องกันโดยมีตัวแปรระยะทางเข้ามาเกี่ยวข้อง  

( )( ) ( )( ) ...
, ... ...

( )( )
...

d dij ikest mea mea
i t j,t k,td d d d d d

ij in ij inik ik

d
in mean,td d d

ij inik

  
     


  

         (3.2) 

โดยที่ 

,
est

i t
           คือ ค่าประมาณของก าลังผลิตของโซลาร์เซลล์ทีส่ถานี i  ที่เราสนใจที่เวลา t  

mea
j,t

 คือ ค่าก าลังผลิตของสถานี j  ที่ได้จากการวัดจริงที่เวลา t  

mea
k,t

 คือ ค่าก าลังผลิตของสถานี k  ที่ได้จากการวัดจริงที่เวลา t  

mean,t  คือ ค่าก าลังผลิตของสถานี n  ที่ได้จากการวัดจริงที่เวลา t  

d
ij

  คือ ส่วนกลับของระยะทางระหว่างสถานี i  กับ j  
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 จากสมการที่ (3.2) เราจะประมาณค่าก าลังผลิตแบบเวลาจริงของสถานี PV ที่เราสนใจโดย

การน าก าลังผลิตของแต่ละสถานีคูณด้วยอัตราส่วนของระยะทาง ยกตัวอย่างเช่น PV i  คือ PV ที่เรา

สนใจ เทอมแรกในสมการที่ (3.2) จะค านวณอัตราส่วนของก าลังผลิตที่เกิดจาก PV j  โดยการคูณ 

“ก าลังผลิตของ PV j ” ซึ่งก็คือตัวแปร mea
j,t

 ด้วยอัตราส่วนระหว่าง “ส่วนกลับของระยะทาง

ระหว่าง PV i  กับ j ” ซึ่งก็คือตัวแปร d
ij

 หารด้วย “ส่วนกลับของระยะทางระหว่างแต่ละ PV ไป

ยัง PV i  รวมกัน” ฉะนั้นจากสมการจะสังเกตได้ว่า PV ที่อยู่ใกล้ PV i  มากกว่าจะส่งผลกับผลลัพธ์

ก าลังผลิตที่ถูกประมาณค่าของ PV i  มากกว่า PV ที่อยู่ห่างไกลออกไป  

 จากนั้นเพื่อลดจ านวนเทอมในสมการและเวลาการค านวณ เราจะวิเคราะห์กราฟก าลังผลิต

โดยใช้หลักการของค่า correlation coefficient ในการพิจารณาว่าสถานีโซลาร์เซลล์แต่ละแห่งมี

ความสัมพันธ์ต่อกันอย่างไรบ้างโดยการน าข้อมูลก าลังผลิตของสถานีโซลาร์เซลล์ทั้ง 3 แห่งมาวาด

กราฟพิจารณาลักษณะของกราฟในวันเดียวกันและน าข้อมูลก าลังผลิตในแต่ละวันมาค านวณหาค่า 

correlation coefficient เพื่อดูความสัมพันธ์ของค่า correlation coefficient (R) และ p-value 

(P) ในแต่ละวัน ซึ่งค่า P คือผลลัพธ์ที่ได้จากการค านวณและเป็นค่าที่ระบุว่าค่า R ที่ต าแหน่งเดียวกัน

นั้นมีความน่าเชื่อถือหรือไม่ เมื่อเราได้ค่า R และ P แล้วจะท าให้เราสามารถตัดสินใจได้ว่าจะใช้ค่าที่

เก็บได้จากสถานีโซลาร์เซลล์ใดบ้างในการค านวณ 
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 จากรูปกราฟทั้ง 3 ภาพในรูปที่ 3-8 ได้ยกตัวอย่างก าลังผลิตของวันที่ 27 มีนาคม พ.ศ. 2561 

เพื่อให้เห็นภาพมากขึ้น กราฟทั้ง 3 ได้แสดงผลลัพธ์จากการค านวณโดยใช้โมเดลประมาณค่าตาม

สมการที่ (3.2) ของ สถานี Apy, Bsq และ Pornticha เปรียบเทียบกับก าลังผลิตของจริงที่เวลาจริง 

จะเห็นได้ว่ารูปร่างของกราฟมีลักษณะที่คล้ายคลึงกับค่าก าลังผลิตของจริง แสดงให้เห็นว่าค่าที่

ค านวณได้จากสมการ Estimator model มีความใกล้เคียงกับก าลังผลิตของจริง  

 ประกอบกับเมื่อเราวิเคราะห์ค่า correlation coefficient เพื่อยืนยันความสัมพันธ์ของสถานี

ทั้ง 3 สถานีที่ยกตัวอย่าง (ค่าที่ได้เป็นค่าที่มาจากการค านวณในวันที่ 27 มีนาคม พ.ศ. 2561 )  

รูปที่ 3-8 กราฟเปรียบเทียบค่าประมาณที่ได้จากโมเดลประมาณ
ค่าและค่าที่ไดจ้ากการวัดจริงของสถานีทั้ง 3 สถาน ี
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(R27 คือ ค่า correlation coefficient ระหว่าง 3 สถานีในวันที่ 27 มีนาคม พ.ศ.2561 และ  

P27 คือ ค่า p-value test ระหว่าง 3 สถานีในวันเดียวกัน) 

 R27                                                              P27 

 ans =                                                           ans = 

     1.0000    0.9520    0.9846                               1.0000    0.0000    0.0000 

     0.9520    1.0000    0.9417                               0.0000    1.0000    0.0000 

     0.9846    0.9417    1.0000                               0.0000    0.0000    1.0000   

 จากเมทริกซ์ที่ค านวณได้ แถวและคอลัมน์แรกแทนสถานี Bsq  แถวและคอลัมน์ที่สองแทน

สถานี Apy แถวและคอลัมน์สุดท้ายแทนสถานี Pornticha ค่าที่อยู่ในเมทริกซ์ R27 เป็นค่า Pearson 

correlation coefficient ซึ่งจากผลลัพธ์ในตารางมีค่าประมาณ 0.9 (ไม่นับค่าในแนว diagonal) ซึ่ง

สามารถสรุปได้ว่าค่าก าลังผลิตของแต่ละสถานีในวันที่ 27 มีนามคม พ.ศ. 2561 มีความสัมพันธ์แบบ

เป็นไปในทิศทางเดียวกันและค่าที่อยู่ในเมทริกซ์ P27 คือค่า p-value test ในกรณีของการหาค่า 

correlation จะมี null hypothesis คือชุดข้อมูลของตัวแปรซึ่งถูกน ามาค านวณหาค่า correlation 

ทั้ง 2 ชุดข้อมูลไม่มีความสัมพันธ์ต่อกัน ซึ่งถ้าหากค่า p-value test มีค่าน้อยกว่า 0.05 (ไม่นับค่าใน

แนว diagonal) แสดงว่าเราปฏิเสธ null hypothesis หรือก็คือชุดข้อมูลทั้ง 2 ชุดมีความสัมพันธ์กัน

อย่างมีนัยส าคัญ 

 สรุปได้ว่าสมมติฐานที่ว่าค่าก าลังผลิตของทั้ง 3 สถานีมีความเกี่ยวข้อกันนั้นถูกต้องอย่างมี

นัยส าคัญ ดังนั้นจึงสามารถสรุปได้ว่าโมเดลประมาณค่าตามสมการที่ (3.2) สามารถน ามาประมาณค่า

ก าลังผลิตได้ เนื่องจากก าลังผลิตของทั้ง 3 สถานีมีความเกี่ยวข้องกันจากการที่ เราวิเคราะห์

ความสัมพันธ์ผ่านค่า correlation coefficient  

3.4 การใช้ ARIMA Model เพื่อสร้าง State Space Model 

 ในส่วนของแบบจ าลอง ARIMA เราจะใช้ ARIMA เพื่อจ าลองกราฟให้ได้ใกล้เคียงกับชุดข้อมูล

ที่เราเก็บมาโดยการท า differencing ข้อมูลเพื่อให้ชุดข้อมูลมีความเป็น stationary โดยสามารถ

สังเกตได้จากกราฟ ACF หลังจากที่ท า differencing แล้วกราฟจะมีลักษณะที่ลดลงอย่างรวดเร็วกว่า

ก่อนที่จะท า differencing จากนั้นจะใช้ทฤษฎีของ Box & Jenkins ในการหาค่าพารามิเตอร์ p, d 

และ q ของแบบจ าลอง ARIMA เมื่อสร้างแบบจ าลองเสร็จแล้วจะพิจารณาจาก residual plot ว่า
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แบบจ าลองที่ไดเ้หมาะสมหรือไม ่โดยแบบจ าลองที่เหมาะสม จะมี residual histogram เป็นลักษณะ 

normally distributed และ เมื่อ plot ACF แล้วปรากฏว่าไม่มี correlation กันระหว่างล าดับ lag 

หรือมีค่า correlation เล็กน้อย ดังที่ได้อธิบายไว้ในบทที่ 2 หัวข้อที่ 2.1 จากนั้นเราจะเขียนสมการ

แบบจ าลอง ARIMA ในรูปแบบของ state-space model เพื่อเตรียมพร้อมส าหรับใช้ในกระบวนการ

ของ Kalman filter  

 ในขั้นแรกข้อมูลที่เก็บจากเว็บไซต์จะเป็นข้อมูลรายวัน มีระยะห่างระหว่างข้อมูลทุก 5 นาที

ข้อมูลก าลังผลิตที่เราเก็บจะเป็นข้อมูลก าลังผลิตที่ผ่านการ normalized เรียบร้อยแล้ว จากนั้นเราจะ

เลือก PV 1 แห่งในระบบเพื่อเลือกเป็น PV ที่ต้องการทดสอบท านายค่าก าลังผลิต ส่วน PV ที่เหลือจะ

ใช้ในการค านวณ Estimator model เราได้ยกตัวอย่างชุดข้อมูลที่เก็บมาแสดงในรูปที่ 3-9 ขั้นตอน

ต่อไปจะวิเคราะห์ชุดข้อมูลตัวอย่างเพื่อสร้างแบบจ าลอง ARIMA โดยใช้ตัวอย่างในรูปที่ 3-9  

 จากตัวอย่างในรูปที่ 3-9 จะเห็นได้ว่าชุดข้อมูลยังไม่เป็น stationary ดังนั้นเราจะท า 

differencing ข้อมูล 1 ครั้ง ดังรูปที่ 3-10 จากนั้นวิเคราะห์กราฟโดยการใช้ ACF และ PACF จะได้

ผลลัพธ์ตามรูปที่ 3-11 และ 3-12 

 

 

 

 

 

 

 

 

 

 

  

 

 

รูปที่ 3-9 รูปชุดข้อมูลตัวอย่างของก าลังผลิตทั้งหมด 30 วันของสถาน ีApy ในเดือน 
มีนาคม พ.ศ.2561 
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รูปที่ 3-11 รูปแสดงการกราฟ ACF ของชุดข้อมูลตัวอย่าง 

รูปที่ 3-10 รูปชุดข้อมูลตัวอย่างหลังการท า differencing 1 ครั้ง 
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 โดยกราฟ ACF และ PACF จะมีค่าในแกนนอนเป็นจ านวน lag ต่างๆที่ใช้ค านวณค่า 

autocorrelation coefficient เมื่อค่า lag มีค่านั้นๆ เช่นเมื่อพิจารณาที่ข้อมูลมีระยะเวลาห่างกัน

เท่ากับ lag 1 แล้วจะค านวณค่า autocorrelation coefficient ได้เท่ากับ -0.639 ดังรูปที่ 3-11  

เมื่อพิจารณากราฟแล้วจะเห็นว่ากราฟ ACF มีค่าที่โดดเด่นอยู่ที่ lag 1 และ กราฟ PACF ค่อยๆลู่เข้า

หาศูนย์อย่างช้าๆดังนั้นอาจจะสามารถสรุปได้เบื้องต้นจากตารางที่ 2-1 ว่าสามารถใช้แบบจ าลอง 

MA(1) เพื่อจ าลองชุดข้อมูลนี้ไดเ้มื่อท า differencing แล้ว 1 ครั้ง หรือ ARIMA (0,1,1) 

 จากนั้นให้เราสร้างแบบจ าลอง โดยในขั้นตอนนี้เมื่อสร้างแบบจ าลองเสร็จแล้ว MATLAB จะ

แสดง ชื่อของพารามิเตอร์, ค่าของพารามิเตอร์, ค่า Standard error, ค่า t Statistic และค่า  

P-Value ดังรูปที่ 3-13 โดยให้เราสังเกตที่ค่า P-Value ค่านี้บ่งบอกถึงการทดสอบสมมติฐานของการ

ประมาณค่าพารามิเตอร์ โดยที่ null hypothesis คือค่าพารามิเตอร์ที่ MATLAB ค านวณมีค่าเท่ากับ 

0 หรือก็คือค่าของพารามิเตอร์ที่ไม่มีผลกับแบบจ าลอง ซึ่งถ้าค่าของ P-Value น้อยกว่า 0.05 

หมายความว่าเราปฏิเสธ null hypothesis แสดงว่าค่าพารามิเตอร์ที่ MATLAB ประมาณค่ามี

นัยส าคัญ แต่ถ้า P-Value มีค่ามากกว่า 0.05 บ่งบอกว่าค่าพารามิเตอร์ที่ถูกค านวณมาไม่มีผลต่อ

แบบจ าลอง สามารถน าค่านี้ออกไปจากแบบจ าลองหรือให้มีค่าเท่ากับ 0 ได้   

รูปที่ 3-12 รูปแสดงการกราฟ PACF ของชุดข้อมูลตัวอย่าง 
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 นอกจากค่าพารามิเตอร์ที่ได้กล่าวไปข้างต้นแล้ว MATLAB ยังค านวณค่า Akaike 

Information Criterion (AIC) และ Bayesian Information Criterion (BIC) ในรูปที่ 3-13 มาให้

เพื่อเป็นตัวเลือกในการพิจารณาแบบจ าลอง นอกเหนือจากการตรวจสอบ Residual ของแบบจ าลอง

ตามที่ได้กล่าวไปใน บทที่ 2 หัวข้อที่ 2.1.7 Diagnostic Checking ซึ่งค่าทั้งสองนี้สามารถเขียนเป็น

สมการได้ดังสมการที่ (3.3) และ (3.4)  

2*AIC = - LogL+2r                                           (3.3) 

2* *ln(n)BIC = - LogL+r                                        (3.4) 

โดยที่  r  มีค่าเท่ากับจ านวนพารามิเตอร์ในแบบจ าลองทั้งหมดรวมกัน ซึ่งก็คือจ านวนของ 

  p, q และ constant ใน ARIMA model 

  n  คือจ านวนของ observation ที่น ามา fit ARIMA mdoel 

  LogL  คือค่าทีเ่หมาะที่สุดของ Maximum likelihood ที่ถูกค านวณจากการ 

            ประมาณค่า parameter ของแบบจ าลอง 

 เราพิจารณาเทอมหลังของทั้ง 2 สมการเรียกว่า penalty factor เนื่องจากมีค่า r  ซึ่งเป็น

ค่าที่บ่งบอกถึงจ านวนพารามิเตอร์ในแบบจ าลอง  ค่า AIC และ BIC มีประโยชน์ในกรณีที่เราต้องการ

เลือกแบบจ าลองที่มีจ านวนพารามิเตอร์แตกต่างกัน โดยเราจะเลือกแบบจ าลองที่ใช้จ านวน

พารามิเตอร์น้อยที่สุดและค านวณค่า AIC และ BIC แล้วได้ค่าผลลัพธ์ต่ าที่สุดให้เป็นแบบจ าลองที่

เหมาะที่สุด 

 

 

รูปที่ 3-13 รูปแสดงรายละเอียดค่าสัมประสทิธ์และค่าพารามิเตอร์หลังจากที่สร้าง
แบบจ าลอง ARIMA(0,1,1) 
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 จากนั้นเราจะน าค่าพารามิเตอร์ที่ได้มาสร้างแบบจ าลอง state-space เพื่อน าไปใช้กับ 

Kalman filter ในขั้นตอนถัดไป จากค่าพารามิเตอร์ในรูปที่ 3-13 สามารถเขียนสมการของ ARIMA 

(0,1,1) ได้ดังสมการที่ (3.5) และจากสมการที่ (3.5) ย้ายข้าง 𝑦𝑡−1 มาด้านขวาของสมการได้เป็น

สมการที่ (3.6) 

𝑦𝑡 −  𝑦𝑡−1 =  𝜇 + 𝑒𝑡 −  𝜃1𝑒𝑡−1                                 (3.5) 

       𝑦𝑡 =   𝑦𝑡−1 + 𝜇 + 𝑒𝑡 −  𝜃1𝑒𝑡−1                    (3.6) 

 ในค าสั่งการสร้าง state-space model ของ MATLAB มีการนิยามตัวแปร 𝑦𝑡 , 𝑦𝑡−1 และ 

𝑒𝑡 ไว้อยู่แล้วแต่เนื่องจากยังเหลือตัวแปร 𝑦𝑡−1, 𝜇 และ 𝑒𝑡−1 ท าให้ต้องสร้างสมการมารองรับตัว

แปรเหล่านี้เพิ่มดังสมการที่ (3.7) และ (3.8) จากนั้นเปลี่ยนตัวแปรสมการที่ (3.6) ให้เขียนในรูปของ

สมการที่ (3.7) และ (3.8) ได้ดังสมการที่ (3.9) และเมื่อน าสมการมาเรียงกัน เราสามารถเขียนสมการ

ที่ (3.7), (3.8) และ (3.9) ในรูปของ state-space model ได้ดังสมการที่ (3.10)  

𝑦2,𝑡 =   𝑦2,𝑡−1                                             (3.7) 

𝑦3,𝑡 =   𝑒1,𝑡                                                 (3.8) 

𝑦1,𝑡 =   𝑦1,𝑡−1 + 𝜇𝑦2,𝑡−1 + 𝑒𝑡 −  𝜃1𝑦3,𝑡−1                  (3.9) 

โดยที่   𝑦1,𝑡−1 = 𝑦𝑡−1 ,  𝑦2,𝑡−1 = 1   และ   𝑦3,𝑡−1 =  𝑒1,𝑡−1  

 

[

𝑦1,𝑡

𝑦2,𝑡

𝑦3,𝑡

] =  [
1  𝜇 − 𝜃1

0 1 0
0 0 0

] [

𝑦1,𝑡−1

𝑦2,𝑡−1

𝑦3,𝑡−1

] + [
1
0
1

] 𝑒1,𝑡                  (3.10) 

 

3.5 การท านายโดยใช้ Kalman Filter 

 ขั้นตอนการท านายโดยใช้ Kalman filter จะท าหลังจากเราได้สร้างแบบจ าลอง ARIMA 

model และทราบ coefficient ในรูปของเมทริกซ์แล้วในสมการที่ (3.10) จากนั้นเราจะใช้เมทริกซ์นี้

ในสมการ state forecast ยกตัวอย่างเช่น สมการที่ (3.10) เมทริกซ์ [
1  𝜇 − 𝜃1

0 1 0
0 0 0

] จะเป็น
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เมทริกซ์ A  และเมทริกซ์ [
1
0
1

] จะแทนเมทริกซ์ B  ในสมการ state forecast ของ Kalman filter 

สมการที่ (2.20) และ (2.21) และเนื่องจากตัวแปรที่เราต้องการท านายคือก าลังผลิตเหมือนกันกับตัว

แปร state ดังนั้นเมทริกซ์ C  จะแทนด้วย [1 0 0] จากนั้นเราจะให้ Kalman filter ท านายหรือ

ติดตามก าลังผลิตโดยที่ป้อนค่า yt  ซึ่งคือค่าก าลังผลิตที่ได้จากการวัด 

 ในบทถัดไปจะเป็นการทดสอบวิธีการที่ได้น าเสนอโดยการทดลองให้ท านายก าลังผลิต

ล่วงหน้า 1 วัน โดยแบ่งเป็น 2 กรณี กรณีแรกถ้าหากก าหนดให้ระบบท างานตลอดเวลาและสถานี PV 

ยังสามารถเข้าถึงได้และส่งข้อมูลได้ท าให้ทราบก าลังผลิตแบบเวลาจริงของสถานีที่ต้องการท านาย

ดังนั้นจึงใช้ก าลังผลิตที่วัดได้จริงแทนค่าใน yt  ในกรณีที่สองเป็นกรณีที่สถานี PV ไม่สามารถส่ง

ข้อมูลก าลังผลิตแบบเวลาจริงได้ดังนั้นเราจะไม่ทราบรายละเอียดก าลังผลิตของ PV และไม่สามารถ

ติดตามก าลังผลิตได้ จึงใช้ Estimator model ในการประมาณค่าก าลังผลิตแบบเวลาจริงและแทนค่า

ใน yt  ในสมการที่ (2.24) ของ Kalman filter เพื่อติดตามค่าก าลังผลิต 

 ในกรณีที่สองนั้นการทดสอบในบทถัดไปจะใช้ Persistence model และ Artificial Neural 

Network ในการเปรียบเทียบความสามารถในการท านาย โดยการให้ทดสอบท านายเป็นเวลา 1 วัน

และก าหนดให้ PV ขาดการติดต่อในเวลาที่จะเริ่มวันใหม่พอดี เนื่องจากถ้าเราไม่ทราบก าลังผลิตทุก 5 

นาทีของสถานีที่ต้องการท านาย จะท าให้ไม่สามารถใช้ Persistence model หรือแบบจ าลองอื่น

ท านายทุก 5 นาทีได้เหมือนกับวิธีที่ใช้ Kalman filter ร่วมกับ Estimator model และการใช้ข้อมูล

ก าลังผลิตในอดีตจนถึงช่วงเวลาที่ PV ไม่สามารถส่งข้อมูลได้ fit กับ ARIMA Model ในการท านาย

เพียงอย่างเดียวมีความแม่นย าที่น้อยกว่าการใช้ข้อมูลของค่าประมาณก าลังผลิตแบบเวลาจริงที่ได้จาก

การค านวณของ Estimator model ช่วยในการท านายผ่าน Kalman Filter ดังนั้นเราจึงใช้การ

ทดสอบท านาย 1 วันโดยใช้ข้อมูลล่าสุดที่เป็นไปได้ในการท านาย รายละเอียดของแต่ละวิธีได้กล่าวไว้

ในบทที่ 2  
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บทที ่4  

การทดสอบและผลลัพธ ์

4.1 การทดสอบผลลัพธ์ของการเลือกใช้ชุดข้อมูลที่ต่างกันในการ fit ARIMA Model 

 เริ่มการทดสอบโดยสุ่มเลือก solar PV เพื่อทดสอบวิธีการที่เสนอจากต าแหน่งต่างกัน 3 

ต าแหน่ง โดยทั้ง 3 สถานีมีชื่อเรียกดังนี้ Apy, Bsq และ Pornticha (รูปที่ 4-1) จากนั้นเก็บค่าก าลัง

ผลิตและระยะทางระหว่าง solar PV แต่ละแห่งเพื่อใช้ในการค านวณหาค่าประมาณจาก Estimator 

Model โดยค่าก าลังผลิตที่เก็บมาจะมีระยะห่างระหว่างข้อมูลเท่ากับ 5 นาทีและเก็บข้อมูลตั้งแต่เวลา 

7:00 น. ถึง 18:00 น. ในแต่ละวันเป็นเวลา 1 เดือน ในการทดสอบจะเลือก solar PV 1 แห่งเป็น

สถานีที่ต้องการท านายก าลังผลิตและจะใช้ solar PV ที่เหลือเพื่อค านวณค่าประมาณก าลังผลิตแบบ

เวลาจริงจาก Estimator model ในกรณีนี้เราเลือก Apy เป็นสถานีที่ต้องการท านายก าลังผลิต และ

ก าหนดให้ท านายก าลังผลิตของวันที่ 15/3/2018 เพื่อทดสอบในเบื้องต้น จากนั้นขยายผลการทดสอบ

โดยให้ทดสอบความแม่นย ากับข้อมูลหลายวันเพื่อดูพฤติกรรมของผลลัพธ ์

 

 

 

 

 

 

 

 

 

 

 

 

รูปที่ 4-1 แผนที่แสดงที่ต้ังของ solar rooftop ทั้ง 3 แห่ง 
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วัตถุประสงค์การทดสอบ   ต้องการศึกษาผลลัพธ์ของการเลือกใช้ชุดข้อมูลในการ fit ARIMA model 

   และสภาพอากาศของวันที่ต้องการทดสอบมีผลอย่างไรต่อความแม่นย า

   ในการท านายก าลังผลิต (การทดสอบเลือกให้ท านายวันที่ 15/3/2018 ของ

   สถานี Apy ก่อนจากนั้นจึงทดสอบทุกวันเป็นเวลา 1 เดือน)  

ข้อมูลที่ใช้ในการทดสอบ  1) ก าลังผลิตของสถานีทั้ง 3 แห่งได้แก่ Apy, Bsq และ Pornticha โดยที่

   ข้อมูลก าลังผลิตมีทั้งหมด 30 วันและในแต่ละวันมีชุดข้อมูลจ านวน 133 

   ข้อมูลตั้งแต่เวลา 7:00 น. ถึง 18:00 น. และ ข้อมูลมีความละเอียดห่างกัน

   ทุก 5 นาที โดยเป็นข้อมูลก าลังผลิตที่ normalized แล้วดังสมการที่ (3.1) 

   2) ข้อมูลระยะทางระหว่างสถานทีี่ต้องการท านายก าลังผลิตกับสถาน ี

   ข้างเคียงได้แก่ระยะทางระหว่างสถาน ีApy กับ Bsq และ ระยะทาง 

   ระหว่างสถานี Apy กับ Pornticha เท่านั้น 

วิธีการทดสอบ  1) เลือกชุดข้อมูลที่จะใช้ fit ARIMA model ดังนี้ 1. ชุดข้อมูลที่มีกราฟ

   ก าลังผลิตที่มีลักษณะสภาพอากาศแจ่มใส 2. ชุดข้อมูลที่มีกราฟก าลังผลิต

   ที่มีลักษณะสภาพอากาศมีเมฆมาก 3. ชุดข้อมูลที่มีกราฟก าลังผลิตที่มี 

   ลักษณะสภาพอากาศฝนตก 

   2) ใช้ ARIMA และ Kalman filter ท านายก าลังผลิตในกรณีที่มีข้อมูลก าลัง

   ผลิตแบบเวลาจริง และ ในกรณีที่ไม่สามารถทราบก าลังผลิตแบบเวลาจริง

   ของสถานีที่สนใจจะใช้ Estimator model ประมาณก าลังผลิตแบบเวลา

   จริงก่อนแล้วจึงใช้ Kalman filter 

   3) ค านวณค่าประมาณก าลังผลิตของสถานี Apy จากสมการ Estimator 

   model  โดยใช้ก าลังผลิตแบบเวลาจริงของสถานี Bsq และ Pornticha ใน

   วันเดียวกับวันทีต่้องการท านาย 

   4) ท านายและติดตามก าลังผลิตของสถานี Apy โดยใช้ Kalman filter 

   algorithm และค านวณดัชนีช้ีวัดเพื่อดูความแม่นย าของการท านาย 
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ผลลัพธ์ของการทดสอบ 

4.1.1 กรณีใช้ชุดข้อมูลที่มีกราฟก าลงัผลิตที่มีลักษณะสภาพอากาศแจ่มใส 

 ในการทดสอบนี้ใช้ข้อมูลของวันที่มีสภาพอากาศแจ่มใสโดยสุ่มเลือกวันที่มีลักษณะอากาศ

แจ่มใสจากข้อมูลก าลังผลิตที่มีดังรูปที่ 4-2 จากนั้นน าข้อมูลก าลังผลิตของวันที่สุ่มมานี้สร้าง ARIMA 

model และท านายก าลังผลิตโดยใช้ Kalman filter ผลลัพธ์ของการท านายน าไปค านวณดัชนีชี้วัดได้

ผลลัพธ์ดังตารางที่ 4-1 โดยคอลัมน์ที่สามของตารางเป็นกรณีที่ใช้ Estimator model ช่วยประมาณ

ค่าก าลังผลิตแบบเวลาจริงก่อนท านายโดย Kalman filter  

 

  

 

 

 

 

 

 

 

ตารางที่ 4-1 ตารางช้ีวัดความแม่นย าในกรณใีช้ข้อมูลวันที่อากาศแจ่มใสในการสร้างแบบจ าลองเพื่อ
ท านายก าลังผลิตในวันที่ 15/3/2018 

Index 
Kalman Filter with 

real-time data 
Kalman Filter with 
Estimator model 

RMSE 0.0578 0.1321 
nRMSE 0.1333 0.3049 

MSE 0.0033 0.0174 

MAPE 9.1400 27.5752 

 

รูปที่ 4-2 ตัวอย่างรูปก าลังผลิตในวันที่ท้องฟ้าแจ่มใส 
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4.1.2 กรณีใช้ชุดข้อมูลที่มีกราฟก าลงัผลิตที่มีลักษณะสภาพอากาศมีเมฆมาก 

 ในการทดสอบนี้ใช้ข้อมูลของวันที่มีสภาพอากาศมีเมฆมากโดยสุ่มเลือกวันที่มีลักษณะอากาศ

มีเมฆมากจากข้อมูลก าลังผลิตที่มีดังรูปที่ 4-3 จากนั้นน าข้อมูลก าลังผลิตของวันที่สุ่มมานี้สร้าง 

ARIMA model และท านายก าลังผลิตโดยใช้ Kalman filter ผลลัพธ์ของการท านายน าไปค านวณ

ดัชนีชี้วัดได้ผลลัพธ์ดังตารางที่ 4-2 โดยคอลัมน์ที่สามของตารางจะเป็นกรณีที่ใช้ Estimator model 

ช่วยประมาณค่าก าลังผลิตแบบเวลาจริงก่อนท านายโดย Kalman filter 

 

 

 

 

 

 

 

 

 
 

ตารางที่ 4-2 ตารางช้ีวัดความแม่นย าในกรณใีช้ข้อมูลวันที่อากาศมีเมฆมาก 
ในการสร้างแบบจ าลองเพื่อท านายก าลังผลิตในวันที่ 15/3/2018 

Index 
Kalman Filter with 

real-time data 
Kalman Filter with 
Estimator model 

RMSE 0.0650 0.1329 
nRMSE 0.1500 0.3069 

MSE 0.0042 0.0177 

MAPE 18.6784 35.7741 

 

รูปที่ 4-3 รูปก าลังผลิตขณะสภาพอากาศมีเมฆมาก 
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4.1.3 กรณีใช้ชุดข้อมูลที่มีกราฟก าลงัผลิตที่มีลักษณะสภาพอากาศฝนตก 

 ในการทดสอบนี้ใช้ข้อมูลของวันที่มีสภาพอากาศฝนตกโดยสุ่มเลือกวันที่มีลักษณะอากาศ  

ฝนตกจากข้อมูลก าลังผลิตที่มีดังรูปที่ 4-4 จากนั้นน าข้อมูลก าลังผลิตของวันที่สุ่มมานี้สร้าง ARIMA 

model และท านายก าลังผลิตโดยใช้ Kalman filter ผลลัพธ์ของการท านายน าไปค านวณดัชนีชี้วัดได้

ผลลัพธ์ดังตารางที่ 4-3 โดยคอลัมน์ที่สามของตารางจะเป็นกรณีที่ใช้ Estimator model ช่วย

ประมาณค่าก าลังผลิตแบบเวลาจริงก่อนท านายโดย Kalman filter 

 

 

 

 

 

 

 

 

 

 

ตารางที่ 4-3 ตารางช้ีวัดความแม่นย าในกรณใีช้ข้อมูลวันที่มลีักษณะสภาพอากาศฝนตก 
ในการสร้างแบบจ าลองเพื่อท านายก าลังผลิตในวันที่ 15/3/2018 

Index 
Kalman Filter with 

real-time data 
Kalman Filter with 
Estimator model 

RMSE 0.0627 0.1340 
nRMSE 0.1447 0.3093 

MSE 0.0039 0.0179 

MAPE 13.8567 31.5632 

 

รูปที่ 4-4 รูปก าลังผลิตขณะสภาพอากาศมีฝนตก 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 54 

4.1.4 กรณีที่ใช้วันทั้ง 3 แบบข้างต้นเพื่อท านายก าลังผลิตเป็นเวลา 1 เดือน 

 ในการทดลองนี้เป็นการขยายผลการทดลองโดยนอกจากจะท านายในวันที่ 15/3/2018 แล้ว

จะใช้วันทั้ง 3 แบบที่ได้สุ่มมาจากการทดลองก่อนหน้านี้ท านายก าลังผลิตของทุกวันเป็นเวลา 1 เดือน

เพื่อดูพฤติกรรมของผลลัพธ ์โดยจะแบ่งรูปแบบสภาพอากาศของวันที่ท านายในเดือนที่เก็บข้อมูลได้ 2 

รูปแบบคือ 1. สภาพอากาศที่มีฝนตก และ 2. สภาพอากาศที่มีเมฆมาก รูปที่ 4-5 เป็นรูปที่แสดงผล

ลัพธ์ของค่า NRMSE เมื่อใชข้้อมูลวันที่มีสภาพอากาศฝนตก, แจ่มใส และ มีเมฆมากในการ fit ARIMA 

Model แล้วท านายก าลังผลิตของวันที่มีสภาพอากาศฝนตก และ รูปที่ 4-6 จะเป็นรูปที่แสดงผลลัพธ์

ของค่า nRMSE เมื่อใช้วันที่มีสภาพอากาศฝนตก, แจ่มใส และ มีเมฆมากในการ fit ARIMA Model 

แล้วท านายก าลังผลิตของวันที่มีสภาพอากาศมีเมฆมาก  ขอบด้านบนและด้านล่างของกล่องแต่ละใบ

ในรูปคือค่า Percentile ที่ 25 และ 75 ของชุดข้อมูล ขีดกลางกล่องคือค่า Median ของชุดข้อมูล 

เส้นประที่ลากจากขอบบนและขอบล่างของกล่องไปยังด้านบนและด้านล่างบ่งบอกถึงจุดสูงสุดและจุด

ต่ าสุดของข้อมูลและขนาดของกล่องในแนวต้ังบ่งบอกถึงส่วนเบี่ยงเบนมาตรฐานของแต่ละชุดข้อมูล 

 

 

 

 

 

 

 

 

 

 

 

 

รูปที่ 4-5 ผลลพัธ์ของค่า nRMSE เมื่อใช้วันที่มีสภาพอากาศฝนตก, แจ่มใส 
และ มีเมฆมากท านายก าลังผลิตของวันที่มสีภาพอากาศฝนตก 
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4.1.5 สรุปผลการทดสอบ  

 จากการทดสอบได้ผลลัพธ์ตามตารางที่ 4-1 ตารางที่ 4-2 และตารางที่ 4-3 ตามล าดับ ใน

การทดสอบเราได้ใช้ข้อมูลวันที่มีลักษณะของสภาพอากาศแตกต่างกันในการสร้างแบบจ าลอง ARIMA 

model ที่ต่างกันเพื่อประมาณค่า coefficient ในการใช้ Kalman filter ท านายก าลังผลิต พบว่า

หลังจากที่สร้างแบบจ าลอง ARIMA แล้วใช้ Kalman filter ท านายก าลังผลิต ผลลัพธ์จากดัชนีชี้วัดใน

แต่ละกรณีใกล้เคียงกัน แต่ถ้าใช้ข้อมูลวันที่มีสภาพอากาศแจ่มใสในการ fit แบบจ าลองจะได้ผลลัพธ์

จากการท านายที่ดีกว่ากรณีอื่นเล็กน้อย แสดงให้เห็นว่า Kalman filter กับ Estimator model 

สามารถท านายและติดตามก าลังผลิตแบบเวลาจริงได้อย่างมีประสิทธิภาพเนื่องจาก Estimator 

model สามารถค านวณค่าประมาณของก าลังผลิตแบบเวลาจริงจาก PV ข้างเคียงเพื่อก าหนดทิศทาง

ของกราฟก าลังผลิต นอกจากนั้นเมื่อขยายผลการทดลองโดยใช้วันที่มีสภาพอากาศแตกต่างกัน 3 

แบบข้างต้นท านายก าลังผลิตของวันอื่นๆทุกวันเป็นเวลา 1 เดือนได้ผลลัพธ์ดังรูปที่ 4-5 และ 4-6 

พบว่าทั้ง 3 วันให้ผลลัพธ์ค่า nRMSE ใกล้เคียงกันสอดคล้องกับการทดลองเบื้องต้น นอกจากนั้นยัง

พบว่าเมื่อวันที่ต้องการท านายก าลังผลิตมีสภาพอากาศฝนตกจะท าให้ภาพรวมผลลัพธ์ของการท านาย

ด้อยกว่าเมื่อเปรียบเทียบกับวันที่มีสภาพอากาศมีเมฆมากเนื่องจากผลลัพธ์ที่ได้มีความคลาดเคลื่อน

มากสาเหตุมาจากสภาพอากาศแบบฝนตกลักษณะของก าลังผลิตจะแตกต่างกันมากกว่าสภาพอากาศ

แบบมีเมฆมากท าให้มีโอกาสที่จะคลาดเคลื่อนมากกว่า 

 

รูปที่ 4-6 ผลลพัธ์ของค่า nRMSE เมื่อใช้วันที่มีสภาพอากาศฝนตก, แจ่มใส 
และ มีเมฆมากท านายก าลังผลิตของวันที่มสีภาพอากาศมีเมฆมาก 
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4.2 Case study 1: 3 Solar PV System 

วัตถุประสงค์การทดสอบ  ตอ้งการทดสอบวิธีการท านายที่เสนอโดยสมมติให้ท านายก าลังผลิตในวันใด

   วันหนึ่งภายในชุดข้อมูลที่เก็บมาและแสดงขั้นตอนในการท านายก าลังผลิต 

   (การทดสอบสมมตใิห้ท านายวันที ่15/3/2018 ของสถานี Apy)   

   นอกจากนั้นยังเปรียบเทียบวิธีการที่น าเสนอกับการท านายจาก neural 

   network และ persistence model 

ข้อมูลที่ใช้ในการทดสอบ  1) ก าลังผลิตของสถานีทั้ง 3 แห่งได้แก่ Apy, Bsq และ Pornticha โดยที่

   ข้อมูลก าลังผลิตมีทั้งหมด 30 วันและในแต่ละวันมีชุดข้อมูลจ านวน 133 

   ข้อมูลตั้งแต่เวลา 7:00 น. ถึง 18:00 น. และ ข้อมูลมีความละเอียดห่างกัน

   ทุก 5 นาที โดยเป็นข้อมูลก าลังผลิตที่ normalized แล้วดังสมการที่ (3.1) 

   2) ข้อมูลระยะทางระหว่างสถานี Apy กับ Bsq และ ระยะทางระหว่าง

   สถานี Apy กับ Pornticha (เนื่องจากเราต้องการท านายก าลังผลิตของ 

   Apy ดังนั้นตัวแปรระยะทางที่จ าเป็นคือระยะทางระหว่างสถานี Apy กับ 

   Bsq และ ระยะทางระหว่างสถานี Apy กับ Pornticha เท่านั้น)  

วิธีการทดสอบและผลลัพธ์ของการทดสอบ 

4.2.1 Data Inspection 

 น าข้อมูลก าลังผลิตของ solar PV ทั้ง 3 แห่งมาตรวจสอบว่ามีข้อมูลที่หายไปหรือไม่ ถ้ามี

ข้อมูลที่หายไปบางจุดให้ใช้การประมาณค่าเชิงเส้นในการประมาณค่าข้อมูลที่หายไป รูปที่ 4-7 แสดง

ตัวอย่างก าลังผลิตของสถานี Apy ในวันที่ 12/3/2018 ต่อไปเราจะใช้ก าลังผลิตในวันที่กล่าวถึงนี้ใน

การวิเคราะห์และสร้างแบบจ าลอง ARIMA model 

 

 

 

 

 

รูปที่ 4-7 ก าลงัผลิตของสถาน ีApy ในวันที ่
12/3/2018 
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4.2.2 Calculating Power Generation by using Estimator Model 

 ในขั้นตอนนี้เราจะค านวณก าลังผลิตแบบเวลาจริงของสถานี Apy เพื่อใช้ใน Kalman Filter 

algorithm ในกรณีที่เราไม่สามารถทราบก าลังผลิตแบบเวลาจริงของสถานีที่เราต้องการที่จะท านาย 

โดยสามารถค านวณได้จากสมการที่ (3.2) ที่ได้กล่าวไปแล้วข้างต้นในหัวข้อ การออกแบบ Estimator 

model สมการข้างต้นใช้ข้อมูลก าลังผลิตแบบเวลาจริงในวันที่ 15/3/2018 ของสถานี Bsq และ 

Pornticha เพื่อค านวณค่าประมาณก าลังผลิตแบบเวลาจริงของ Apy ผลลัพธ์ที่ได้จากการค านวณ

แสดงได้ดังรูปที่ 4-8 นอกจากนั้นเมื่อตรวจสอบค่า correlation coefficient ของทั้ง 3 สถานีในช่วง

เวลา 1 เดือนพบว่าค่าเฉลี่ยของ correlation ระหว่างสถานีทั้ง 3 มีค่าเป็นบวกและมีค่าอยู่ในช่วง 0.6 

ถึง 1 ดังรูปที่ 4-9 ท าให้สามารถสรุปได้ว่าค่าประมาณจาก Estimator model มีความเช่ือถือได ้

 

 

 

 

 

 

 

 

 

 

 

 

 

 

รูปที่ 4-9 ค่าเฉลี่ยของ correlation ในเวลา 1 เดือน 

รูปที่ 4-8 รูปภาพเปรียบเทียบค่าประมาณที่ได้จากสมการของ 
Estimator model กับค่าจริง 
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4.2.3 Created ARIMA Model 

 จากข้อมูลก าลังผลิตของสถานี Apy ในวันที่ 12/3/2018 เราน าข้อมูลมาวิเคราะห์เพื่อสร้าง 

ARIMA model พบว่าข้อมูลมีความเป็น non-stationary time series จึง plot ACF และ PACF 

เพื่อตรวจสอบ จากนั้นท า differencing ข้อมูลได้ผลลัพธ์ดังรูปที่ 4-10 และ 4-11 หลังจากท า 

differencing ข้อมูลแล้วพบว่าข้อมูลมีความเป็น stationary มากขึ้นจึงตรวจสอบ ACF และ PACF 

อีกครั้งได้ผลลัพธ์ดังรูปที่ 4-12 จากนั้นใช้ตารางที่ 2-1 เพื่อเลือกระบุค่า p และ q ในเบื้องต้น 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

รูปที่ 4-10 ACF plot และ PACF plot ของก าลังผลิตสถาน ีApy 

รูปที่ 4-12 ACF plot และ PACF plot ของก าลังผลิตสถาน ีApy หลังจาก difference 1 ครั้ง 

รูปที่ 4-11 ก าลังผลิตหลังจาก difference 1
ครั้งของ Apy ในวันที ่12/3/2018 
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 จากผลลัพธ์ข้างต้นเราคาดเดาว่าน่าจะเป็น ARIMA(4,0,0) หรือ ARIMA(0,1,4) เมื่อระบุค่า p 

q และ d ได้แล้วเราใช้ MATLAB ในการประมาณค่าสัมประสิทธิ์ของ ARIMA model โดย MATLAB 

ใช้หลักการของ maximum likelihood method ผลลัพธ์ที่ได้เป็นไปดังรูปที่ 4-15 และรูปที่ 4-16 

แสดงค่าสัมประสิทธิ์ของ AR และ MA โดยที่ AR{1}, AR{2}, AR{3}, … แทนค่าสัมประสิทธิ์ของ AR ที่

ต าแหน่งต่างกันในสมการ ARIMA และ MA{1}, MA{2}, MA{3}, … แทนค่าสัมประสิทธิ์ของ MA ที่

ต าแหน่งต่างกันในสมการ ARIMA ตัวแปร constant คือค่าคงที่ของแบบจ าลองและตัวแปร 

variance คือค่า variance ของแบบจ าลอง คอลัมน์ Standard Error คือค่าประมาณของ standard 

deviation ของ Error บ่งบอกถึงความแปรปรวนของ Error และค่า t-statistic เกิดจากการน า

คอลัมน์ value หารด้วย Standard Error และคอลัมน์ P-value ใช้ในการตรวจสอบว่าค่า value ใน

แถวเดียวกันมีนัยส าคัญต่อแบบจ าลองหรือไม่ โดยถ้า P-value มีค่าน้อยกว่า 0.05 แสดงว่าค่า value 

ที่อยู่ในแถวเดียวกันมีนัยส าคัญ ถ้าหากค่า P-value มากกว่า 0.05 เราอาจพิจารณาได้ว่าค่า value ที่

สอดคล้องกับค่า P-value นั้นมีค่าเท่ากับ 0  

 จากผลลัพธ์พบว่าค่า residual histogram และ ACF plot ของ ARIMA(0,1,4) เหมาะสม

กว่าเนื่องจากกราฟก าลังผลิตมีความเป็น stationary มากขึ้นดูได้จากกราฟ ACF ที่ลดต่ าอย่างรวดเร็ว

และค่าเฉลี่ยคงที่ หลังจากท า differencing 1 ครั้งในรูปที่ 4-12 นอกจากนั้น residual histogram 

ในรูปที่ 4-18 มีลักษณะ normally distributed และ ACF plot มีลักษณะ uncorrelated ดังนั้น

เราจะใช้ ARIMA(0,1,4) ในการสร้าง state-space model เพื่อค านวณ Kalman Filter  

 

 

 

 

 

 

 

 รูปที่ 4-13 Residual plot ของ ARIMA(4,0,0) 
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รูปที่ 4-15 parameter ของ ARIMA(4,0,0) 

รูปที่ 4-16 paramater ของ ARIMA(0,1,4) 

รูปที่ 4-14 Residual plot ของ ARIMA(0,1,4) 
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4.2.4 Forecast without Estimator Model (Observation data is available) 

 ในกรณีที่สามารถทราบค่าก าลังผลิตแบบเวลาจริงของสถานี Apy ได้เราจะใช้ค่านั้นใน 

Kalman Filter algorithm ในขั้นตอนนี้เราจะเขียน ARIMA model ในรูปของ state-space 

model จากนั้นเราจะใช้ coefficient matrix ของ ARIMA model ในสมการ state forecast ของ 

Kalman Filter รูปที่ 4-19 แสดงผลลัพธ์ของการท านายจาก Kalman filter เทียบกับค่าจริง  

 

 

 

 

 

รูปที่ 4-17 Residual Histogram และ ACF plot ของ ARIMA(4,0,0) 

รูปที่ 4-18 Residual Histogram และ ACF plot ของ ARIMA(0,1,4) 

รูปที่ 4-19 ก าลังผลิตของสถาน ี
Apy ในวันที ่15/3/2018 จาก
การท านายที่เป็นผลลัพธ์จาก 

Kalman filter โดยใช้ข้อมูลก าลัง
ผลิตแบบเวลาจริง 
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4.2.5 Forecast with Estimator Model (Observation data is unavailable) 

 ในกรณีที่ไม่สามารถทราบค่าก าลังผลิตแบบเวลาจริง จะใช้ Estimator model เพื่อค านวณ

ค่าก าลังผลิตแบบเวลาจริงก่อนแล้วจึงใช ้Kalman filter algorithm เพื่อท านายก าลังผลิต รูปที่ 4-20 

แสดงผลลัพธ์ของการท านายจาก kalman filter เทียบกับค่าจริง 

 

 

 

 

 

 

 

4.2.6 Forecasting by Artificial Neural Network 

 ในหัวข้อนี้เราจะท านายก าลังผลิตล่วงหน้า 1 วันโดยใช้วิธีการท านายที่มีพื้นฐานจาก 

Artificial Neural Network ตามขั้นตอนที่ได้แสดงให้เห็นในบทที่ 2 หัวข้อ Artificial Neural 

Network โดยใช้อัลกอริทึมแบบ Levenberg-Marquardt ในการ train แบบจ าลองของสถานี Apy 

โดยใช้ข้อมูลก าลังผลิตของสถานี Apy ทั้ง 31 วันเป็นข้อมูลขาเข้าไปยัง neural network ที่มีจ านวน 

neuron ใน hidden layer เท่ากับ 10 (ในขั้นตอนนี้สามารถทดลอง train แบบจ าลองในรูปแบบ

ต่างๆตามที่กล่าวไว้ในบทที่ 2 และเนื่องจากข้อมูลก าลังผลิตที่จ านวนไม่มากสามารถใช้จ านวน 

hidden layer เท่ากับ 10 เพียงพอต่อการ train แบบจ าลอง) หลังจากนั้นไดผ้ลลัพธด์ังรูปที่ 4-21, 4-

22 และ 4-23 ผลลัพธ์ระหว่างการท านายจาก neural network เปรียบเทียบกับค่าจริงจากการวัด

แสดงให้เห็นดังรูปที่ 4-21 ในส่วนของค่าจากกราฟ performance หรือค่า MSE ในรูปที่ 4-22 แสดง

ให้เห็นว่าแบบจ าลองที่ train ให้ผลลัพธ์ค่า MSE ที่ดีดูจากเส้นกราฟ Test และ Validation มีความ

ใกล้เคียงกันมาก นอกจากนั้นกราฟ regression ในรูปที่ 4-23 ยังมีผลลัพธ์ค่า R (ค่า correlation 

ระหว่างชุดข้อมูลขาออกกับค่าเป้าหมาย) สูงถึง 0.9 (เข้าใกล้ 1) ในกรณีของ Test set และ 

Validation set แสดงให้เห็นว่าค่าผลลัพธ์ของข้อมูลขาออกเข้าใกล้กับค่าเป้าหมายมาก   

รูปที่ 4-20 ก าลังผลิตของสถาน ี
Apy ในวันที ่15/3/2018 จาก
การท านายเป็นผลลัพธ์จาก 

Kalman filter โดยใช ้
Estimator model ค านวณ

ค่าประมาณข้อมูลก าลังผลิตแบบ
เวลาจริง 
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รูปที่ 4-22 กราฟค่า performance เปรียบเทียบกันระหว่าง 
ชุดข้อมูลที่ใช้ในการ train แบบจ าลองของสถานี Apy 

รูปที่ 4-21 ก าลังผลิตของสถาน ีApy ในวันที ่15/3/2018 จาก
การท านายโดยใช ้Artificial Neural Network เปรียบเทียบกับ

ค่าจริงที่ได้จากการวัด 
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 ผลลัพธ์จากในรูปที่ 4-23 เกิดจากการค านวณค่า correlation ระหว่างผลลัพธ์จากการใช้ชุด

ข้อมูลต่างๆกับชุดข้อมูลเป้าหมาย โดยที่รูปทางด้านซ้ายบนคือการ plot ผลลัพธ์จากการใช้ชุดข้อมูล 

training กับชุดข้อมูลเป้าหมาย รูปทางด้านขวาบนคือการ plot ผลลัพธ์จากการใช้ชุดข้อมูล 

validation กับชุดข้อมูลเป้าหมาย รูปทางด้านซ้ายล่างคือการ plot ผลลัพธ์จากการใช้ชุดข้อมูล test 

กับชุดข้อมูลเป้าหมาย และ รูปทางด้านขวาล่างคือการ plot ผลลัพธ์จากการใช้ชุดข้อมูลทั้งหมดกับ

ชุดข้อมูลเป้าหมาย โดยที่ชุดข้อมูล training, validation และ test เราได้แบ่งออกมาจากชุดข้อมูล

รวมทั้งหมดในขั้นตอน dividing data set ที่ได้กล่าวไปในบทที่ 2 หัวข้อ Artificial Neural Network 

 

 

รูปที่ 4-23 กราฟ regression เปรียบเทียบกันระหว่าง 
ชุดข้อมูลที่ใช้ในการ train แบบจ าลองของสถานี Apy 
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4.2.7 Forecasting Result 

 ในขั้นตอนท านายที่ผ่านมาเราได้ท านายก าลังผลิตของสถานี Apy ในวันที่ 15/3/2018 และ

ได้น าผลลัพธ์จากการท านายไปเปรียบเทียบกับค่าจริงที่ ได้เก็บไว้ล่วงหน้า ขั้นตอนต่อไปเราจะวัดค่า

ความแม่นย าของแต่ละกรณีออกมาเป็นตัวเลขเพื่อความชัดเจน โดยใช้สมการในหัวข้อ การทดสอบค่า

ความแม่นย าของผลลัพธ์จากแบบจ าลองได้แก่ สมการที่ (2.26) ถึง สมการที่ (2.32) ในการค านวณ 

โดยเลือกใช้ค่า RMSE, nRMSE, MSE, skill score และ MAPE ผลลัพธ์จากการค านวณความแม่นย า

ได้ตามตารางที่ 4-4 

ตารางที่ 4-4 ตารางช้ีวัดความแม่นย าของผลลัพธ์จากการท านายก าลังผลิต 
ของสถานี Apy ในวันที่ 15/3/2018 

Index Persistence model 
Artificial 
Neural 

Network 

Kalman 
Filter with 
Estimator 
model 

Kalman 
Filter with 
real-time 

data 

RMSE 0.1903 0.1317 0.1330 0.0626 
nRMSE 0.4394 0.3041 0.3070 0.1446 

MSE 0.0362 0.0173 0.0177 0.0039 

Skill Score - 0.5377 0.5119 0.8917 

MAPE 29.8969 33.8301 31.8869 13.7414 

 

4.2.8 สรุปผลการทดสอบ 

 จากตารางที่ 4-4 พบว่าผลลัพธ์จากการท านายโดยใช้ Kalman Filter ร่วมกับก าลังผลิตแบบ

เวลาจริงของสถานีที่ต้องการท านาย มีความแม่นย าสูงที่สุดโดยมีผลลัพธ์ค่า RMSE, nRMSE MSE 

และ MAPE ต่ าที่สุด ตามที่ได้คาดการณ์เอาไว้เนื่องจากจุดประสงค์ของการทดสอบกรณีนี้คือ การที่

เมื่อปล่อยให้ Kalman filter ท างานตลอดเวลาทั้งในกรณีที่ทราบก าลังผลิตอยู่แล้วเพื่อความต่อเนื่อง

ในการท างานของ Kalman filter เมื่อเกิดกรณีที่ไม่สามารทราบก าลังผลิตแบบเวลาจริงจึงค่อยเปลี่ยน

มาใช้ก าลังผลิตที่ประมาณค่าได้จาก Estimator model ดังนั้นค่าผลลัพธ์ที่ได้จากกรณีนี้ควรใกล้เคียง

กับของจริงให้มากที่สุด  
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 นอกจากนั้นกรณีที่มีความแม่นย าที่ดีล าดับถัดมาคือกรณีที่ใช้ Estimator model ค านวณ

ก าลังผลิตแบบเวลาจริงก่อนแล้วจึงใช้ค่านั้นร่วมกับ Kalman Filter ซึ่งการทดลองนี้แสดงให้เห็นว่า 

Estimator model สามารถใช้ประมาณค่าก าลังผลิตแบบเวลาจริงและน ามาใช้กับ Kalman Filter 

ได้ โดยที่ผลลัพธ์อยู่ ในระดับที่ ดี  เห็นได้จากกราฟผลลัพธ์ ในรูปที่  4 -20 เมื่อเทียบกับรูปที่  

4-19 ซึ่งใช้ข้อมูลก าลังผลิตของจริงนอกจากนั้นยังแสดงให้เห็นถึงการเคลื่อนที่ของเส้นกราฟตาม

เส้นกราฟก าลังผลิตที่แท้จริงอยู่  นอกจากนั้นเมื่อเปรียบเทียบกับการท านายแบบที่ใช้ Artificial 

Neural Network แล้วพบว่าค่าดัชนีชี้วัดมีความใกล้เคียงกันท าให้สามารถสรุปได้ว่าวิธีการท านายที่

เราน าเสนอไปนั้นให้ผลลัพธ์การท านายและติดตามก าลังผลิตที่ดี   

 ค่า skill score แสดงให้เห็นว่าผลลัพธ์มีการพัฒนาที่ดีกว่า Persistence Model อยู่ 51.19 

เปอร์เซ็นต์ และใกล้เคียงกับกรณีที่ใช้ Artificial Neural Network ในการท านายที่ได้ค่า skill score 

อยู่ที่ 53.77 เปอร์เซ็นต์ แต่วิธี ARIMA-Kalman มีข้อดีตรงที่ไม่จ าเป็นต้องใช้ก าลังผลิตในอดีตหลาย

วันในการ train แบบจ าลองเช่นเดียวกับ ANN  
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4.3 Case study 2: 5 Solar PV Systems 

 การทดสอบนี้ใช้จ านวน PV ในระบบ 5 แห่งโดยไม่เกี่ยวข้องกับการทดสอบที่ 4.2 (case 

study 1: 3 solar PV systems) การทดสอบนี้ใช้ข้อมูลก าลังผลิตตั้งแต่เวลา 5:00 น. ถึงเวลา 18:00 

น. โดยที่มีระยะห่างระหว่างข้อมูลเท่ากับ 5 นาที และได้เก็บข้อมูลก าลังผลิตและระยะทางระหว่าง 

PV แต่ละแห่ง จากนั้นเลือก 1 ใน PV ให้เป็นสถานีที่ต้องการท านายก าลังผลิตเพื่อทดสอบ จากนั้น

เลือกวันที่ต้องการท านายและค านวณก าลังผลิตแบบเวลาจริงโดยใช้ Estimator model เพื่อใช้

ทดสอบกรณีที่ไม่มีก าลังผลิตแบบเวลาจริง กระบวนการทดสอบจะเหมือนกับการทดสอบที่ 4.2 แต่

เพิ่มจ านวณ PV ในระบบมากขึ้นเพื่อวิเคราะห์ผลลัพธ ์

วัตถุประสงค์การทดสอบ  ต้องการทดสอบวิธีการท านายที่เสนอโดยสมมติให้ท านายก าลังผลิตในวันใด

   วันหนึ่งภายในชุดข้อมูลที่เก็บมา โดยเปลี่ยนสถานที่และระบบของ PV 

   รวมถึงเพิ่มจ านวณ PV ให้มากขึ้นเพื่อศึกษาผลลัพธ์ 

ข้อมูลที่ใช้ในการทดสอบ  1) ก าลังผลิตของสถานีทั้ง 5 แห่งโดยก าหนดใช้ชื่อ PV1, PV2, PV3, PV4 

   และ PV5 โดยที่ข้อมูลก าลังผลิตมีทั้งหมด 1 เดือนและในแตล่ะวันมีชุด 

   ข้อมูลจ านวน  157 ข้อมูลและข้อมูลมีความละเอียดห่างกันทุก 5 นาที (ใน

   การทดสอบนี้เลือก PV2 เป็น PV ที่ต้องการท านายก าลังผลิต) ข้อมูลตั้งแต่

   วันที่ 1/10/2019 ถึง วันที่ 31/10/2019 

   2) ข้อมูลระยะทางระหว่างสถานีที่ต้องการท านายก าลังผลิต (PV2) ไปยัง

   ทุก PV ที่เหลือ 

วิธีการทดสอบและผลลัพธ์ของการทดสอบ   

4.3.1 Data Inspection 

 ตรวจสอบ missing data และแก้ไขให้เรียบร้อยจากการประมาณเชิงเส้น จากนั้น plot 

กราฟก าลังผลิตทั้งหมดที่มีในแต่ละวันเพื่อศึกษาและวิเคราะห์รูปร่างของกราฟและเลือกวันที่จะน ามา

เป็นต้นแบบสร้าง ARIMA model โดยก าลังผลิตที่เก็บข้อมูลมีทั้งหมด 1 เดือน ในการทดสอบนี้จะ

ท านายก าลังผลิตของวันที่ 29/10/2019 รูปที่ 4-24 แสดงก าลังผลิตของวันที่ 29/10/2019 โดยจาก

การทดสอบที่ 4.1 พบว่าถ้าหากใช้วันที่มีสภาพอากาศแจ่มใสในการสร้างแบบจ าลอง ARIMA model 

จะท าให้ค่าความแม่นย ามีแนวโน้มจะสูงขึ้นเล็กน้อยดังนั้นเราจะเลือกวันที่ 26/10/2019 ซึ่งมีสภาพ

อากาศแจ่มใสในการสร้างแบบจ าลอง ARIMA model 
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4.3.2 Calculating Power Generation by using Estimator Model 

 พิจารณากราฟก าลังผลิตของแต่ละ PV และค านวณค่า correlation coefficient ระหว่าง 

PV เพื่อตรวจสอบว่าค่าก าลังผลิตของแต่ละ PV มีความสัมพันธ์กันมากน้อยเพียงใด ถ้าหากค่าก าลัง

ผลิตของสถานีไหนไม่ค่อยมีความสัมพันธ์กับ PV2 เราจะพิจารณาน า PV นั้นออกจากสมการเพื่อที่ค่า

ผลลัพธ์จาก estimator model มีคุณภาพที่ดี รูปที่ 4-25 และ 4-26 แสดงกราฟค่าจาก Estimator 

model กับค่าจริงและแสดงค่าเฉลี่ยของ correlation พบว่าก าลังผลิตของ PV3 ที่เก็บมาได้ไม่

สอดคล้องกับ PV2 ในขณะที่ PV1, PV4 และ PV5 มีบางส่วนที่สอดคล้องกับก าลังผลิตของ PV2 

ส่งผลให้ค่าเฉลี่ยของ correlation ระหวา่ง PV2 กับ PV3 มีค่าน้อยเมื่อเทียบกับค่า correlation ของ 

PV2 กับ PV อื่น ดังนั้นจึงควรพิจารณาน า PV3 ออกไปจากสมการการค านวณ Estimator model 

หลังจากนั้นจึงค านวณค่าประมาณก าลังผลิต ในการค านวณหาค่าประมาณก าลังผลิตแบบเวลาจริง

ของ PV2 ในวันที่ 29/10/2019 โดยใช้ Estimator model ข้อมูลที่ใช้ในสมการคือข้อมูลระยะทาง

ระหว่าง PV และข้อมูลก าลังผลิตของแต่ละ PV (PV1, PV4 และ PV5 ไม่รวม PV3) ในวันที่ 

29/10/2019 ได้ผลลัพธ์ดังรูปที่ 4-27 จะสังเกตได้ว่าเส้นกราฟ estimate-pv2 มีความใกล้เคียงกับ

เส้นกราฟ real-pv2 มากขึ้น 

 

 

รูปที่ 4-24 รูปภาพก าลังผลิตของวันที่ 29/10/2019 
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รูปที่ 4-26 ค่าเฉลี่ยของ 
correlation ระหว่าง

สถาน ี(PV1 ถึง PV5) ที่มี
ต่อกันในเวลา 1 เดือน 

รูปที่ 4-25 รูปภาพ
เปรียบเทียบค่าประมาณ
จาก Estimator model 

กับค่าจริงในวันที่
29/10/2019  ใช ้PV3 

ค านวณด้วย 

รูปที่ 4-27 รูปภาพ
เปรียบเทียบค่าประมาณ
จาก Estimator model 

กับค่าจริงในวันที ่
29/10/2019  กรณีที่ไม่
ใช ้PV3 ในการค านวณ 
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4.3.3 Created ARIMA Model 

 จากข้อมูลก าลังผลิตของ PV2 ในวันที่ 26/10/2019 เราน าข้อมูลมาวิเคราะห์เพื่อสร้าง 

ARIMA model พบว่าข้อมูลมีความเป็น non-stationary time series จึง plot ACF และ PACF 

เพื่อตรวจสอบ จากนั้นท า differencing ข้อมูลได้ผลลัพธ์ดังรูปที่ 4-28 และ 4-29 หลังจากท า 

differencing ข้อมูลแล้วพบว่าข้อมูลยังมีความเป็น non-stationary อยู่ดังนั้นจึงท า differencing 

อีกครั้งและตรวจสอบ ACF และ PACF ได้ผลลัพธ์ดังรูปที่ 4-30 และ 4-31 พบว่าข้อมูลมีความเป็น 

stationary มากขึ้นจากนั้นใช้ตารางที่ 2-1 เพื่อระบุค่า p และ q ของแบบจ าลองในเบื้องต้น จากนั้น

ใช้ค่า p, d และ q ที่ทราบสร้างแบบจ าลองเพื่อหาค่าสัมประสิทธิส์ าหรับใช้ใน Kalman filter ต่อไป 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

รูปที่ 4-28 ACF plot และ PACF plot ของก าลังผลิต PV2 

รูปที่ 4-29 ก าลังผลิตหลังจากท า 
differencing 1 ครั้ง ของ PV2 ในวันที ่

26/10/2019 

รูปที่ 4-30 ก าลังผลิตหลังจากท า 
differencing 2 ครั้ง ของ PV2 ในวันที ่

26/10/2019 
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4.3.4 Forecast without Estimator Model (Observation data is available) 

 ในกรณีที่สามารถทราบค่าก าลังผลิตแบบเวลาจริงของสถานี PV2 ได้เราจะใช้ค่านั้นใน 

Kalman Filter algorithm ในขั้นตอนนี้เราจะเขียน ARIMA model ในรูปของ state-space 

model จากนั้นเราจะใช้ coefficient matrix ของ ARIMA model ในสมการ state forecast ของ 

Kalman Filter รูปที่ 4-32 แสดงผลลัพธ์ของการท านายเทียบกับค่าจริง 

 

 

 

 

 

 

 

 

 

รูปที่ 4-31 ACF plot และ PACF plot ของก าลังผลิตของ PV2 หลังจากท า differencing 2 ครั้ง 

รูปที่ 4-32 ก าลังผลิตของ PV2 ในวันที ่29/10/2019 จากการ
ท านายเป็นผลลัพธ์จาก Kalman filter 
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4.3.5 Forecast with Estimator Model (Observation data is unavailable) 

 ในกรณีนี้เราใช้ PV ที่เหลืออีก 4 แห่งและระยะทางค านวณค่าประมาณของก าลังผลิตแบบ

เวลาจริงของ PV2 จากนั้นจะใช้ค่าประมาณใน Kalman Filter algorithm ซึ่งในการทดสอบถัดไป

เราจะมุ่งเน้นที่การค านวณ Estimator model ที่ใช้ PV ในการค านวณด้วยระยะทางที่ต่างจากการ

ทดสอบเดิมเพื่อหาข้อสรุปเกี่ยวกับระยะทาง  

 

 

 

 

 

 

 

 

 

4.3.6 Forecasting by Artificial Neural Network 

 ในหัวข้อนี้เราจะท านายก าลังผลิตล่วงหน้า 1 วันโดยใช้วิธีการท านายที่มีพื้นฐานจาก 

Artificial Neural Network ตามขั้นตอนที่ได้แสดงให้เห็นในบทที่ 2 หัวข้อ Artificial Neural 

Network โดยใช้อัลกอริทึมแบบ Levenberg-Marquardt ในการ train แบบจ าลองของสถานี PV2 

โดยใช้ข้อมูลก าลังผลิตของ PV2 เป็นเวลา 1 เดือนเป็นข้อมูลขาเข้าไปยัง neural network ที่มี

จ านวน neuron ใน hidden layer เท่ากับ 10 (ในขั้นตอนนี้สามารถทดลอง train แบบจ าลองใน

รูปแบบต่างๆตามที่กล่าวไว้ในบทที่ 2 และเนื่องจากข้อมูลก าลังผลิตที่จ านวนไม่มากสามารถใช้จ านวน 

hidden layer เท่ากับ 10 เพียงพอต่อการ train แบบจ าลอง) ได้ผลลัพธ์ดังรูปที่ 4-34,  

4-35 และ 4-36 ผลลัพธ์ระหว่างการท านายจาก neural network เปรียบเทียบกับค่าจริงจากการวัด

แสดงให้เห็นดังรูปที่ 4-34 ในส่วนของค่าจากกราฟ performance หรือค่า MSE ในรูปที่ 4-35 แสดง

ให้เห็นว่าแบบจ าลองที่ train ให้ผลลัพพธ์ค่า MSE ที่ดีดูจากเส้นกราฟ Test และ Validation มีความ

รูปที่ 4-33 ก าลังผลิตของ PV2 ในวันที ่29/10/2019 จากการ
ท านายเป็นผลลัพธ์จาก Kalman filter โดยใช้ Estimator 

model 
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ใกล้เคียงกันมาก นอกจากนั้นกราฟ regression ในรูปที่ 4-36 ยังมีผลลัพธ์ค่า R (ค่า correlation 

ระหว่างชุดข้อมูลขาออกกับค่าเป้าหมาย) สูงถึง 0.9 (เข้าใกล้ 1) ในกรณีของ Test set และ 

Validation set แสดงให้เห็นว่าค่าผลลัพธ์ของข้อมลูขาออกเข้าใกล้กับค่าเป้าหมาย 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

รูปที่ 4-35 กราฟค่า performance เปรียบเทียบกันระหว่างชุด
ข้อมูลที่ใช้ในการ train แบบจ าลองของสถานี PV2 

รูปที่ 4-34 ก าลังผลิตของสถาน ีPV2 ในวันที ่29/10/2019 จาก
การท านายโดยใช ้Artificial Neural Network เปรียบเทียบกับ

ค่าจริงที่ได้จากการวัด 
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 ผลลัพธ์จากในรูปที่ 4-36 เกิดจากการค านวณค่า correlation ระหว่างผลลัพธ์จากการใช้ชุด

ข้อมูลต่างๆกับชุดข้อมูลเป้าหมาย โดยที่รูปทางด้านซ้ายบนคือการ plot ผลลัพธ์จากการใช้ชุดข้อมูล 

training กับชุดข้อมูลเป้าหมาย รูปทางด้านขวาบนคือการ plot ผลลัพธ์จากการใช้ชุดข้อมูล 

validation กับชุดข้อมูลเป้าหมาย รูปทางด้านซ้ายล่างคือการ plot ผลลัพธ์จากการใช้ชุดข้อมูล test 

กับชุดข้อมูลเป้าหมาย และ รูปทางด้านขวาล่างคือการ plot ผลลัพธ์จากการใช้ชุดข้อมูลทั้งหมดกับ

ชุดข้อมูลเป้าหมาย โดยที่ชุดข้อมูล training, validation และ test เราได้แบ่งออกมาจากชุดข้อมูล

รวมทั้งหมดในขั้นตอน dividing data set ที่ได้กล่าวไปในบทที่ 2 หัวข้อ Artificial Neural Network 

 

 

รูปที่ 4-36 กราฟ regression เปรียบเทียบกันระหว่างชุดข้อมูลทีใ่ช้ในการ train 
แบบจ าลองของสถานี PV2 
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4.3.7 Forecasting Results 

 ในขั้นตอนนี้เราจะวัดค่าความแม่นย าของแต่ละกรณีออกมาเป็นตัวเลขเพื่อความชัดเจน โดย

ใช้สมการในหัวข้อ การทดสอบค่าความแม่นย าของผลลัพธ์จากแบบจ าลองได้แก่ สมการที่ (2.26) ถึง 

สมการที่ (2.29) ในการค านวณ โดยเลือกใช้ค่า RMSE, nRMSE และ MSE ผลลัพธ์จากการค านวณ

ความแม่นย าได้ตามตารางที่ 4-5 (เนื่องจากค่าก าลังผลิตมีค่าเท่ากับ 0 ในบางช่วงที่ไม่มีแสงอาทิตย์ท า

ให้ค านวณ MAPE ไม่ได้ จึงไม่ได้รวมค่า MAPE ในตารางสรุปและเนื่องจากตัวเลขผลลัพธ์ที่ค านวณได้

มีค่าน้อยมากดังนั้นก่อนที่จะค านวณ RMSE, nRMSE และ MSE เราจะท าให้ค่า normalized กลับ

เป็นค่าจริงก่อนโดนการคูณด้วยพิกัดก าลังผลิตของ PV2 ซึ่ง PV2 มีพิกัดก าลังผลิตอยู่ที่ 24.6 kW 

ดังนั้นค่าที่อยู่ในตารางคือผลลัพธ์ที่ได้จากการคูณค่านี้กลับแล้ว) 

ตารางที่ 4-5 ตารางช้ีวัดความแม่นย าของผลลัพธ์จากการท านายก าลังผลิต 
ของ PV2 ในวันที่ 29/10/2019 

Index 
Artificial Neural 

Network 
Kalman Filter with 
Estimator model 

Kalman Filter with 
real-time data 

RMSE 4.4194 4.4747 1.7842 
nRMSE 0.4252 0.4305 0.1717 

MSE 19.5312 20.0232 3.1834 

 

4.3.8 สรุปผลการทดสอบ 

 การทดสอบนี้มี PV ทั้งหมด 5 แห่งคือ PV1 ถึง PV5 เราได้เลือก PV2 ในการทดสอบท านาย

ก าลังผลิต จากนั้นเราใช้ ARIMA model และ Kalman filter ในการท านายก าลังผลิตแบ่งได้เป็น 2 

กรณี กรณีแรกเราใช้ก าลังผลิตแบบเวลาจริงของ PV2 ในกระบวนการของ Kalman filter กรณีที่สอง 

เราใช้ Estimator model ในการประมาณค่าก าลังผลิตแบบเวลาจริงเพื่อใช้ใน Kalman filter เมื่อ

ค านวณผลลัพธ์แล้วพบว่า ความแม่นย าของกรณีที่ใช้ก าลังผลิตแบบเวลาจริงมีมากกว่า เห็นได้จากค่า 

RMSE, nRMSE และ MSE ที่น้อยกว่ากรณีที่สองอย่างเห็นได้ชัดเจน ซึ่งผลลัพธ์เป็นไปตามที่

คาดการณ์เนื่องจากเพื่อความต่อเนื่องในระบบการท านายเราใช้ Kalman filter ในการท านายและ

ติดตามก าลังผลิตตลอดเวลาดังนั้นผลลัพธ์ในกรณีที่ก าลังผลิตแบบเวลาจริงจึงต้องใกล้เคียงกับค่าจริง

มากที่สุด ในส่วนของกรณีที่สองเมื่อเราไม่สามารถทราบก าลังผลิตแบบเวลาจริง เมื่อพิจารณา

เปรียบเทียบกราฟท านายก าลังผลิตของกรณีที่สองกับวิธีแบบ Artificial Neural Network แล้วพบว่า
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ความแม่นย าใกล้เคียงกัน ซึ่งผลสรุปทั้งสองกรณีนี้สอดคล้องกับการทดสอบก่อนหน้านี้ (การทดสอบที่ 

4.2)  

 ความส าคัญอีกอย่างที่สังเกตได้จากการทดสอบที่ 4.3 คือการที่เพิ่มจ านวน PV ในระบบไม่ได้

ก่อให้เกิดผลดีเสมอไป เนื่องจากผลการวิเคราะห์ในการทดสอบนี้เมื่อเราน า PV3 ออกจากการค านวณ

ท าให้ค่าผลลัพธ์ของ Estimator model (ซึ่งคือค่าประมาณก าลังผลิตแบบเวลาจริง ที่จะน าไปใช้ใน 

Kalman filter) มีความใกล้เคียงกับความเป็นจริงมากขึ้น สาเหตุเกิดจากก าลังผลิตที่ได้จาก PV3 นั้น

เมื่อตรวจสอบโดยการค านวณค่า correlation แล้วไม่ค่อยสัมพันธ์กับค่าก าลังผลิตของ PV ที่เหลือที่

อยู่ในช่วงเวลาเดียวกันนั่นเอง 
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4.4 การทดสอบผลของระยะทางต่อความแม่นย าของ Estimator Model 

วัตถุประสงค์การทดสอบ  เพื่อทดสอบว่าระยะทางมีผลต่อการค านวณโดยใช้ Estimator model 

    อย่างไร และ ระยะทางที่เหมาะสมต่อการค านวณควรมีค่าประมาณเท่าใด 

ข้อมูลที่ใช้ในการทดสอบ  1) ข้อมูลก าลังผลิตของ PV1 ถึง PV5 ในการทดสอบที่ 4.3  

   2) ข้อมูลก าลังผลิตที่เก็บเพิ่มโดยตั้งชื่อ PV ที่เก็บข้อมูลเพิ่มว่า PV6 ถึง 

   PV13 (รวมแล้วมี PV ทั้งหมด 13 แห่ง) โดยที่เราเลือกที่จะท านายก าลัง

   ผลิตของ PV2 เหมือนกับแบบทดสอบที่ 4.3 

   3) ข้อมูลระยะทางระหว่าง PV ต่างๆกับ PV2 โดยที่  

   - PV1 ถึง PV5 จะมีระยะทางไม่เกิน 10 กิโลเมตรเมื่อเทียบกับ PV2  

   - PV6 ถึง PV9 จะมีระยะทางระหว่าง 10 กิโลเมตรถึง 20 กิโลเมตรเมื่อ

   เทียบกับ PV2    

   - PV10 ถึง PV13 จะมีระยะทาง 20 กิโลเมตรขึ้นไปเมื่อเทียบกับ PV2 

วิธีการทดสอบและผลลัพธ์ของการทดสอบ 

4.4.1 ระยะไม่เกิน 10 กิโลเมตร 

การทดสอบระยะไม่เกิน 10 กิโลเมตรจะใช้ผลของการทดสอบที่ 4.3 (ตารางที่ 4-5) เป็น

ผลลัพธเ์นื่องจากระยะทางของ PV ในการทดสอบที่ 4.3 อยู่ในระยะไม่เกิน 10 กิโลเมตรอยู่แล้ว  

4.4.2 ระยะระหว่าง 10 กิโลเมตรถงึ 20 กิโลเมตร  

PV ที่ใช้ในการทดสอบได้แก่ PV6, PV7, PV8, PV9 และ PV2 วิธีการทดสอบจะคล้ายกับการ

ทดสอบที่ 4.3 โดยจะใชข้้อมูลวันที่ 26/10/2019 ในการสร้างแบบจ าลอง ARIMA model จากนั้นจะ

ค านวณหา coefficient ของแบบจ าลองเพื่อใช้ใน Kalman filter algorithm ซึ่งจะได้ผลลัพธ์เท่ากับ

แบบทดสอบก่อนหน้านี้ จากนั้นจะใช้ค่าที่ค านวณได้จาก Estimator model ในกรณีที่ใช้ PV6, PV7, 

PV8 และ PV9 ในขั้นตอนการค านวณ Estimator model จากนั้นเมื่อค านวณค่า correlation 

ระหว่าง PV ดังรูปที่ 4-37 พบว่าผลลัพธ์ของค่า correlation ระหว่างคู่ของ PV2 กับ PV6 และ PV2 

กับ PV9 มีค่าน้อยกว่าค่า correlation ระหว่าง PV อื่นในขอบเขตระยะ 10 กิโลเมตรถึง 20 

กิโลเมตร ดังนั้นจึงพิจารณาน า PV6 และ PV9 ออกไปจากสมการ Estimator model และใช้เพียง 

PV7 และ PV8 ในการค านวณ  
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รูปที่ 4-38 แสดงถึงการเปรียบเทียบค่าประมาณจาก Estimator model กับค่าจริงและ 

รูปที่ 4-39 แสดงการเปรียบเทียบค่าประมาณจาก Estimator model กับค่าจริงเมื่อเราน า PV6 และ 

PV9 ออกจากการค านวณของสมการ Estimator model ต่อจากนั้นจึงป้อนข้อมูลที่ค านวณได้เข้าใน 

Kalman filter เพื่อท านายก าลังผลิตได้ผลลัพธ์การท านายดังรูปที่ 4-40 และเมื่อค านวณดัชนีชี้วัดได้

ผลลัพธด์ังตารางที่ 4-6 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

รูปที่ 4-37 ค่าเฉลี่ยของ correlation ของสถานี (PV6 ถึง PV9 
และ PV2) ที่มีต่อกันในเวลา 1 เดือน 

รูปที่ 4-38 รูปภาพเปรียบเทียบค่าประมาณจาก Estimator 
model กับค่าจริงในวันที ่29/10/2019 ใช ้PV6 และ PV9 ร่วม

ในการค านวณ 
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รูปที่ 4-39 รูปภาพเปรียบเทียบค่าประมาณจาก Estimator 
model กับค่าจริงในวันที ่29/10/2019 ไม่ใช้ PV6 และ PV9 

ร่วมในการค านวณ 

รูปที่ 4-40 ก าลังผลิตของ PV2 ในวันที ่29/10/2019 จากการ
ท านายเป็นผลลัพธ์จาก Kalman filter โดยใช้ Estimator 

model ค านวณค่าประมาณข้อมูลก าลังผลติแบบเวลาจริง กรณี
ระยะทางระหว่าง 10-20 กิโลเมตร 
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ตารางที่ 4-6 ตารางช้ีวัดความแม่นย าของผลลัพธ์จากการท านายก าลังผลิต 
ของ PV2 ในวันที่ 29/10/2019 ในระยะทางระหว่าง 10-20 กิโลเมตร 

Index 
Kalman Filter with 
Estimator model 

RMSE 4.8313 
nRMSE 0.4649 

MSE 23.3418 

 

4.4.3 ระยะทางตั้งแต่ 20 กิโลเมตรขึ้นไป 

PV ที่ใช้ในการทดสอบได้แก่ PV10, PV11, PV12, PV13 และ PV2 การทดสอบคล้ายกับการ

ทดสอบที่ 4.3 โดยจะใชข้้อมูลวันที่ 26/10/2019 ในการสร้างแบบจ าลอง ARIMA model จากนั้นจะ

ค านวณหา coefficient ของแบบจ าลองเพื่อใช้ใน Kalman flter algorithm ซึ่งจะได้ผลลัพธ์เดียวกับ

การทดสอบก่อนหน้านี้ จากนั้นจะใช้ค่าที่ค านวณได้จาก Estimator model ในกรณีที่ใช้ PV10, 

PV11, PV12 และ PV13 ในขั้นตอนการค านวณ Estimator model พบว่าเมื่อวาดกราฟและค านวณ

ค่า correlation ระหว่าง PV  ดังรูปที่ 4-41 พบว่าผลลัพธ์ของค่า correlation ระหว่าง PV2 กับ 

PV13 มีค่าน้อยกว่าค่า correlation ระหว่าง PV อื่นพอสมควร นอกจากนั้นกราฟก าลังผลิตในแต่ละ

วันไม่สอดคล้องกับอื่นมาก ดังนั้นจึงพิจารณาน า PV13 ออกไปจากสมการ Estimator model และ

ใชเ้พียง PV10, PV11 และ PV12 ในการค านวณ  

 

 

 

 

 

 

 

 

รูปที่ 4-41 ค่าเฉลี่ยของ correlation ของสถานี (PV10 ถงึ 
PV13 และ PV2) ที่มีต่อกันในเวลา 1 เดือน 
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รูปที่ 4-42 แสดงถึงการเปรียบเทียบค่าประมาณจาก Estimator model กับค่าจริงและ 

รูปที่ 4-43 แสดงการเปรียบเทียบค่าประมาณจาก Estimator model กับค่าจริงเมื่อเราน า PV13 

ออกจากการค านวณของสมการ Estimator model ต่อจากนั้นจึงป้อนข้อมูลที่ค านวณได้เข้าใน 

Kalman filter เพื่อท านายก าลังผลิตได้ผลลัพธ์การท านายดังรูปที่ 4-44 และเมื่อค านวณดัชนีชี้วัดได้

ผลลัพธ์ดังตารางที่ 4-7 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

รูปที่ 4-42 รูปภาพเปรียบเทียบค่าจาก Estimator model กับ
ค่าจริงในวันที่ 29/10/2019  ใช ้PV13 ในการค านวณ 

รูปที่ 4-43 รูปภาพเปรียบเทียบค่าจาก Estimator model กับ
ค่าจริงในวันที่ 29/10/2019  ไม่ใช ้PV13 ค านวณ 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 82 

 

 

 

 

 

 

 

 

 

 

 

 

ตารางที่ 4-7 ตารางช้ีวัดความแม่นย าของผลลัพธ์จากการท านายก าลังผลิตของ PV2 ในวันที่ 
29/10/2019 ในระยะทางมากกว่า 20 กิโลเมตร 

Index 
Kalman Filter with 
Estimator model 

RMSE 4.6929 
nRMSE 0.4515 

MSE 22.0237 

 

 

 

 

รูปที่ 4-44 ก าลังผลิตของ PV2 ในวันที ่29/10/2019 จากการ
ท านายเป็นผลลัพธ์จาก Kalman filter โดยใช้ Estimator 

model ค านวณค่าประมาณข้อมูลก าลังผลติแบบเวลาจริง กรณี
ระยะทางเกิน 20 กิโลเมตร 
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4.4.4 สรุปผลการทดสอบ 

จากการทดสอบด้านระยะทางพบว่าเมื่อพิจารณาค่า correlation ของแต่ละ PV ที่ทดสอบ

ระยะทางในรูปที่ 4-45 จะเห็นได้ว่ามีแนวโน้มที่ลดลงเมื่อระยะห่างระหว่าง PV กับ PV2 มากขึ้น 

สังเกตได้จาก PV1, PV2, PV3 และ PV5 ภายในชุดนี้จะมีเพียง PV3 เท่านั้นที่มีค่า correlation กับ 

PV2 น้อย และเมื่อพิจารณาชุดถัดไป PV6, PV7, PV8 และ PV9 ภายในชุดนี้มี PV ที่มีค่า 

correlation กับ PV2 น้อย ถึง 2 PV นั่นก็คือ PV6 และ PV9 เช่นเดียวกับชุดข้อมูลของกลุ่มที่มี

ระยะทางมากกว่า 20 กิโลเมตรขึ้นไป แสดงให้เห็นว่าเมื่อระยะทางเพิ่มขึ้นจะมีโอกาสที่เราจะพบ PV 

ที่มีความไม่สัมพันธ์กับ PV ที่เราต้องการท านายก าลังผลิตมากขึ้นจึงสามารถสรุปได้ว่า PV ที่อยู่ใกล้ 

PV2 มากควรน ามาค านวณใน Estimator model มากกว่า PV ที่อยู่ไกล โดยเมื่อพิจารณาจากกรณีที่

เราได้ทดสอบจึงสรุปได้ว่า PV ที่อยู่ใกล้ PV2 ไม่เกิน 10 กิโลเมตรสามารถใช้ในการค านวณได้ดีกว่า 

ในกรณีที่อยู่ไกลกว่า 10 กิโลเมตร นอกจากนั้นการทดสอบค่า correlation มีความจ าเป็นต้องท า

ก่อนการค านวณ Estimator model เนื่องจากค่าประมาณก าลังผลิตจาก Estimator model ส่งผล

ต่อผลลัพธข์องการท านายอย่างมาก  

ในส่วนของตารางดัชนีชี้วัดความแม่นย าของตารางที่ 4-6 และ ตารางที่ 4-7 พบว่ามีค่า 

RMSE, nRMSE และ MSE ที่มากกว่าตารางที่ 4-5 แสดงให้เห็นว่าเราท านายก าลังผลิตของ PV ที่มี

ระยะทางไม่เกิน 10 กิโลเมตรได้ผลลัพธ์ดีกว่าสอดคล้องกับข้อสรุปทางด้าน correlation ข้างต้น 
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บทที ่5  

สรุปผลการทดสอบ 

5.1 บทสรุป 

 วิทยานิพนธ์ฉบับนี้น าเสนอแนวทางในการท านายก าลังผลิตของ PV โดยสามารถแบ่ง
กระบวนการค านวณได้เป็น 3 ส่วนใหญ่คือ 1. การสร้างแบบจ าลองการท านายโดยใช้ ARIMA Model  
2. การท านายหรือติดตามก าลังผลิตของ PV แบบเวลาจริงโดยใช้ Kalman filter algorithm 3. การ
ค านวณค่าประมาณก าลังผลิตแบบเวลาจริงเพื่อใช้ใน Kalman filter algorithm โดยใช้ Estimator 
model เริ่มต้นที่ส่วนแรกการสร้างแบบจ าลอง ARIMA model เราได้เก็บข้อมูลก าลังผลิตในอดีตของ 
PV ที่เราต้องการท านายและ PV ข้างเคียงเพื่อน ามาวิเคราะห์รูปแบบของก าลังผลิตและพิจารณา
พฤติกรรมของก าลังผลิต จากนั้นเราใช้ข้อมูลก าลังผลิตของ PV ที่ต้องการท านายกับกระบวนการของ 
Box & Jenkins เพื่อระบุค่า parameter ที่จ าเป็นในแบบจ าลอง ARIMA model จากนั้นเรา
ประมาณค่าสัมประสิทธิ์ของตัวแปรในแบบจ าลองแต่ละตัวเพื่อน าไปใช้ใน Kalman filter algorithm 
ในส่วนที่สองการท านายโดยใช้ Kalman filter ในส่วนนี้เราจ าเป็นต้องใช้ข้อมูลก าลังผลิตแบบเวลา
จริงของ PV ที่ต้องการท านาย ซึ่งเราได้น าเสนอให้ใช้ Estimator model ในการค านวณค่าประมาณ
ก าลังผลิตแบบเวลาจริงในกรณีที่เราไม่สามารถทราบค่าก าลังผลิตจาก PV ที่ต้องการท านายได ้ในส่วน
ที่สามคือกระบวนการค านวณค่าประมาณก าลังผลิตแบบเวลาจริงโดยใช้ Estimator model 
แบบจ าลองที่เราได้น าเสนอนี้จะใช้ข้อมูลก าลังผลิตแบบเวลาจริงของ PV ข้างเคียงร่วมกับข้อมูลของ
ระยะทาง เพื่อประมาณค่าก าลังผลิตของ PV ที่เราสนใจ เราน าค่าผลลัพธ์จาก Estimator model ไป
ใช้ใน Kalman filter algorithm ได้โดยที่ไม่ท าให้การท านายขาดช่วง  
 นอกจากนี้ในวิทยานิพนธ์ฉบับนี้ได้ทดสอบกระบวนการที่ได้น าเสนอมาในบทที่ 4 โดยได้แบ่ง

การทดสอบเป็น 4 การทดสอบคือการทดสอบที่ 4.1, 4.2, 4.3 และ 4.4 ในการทดสอบที่ 4.1 เราได้

ทดสอบศึกษาผลลัพธ์ของการเลือกใช้ชุดข้อมูลในการ fit ARIMA model และสภาพอากาศของวันที่

ต้องการทดสอบมีผลอย่างไรต่อความแม่นย าในการท านายก าลังผลิต โดยได้แบ่งวันตามสภาพอากาศ

ออกเป็น 3 แบบ 1. วันที่มีอากาศแจ่มใส 2. วันที่มีสภาพอากาศมีเมฆมาก 3. วันที่มีสภาพอากาศฝน

ตก และได้น าวันทั้ง 3 นี้มา fit ARIMA model แล้วท านายก าลังผลิตพบว่าวันทั้ง 3 รูปแบบให้

ผลลัพธ์ที่มีความแม่นย าใกล้เคียงกัน จากนั้นเพื่อยืนยันผลการทดสอบเราได้น าวันทั้ง 3 แบบนี้ไป

ท านายก าลังผลิตของวันต่างๆที่เราเก็บข้อมูลมาได้เป็นเวลา 1 เดือน พบว่าเมื่อเราวาดกราฟ box 

plot แล้วถ้าเราน าวันทั้ง 3 ไปท านายกับวันที่มีสภาพอากาศฝนตกจะให้ผลลัพธ์ที่มีความคลาดเคลื่อน

มากกว่าน าไปท านายกับวันที่มีสภาพอากาศมีเมฆมาก อีกทั้งวันทั้ง 3 รูปแบบนั้นยังให้ผลลัพธ์ค่าเฉลี่ย
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และช่วงของควาคลาดเคลื่อนที่ใกล้เคียงกันสอดคล้องกับผลการทดสอบเบื้องต้นดังนั้นสามารถสรุปได้

ว่าชนิดวันที่น ามา fit ARIMA model มีผลกับผลลัพธ์ของการท านายไม่ต่างกันมากนัก ผลลัพธ์ของ

การท านายจะขึ้นกับสภาพอากาศวันที่เราต้องการที่จะท านายก าลังผลิตและผลลัพธ์การประมาณค่า

ก าลังผลิตแบบเวลาจริงของ Estimator model มากกว่าซึ่งแสดงว่า Estimator model สามารถ

ประมาณค่าก าลังผลิตแบบเวลาจริงจากการใช้ข้อมูลก าลังผลิตของ PV รอบข้างได้ค่อนข้างแม่นย า 

 ในการทดสอบที่ 4.2 เราได้แสดงขั้นตอนวิธีการท านายที่เราเสนอโดยใช้ข้อมูลรายละเอียด

ของ PV จากการทดลองที่ 4.1 และน าไปเปรียบเทียบกับ Persistene Model และ Artificial 

Neural Network ผลการทดสอบพบว่ากรณีที่ใช้ Estimator model ค านวณก าลังผลิตแบบเวลาจริง

ก่อนแล้วจึงใช้ค่านั้นร่วมกับ Kalman Filter สามารถใช้ประมาณค่าก าลังผลิตแบบเวลาจริงและ

น ามาใช้กับ Kalman Filter ได้โดยที่ผลลัพธ์อยู่ในระดับที่ดีและแสดงให้เห็นถึงการเคลื่อนที่ของ

เส้นกราฟตามเส้นกราฟก าลังผลิตที่แท้จริง นอกจากนั้นเมื่อเปรียบเทียบกับการท านายแบบที่ใช้ 

Artificial Neural Network แล้วพบว่าค่าดัชนีชี้วัดมีความใกล้เคียงกัน อีกทั้งผลลัพธ์จากทั้ง 2 วิธียัง

ดีกว่า Persistence Model อีกด้วย ซึ่งตามปกติแล้ว Persistence Model เมื่อใช้กับการท านาย

ระยะสั้นแล้วจะให้ผลลัพธ์ที่ดีใกล้เคียงกับการท านายที่ใช้วิธีที่ซับซ้อนมากเนื่องจากลักษณะของ  

สภาพอากาศที่บางครั้งไม่เปลี่ยนแปลงท าให้ Persistence Model มีความสามารถที่สูงหากท านายใน

วันที่สภาพอากาศค่อนข้างคงที่ ท าให้สามารถสรุปได้ว่าวิธีการท านายที่เราน าเสนอไปนั้นให้ผลลัพธ์

การท านายและติดตามก าลังผลิตที่ดี นอกจากนั้นวิธีการ ARIMA-Kalman ยังไม่จ าเป็นต้องใช้ข้อมูล

ของสถานี PV ที่เราสนใจท าให้ลดภาระในการเก็บข้อมูลได ้

 ในการทดสอบที่ 4.3 เราได้เปลี่ยนระบบของ PV เดิมโดยการเพิ่มจ านวณ PV ในระบบให้

มากขึ้นและใช้หลักการเดิมในการทดสอบ พบว่าการเพิ่มจ านวณ PV ในการค านวณ Estimator 

model อาจส่งผลเสียในกรณีที่ PV นั้นมีคุณภาพของก าลังผลิตไม่ดีท าให้รูปร่างของกราฟก าลังผลิต

ไม่ค่อยแม่นย า ดังนั้นเราจึงควรตรวจสอบความสัมพันธ์ของค่าก าลังผลิตในระบบ PV ก่อนแล้วจึง

ค านวณ Estimator model เพราะว่าค่าประมาณก าลังผลิตจาก Estimator model มีความส าคัญ

ต่อผลลัพธ์ในการท านายค่อนข้างมาก อีกทั้งการเพิ่มจ านวน PV มากเกินไปจะท าให้การค านวณ 

Estimator model ไม่แม่นย าและใช้เวลานานมากขึ้น ดังนั้นจึงควรใช้ PV ไม่เกิน 5 แห่งในระบบการ

ค านวณ 
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 การทดสอบที่ 4.4 ทดสอบเกี่ยวกับระยะทางของ PV ที่ใช้ในการค านวณของ Estimator 

model ว่ามีผลกับการท านายอย่างไร โดยผลลัพธ์ได้แบ่งเป็น 3 ระยะ 1. ไม่เกิน 10 กิโลเมตร 2. 

ระหว่าง 10-20 กิโลเมตร 3. เกิน 20 กิโลเมตร พบว่าค่า correlation ของแต่ละ PV ที่ทดสอบมี

แนวโน้มที่ลดลงเมื่อระยะห่างระหว่าง PV นั้นกับ PV2 มากขึ้น แสดงให้เห็นว่าระยะทางมีผลต่อการ

ค านวณ เมื่อพิจารณาจากกรณีที่เราได้ทดสอบจึงสรุปได้ว่าระยะที่เหมาะสมไม่ควรเกิน 10 กิโลเมตร

หรือถ้าใช้ PV ที่ระยะเกิน 10 กิโลเมตรควรตรวจสอบค่าความสัมพันธ์โดยใช้ correlation ให้แน่ใจ

และตรวจสอบกราฟก าลังผลิตให้แน่ใจว่าในเวลาช่วงเดียวกันกราฟมีลักษณะคล้ายกันเป็นส่วนใหญ่ 

เนื่องจากระยะทางที่มากเกินไปส่งผลให้สภาพอากาศของแต่ละ PV ไม่เหมือนกัน  

5.2 ข้อเสนอแนะ 

1. ควรตรวจสอบคุณภาพของ PV ที่เก็บค่าก าลังผลิตมาว่ามีสิ่งผิดปกติหรือไม่และมีข้อมูลก าลัง

ผลิตที่หายไปหรือไม ่

2. ไม่ควรใช้ PV จ านวนมากในการค านวณ Estimator model เนื่องจากผลของการรวมกัน

ของค่าก าลังผลิตของ PV แต่ละแห่งไม่ได้ท าให้ค่าก าลังผลิตที่ประมาณจาก Estimator 

model ดีขึ้นเสมอไปดังที่ได้น าเสนอไปในการทดสอบที่ 4.3 ควรเลือก PV ไม่เกิน 5 แห่งและ

เมื่อตรวจสอบค่า correlation แล้วมีค่ามากกว่าหรือเท่ากับ 0.8 (ทั้งการทดสอบกับ PV ที่

ต้องการท านายก าลังผลิตและ PV ข้างเคียงอื่นๆในระบบ) อย่างไรก็ตามผลลัพธ์ไม่แน่นอน

เสมอไปว่าควรใช้ PV กี่แห่งขึ้นอยู่กับคุณภาพของข้อมูลก าลังผลิตที่วัดไดข้อง PV น้ันๆด้วย 

3. ไม่ควรใช้ PV ที่มีระยะทางไกลจาก PV ที่ต้องการท านายก าลังผลิตเกิน 10 กิโลเมตร

เนื่องจากในบางครั้งสภาพอากาศอาจท าให้ค่าก าลังผลิตที่วัดได้บังเอิญเหมือนกันซึ่งมีโอกาส

เกิดขึ้นได้น้อยกว่ากรณีที่ PV อยู่ภายในระยะ 10 กิโลเมตร 
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