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การทำนายการยกเลิกบริการของลูกค้าเป็นหนึ่งในความท้าทายท่ียิ่งใหญ่สำหรับการ

ดำเนินงานธุรกิจในปัจจุบัน เนื่องจากการสูญเสียลูกค้าย่อมส่งผลโดยตรงต่อช่ือเสียง แผนการเงิน
และการเติบโตขององค์กร พฤติกรรมลูกค้าอาจเปล่ียนแปลงไปจากเหตุปัจจัยท่ีไม่สามารถควบคุม
ได้หรือสถานการณ์ท่ีไม่อาจคาดคิด ส่งผลกระทบต่อแพตเทิร์นของข้อมูลท่ีเปล่ียนไป ซึ่งอาจส่งผล
ลบต่อความสามารถการทำนายของตัวจำแนกประเภทท่ีสร้างจากเทคนิคการเรียนรู้แบบมีการช้ีนำ
ซึ่งเป็นการเรียนรู้ท่ีไม่โต้ตอบ งานวิจัยนี้จึงนำเสนอการประยุกต์ใช้เทคนิคการเรียนรู้เสริมกำลัง
สำหรับการทำนายการยกเลิกบริการของลูกค้าในธุรกิจโทรคมนาคม แบบจำลองดีคิวเอ็นและโพลิซี
เกรเดียนต์ได้ถูกพัฒนาและปรับใช้เพื่อการเรียนรู้บนชุดข้อมูลการยกเลิกบริการของลูกค้าท่ีใช้
สำหรับงานการจำแนกประเภท ชุดข้อมูลอีกชุดหนึ่งได้ถูกสร้างขึ้นจากชุดข้อมูลเดิมโดยการเพิ่ม
ตัวอย่างท่ีแสดงถึงพฤติกรรมลูกค้าท่ีเปล่ียนแปลงไป  สมรรถนะของตัวจำแนกประเภทท่ีเลือก
เปรียบเทียบกับดีคิวเอ็นและโพลิซีเกรเดียนต์ถูกประเมินด้วยค่าตัววัดท้ังส่ีประกอบด้วย  ความ
แม่นยำ ความเท่ียงตรง ความครบถ้วน และเอฟวัน ผลการทดลองพบว่า เมื่อเปรียบเทียบกับตัว
จำแนกประเภทท่ีเลือกคือ เอกซ์จีบูสต์ แรนดอมฟอเรสต์ และ เคเอ็นเอ็น ตัวเรียนรู้เชิงรุก ดีคิวเอ็น
และโพลิซีเกรเดียนต์ มีสมรรถนะท่ีเหนือกว่าท้ังสองสถานการณ์ กล่าวคือ เมื่อทดสอบด้วยชุดข้อมูล
ต้ังต้น และเมือ่ชุดข้อมูลได้ขยายตัวเพิ่มขึ้นและวิวัฒนาการจากการเกิดขึ้นของแพตเทิร์นใหม่ 
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บทคัดย่อภาษาอังกฤษ # # 6170951021 : MAJOR COMPUTER SCIENCE 
KEYWORD: Reinforcement Learning, churn prediction, active learning, supervised 

learning dataset 
 Maythawee Panjasuchat : Customer Churn Prediction using Reinforcement 

Learning Technique. Advisor: Assoc. Prof. Yachai Limpiyakorn, Ph.D. 
  

Customer churn prediction is one of the biggest challenges for business 
nowadays, since the loss of customers directly affects the organization’s 
reputation, financial and growth plans. Customer behaviors may change due to any 
uncontrollable factors or unexpected circumstances, resulting in changing patterns 
of data. This may aggravate predictability of the classifiers generated from 
supervised learning technique considered as Passive learning. This research has 
thus proposed applying the technique of reinforcement learning for customer 
churn prediction in telecommunication business. The models of Deep Q Network 
(DQN) and Policy Gradient have been implemented and adapted for learning on 
the selected customer churn dataset used for classification tasks. Another dataset 
was created from the original set with additional samples reflecting customer 
behavior changes. The performance of the selected classifiers, compared to DQN 
and Policy Gradient, has been evaluated with four measures: accuracy, precision, 
recall, and F1. The experimental results showed that, compared to the selected 
classifiers: XGBoost, Random forest, and kNN, the Active learners, DQN and Policy 
Gradient outperformed in both scenarios, that is, when testing with the original 
dataset and when the dataset was enlarged and evolving with emerging new 
patterns. 

 Field of Study: Computer Science Student's Signature ............................... 
Academic Year: 2019 Advisor's Signature .............................. 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 จ 

กิตติกรรมประกาศ 
 

กิตติกรรมประกาศ 
  

วิทยานิพนธ์ฉบับนี้สำเร็จลุล่วงไปได้ด้วยดีด้วยความอนุเคราะห์จากรองศาสตราจารย์ ดร.ญา
ใจ ล่ิมปิยะกรณ์ อาจารย์ท่ีปรึกษาวิทยานิพนธ์ ท่ีได้สละเวลาอันมีค่ามาให้ความรู้ คำปรึกษา รวมถึง
ตรวจสอบและแก้ไขปัญหาข้อผิดพลาดต่าง  ๆ ท่ีเกิดขึ้น ตลอดจนการกำกับดูแลและคอยติดตาม
ความก้าวหน้า ทำให้งานวิจัยนี้สำเร็จลุล่วงไปได้ด้วยดี ผู้วิจัยขอกราบขอบพระคุณเป็นอย่างสูงไว้ ณ 
โอกาสนี้ 

ขอขอบพระคุณ ผู้ช่วยศาสตราจารย์ ดร.สุกรี สินธุภิญโญ และอาจารย์ ดร.ภาสกร อภิรักษ์ว
รพินิต กรรมการสอบวิทยานิพนธ์ ท่ีกรุณาเสียสละเวลาอันมีค่า ให้คำแนะนำท่ีเป็นประโยชน์ในการทำ
วิจัย ตลอดจนการตรวจสอบและแก้ไขวิทยานิพนธ์ฉบับนี้ 

ขอขอบพระคุณมารดา และญาติพี่น้องท่ีให้การสนับสนุน ความรัก และคอยให้กำลังใจเป็น
อย่างดีเสมอมา 

ขอขอบคุณเพื่อน ๆ พี่ ๆ น้อง ๆ ท่ีภาควิชาวิศวกรรมคอมพิวเตอร์ทุกคน ท่ีคอยช่วยเหลือและ
ให้คำปรึกษา แบ่งปันความรู้ และความคิดเห็นในด้านต่าง ๆ รวมถึงคอยให้กำลังใจตลอดระยะเวลาท่ี
ผ่านมา 

สุดท้ายนี้ขอขอบคุณผู้ท่ีเกี่ยวข้องทุกคนท่ีไม่ ได้กล่าวลงนามไว้  ณ  ท่ีนี้ ท่ีมี ส่วนทำให้
วิทยานิพนธ์นี้สำเร็จลุล่วงไปได้ด้วยดี ผู้วิจัยหวังเป็นอย่างยิ่งว่าวิทยานิพนธ์ฉบับนี้จะเป็นประโยชน์ต่อผู้ท่ี
สนใจ 

  
  

เมธาวี  ปัญจสุชาติ 
 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

สารบัญ 

 หน้า 
บทคัดย่อภาษาไทย.............................................................................................................................. ค 

บทคัดย่อภาษาอังกฤษ ......................................................................................................................... ง 

กิตติกรรมประกาศ .............................................................................................................................. จ 

สารบัญ ................................................................................................................................................ ฉ 

สารบัญตาราง ...................................................................................................................................... ซ 

สารบัญรูปภาพ ................................................................................................................................... ฌ 

บทท่ี 1 บทนำ ..................................................................................................................................... 1 

1.1 ท่ีมาและความสำคัญของปัญหา ............................................................................................... 1 

1.2 วัตถุประสงค์ของการวิจัย ......................................................................................................... 2 

1.3 ขอบเขตการดำเนินงาน ............................................................................................................ 2 

1.4 ขั้นตอนการวิจัย ....................................................................................................................... 3 

1.5 ประโยชน์ท่ีคาดว่าจะได้รับ....................................................................................................... 3 

1.6 ลำดับการจัดเรียงเนื้อหาในวิทยานิพนธ์ ................................................................................... 3 

1.7 ผลงานท่ีได้รับการตีพิมพ์จากวิทยานิพนธ์ ................................................................................ 4 

บทท่ี 2 ทฤษฎีและงานวิจัยท่ีเกี่ยวข้อง ................................................................................................ 5 

2.1 ทฤษฎีท่ีเกี่ยวข้อง ..................................................................................................................... 5 

2.1.1 กระบวนการตัดสินใจแบบมาร์คอฟ (Markov Decision Process) .............................. 5 

2.1.2 การเรียนรู้เสริมกำลัง ..................................................................................................... 5 

2.1.3 แบบจำลอง Deep Q Network (DQN) ....................................................................... 9 

2.1.4 แบบจำลอง Policy gradient ..................................................................................... 10 

2.2 งานวิจัยท่ีเกี่ยวข้อง ................................................................................................................ 11 

        



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 ช 

2.2.1 งานวิจัยเกี่ยวกับการทำนายลักษณะลูกค้าท่ีจะยกเลิกบริการ ..................................... 11 

2.2.2 งานวิจัยเกี่ยวกับการใช้เทคนิคการเรียนรู้เสริมกำลังกับโจทย์การเรียนรู้มีการช้ีนำ ...... 13 

บทท่ี 3 แนวคิดและวิธีวิจัย ................................................................................................................ 16 

3.1 ข้อมูลท่ีใช้ในงานวิจัยและการประมวลผลข้อมูลเบ้ืองต้น ....................................................... 16 

3.1.1 การทำความสะอาดข้อมูล (data cleaning) ............................................................... 16 

3.1.2 การแปลงข้อมูล (Data transformation) .................................................................. 17 

3.1.3 การคัดเลือกตัวแปร (Feature selection) ................................................................. 17 

3.1.4 เตรียมชุดข้อมูลสำหรับการทดลองข้อมูลมีแพตเทิร์นเปล่ียนไปจากเดิม ...................... 19 

3.2 โครงสร้างของแบบจำลองการเรียนรู้เสริมกำลัง ..................................................................... 21 

3.2.1 ขั้นตอนการเรียนรู้ของแบบจำลองการเรียนรู้เสริมกำลัง DQN .................................... 21 

3.2.2 ขั้นตอนการเรียนรู้ของแบบจำลองการเรียนรู้เสริมกำลัง Policy gradient ................. 24 

3.3 แนวทางการวัดสมรรถนะของแบบจำลอง .............................................................................. 25 

บทท่ี 4 การทดลองและผลการทดลอง .............................................................................................. 28 

4.1 การปรับช่วงข้อมูลของตัวแปร ............................................................................................... 28 

4.2 เปรียบเทียบสมรรถนะกับแบบจำลองการเรียนรู้ท่ีมีการช้ีนำอื่น ๆ ........................................ 28 

4.2.1 แบบจำลองแรนดอมฟอเรสต์ ...................................................................................... 29 

4.2.2 แบบจำลองเอกซ์จีบูสต์................................................................................................ 30 

4.2.3 แบบจำลองวิธีหาเพื่อนบ้านใกล้ท่ีสุด k ตัว .................................................................. 30 

4.3 ผลการทดลอง ........................................................................................................................ 31 

บทท่ี 5 สรุปผลการวิจัย ..................................................................................................................... 35 

5.1 สรุปผลการวิจัย ...................................................................................................................... 35 

5.2 แนวทางงานวิจัยในอนาคต .................................................................................................... 36 

บรรณานุกรม ..................................................................................................................................... 37 

ประวัติผู้เขียน .................................................................................................................................... 39

 

 

   



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

สารบัญตาราง 

 หน้า 
ตารางท่ี 1 ช่ือตัวแปร ความหมาย และคะแนนความสำคัญของ 21 ตัวแปร ..................................... 18 

ตารางท่ี 2 อัตราส่วนของตัวแปรป้ายในชุดข้อมูลสอน และข้อมูลทดสอบกรณีแพตเทิร์นของข้อมูล
เปล่ียนแปลงไปจากเดิม ..................................................................................................................... 21 

ตารางท่ี 3 คอนฟิวชันเมทริกซ์ท่ีใช้จำแนกแบบสองคลาส ................................................................. 25 

ตารางท่ี 4 การปรับจูนค่าไฮเปอร์พารามิเตอร์ในแบบจำลองแรนดอมฟอเรสต์ ................................. 29 

ตารางท่ี 5 การปรับจูนค่าไฮเปอร์พารามิเตอร์ในแบบจำลองเอกซ์จีบูสต์ .......................................... 30 

ตารางท่ี 6 การปรับจูนค่าไฮเปอร์พารามิเตอร์ในแบบจำลองวิธีหาเพื่อนบ้านใกล้ท่ีสุด k ตัว............. 31 

ตารางท่ี 7 สรุปเปรียบเทียบสมรรถนะระหว่างแบบจำลองด้วยค่าความแม่นยำ ความเท่ียงตรง ความ
ครบถ้วน และเอฟวันของข้อมูลชุดท่ีหนึ่ง และข้อมูลชุดท่ีมีแพตเทิร์นเปล่ียนไป ................................ 32

        



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

สารบัญรูปภาพ 

 หน้า 
ภาพท่ี 1 การส่ือสารระหว่างระบบ และส่ิงแวดล้อมในกระบวนการตัดสินใจแบบมาร์คอฟ [3] .......... 6 

ภาพท่ี 2 ขั้นตอนวิธีการเรียนรู้ของแบบจำลอง DQN [2] .................................................................. 10 

ภาพท่ี 3 ขั้นตอนวิธีการเรียนรู้ของแบบจำลอง Policy gradient [2] ............................................... 11 

ภาพท่ี 4 อัตราส่วนของตัวแปรป้ายระหว่างข้อมูลสอนและข้อมูลทดสอบของ NSL-KDD [2] ........... 14 

ภาพท่ี 5 อัตราส่วนของตัวแปรป้ายระหว่างข้อมูลสอนและข้อมูลทดสอบของ AWID [2] ................. 14 

ภาพท่ี 6 ผลการทดลองสมรรถนะของแบบจำลองต่าง ๆ ของข้อมูล NSL-KDD] [2] ........................ 15 

ภาพท่ี 7 เปรียบเทียบสมรรถนะของแบบจำลองต่าง ๆ ทดสอบด้วยข้อมูล AWID [2] ...................... 15 

ภาพท่ี 8 อัตราส่วนจำนวนข้อมูลสูญหายของตัวแปรท้ังหมด ............................................................ 17 

ภาพท่ี 9 อัตราส่วนของลูกค้ายกเลิกบริการและไม่ยกเลิกบริการของข้อมูลชุดท่ีหนึ่ง ....................... 20 

ภาพท่ี 10 อัตราส่วนของลูกค้ายกเลิกบริการและไม่ยกเลิกบริการของข้อมูลชุดท่ีสอง ...................... 20 

ภาพท่ี 11 กระบวนการทำนายของแบบจำลองการเรียนรู้เสริมกำลังเชิงลึก DQN ............................ 21 

ภาพท่ี 12 การเปล่ียนสถานะเมื่อมีการกระทำท่ีแตกต่างกัน โดยสถานะมีความสัมพันธ์กัน .............. 23 

ภาพท่ี 13 การเปล่ียนสถานะของข้อมูลท่ีมีผู้สอน ท่ีแต่ละสถานะไม่มีความสัมพันธ์กัน .................... 24 

ภาพท่ี 14 กระบวนการทำนายของแบบจำลองการเรียนรู้เสริมกำลัง Policy gradient ................... 25 

ภาพท่ี 15 (ซ้าย) ค่าความแม่นยำเฉล่ียของแบบจำลอง DQN ในแต่ละรอบการเรียนรู้ของข้อมูลสอน
ชุดท่ีหนึ่ง (ขวา) ค่าความแม่นยำเฉล่ียของข้อมูลทดสอบชุดท่ีหนึ่ง .................................................... 33 

ภาพท่ี 16 (ซ้าย) ค่าความแม่นยำเฉล่ียของแบบจำลอง DQN ในแต่ละรอบการเรียนรู้ของข้อมูลสอน
ชุดท่ีสอง (ขวา) ค่าความแม่นยำเฉล่ียของข้อมูลทดสอบชุดท่ีสอง ..................................................... 34 

ภาพท่ี 17 (ซ้าย) ค่าความแม่นยำเฉล่ียของแบบจำลอง Policy gradient ในแต่ละรอบการเรียนรู้ของ
ข้อมูลสอนชุดท่ีหนึ่ง (ขวา) ค่าความแม่นยำเฉล่ียของข้อมูลทดสอบชุดท่ีหนึ่ง ................................... 34 

ภาพท่ี 18 (ซ้าย) ค่าความแม่นยำเฉล่ียของแบบจำลอง Policy gradient ในแต่ละรอบการเรียนรู้ของ
ข้อมูลสอนชุดท่ีสอง (ขวา) ค่าความแม่นยำเฉล่ียของข้อมูลทดสอบชุดท่ีสอง .................................... 34

        



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

บทท่ี 1 
บทนำ 

1.1 ที่มาและความสำคัญของปัญหา 

หัวใจสำคัญของธุรกิจหลายประเภท ได้แก่ ธุรกิจค้าปลีก ธุรกิจประกันภัย ธุรกิจโทรคมนาคม 

หรือ ธุรกิจการเงินการธนาคาร คือ ลูกค้าท่ีสร้างรายได้หลักให้กับธุรกิจเหล่านี้ นอกจากการหาลูกค้า

ใหม่แล้ว การรักษาฐานลูกค้าเดิมให้คงอยู่กับธุรกิจอย่างยาวนาน ถือเป็นส่ิงสำคัญอย่างมาก ท้ังนี้ การ

หาลูกค้าใหม่มีต้นทุนมากกว่า 5 เท่าของการรักษาลูกค้าเดิม [1] ในปัจจุบัน บริษัทต่าง ๆ จึงให้

ความสำคัญกับการพัฒนาประสิทธิผลการทำนายพฤติกรรมลูกค้าท่ีมีแนวโน้มจะยกเลิกการใช้บริการ 

เนื่องจากการตรวจจับพฤติกรรมลูกค้าท่ีกำลังจะเปล่ียนไปได้เร็ว และแม่นยำ จะทำให้บริษัทสามารถ

ติดต่อลูกค้าเหล่านั้นได้โดยตรงอย่างรวดเร็ว เพื่อเสนอส่วนลดสินค้า หรือบริการพิเศษ เพื่อจูงใจให้

ลูกค้าใช้บริการต่อไป ทำให้ช่วยลดความเส่ียงจากการยกเลิกได้ และยังช่วยลดต้นทุนการสูญเสียลูกค้า

เก่าได้ด้วย 

ปัจจุบันมีงานวิจัยการทำนายพฤติกรรมลูกค้าท่ีจะยกเลิกบริการจำนวนมาก โดยจะใช้การเรียนรู้

ของเครื่อง และการทำเหมืองข้อมูลในการทำนายว่าลูกค้าจะยกเลิกบริการหรือไม่  โดยส่วนมากแล้ว

ลูกค้าท่ียกเลิกบริการ จะมีจำนวนน้อยกว่าลูกค้า ท่ีไม่ยกเลิกบริการ เป็นปัญหาข้อมูลไม่สมดุล 

(unbalanced data) หรือข้อมูลคำตอบของแต่ละตัวแปรป้ายมีจำนวนไม่เท่ากัน ในงานวิจัยส่วนใหญ่

มีการจัดการกับข้อมูลท่ีไม่สมดุลหลายวิธี โดยการสุ่มลดจำนวนข้อมูลกลุ่มหลักให้มีจำนวนข้อมูล

ใกล้เคียงกับกลุ่มน้อย (under-sampling) หรือการสุ่มเพิ่มจำนวนข้อมูลกลุ่มน้อยให้มีจำนวนใกล้เคียง

กับกลุ่มหลัก (over-sampling) หรือวิธีการพิจารณาจากค่าความผิดพลาดจากการแบ่งกลุ่ม (cost-

sensitive methods) นอกจากประเด็นข้อมูลไม่สมดุล ยังสังเกตได้ว่า แพตเทิร์นข้อมูลของลูกค้าอาจ

เปล่ียนแปลงไปจากเดิมในอดีต จากสถานการณ์หนึ่งๆท่ีอาจส่งผลกระทบให้ค่าตัวแปรเปล่ียนไป 

การเรียนรู้เสริมกำลัง (Reinforcement Learning) เป็นการเรียนรู้ของเครื่องประเภทหนึ่ง ซึ่งมี

ความแตกต่างกับการเรียนรู้มีการช้ีนำ (Supervised Learning) กล่าวคือ การเรียนรู้มีการช้ีนำเป็น

การเรียนรู้ท่ีไม่โต้ตอบ (passive learning) นั่นคือ จะสามารถทำนายได้ดีกับข้อมูลท่ีถูกสอนเท่านั้น 

ในขณะท่ีการเรียนรู้เสริมกำลังเป็นการเรียนรู้เชิงรุก (active learning) โดยระบบจะเรียนรู้จากการ

ส่ือสารกับส่ิงแวดล้อม ซึ่งจะมีการเปล่ียนแปลงไปตามการสำรวจแต่ละครั้ง ดังนั้น เมื่อมีข้อมูลใหม่ท่ีมี

ลักษณะท่ีแตกต่างกับข้อมูลเดิม หรือมีลักษณะการแจกแจงของข้อมูลท่ีแตกต่างไป การเรียนรู้มีการ
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ช้ีนำจะไม่สามารถทำนายได้ ต้องทำการเรียนรู้จากข้อมูลใหม่ท้ังหมด แต่การเรียนรู้เสริมกำลังจะ

ปรับตัวกับส่ิงแวดล้อมนั้น ๆ ได้ทันที ดังนั้น การเรียนรู้เสริมกำลังจึงเป็นวิธีที่เหมาะกับปัญหาในโลก

ความเป็นจริงมากกว่าการเรียนรู้ของเครื่อง 

Lopez-Martin แ ล ะ ค ณ ะ  [2] ไ ด้ ป ร ะ ยุ ก ต์ ใ ช้ ก า ร เรี ย น รู้ เส ริ ม ก ำ ลั ง เชิ ง ลึ ก  (Deep 

Reinforcement Learning) มาใช้ในการตรวจจับการโจมตี (Intrusion Detection) ท่ีเป็นโจทย์ของ

การเรียนรู้มีการช้ีนำ กล่าวคือ ข้อมูลท่ีนำมาใช้ในการเรียนรู้มีตัวแปรป้าย (label) ผลการวิจัยพบว่า 

การเรียนรู้เสริมกำลังเชิงลึกสามารถจัดการกับข้อมูลท่ีไม่สมดุลได้ดี โดยไม่จำเป็นต้องมีขั้นตอนการ

ประมวลผลข้อมูลก่อน (data preprocessing) นอกจากนี้ ยังสามารถจัดการกับข้อมูลท่ีมีการแจก

แจงของตัวแปรป้ายท่ีแตกต่างกันระหว่างชุดข้อมูลสอนและชุดข้อมูลทดสอบ การเรียนรู้เสริมกำลังเชิง

ลึกสามารถเพิ่มสมรรถนะการตรวจจับการโจมตีให้รวดเร็วและทำนายได้แม่นยำมากขึ้น เมื่อ

เปรียบเทียบผลลัพธ์กับแบบจำลองการเรียนรู้ของเครื่องอื่น ๆ ท่ีนิยมใช้กันในปัจจุบัน เช่น ซัพพอร์ต

เวกเตอร์แมชีน (Support Vector Machine) การถดถอยโลจิสติกส์ (Logistic Regression) และวิธี

เพื่อนบ้านใกล้ท่ีสุด k ตัว (K-Nearest Neighbors) ดังนั้น ผู้วิจัยจึงมีแนวคิดพัฒนาแบบจำลองด้วย

วิธีการเรียนรู้เสริมกำลังเพื่อทำนายลักษณะลูกค้าท่ีจะยกเลิกบริการ เนื่องจากแบบจำลองสามารถ

ปรับตัวได้เมื่อแพตเทิร์นในชุดข้อมูลมีการเปล่ียนแปลงไปจากเดิม 

1.2 วัตถุประสงคข์องการวิจัย 

เพื่อศึกษาสมรรถนะของการใช้เทคนิคการเรียนรู้เสริมกำลังในโจทย์การทำนายแบบมีผู้สอน โดย

มีการวิเคราะห์ ออกแบบ และพัฒนาแบบจำลองเพื่อประเมินผลเปรียบเทียบกับแบบจำลองการ

เรียนรู้มีการช้ีนำ 

1.3 ขอบเขตการดำเนินงาน 

1. พัฒนาแบบจำลองการเรียนรู้เสริมกำลัง 2 แบบจำลอง คือ DQN และ Policy gradient 

2. เปรียบเทียบสมรรถนะของแบบจำลองการเรียนรู้เสริมกำลังท่ีพัฒนาขึ้นกับแบบจำลองการ

เรียนรู้มีการช้ีนำ ได้แก่ แรนดอมฟอเรสต์ เอกซ์จีบูสต์ และ kNN ตัว 

3. ใช้ข้อมูลการจำแนกประเภท (Classification) ของลูกค้าในธุรกิจโทรคมนาคมแห่งหนึ่ง ซึ่ง

เป็นข้อมูลการใช้งานของลูกค้า ไม่รวมข้อมูลความคิดเห็นจากช่องทางอื่น เช่น ความคิดเห็น

ของลูกค้าต่อการบริการ 
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4. ประเมินผลด้วยค่าความแม่นยำ (accuracy) ค่าความเท่ียงตรง (precision) ค่าความครบถ้วน 

(recall) และค่าเอฟวัน (F1) 

1.4 ขั้นตอนการวิจัย 

1. ศึกษางานวิจัยเกี่ยวกับการนำการเรียนรู้เสริมกำลังมาใช้ในงานทำนายแบบมีผู้สอน 

2. ศึกษางานวิจัยเกี่ยวกับการทำนายการยกเลิกบริการของลูกค้า 

3. ศึกษาเทคนิคและซอฟต์แวร์การเรียนรู้เสริมกำลัง 

4. รวบรวมข้อมูล 

5. พัฒนาแบบจำลองการทำนายโดยใช้เทคนิคการเรียนรู้เสริมกำลัง และแบบจำลองการเรียนรู้มี

การช้ีนำ 

6. ทดสอบและประเมินสมรรถนะของแบบจำลอง 

7. วิเคราะห์ผลการทดลอง 

8. เผยแพร่ผลงานวิชาการ 

9. สรุปผลและเรียบเรียงวิทยานิพนธ์ 

1.5 ประโยชน์ที่คาดว่าจะได้รับ 

ได้แนวทางวิธีการและต้นแบบสำหรับการทำนายลักษณะลูกค้าท่ีจะยกเลิกบริการ และสามารถ

ประยุกต์ใช้วิธีการท่ีนำเสนอกับปัญหาอื่นท่ีคล้ายกัน ท่ีต้องการแบบจำลองท่ีสามารถปรับตัวได้ในกรณี

ท่ีลักษณะหรือแพตเทิร์นข้อมูลมีความเป็นไปได้ท่ีจะเปล่ียนแปลงไปจากเดิม 

1.6 ลำดับการจัดเรียงเนื้อหาในวิทยานิพนธ์ 

เนื้อหาในวิทยานิพนธ์แบ่งออกเป็น 6 บท ได้แก่ บทท่ี 1 บทนำ อธิบายถึงท่ีมาและความสำคัญ

ของปัญหา วัตถุประสงค์ของงานวิจัย ขอบเขตงานวิจัย ประโยชน์ท่ีคาดว่าจะได้รับ และผลงานท่ีได้รับ

การตีพิมพ์จากวิทยานิพนธ์ บทท่ี 2 ทฤษฎีและงานวิจัยท่ีเกี่ยวข้อง บทท่ี 3 แนวคิดและวิธีการวิจัย 

บทท่ี 4 การวิเคราะห์และประเมินผล และบทท่ี 5 สรุปผลการวิจัย รวมถึงงานวิจัยในอนาคต 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 4 

1.7 ผลงานที่ได้รับการตีพิมพ์จากวิทยานิพนธ์ 

ส่วนหนึ่งของวิทยานิพนธ์ฉบับนี้ได้รับการตีพิมพ์บทความทางวิชาการ 

Panjasuchat, M., & Limpiyakorn, Y. (2020). Applying Reinforcement Learning for 

Customer Churn Prediction. In 13th International Conference on Computer and 

Electrical Engineering. Beijing, China. 
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บทท่ี 2 
ทฤษฎีและงานวิจัยที่เกี่ยวข้อง 

2.1 ทฤษฎีที่เก่ียวข้อง 

2.1.1 กระบวนการตัดสินใจแบบมาร์คอฟ (Markov Decision Process) 

การเรียนรู้เสริมกำลังเป็นการเรียนรู้ท่ีมีพื้นฐานมาจากทฤษฎีกระบวนการตัดสินใจแบบ

มาร์คอฟ [3] โดยมีตัวแปรสำคัญ 4 ตัวแปร คือ เซตของสถานะ (state) แทนด้วย S เซตของการ

กระทำ (action) แทนด้วย A แผนผังท่ีกำหนดความน่าจะเป็นของการเปล่ียนแปลงของคู่สถานะและ

การกระทำปัจจุบันไปเป็นสถานะใหม่ (transition) แทนด้วย T  และผลรางวัล (reward) แทนด้วย R 

ส่ิงแวดล้อมท่ีมีคุณสมบัติแบบมาร์คอฟ (Markov property) คือ การท่ีส่ิงแวดล้อมมีการ

เปล่ียนสถานะ โดยท่ีสถานะในอนาคตไม่ขึ้นกับสถานะในอดีต แต่จะขึ้นอยู่กับสถานะปัจจุบันเท่านั้น 

ทำให้การวิเคราะห์การเปล่ียนแปลงสถานะของส่ิงแวดล้อมทำได้ง่ายขึ้น เนื่องจากไม่จำเป็นต้องรู้ถึง

การเปล่ียนแปลงสถานะในอดีตท่ีผ่านมาท้ังหมด ถ้าหากส่ิงแวดล้อมมีคุณสมบัติแบบมาร์คอฟ จะเรียก

ส่ิงแวดล้อมนั้นว่ามีคุณสมบัติของกระบวนการตัดสินใจแบบมาร์คอฟ และหากส่ิงแวดล้อมนั้นมีจำนวน

สถานะท่ีมีขอบเขต และมีจำนวนของการกระทำท่ีมีขอบเขต จะเรียกกระบวนการตัดสินใจนี้ว่า 

กระบวนการตัดสินใจแบบมาร์คอฟท่ีมีขอบเขตจำกัด (finite Markov Decision Process หรือ finite 

MDP) โดยในงานวิจัยนี้  จะใช้กระบวนการตัดสินใจแบบมาร์คอฟท่ีมีขอบเขตจำกัด เนื่องจาก

กำหนดให้ จำนวนสถานะ คือ จำนวนรูปแบบความเป็นไปได้ของข้อมูลนำเข้า นั่นก็คือจำนวนแถวของ

ข้อมูล ซึ่งมีค่าเป็นจำนวนนับได้ และ การกระทำ คือ ยกเลิกบริการ หรือ ไม่ยกเลิกบริการ ก็มีค่าเป็น

จำนวนนับได้ นั่นคือ มีขอบเขตจำกัด 

2.1.2 การเรียนรู้เสริมกำลัง 

การเรียนรู้เสริมกำลัง [3] คือ วิธีการเรียนรู้ ท่ีเกิดจากการปฎิสัมพันธ์ระหว่าง ระบบ 

(Agent) กับส่ิงแวดล้อม (Environment) โดยตรง ระบบจะเรียนรู้จากค่าผลรางวัลท่ีได้ เพื่อท่ีจะ

สามารถตัดสินใจเลือกการกระทำอย่างใดอย่างหนึ่งกับส่ิงแวดล้อม โดยมีเป้าหมายคือให้ได้ผลรางวัล

รวมมากท่ีสุด สามารถเขียนเป็นวงรอบการทำงาน ดังภาพท่ี 1 ซึ่งแสดงการทำงานโดยเริ่มจาก ระบบ

ได้รับสถานะ และผลรางวัลท่ีเกิดขึ้น แล้วจึงทำการตัดสินใจเลือกการกระทำอย่างใดอย่างหนึ่งต่อ

ส่ิงแวดล้อม จากนั้นส่ิงแวดล้อมจะให้ผลลัพธ์เป็นผลรางวัล เพื่อบอกว่าการกระทำนั้นดีหรือไม่ จากนั้น
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สถานะเปล่ียนไปเป็นสถานะใหม่ โดยระบบจะดำเนินไป และได้รับผลรางวัลกลับมาอยู่ตลอด 

จนกระท่ังระบบเกิดการเรียนรู้ว่า เมื่ออยู่ในสถานะใด แล้วจะต้องเลือกการกระทำใด ท่ีจะให้ผลรางวัล

ระยะยาว (long-term expected reward) สูงท่ีสุด โดยสามารถเขียนลำดับการทำงานได้ในรูปแบบ 

..St, At, Rt+1, St+1, At+1, Rt+2, St+2, … 

 
ภาพท่ี 1 การส่ือสารระหว่างระบบ และส่ิงแวดล้อมในกระบวนการตัดสินใจแบบมาร์คอฟ [3] 

นิยามของส่วนประกอบต่าง ๆ ในวงรอบการทำงาน 

agent             คือ ตัวเรียนรู้และตัดสินใจภายใต้สถานการณ์ท่ีแตกต่างกันในระบบ 

state St          คือ สถานะของระบบ ณ เวลา t 

reward rt         คือ ผลรางวัลในระยะยาวที่ได้จากการเลือกการกระทำ ณ เวลา t 

action At       คือ การกระทำท่ีผู้เรียนรู้ตัดสินใจเลือกกระทำ ณ เวลา t 

state St+1        คือ สถานะของส่ิงแวดล้อม ณ เวลา t+1 

reward Rt+1   คือ ผลรางวัลท่ีได้จากการกระทำ ณ เวลา t+1 

เมื่อ s เป็นสถานะของส่ิงแวดล้อม S เป็นเซตสถานะท้ังหมดท่ีเป็นไปได้ โดย st ∈ S และ A(st) เป็น

เซตของการกระทำท้ังหมดท่ีเป็นไปได้ในแต่ละสถานะ โดย at ∈ A(st) และ rt+1 ∈ ℜ  เมื่อ t คือ 

เวลาในแต่ละขั้น โดย t = 0,1,2,3,… 

องค์ประกอบของการเรียนรู้เสริมกำลัง ประกอบด้วย 4 องค์ประกอบหลัก คือ 

ก) นโยบาย (policy) คือ ตัวกำหนดแนวทางการเรียนรู้สำหรับเลือกการกระทำในแต่ละ

สถานะ เพื่อให้ได้ผลรวมรางวัลระยะยาวเฉล่ียสูงสุด ถ้าให้นโยบาย แทนด้วย π ท่ีได้มา

จากการหาค่าสูงสุดของผลเฉล่ียรางวัลสะสมคิวแวลู แทนด้วย Q(s,a) เพื่อนำไปใช้เป็น

ฟังก์ชันในการเลือกการกระทำ ดังสมการ (1) 

π(s)  = 
𝑎𝑟𝑔𝑚𝑎𝑥 𝑄(𝑠, 𝑎)

𝑎
                                               (1) 

ข) สัญญาณผลรางวัล (reward signal) คือ ฟังก์ชันท่ีคำนวณผลรางวัลในระยะยาว โดยผล

รางวัลนี้เกิดจากการเลือกการกระทำเมื่อระบบอยู่ในสถานะต่างๆ หากการกระทำนั้น
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เป็นการตัดสินใจท่ีถูกต้อง สภาพแวดล้อมจะให้ผลรางวัลในระดับสูง แต่หากเป็นการ

ตัดสินใจท่ีผิด จะให้ผลรางวัลในระดับท่ีต่ำลงมา ซึ่งผลรางวัลนี้จะเป็นค่า ท่ีแสดงถึง

ความสามารถในการตัดสินใจของระบบว่า สามารถทำการตัดสินใจได้ดีหรือไม่ใน

ช่วงเวลานั้น หากพิจารณาผลรางวัลท่ีเกิดขึ้นภายหลังช่วงเวลา t กำหนดเป็น 

𝑔(𝑠𝑡, 𝑎𝑡) + 𝑔(𝑠𝑡+1, 𝑎𝑡+1) + 𝑔(𝑠𝑡+2, 𝑎𝑡+2) + ⋯ 

โดยให้ผลรวมของผลรางวัลในระยะยาวแทนด้วย Rt จะได้ค่าผลรวมของผลรางวัลท่ี

เกิดขึ้นต้ังแต่เวลา t จนถึง T ดังสมการ (2) ท้ังนี้ วิธีการเรียนรู้เสริมกำลังมีเป้าหมายท่ี

ต้องการให้ Rt มีค่าสูงท่ีสุด 

𝑅𝑡 = 𝑔(𝑠𝑡, 𝑎𝑡) + 𝑔(𝑠𝑡+1, 𝑎𝑡+1) + 𝑔(𝑠𝑡+2, 𝑎𝑡+2) + ⋯ + 𝑔(𝑠𝑇−1, 𝑎𝑇−1)      (2) 

ค) ฟังก์ชันมูลค่า (value function) คือ ฟังก์ชันท่ีใช้ในการคำนวณหาผลรางวัลระยะยาวท่ี

คาดว่าจะได้รับจากการกระทำนั้น ๆ ภายใต้นโยบายเดียวกัน ในการจำลองการกระทำ ซึ่ง

ตัวกระทำการตัดสินใจ จะใช้ผลรางวัลนี้ในการตัดสินใจเลือกการกระทำในลำดับถัดไป 

โดยถ้าให้นโยบาย π เป็นนโยบายท่ีทำการเช่ือมโยงระหว่างสถานะ s โดย s ∈ S และ

การกระทำ a โดย a ∈ A(s) และดำเนินไปภายใต้นโยบาย π นี้ ดังสมการ (3) ซึ่งเป็น

สมการ สเตท-ฟังก์ชันมูลค่า สำหรับนโยบาย π 

𝑉𝜋(𝑠) = 𝐸𝜋{𝑅𝑡|𝑠𝑡 = 𝑠} = 𝐸𝜋{∑ 𝛾𝑘𝑟𝑡+𝑘+1|𝑠𝑡 = 𝑠∞
𝑘=0 }                  (3) 

เมื่อ Eπ{ } คือ ค่าคาดหวังเมื่อตัวกระทำการตัดสินใจกระทำตามนโยบาย π และ ϒ เป็น

อัตราการลดทอนท่ีมีค่าระหว่าง 0 ≤ ϒ ≤ 1 

ง) แบบจำลองของสภาพแวดล้อม (model of environment) คือ แบบจำลองของ

สภาพแวดล้อมท่ีจะนำการเรียนรู้เสริมกำลังไปประยุกต์ใช้ โดยต้องมีความสามารถท่ีจะ

แสดงพฤติกรรมได้เหมือนกับสภาพแวดล้อมจริงท่ีเราจะนำไปประยุกต์ใช้ ซึ่งต้องมี

ความสามารถท่ีจะแสดงพฤติกรรมได้เหมือนกับสภาวะแวดล้อมจริงท่ีจะนำไปประยุกต์ใช้ 

โดยถ้าให้ 𝑃𝑠𝑠′
𝑎  เป็นความน่าจะเป็นท่ีจะเกิดการเปล่ียนสถานะจากสถานะ s เป็น s’ เมื่อ

เลือกการกระทำ a ดังสมการท่ี (4) 

𝑃𝑠𝑠′
𝑎 = Pr {𝑠𝑡+1 = 𝑠′|𝑠𝑡 = 𝑠, 𝑎𝑡 = 𝑎}                                 (4) 
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การนำวิธีการเรียนรู้เสริมกำลังมาใช้ในการแก้ปัญหานั้น จะเป็นการหานโยบายท่ีทำใ ห้

เกิดผลรวมรางวัลระยะยาวสูงท่ีสุด โดยจะทำการปรับปรุงนโยบายให้ดีขึ้นอยู่ตลอด ดังนั้น  นโยบาย

ใหม่จึงดีกว่าหรือเท่ากับนโยบายเดิม ซึ่งทำให้ได้นโยบายอย่างน้อยหนึ่งนโยบายท่ีดีกว่า หรือเท่ากับ

นโยบายอื่น ๆ นั่นก็คือ นโยบายท่ีเหมาะสมท่ีสุด (optimal policy) และเมื่อระบบดำเนินตาม

นโยบายนี้ จะได้สเตทฟังก์ชันมูลค่าท่ีเป็น สเตทแวลูท่ีเหมาะสม (optimal state-value function) 

ซึ่งแทนด้วย V* ดังสมการ (5) เมื่อทุก ๆ s ∈ S 

𝑉∗(𝑠) =  𝑚𝑎𝑥𝑉𝜋(𝑠)
𝜋

                                                   (5) 

เมื่อให้ระบบดำเนินไปตามนโยบายท่ีเหมาะสมนี้ จะได้แอ็กชันแวลูท่ีเป็น แอ็กชันแวลูท่ีเหมาะสม 

(optimal action-value function) ดังสมการ (6) เมื่อทุก ๆ s ∈ S และ a ∈ A(s) 

𝑄∗(𝑠, 𝑎) =  𝑚𝑎𝑥𝑄𝜋(𝑠,𝑎)
𝜋

                                             (6) 

สำหรับในทุก ๆ คู่ของสถานะและการกระทำ (s,a) จะได้ฟังก์ชันของค่าคาดหวังท่ีจะได้รับ เมื่อเลือก

การกระทำ a และ ส่ิงแวดล้อมอยู่ในสถานะ s และดำเนินไปด้วยนโยบายท่ีเหมาะสม จะได้

ความสัมพันธ์ของแอ็กชันแวลูท่ีเหมาะสม Q* และ สเตทฟังก์ชันมูลค่าท่ีเหมาะสม V* ดังสมการ (7) 

𝑄∗(𝑠, 𝑎) =  𝐸{𝑟𝑡+1𝛾𝑉∗(𝑠𝑡+1)|𝑠𝑡 = 𝑠, 𝑎𝑡 = 𝑎}                     (7) 

การหานโยบายท่ีเหมาะสม (optimal policy) [3] มี 2 วิธี กล่าวคือ 

ก) วิธีมอนติคาร์โล (Monte Carlo Methods) เป็นวิธีการปรับค่าคิวของแต่ละคู่สถานะและการ

กระทำ โดยระบบจะทำการสุ่มการกระทำจากสถานะเริ่มต้น จนถึงสถานะสุดท้าย โดยจะทำ

การปรับค่าคิวของแต่ละคู่สถานะและการกระทำ หลังจากจบการทดลองในแต่ละครั้ง 

(episode) ดังสมการท่ี 8 โดยวิธีมอนติคาร์โล มีข้อเสียท่ีต้องรอจนกว่าจะจบการเรียนรู้ในแต่

ละรอบ แล้วจึงจะทำการปรับค่าคิวของแต่ละคู่สถานะและการกระทำ ซึ่งต้องใช้เวลา และ

เปลืองทรัพยากรมากในการท่ีจะได้นโยบายท่ีเหมาะสมท่ีสุด 

𝑄(𝑆𝑡 , 𝐴𝑡) ← 𝑄(𝑆𝑡 , 𝐴𝑡) + 𝛼(𝑅𝑡 − 𝑄(𝑆𝑡, 𝐴𝑡))    (8) 
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ข) วิธี Temporal Difference Learning เป็นวิธีการปรับค่าคิวของแต่ละคู่สถานะและการ

กระทำ โดยทำการปรับ ค่าคิวทัน ทีห ลังจาก ท่ีระบบได้ ตัดสิน ใจทำการกระทำใน

สถานะปัจจุบันจบและเปล่ียนเป็นสถานะถัดไป ซึ่งแบบจำลองพื้นฐานจะมี 2 แบบจำลอง คือ 

1) SARSA learning จะใช้นโยบายในการเลือกการกระทำของสถานะถัดไป แล้วจึง

นำค่าคิวของสถานะถัดไปมาใช้ในการปรับค่าคิวของสถานะปัจจุบัน ดังสมการท่ี 9 

𝑄(𝑆𝑡 , 𝐴𝑡) ← 𝑄(𝑆𝑡 , 𝐴𝑡) + 𝛼(𝑅𝑡+1 + 𝛾𝑄(𝑆𝑡+1, 𝐴𝑡+1) − 𝑄(𝑆𝑡, 𝐴𝑡)) (9) 

2) Q-learning จะทำการปรับค่าคิวของสถานะปัจจุบัน โดยใช้ค่าคิวท่ีมากท่ีสุด

ของสถานะถัดไป โดยไม่สนใจการกระทำของสถานะถัดไป ดังสมการท่ี 10 

𝑄(𝑆𝑡 , 𝐴𝑡) ← 𝑄(𝑆𝑡 , 𝐴𝑡) + 𝛼(𝑅𝑡+1 + 𝛾𝑚𝑎𝑥𝑎∈𝐴𝑄(𝑆𝑡+1, 𝑎) − 𝑄(𝑆𝑡 , 𝐴𝑡)) (10) 

2.1.3 แบบจำลอง Deep Q Network (DQN) 

แบบจำลอง DQN [2] เป็นการหานโยบายท่ีเหมาะสมโดยวิธี Temporal Different 

Learning แบบ Q-learning ภาพท่ี 2 แสดงขั้นตอนการเรียนรู้ของ DQN ด้วยโครงข่ายประสาทเทียม

เพื่อใช้ประมาณค่าคิวของสถานะและการกระทำปัจจุบัน โดยโครงข่ายประสาทเทียมจะประกอบด้วย 

3 ช้ัน คือ ช้ันข้อมูลนำเข้า (input layer) ช้ันซ่อน (hidden layer) และช้ันข้อมูลนำออก (output 

layer) และใช้ฟังก์ชันกระตุ้น ReLu ในทุกช้ัน โดยช้ันข้อมูลนำเข้าจะมีจำนวนเท่ากับสถานะปัจจุบัน 

และช้ันข้อมูลนำออกจะมีจำนวนเท่ากับการกระทำท่ีเป็นไปได้ ข้อมูลท่ีนำมาใช้ในการเรียนรู้ จะถูก

แบ่งออกเป็นกลุ่มย่อย (batch) และประกอบด้วย 3 ค่า คือ 1) สถานะของระบบ ณ เวลา t 2) การ

กระทำระบบตัดสินใจเลือกกระทำ ณ เวลา t และ 3) สถานะของระบบ ณ เวลา t+1 โดยข้อมูลแต่ละ

แถวจะถูกส่งมาเรียนรู้โดยโครงข่ายประสาทเทียม เพื่อทำนายค่าคิวของสถานะและการกระทำ ณ 

เวลา t จากนั้น จะมีการนำค่าผิดพลาดค่าเฉล่ียกำลังสอง (Mean Square Error Loss) ของค่าคิวท่ีได้

จากโครงข่ายประสาทเทียมสำหรับสถานะ ณ เวลา t และ ค่าคิวอ้างอิง ท่ีคำนวณมาจากผลรวมของ

ค่าผลรางวัล ณ เวลา t และ ค่าคิวท่ีมากท่ีสุดของสถานะถัดไป คูณกับ ค่าปัจจัยคิดลด (discount 

factor)  มาใช้ในการปรับน้ำหนักของโครงข่ายประสาทเทียม โดยจะทำการวนซ้ำข้อมูลจนครบทุก

แถวในกลุ่มย่อยนี้ แล้วเปล่ียนไปใช้ข้อมูลกลุ่มย่อยใหม่ จนครบทุกกลุ่มย่อย 
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ภาพท่ี 2 ขั้นตอนวิธีการเรียนรู้ของแบบจำลอง DQN [2] 

2.1.4 แบบจำลอง Policy gradient 

แบบจำลอง Policy gradient [2] เป็นการใช้โครงข่ายประสาทเทียม 1 โครงข่าย เพื่อ

ทำนายนโยบายโดยตรง ภาพท่ี 3 แสดงสถาปัตยกรรมแบบจำลอง Policy gradient ประกอบด้วย

โครงข่ายประสาทเทียมซึ่งมีสามช้ัน และใช้ฟังก์ชันกระตุ้นรีลู (ReLu) ในทุกช้ัน แต่จะใช้ฟังก์ชันซอฟต์

แมกซ์ (softmax) ในช้ันสุดท้าย เพื่อให้ได้ความน่าจะเป็นของการกระทำ (π(a)) โดยจะเริ่มจากการ

รับข้อมูลสถานะและตัวแปรป้ายแบบท่ีเป็นลำดับเข้ามา และนำสถานะไปเรียนรู้ท่ีโครงข่ายประสาท

เทียม โดยให้ผลลัพธ์เป็นค่าความน่าจะเป็น แล้วระบบจะทำการสุ่มเลือกการกระทำจากค่าความน่าจะ

เป็นนั้น จากนั้นส่ิงแวดล้อมจะนำการกระทำของแต่ละสถานะไปเทียบกับตัวแปรป้ายแล้วส่งค่าผล

รางวัลกลับมาให้ระบบ โดยผลรางวัลในท่ีนี้จะมีค่า 1 เมื่อระบบทำนายได้ถูกต้อง และมีค่า 0 เมื่อ

ระบบทำนายไม่ถูกต้อง จากนั้นค่าผลรางวัลของแต่ละสถานะท่ีได้รับ จะนำมาคูณกับปัจจัยคิดลด แล้ว

นำมาหาค่าเฉล่ียเพื่อเป็นค่าเบสไลน์ ขั้นตอนต่อไป ระบบจะคำนวณหาผลต่างของผลรางวัลแต่ละ

สถานะและค่าเบสไลน์ได้เป็นค่าประโยชน์ (advantage values) เพื่อนำค่านี้ไปใช้ในการปรับค่า

น้ำหนักของโครงข่าย สำหรับฟังก์ชันท่ีใช้หาค่าผิดพลาด จะใช้ฟังก์ชันล็อก-ลอส (log-loss function) 

สำหรับกระบวนการทำนาย ซึ่งเลือกการกระทำท่ีให้ค่าความน่าจะเป็นสูงท่ีสุด 
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ภาพท่ี 3 ขั้นตอนวิธีการเรียนรู้ของแบบจำลอง Policy gradient [2] 

2.2 งานวิจัยที่เก่ียวข้อง 

2.2.1 งานวิจัยเก่ียวกับการทำนายลักษณะลูกค้าที่จะยกเลิกบริการ 

Rai, S. และคณะ [4] นำเสนอการสร้างแบบจำลองเพื่อทำนายการยกเลิกบริการโดยใช้

ต้นไม้ตัดสินใจ ข้อมูลท่ีใช้ในการวิจัยเป็นข้อมูลขนาดเล็ก จำนวน 20,000 แถว และจำนวนตัวแปร 12 

ตัวแปร โดยไม่ มี  data preprocessing ผู้ วิ จั ย ใช้  10-fold cross validation ในการทดสอ บ

สมรรถนะของแบบจำลอง พบว่าต้นไม้ตัดสินใจให้ค่าความแม่นยำมากกว่าการวิเคราะห์ถดถอยโลจิ

สติกส์ มีค่าเท่ากับ 0.7025 และ 0.6403 ตามลำดับ 

Keramati, A.และคณะ [5] ใช้เทคนิคการทำเหมืองข้อมูลท้ังหมด 4 แบบจำลอง คือ 

ต้นไม้ตัดสินใจ โครงข่ายประสาทเทียม ขั้นตอนวิธีเพื่อนบ้านใกล้เคียง k ตัว และซัพพอร์ตเวกเตอร์แม

ชีน หลังจากนั้นได้เสนอวิธีไฮบริด โดยการรวมท้ัง 4 ระบบมาใช้ในการทำนายการยกเลิกบริการ โดย

ผลการวิจัยพบว่า ใน 4 แบบจำลอง โครงข่ายประสาทเทียมให้ค่า recall มากท่ีสุด แต่วิธีไฮบริดให้ค่า 

precision และค่า recall มากท่ีสุดเมื่อเทียบกับเมื่อใช้แบบจำลองท้ัง 4 แบบเด่ียว 
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นอกจากนี้ ปัญหาข้อมูลไม่สมดุลดังท่ีกล่าวข้างต้น เป็นปัญหาหลักอย่างหนึ่งในงานการ

ทำนายลักษณะลูกค้าท่ียกเลิกบริการ โดยงานวิจัยต่าง ๆ มีการจัดการกับปัญหานี้หลายวิธี 

งานวิ จัยของ Cao, S. และคณะ  [6] ได้นำเสนอโครงข่ายประสาทเทียม  stacked 

autoencoder โดยเริ่มต้นการฝึกแบบจำลองโดยใช้การเรียนรู้แบบไม่มี การช้ีนำแบบ greedy 

layerwise ในการฝึกสอนแต่ละช้ัน หลังจากผ่านการฝึกสอนแต่ละช้ันแล้ว จะนำมารวมกันเป็นสแต็ก 

และมีการใช้ขั้นตอนวิธีส่งค่าย้อนกลับ (backpropagation algorithm) เพื่อปรับค่าพารามิเตอร์ให้

แม่นยำขึ้น หลังจากนั้นจะใช้การวิเคราะห์การถดถอยโลจิสติกส์ในการจัดกลุ่มลูกค้าว่าจะยกเลิก 

หรือไม่ยกเลิกบริการ โดยวิธีนี้ช่วยแก้ปัญหาในการจัดการกับข้อมูลขนาดใหญ่ และข้อมูลท่ีตัวแปรป้าย

เป็นเป้าหมายมีจำนวนน้อย นอกจากนี้ยังช่วยลดมิติของข้อมูลได้ 

ผู้วิจัยได้แก้ปัญหาข้อมูลไม่สมดุล โดยการสุ่มลดจำนวนข้อมูลกลุ่มหลักให้มีจำนวน

ใกล้เคียงกับกลุ่มน้อย ซึ่งในงานวิจัยนี้มีข้อมูลท้ังหมด 300,000 แถว เป็นลูกค้าท่ียกเลิกบริการ 

100,000 คน จึงทำการสุ่มข้อมูลกลุ่มลูกค้าท่ีไม่ยกเลิกบริการให้เหลือ 100,000 คน แล้วนำข้อมูล

ท้ังหมด 200,000 คนไปทำการฝึกสอนแบบจำลอง จากการทดลอง ผู้วิจัยพบว่ายิ่งจำนวนข้อมูลลดลง 

จะทำให้ค่าความแม่นยำ (accuracy) มีค่าเพิ่มขึ้น สุดท้ายผู้วิจัยใช้ข้อมูลจำนวน 12,000 แถวในการ

ฝึกสอน ให้ค่าความแม่นยำสูงสุดท่ี 73.5% ซึ่งมากกว่าแบบจำลองการวิเคราะห์ถดถอยโลจิสติกส์เพียง

เล็กน้อย 

งานวิจัยของ Ahmad, A. และคณะ [7] ได้พัฒนาแบบจำลองการทำนายลักษณะลูกค้าท่ี

จะยกเลิกบริการ โดยใช้เทคนิคการเรียนรู้ของเครื่องบนแพลตฟอร์มของข้อมูลขนาดใหญ่ นอกจากนี้  

ยังมีการนำตัวแปรท่ีเกี่ยวกับการวิเคราะห์เครือข่ายทางสังคมมาใช้การทำนายด้วย โดยแบบจำลองท่ี

ใช้ประกอบด้วย Decision Tree, Random Forest, Gradient Boosted Machine และ XGBoost 

โดยผลการวิจัยพบว่า XGBoost ให้ค่าความแม่นยำมากท่ีสุด และการเพิ่มตัวแปรท่ีเกี่ยวกับการ

วิเคราะห์เครือข่ายทางสังคม ส่งผลให้ความแม่นยำในการทำนายเพิ่มมากขึ้นอีกด้วย 

ข้อมูลท่ีนำมาใช้ในการวิจัยนี้ เป็นข้อมูลขนาดใหญ่และไม่สมดุล ผู้วิจัยจึงได้ทำการทดลอง

กับการจัดการข้อมูลท่ีไม่สมดุล โดยแบ่งเป็น 3 การทดลอง คือ 1. การสุ่มเพิ่มจำนวนข้อมูลกลุ่มน้อย

ให้มีจำนวนใกล้เคียงกับข้อมูลกลุ่มหลัก (Oversampling) 2. การสุ่มลดจำนวนข้อมูลกลุ่มหลักให้มี

จำนวนใกล้เคียงกับข้อมูลกลุ่มน้อย (Undersampling) และ 3. ไม่ทำการสุ่มข้อมูลเพื่อให้สมดุล 

(without re-balancing) จากผลการวิจัย พบว่า แบบจำลอง XGBoost และ Gradient Boosted 

Machine ให้ผลลัพธ์ดีสุดกับข้อมูลท่ีไม่ทำการสุ่มข้อมูลเพื่อให้สมดุล แต่แบบจำลอง Random 
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Forest และ ต้นไม้ตัดสินใจ ให้ผลลัพธ์ดีท่ีสุดกับข้อมูลท่ีทำการสุ่มลดจำนวนข้อมูลกลุ่มหลักให้มี

จำนวนใกล้เคียงกับข้อมูลกลุ่มน้อย 

Wong, M.L. และคณะ [8] ได้เสนอวิธีการจัดการกับข้อมูลท่ีไม่สมดุล 2 วิธี คือ Cost-

Sensitive Deep neural network (CSDNN) ซึ่ ง เป็นการพิ จารณาค่าความผิดพลาดจากการ

แบ่งกลุ่มโดยใช้โครงข่ายประสาทเทียมเชิงลึกแบบ Stacked Denoising Autoencoders และ Cost-

Sensitive Deep neural network ensemble (CSDE) โดยการรวมการเรียนรู้ของวิธี CSDNN ใช้

การสุ่มลดจำนวนข้อมูลกลุ่มน้อย และทำการสกัดคุณสมบัติทีละช้ันของช้ันซ่อน (layer-wise feature 

extraction) โดยทำการทดลองกับชุดข้อมูลจริง 6 ชุดจากหลากหลายธุรกิจ และมีข้อมูลพฤติกรรม

การยกเลิกของลูกค้าเป็นหนึ่งในชุดข้อมูลท่ีใช้ทดลอง ในการประเมินสมรรถนะของแบบจำลอง ผู้วิจัย

ได้ทำการเปรียบเทียบกับแบบจำลองอื่น ๆ  อีกมากมายท้ังAdaCost, MetaCost, RUSBoost, 

RBBoost, SMOTEBoost, AdaBoost, LogiBoost, BalanceCascade, Bagging, Voting, Logistic 

regression, Neural network, Support vector machine, Bayesian network and Decision 

tree ผลการวิจัยพบว่าวิธี CSDE ใหผ้ลลัพธ์ทีดี่ท่ีสุด 

2.2.2 งานวิจัยเก่ียวกับการใช้เทคนิคการเรียนรู้เสริมกำลังกับโจทย์การเรียนรู้มีการช้ีนำ 

Lopez-Martin, M. และคณะ [2] ได้นำเสนอการใช้อัลกอริทึมการเรียนรู้เสริมกำลังเชิง

ลึก (Deep Reinforcement Learning) ในระบบการตรวจจับการโจมตี (Intrusion Detection 

System) โดยแบบจำลองท่ีใช้ในงานวิจัยนี้มีท้ังหมด 4 แบบ คือ Deep Q-Network (DQN), Double 

Deep Q-Network (DDQN), Policy Gradient (PG) และ Actor-Critic (AC) ผู้วิจัยทำการทดลอง

กับชุดข้อมูลท่ีเป็นท่ีนิยมในงานวิจัยตรวจจับการโจมตี ท้ังหมด 2 ชุด คือ NSL-KDD และ AWID โดย

ข้อมูลมีขนาดใหญ่ และค่อนข้างทันสมัย แต่ท้ังสองชุดเป็นข้อมูลท่ีไม่สมดุล โดย NSL-KDD มีการแจก

แจงของตัวแปรป้าย (label) ของชุดข้อมูลสอน (Training set) และ ชุดข้อมูลทดสอบ (Test set) 

แตกต่างกัน ดังภาพท่ี 4 AWID มีตัวแปรป้ายมากกว่าสองค่า และ ไม่สมดุลอย่างมาก โดยท่ี 90 % 

ของตัวแปรป้ายมีค่าเดียวกัน ดังภาพท่ี 5 
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ภาพท่ี 4 อัตราส่วนของตัวแปรป้ายระหว่างข้อมูลสอนและข้อมูลทดสอบของ NSL-KDD [2] 

 
ภาพท่ี 5 อัตราส่วนของตัวแปรป้ายระหว่างข้อมูลสอนและข้อมูลทดสอบของ AWID [2] 

การประเมินสมรรถนะของแบบจำลอง จะใช้ข้อมูลชุดทดสอบกับแบบจำลองในการเรียนรู้

เสริมกำลัง 4 แบบ: DQN, DDQN, Policy gradient และ Actor Critic เปรียบเทียบกับแบบจำลอง

การเรียนรู้ของเครื่องอื่นๆ ประกอบด้วย ซัพพอร์ตเวกเตอร์แมชีน การวิเคราะห์ถดถอยโลจิสติกส์ ตัว

จำแนกเบส์อย่างง่าย เพื่อนบ้านใกล้ท่ีสุด k ตัว แรนดอมฟอเรสต์ เกรเดียนต์บูสติงแมชีน เอดาบูสต์ 

เพอร์เซปตรอนหลายช้ัน และ โครงข่ายประสาทเทียมแบบคอนโวลูชัน โดย ตัววัดท่ีใช้ในการ

ประเมินผลของแต่ละแบบจำลอง ประกอบด้วย ค่าความแม่นยำ (accuracy) ค่าเอฟวัน (F1) ค่าความ

เท่ียงตรง (precision) และ ค่าความครบถ้วน (recall) จากการทดลองกับข้อมูลชุด NSL-KDD ได้

ผลลัพธ์ว่า DDQN, SVM RBF-kernel, DQN, Actor critic และ Naïve Bayes แบบ Bernoulli, all 

features, quantizing the continuous features ให้ค่าความแม่นยำมากท่ีสุด เรียงตามลำดับ ดัง

ภาพท่ี 6 และในเรื่องของเวลาท่ีใช้ในการเรียนรู้ และในการทำนาย พบว่า แบบจำลองห้าอันดับท่ีมีค่า

ความแม่นยำสูงท่ีสุดตามท่ีได้กล่าวมาข้างต้น แบบจำลอง Naïve Bayes ใช้เวลาในการเรียนรู้เร็วท่ีสุด 

(64 วินาที) รองลงมาคือ DQN และ DDQN (290 และ 500 วินาที) SVM และ Actor critic ใช้เวลา

ในการเรียนรู้ค่อนข้างมาก (ประมาณ 1,700 วินาที)  แต่เวลาท่ีใช้ในการทำนายผล พบว่า แบบจำลอง 
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DQN, DDQN และ Actor critic ใช้เวลาไม่ถึง 1 วินาที (0.6 วินาที) รองลงมาคือ Naïve Bayes 

(1.12 วินาที) และสุดท้าย SVM (159 วินาที) ดังภาพท่ี 6 

 
ภาพท่ี 6 ผลการทดลองสมรรถนะของแบบจำลองต่าง ๆ ของข้อมูล NSL-KDD] [2] 

ผลการทดลองของข้อมูลชุด AWID ได้ผลลัพธ์ว่า ต้นไม้ตัดสินใจ J48, แรนดอมฟอเรสต์, 

DDQN, DQN และ MLP เป็น 5 แบบจำลองท่ีมีค่าความแม่นยำมากท่ีสุดตามลำดับ รวมถึงค่าเอฟวัน 

ค่าความถูกต้อง และค่าความครบถ้วน ดังภาพท่ี 7 จึงสรุปได้ว่า แบบจำลองท่ีใช้การเรียนรู้เสริมกำลัง

เชิงลึกให้สมรรถนะการทำนายท่ีดี และเป็นแบบจำลองท่ีแข็งแกร่ง เนื่องจากให้ผลลัพธ์ท่ีดีกับทุก

เหตุการณ์ ท้ังข้อมูลท่ีมีอัตราส่วนของตัวแปรป้ายไม่เหมือนกัน และข้อมูลท่ีไม่สมดุล 

 
ภาพท่ี 7 เปรียบเทียบสมรรถนะของแบบจำลองต่าง ๆ ทดสอบด้วยข้อมูล AWID [2] 
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บทท่ี 3 
แนวคิดและวิธีวิจัย 

งานวิจัยนี้มีวัตถุประสงค์เพื่อศึกษาสมรรถนะของแบบจำลองการเรียนรู้เสริมกำลัง ในการ

ประยุกต์ใช้ทำนายการยกเลิกบริการของลูกค้า เมื่อแพตเทิร์นของข้อมูลมีการเปล่ียนแปลงไปจากเดิม 

โดยในบทนี้จะกล่าวถึงข้อมูลท่ีนำมาใช้ การเตรียมข้อมูล โครงสร้างของแบบจำลองท่ีใช้ในงานวิจัย 

และการวัดสมรรถนะแบบจำลองตามแนวทางท่ีนำเสนอ 

3.1 ข้อมูลที่ใช้ในงานวิจัยและการประมวลผลข้อมูลเบื้องต้น 

ข้อมูลท่ีนำมาใช้ในงานวิจัยนี้ เป็นข้อมูลสาธารณะท่ีได้จาก www.kaggle.com ซึ่งเกี่ยวกับข้อมูล

การใช้งานและประวัติลูกค้าของบริษัทโทรคมนาคมแห่งหนึ่ง ซึ่งมีคะแนนของการนำข้อมูลไปใช้งาน

อยู่ท่ี 7.1 เป็นคะแนนท่ีทาง Kaggle พิจารณาจากข้อมูลนั้นว่าสามารถใช้งานได้ง่าย และครบถ้วน

สมบูรณ์หรือไม่ [9] โดยข้อมูลแต่ละแถวคือข้อมูลของลูกค้าแต่ละคน ประกอบด้วยข้อมูล 100,000 

แถว และตัวแปรท้ังหมด 100 ตัวแปร แบ่งเป็นตัวแปรเชิงคุณภาพ 21 ตัวแปร โดย 1 ตัวแปรเป็นไอดี

ของลูกค้า และ 20 ตัวแปรเกี่ยวกับข้อมูลส่วนตัวของลูกค้า เช่น เพศ สถานภาพ เป็นต้น ตัวแปรเชิง

ปริมาณ 79 ตัวแปรท่ีเกี่ยวกับสถิติการโทรศัพท์ของลูกค้า เช่น จำนวนนาทีเฉล่ียของการโทรศัพท์

ในช่วง 6 เดือนท่ีผ่านมา หรือร้อยละการเปล่ียนแปลงของจำนวนนาทีเฉล่ียต่อเดือนเทียบกับค่าเฉล่ีย

ของสามเดือนท่ีผ่านมา เป็นต้น  โดยข้ันตอนในการประมวลผลข้อมูลเบ้ืองต้นมีดังนี้ 

3.1.1 การทำความสะอาดข้อมูล (data cleaning) 

จากการสำรวจข้อมูล พบว่ามีตัวแปร 9 ตัวแปรท่ีมีอัตราส่วนจำนวนข้อมูลสูญหาย

มากกว่า 20% ของจำนวนข้อมูลท้ังหมด ดังภาพท่ี 8 นอกจากนี้ยังมีตัวแปรอีก 2 ตัวแปรท่ีไม่สมบูรณ์

เนื่องจากความผิดพลาดจากกระบวนการเก็บข้อมูล คือ วงเงินของบัญชี (asl_flag) และ ดัชนีเครดิต

การ์ด (creditcd) จึงทำการตัดตัวแปรท้ังหมด 12 ตัวแปร ประกอบด้วย 11 ตัวแปรข้างต้น และ 1 

ตัวแปรท่ีเป็นไอดีของลูกค้าออกจากการวิเคราะห์ หลังจากนั้นจึงพิจารณาตัดแถวข้อมูลท่ีมีข้อมูลสูญ

หายอย่างน้อยหนึ่งค่า ทำให้จำนวนแถวของข้อมูลท้ังหมดจะเท่ากับ 78,334 แถวและ 88 ตัวแปร 

http://www.kaggle.com/
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ภาพท่ี 8 อัตราส่วนจำนวนข้อมูลสูญหายของตัวแปรท้ังหมด 

3.1.2 การแปลงข้อมูล (Data transformation) 

ทำการแปลงตัวแปรเชิงคุณภาพท้ังหมด 14 ตัวแปรให้เป็นตัวแปรเชิงปริมาณ โดยการทำ 

วันฮอท เอ็นโค้ดเดอร์ (one hot encoder) คือ การสร้างตัวแปรจากตัวแปรเชิงคุณภาพให้เป็นตัว

แปรย่อย ๆ ท่ีมีค่าเป็นไปได้สองค่า (binary) นั่นคือ 0 หมายถึง ข้อมูลแถวนั้นไม่มีลักษณะตามตัวแปร

นั้น และ 1 หมายถึง ข้อมูลแถวนั้นมีลักษณะตามตัวแปรนั้น 

3.1.3 การคัดเลือกตัวแปร (Feature selection) 

ทำการเลือกตัวแปรท่ีมีความสำคัญกับการทำนาย โดยพิจารณาจากค่าความสำคัญของตัว

แปร (Feature importance) ท่ีได้จากแบบจำลองแรนดอมฟอเรสต์ เพื่อลดขนาดของตัวแปรท่ีใช้ใน

การสร้างแบบจำลอง คะแนนความสำคัญเป็นคะแนนท่ีบอกถึงความสามารถในการแบ่งกลุ่มข้อมูล

ตามตัวแปรป้ายได้อย่างถูกต้องของตัวแปรนั้น ๆ ยิ่งมีค่ามาก หมายถึงมีความสามารถในการแบ่งกลุ่ม

ได้ดี จึงทำการคัดเลือกตัวแปรท่ีมีคะแนนสูงท่ีสุด 21 ตัวแปร ซึ่งตัวแปรท้ัง 21 ตัวนี้เป็นตัวแปรเชิง

ปริมาณท่ีบอกเกี่ยวกับข้อมูลการใช้งานของลูกค้า ดังตารางท่ี 1 
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ตารางท่ี 1 ช่ือตัวแปร ความหมาย และคะแนนความสำคัญของ 21 ตัวแปร 

ชื่อตัวแปร ความหมาย 
คะแนน

ความสำคัญ 

eqpdays อายุปัจจุบันของอุปกรณ์ 0.0309 

change_mou 
ร้อยละการเปล่ียนแปลงของจำนวนนาทีเฉล่ียต่อ

เดือนเทียบกับค่าเฉล่ียสามเดือนท่ีผ่านมา 
0.0265 

months จำนวนเดือนท่ีใช้บริการ 0.0217 

mou_Mean จำนวนนาทีเฉล่ียท่ีใช้ต่อเดือน 0.0210 

adjrev ค่าใช้จ่ายท้ังหมดต้ังแต่เริ่มใช้บริการ 0.0207 

totrev ค่าใช้จ่ายท้ังหมด 0.0212 

change_rev 
ร้อยละการเปล่ียนแปลงของค่าใช้จ่ายเฉล่ียต่อเดือน

เทียบกับค่าเฉล่ียสามเดือนท่ีผ่านมา 
0.0207 

avgrev ค่าใช้จ่ายเฉล่ียต่อเดือนตลอดการใช้งาน 0.0204 

avgmou จำนวนนาทีท่ีใช้เฉล่ียต่อเดือน 0.0203 

avgqty จำนวนครั้งท่ีโทรเฉล่ียต่อเดือน 0.0220 

totcalls จำนวนครั้งท่ีโทรท้ังหมด 0.0195 

adjqty จำนวนครั้งท่ีโทรท้ังหมดต้ังแต่เริ่มใช้บริการ 0.0194 

totmou จำนวนนาทีท่ีใช้ท้ังหมด 0.0194 

rev_Mean ค่าใช้จ่ายเฉล่ียต่อเดือน 0.0196 

avg3mou จำนวนนาทีท่ีใช้เฉล่ียในช่วงสามเดือนท่ีผ่านมา 0.0192 

adjmou จำนวนนาทีท่ีใช้ท้ังหมดต้ังแต่เริ่มใช้บริการ 0.0193 

avg6mou จำนวนนาทีท่ีใช้เฉล่ียในช่วงหกเดือนท่ีผ่านมา 0.0189 

avg3qty จำนวนครั้งท่ีโทรเฉล่ียในช่วงสามเดือนท่ีผ่านมา 0.0186 

avg6qty จำนวนครั้งท่ีโทรเฉล่ียในช่วงหกเดือนท่ีผ่านมา 0.0178 

mou_cvce_Mean จำนวนนาทีเฉล่ียท่ีการโทรสมบูรณ์ 0.0177 

mou_opkv_Mean จำนวนนาทีเฉล่ียท่ีใช้โทรในช่วงเวลาท่ีไม่ใช่ช่วงนิยม 0.0178 
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3.1.4 เตรียมชุดข้อมูลสำหรับการทดลองข้อมูลมีแพตเทิร์นเปลี่ยนไปจากเดิม 

หลังจากขั้นตอน 3.1.1, 3.1.2 และ 3.1.3 ท่ีได้กรองความสมบูรณ์ของตัวแปร แปลง

ข้อมูลและคัดเลือกตัวแปรท่ีสำคัญเรียบร้อยแล้ว จะได้ชุดข้อมูลท่ีมีจำนวนแถวท้ังหมด 78 ,334 แถว 

และ 22 ตัวแปร โดยข้อมูลท้ังหมดแบ่งเป็นลูกค้าท่ียกเลิกบริการ 37,974 แถวและลูกค้าท่ีไม่ยกเลิก

บริการ 40,360 แถว คิดเป็นอัตราส่วนของลูกค้าท่ียกเลิกและไม่ยกเลิกบริการ เท่ากับ 48% และ 

52% ตามลำดับ จากนั้นจะทำการเตรียมชุดข้อมูลเพื่อใช้ในการทดลองข้อมูลมีแพตเทิร์นเปล่ียนไป

จากเดิม 

แพตเทิร์นของข้อมูลท่ีเปล่ียนแปลงไปในงานวิจัยนี้ หมายถึง ลูกค้ามีพฤติกรรมการใช้งาน

ท่ีเปล่ียนแปลงไปจากเดิม เช่น เมื่อในอดีตลูกค้าเป็นลูกค้าไม่ยกเลิกบริการ แต่ปัจจุบันลูกค้าเปล่ียน

สถานะเป็นยกเลิกบริการ ผู้วิจัยจึงจะทำการจำลองข้อมูลหนึ่งชุด ท่ีมีตัวแปรป้ายของลูกค้าเปล่ียนไป

จากเดิม โดยมีข้ันตอนดังต่อไปนี้ 

1. แบ่งข้อมูลตามคลาส จะได้ข้อมูลเป็นสองกลุ่ม คือ ลูกค้ายกเลิกบริการ และลูกค้าไม่

ยกเลิกบริการ 

2. ทำการสุ่มข้อมูลลูกค้ายกเลิกบริการมา 18 ,987 คน หรือ 50% ของจำนวนลูกค้า

ยกเลิกบริการท้ังหมด แล้วทำการเปล่ียนตัวแปรป้ายจากยกเลิกบริการ เป็นไม่ยกเลิกบริการ 

3. ทำการสุ่มข้อมูลลูกค้าไม่ยกเลิกบริการมา 20,180 คน หรือ 50% ของจำนวนลูกค้าไม่

ยกเลิกบริการท้ังหมด แล้วทำการเปล่ียนตัวแปรป้ายจากไม่ยกเลิกบริการ เป็นยกเลิกบริการ 

4. รวมข้อมูลจากข้อ 2. และ 3. จะได้ว่าลูกค้ายกเลิกบริการมีท้ังหมด 39 ,167 คน โดย 

18,987 คนเป็นลูกค้ายกเลิกบริการเดิม และอีก 20,180 คนเดิมเป็นลูกค้าไม่ยกเลิกบริการ แต่

เปล่ียนเป็นยกเลิกบริการตามข้อ 3. นอกจากนี้กลุ่มลูกค้าไม่ยกเลิกบริการจะมีท้ังหมด 39 ,167 คน 

โดย 20,180 คนเป็นลูกค้าไม่ยกเลิกบริการเดิม และอีก 18,987 คนเดิมเป็นลูกค้ายกเลิกบริการ แต่

เปล่ียนเป็นไม่ยกเลิกบริการตามข้อ 2 

ภาพท่ี 9 แสดงอัตราส่วนของลูกค้ายกเลิกบริการและไม่ยกเลิกบริการของข้อมูลชุดท่ีหนึ่ง 

พบว่าเป็นข้อมูลท่ีค่อนข้างสมดุล โดยมีอัตราส่วนของลูกค้ายกเลิกบริการและไม่ยกเลิกบริการเท่ากับ 

48%:52% และจากภาพท่ี 10 จะเห็นว่าอัตราส่วนของลูกค้ายกเลิกบริการและไม่ยกเลิกบริการของ

ข้อมูลชุดท่ีสองเท่ากับ 50%:50% 
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ภาพท่ี 9 อัตราส่วนของลูกค้ายกเลิกบริการและไม่ยกเลิกบริการของข้อมูลชุดท่ีหนึ่ง 

 
ภาพท่ี 10 อัตราส่วนของลูกค้ายกเลิกบริการและไม่ยกเลิกบริการของข้อมูลชุดท่ีสอง 

หลังจากได้ข้อมูลสองกลุ่มข้างต้นแล้ว จะมีการสร้างข้อมูลชุดท่ีสาม ซึ่งเป็นการรวมกัน

ระหว่างข้อมูลชุดท่ีหนึ่ง และข้อมูลชุดท่ีสอง โดยข้อมูลชุดนี้จะใช้ในการสร้างแบบจำลองของการ

เรียนรู้แบบมีการช้ีนำ นั่นก็คือ แรนดอมฟอเรสต์ เอกซ์จีบูสต์ และวิธีหาเพื่อนบ้านใกล้เคียง k ตัว 

จากนั้นแบ่งข้อมูลแต่ละกลุ่มออกเป็นสองชุด คือ ข้อมูลสอน และข้อมูลทดสอบด้วยอัตราส่วน 

80%:20% จะได้จำนวนแถว และอัตราส่วนข้อมูลตัวแปรป้ายดังตารางท่ี 2 
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ตารางท่ี 2 อัตราส่วนของตัวแปรป้ายในชุดข้อมูลสอน และข้อมูลทดสอบกรณีแพตเทิร์นของข้อมูล

เปล่ียนแปลงไปจากเดิม 

 
3.2 โครงสร้างของแบบจำลองการเรียนรู้เสริมกำลัง 

ในการใช้แบบจำลองการเรียนรู้เสริมกำลังในการทำนาย จะต้องแปลงข้อมูลให้อยู่ในกระบวนการ

ตัดสินใจแบบมาร์คอฟ นั่นคือ สถานะ (state (s)) คือ เวกเตอร์ตัวแปรท้ังหมด และการกระทำ 

(action (a)) คือ ตัวแปรป้าย ในท่ีนี้เป็นได้สองค่า คือ ยกเลิกบริการ หรือ ไม่ยกเลิกบริการ งานวิจัยนี้

จะใช้แบบจำลองการเรียนรู้เสริมกำลังสองแบบจำลอง คือ DQN และ Policy gradient 

3.2.1 ขั้นตอนการเรียนรู้ของแบบจำลองการเรียนรู้เสริมกำลัง DQN 

 
ภาพท่ี 11 กระบวนการทำนายของแบบจำลองการเรียนรู้เสริมกำลังเชิงลึก DQN 

 
  

จำนวนแถวข้อมูล อัตราส่วนแถวข้อมูล 

ยกเลิก ไม่ยกเลิก รวม ยกเลิก ไมย่กเลิก รวม 

ช้อมูล 
ชุดที่หน่ึง 

ข้อมูลสอน 30,379 32,288 62,667 48% 52% 100% 
ข้อมูลทดสอบ 7,595 8,072 15,667 48% 52% 100% 

รวม 37,974 40,360 78,334 48% 52% 100% 
ข้อมูล 

ชุดทีสอง 
(แพตเทิร์น
เปลี่ยน) 

ข้อมูลสอน 31,334 31,333 62,667 50% 50% 100% 

ข้อมูลทดสอบ 7,833 7,834 15,667 50% 50% 100% 

รวม 39,167 39,167 78,334 50% 50% 100% 

ข้อมูลชุดที่
สาม 

ข้อมูลสอน 61,713 63,621 125,334 49% 51% 100% 
ข้อมูลทดสอบ 15,428 15,906 31,334 49% 51% 100% 

รวม 77,141 79,527 156,668 49% 51% 100% 
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แบบจำลองการเรียนรู้เสริมกำลัง DQN ประกอบด้วยส่วนท่ีเป็นระบบ (agent) และ 

ส่ิงแวดล้อม (environment) โดยระบบจะทำหน้าท่ีในการเรียนรู้แต่ละสถานะ และทำการตัดสินใจ

เลือกการกระทำท่ีให้ค่าผลรางวัลมากท่ีสุด โดยระบบในแบบจำลอง DQN จะเป็นโครงข่ายประสาท

เทียมท่ีประกอบด้วยช้ันท้ังหมด 4 ช้ัน นั่นคือ 1) ช้ันนำเข้า (input layer) ท่ีมีจำนวนโหนดเท่ากับ

จำนวนตัวแปรต้น เท่ากับ 21 โหนด  2) ช้ันซ่อน (hidden layer) ท้ังหมด 2 ช้ันท่ีมีจำนวนโหนด

เท่ากับ 512 โหนดในแต่ละช้ัน  และ 3) ช้ันนำออก (output layer) ท่ีมีจำนวนโหนดเท่ากับจำนวน

การกระทำท่ีเป็นไปได้ ในท่ีนี้เท่ากับ 2 โหนด สำหรับฟังก์ชันกระตุ้นจะใช้ฟังก์ชันเรคคิไฟท์เชิงเส้น 

(ReLU function) ในทุกช้ัน ยกเว้นช้ันนำออกจะใช้ฟังก์ชันเชิงเส้น (linear function) เนื่องจาก

ต้องการให้ผลลัพธ์ท่ีออกมาเป็นผลบวกของค่านำเข้าและค่าน้ำหนัก โดยไม่มีฟังก์ชันอื่นท่ีมาปรับค่า

ผลลัพธ์นั้นอีก สำหรับฟังก์ชันต้นทุน จะใช้ค่าเฉล่ียความผิดพลาดกำลังสอง (Mean Squared Error: 

MSE) ดังสมการท่ี 11 และใช้อัลกอริทึม Adam ในการปรับปรุงค่าผิดพลาดเพื่อให้ได้ค่าท่ีดีท่ีสุด 

𝑀𝑆𝐸 =  
1

𝑛
∑ (𝑦𝑖 − 𝑦�̂�)

2𝑛
𝑖=1     (11) 

ขั้นตอนการเรียนรู้ของแบบจำลองการเรียนรู้เสริมกำลัง DQN นั้นจะเรียนรู้ข้อมูลเป็นชุด 

(batch) โดยระบบจะทำการเรียนรู้ซ้ำหลาย ๆ รอบ (episode) ในแต่ละรอบจะมีการนำค่าผลรางวัล

ท่ีได้รับจากส่ิงแวดล้อมมาปรับค่าน้ำหนักของโครงข่าย เพื่อให้ความสามารถในการทำนายมีความ

แม่นยำมากยิ่งขึ้น โดยขั้นตอนการเรียนรู้ของแบบจำลอง สามารถอธิบายได้ดังภาพท่ี 11 เริ่มจากสุ่ม

ข้อมูลเป็นชุดเล็ก ในงานวิจัยนี้จะสุ่มข้อมูลชุดละ 5,000 แถว และจะทำการเรียนรู้ท้ังหมด 200 รอบ 

ในแต่ละรอบมีการทำงานดังนี้ ระบบจะทำการเรียนรู้ โดยรับสถานะจากส่ิงแวดล้อม นั่นคือ อาเรย์  

ของตัวแปรต้นท้ังหมด 21 ตัว ดังนั้นข้อมูลท่ีระบบรับเข้ามาในแต่ละรอบ จะเป็นอาเรย์ ท่ีมีมิติ 5,000 

แถว และ 21 คอลัมน์ จากนั้นระบบจะเรียนรู้โดยใช้โครงข่ายประสาทเทียม และในช้ันนำออกจะส่ง

ค่าคิวท่ีทำนายออกมาเป็นอาเรย์ท่ีมีมิติ 5,000 แถว และ 2 คอลัมน์ตามการกระทำท่ีเป็นไปได้ท้ังหมด 

นั่นคือ ยกเลิก หรือไม่ยกเลิก เนื่องจากข้อมูลในการวิเคราะห์นี้ การกระทำของแต่ละสถานะ จะไม่

เกี่ยวข้องกับสถานะอื่น จะส้ินสุดท่ีสถานะของตัวเองเท่านั้น ทำให้ระบบจะตัดสินใจเลือกการกระทำ

จากการกระทำท่ีให้ค่าคิว ณ สถานะนั้นมีค่ามากท่ีสุด ดังสมการท่ี 12 

𝑎 = 𝑎𝑟𝑔𝑚𝑎𝑥𝑎(𝑄(𝑠, 𝑎))        (12) 
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จากนั้นส่ิงแวดล้อมจะพิจารณาการกระทำกับตัวแปรป้ายของแต่ละสถานะว่าถูกต้องหรือไม่ แล้วส่ง

เป็นค่าผลรางวัล (reward) ท่ีเป็นอาเรย์ท่ีมีมิติ 5,000 แถว และ 1 คอลัมน์กลับมาท่ีระบบเพื่อใช้ใน

การปรับค่าน้ำหนักของโครงข่ายประสาทเทียม โดยค่าผลรางวัลจะกำหนดเป็นฟังก์ชันว่า ถ้าการ

กระทำท่ีระบบทำนายตรงกับตัวแปรป้าย จะให้ค่าผลรางวัลเท่ากับ 1 แต่ถ้าการกระทำท่ีระบบทำนาย

ไม่ตรงกับตัวแปรป้าย จะให้ค่าผลรางวัลเท่ากับ 0 จากนั้นจะเป็นขั้นตอนการเรียนรู้ของระบบ โดย

ระบบจะนำค่าผลรางวัลท่ีได้นี้มาหาค่าคิวทาร์เก็ต ฟังก์ชันท่ีใช้หาค่าคิวทาร์เก็ต โดยปกติแล้วจะ

เท่ากับผลรวมของผลรางวัล ณ สถานะนั้นและ ผลคูณของตัวปัจจัยคิดลด (discount factor) และค่า

คิวที่มากท่ีสุดของสถานะถัดไป ดังสมการท่ี 13 

𝑄𝑡𝑎𝑟𝑔𝑒𝑡 = 𝑟𝑡+1 + 𝛾𝑚𝑎𝑥𝑎𝑄(𝑠𝑡+1, 𝑎)      (13) 

เนื่องจากแต่ละสถานะในข้อมูลชุดนี้ จะส้ินสุดท่ีสถานะของตัวเองเท่านั้น ดังภาพท่ี 13 ดังนั้น  จึง

สามารถตัดพจน์ท่ีเป็นค่าคิวที่มากท่ีสุดของสถานะถัดไปจากสมการได้ ค่าคิวทาร์เก็ตของแต่ละสถานะ

ก็จะเท่ากับค่าผลรางวัลของสถานะนั้น ๆ ดังสมการท่ี 14 โดยคิวทาร์เก็ตจะเป็นอาเรย์ท่ีมีมิติ 5,000 

แถว และ 2 คอลัมน์ ถ้าการกระทำเป็นคลาส 0 จะให้คิวทาร์เก็ตของคอลัมน์คลาส 0 เท่ากับค่าผล

รางวัลท่ีได้ และคิวทาร์เก็ตของคอลัมน์คลาส 1 เท่ากับค่าติดลบของผลรางวัลท่ีได้ ในทางกลับกัน ถ้า

การกระทำเป็นคลาส 1 จะให้คิวทาร์เก็ตของคอลัมน์คลาส 1 เท่ากับค่าผลรางวัลท่ีได้ และคิวทาร์เก็ต

ของคอลัมน์คลาส 0 เท่ากับค่าติดลบของผลรางวัลท่ีได้ จากนั้นจะนำค่าคิวท่ีได้จากโครงข่าย และคิว

ทาร์เก็ตท่ีได้ข้างต้น ไปใช้ในการเรียนรู้ปรับค่าน้ำหนักของโครงข่ายประสาทเทียม 

𝑄𝑡𝑎𝑟𝑔𝑒𝑡 = 𝑟𝑡+1          (14) 

 
ภาพท่ี 12 การเปล่ียนสถานะเมื่อมีการกระทำท่ีแตกต่างกัน โดยสถานะมีความสัมพันธ์กัน 
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ภาพท่ี 13 การเปล่ียนสถานะของข้อมูลท่ีมีผู้สอน ท่ีแต่ละสถานะไม่มีความสัมพันธ์กัน 

3.2.2 ขั้นตอนการเรียนรู้ของแบบจำลองการเรียนรู้เสริมกำลัง Policy gradient 

ขั้นตอนการเรียนรู้ของแบบจำลองการเรียนรู้เสริมกำลัง Policy gradient จะแตกต่างจาก

แบบจำลอง DQN ตรงท่ี DQN ระบบจะเรียนรู้ค่าคิวของแต่ละสถานะและการกระทำ และนโยบาย 

(policy) ท่ีใช้ในการเลือกการกระทำของแต่ละสถานะก็จะดูจากค่าคิวท่ีมากท่ีสุด แต่  Policy 

gradient ระบบจะทำการเรียนรู้นโยบายโดยตรง โดยระบบจะมีโครงข่ายประสาทเทียมหนึ่งโครงข่าย 

ท่ีไว้ทำนายค่าความน่าจะเป็นของแต่ละการกระทำ โครงข่ายประสาทเทียมนี้ประกอบด้วย 4 ช้ัน นั่น

คือ 1) ช้ันนำเข้า มีจำนวน 21 โหนดเท่ากับจำนวนตัวแปรต้น 2) ช้ันซ่อน ท้ังหมด 2 ช้ันท่ีมีจำนวน

โหนดเท่ากับ 1,048 โหนดในแต่ละช้ัน และ 3) ช้ันนำออก มีจำนวนโหนดเท่ากับ 2 โหนดตามจำนวน

การกระทำท่ีเป็นไปได้ท้ังหมด สำหรับฟังก์ชันกระตุ้นจะใช้ฟังก์ชันเรคคิไฟท์เชิงเส้น (ReLU function) 

เป็นฟังก์ชันกระตุ้นในทุกช้ัน ยกเว้นช้ันนำออกท่ีจะใช้ฟังก์ชันซอฟต์แม็กซ์ (Softmax function) 

เพื่อให้ผลลัพธ์ท่ีออกมาเป็นค่าความน่าจะเป็น สำหรับฟังก์ชันต้นทุน จะใช้ไบนารี ครอส -เอนโทรปี 

(Binary Cross-Entropy) ดังสมการท่ี 15  และใช้อัลกอริทึม Adam ในการปรับปรุงค่าผิดพลาด

เพื่อให้ได้ค่าท่ีดีท่ีสุด 

     𝐻𝑝(𝑞) =  −
1

𝑁
∑ 𝑦𝑖 ∙ log(𝑝(𝑦𝑖)) + (1 − 𝑦𝑖) ∙ log(1 − 𝑝(𝑦𝑖))𝑁

𝑖=1  (15) 
 

ขั้นตอนการเรียนรู้ดังภาพท่ี 14 เริ่มต้นจากระบบรับข้อมูลท่ีเป็นอาเรย์ท่ีมีมิติเท่ากับ

จำนวนแถวของข้อมูลท้ังหมด และจำนวนคอลัมน์เท่ากับ 21 ตามจำนวนตัวแปรต้น จากนั้นโครงข่าย

ประสาทเทียมจะให้ค่าผลลัพธ์ออกมาเป็นค่าความน่าจะเป็นของการกระทำแต่ละการกระทำ จะได้

เป็นอาเรย์ท่ีมีมิติเท่ากับ จำนวนแถวของข้อมูล และจำนวนคอลัมน์เท่ากับ 2 ตามจำนวนการกระทำท่ี

เป็นไปได้ท้ังหมด แล้วระบบจะสุ่มเลือกการกระทำจากความน่าจะเป็นท่ีได้ จากนั้นส่ิงแวดล้อมจะส่ง
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ค่าผลรางวัลกลับมา ถ้าการกระทำท่ีทำนายตรงกับตัวแปรป้าย จะให้ค่าเท่ากับ 1 แต่ถ้าการกระทำท่ี

ทำนายไม่ตรงกับตัวแปรป้าย จะให้ค่าเท่ากับ -1 และเนื่องจากสถานะไม่มีความสัมพันธ์กันดังภาพท่ี 

14 จึงจะนำค่าผลรางวัลนี้มาใช้เป็นค่าประโยชน์ของสถานะนั้น ๆ เลย จากนั้นจะเป็นขั้นตอนการ

เรียนรู้ของระบบ โดยการค่าประโยชน์ของแต่ละสถานะของข้อมูลในรอบนั้น มาคำนวณค่า

ผิดพลาดไบนารี ครอส-เอนโทรปี ดังสมการท่ี 15 แล้วใช้ในการปรับค่าน้ำหนักของโครงข่ายประสาท

เทียม 

 
ภาพท่ี 14 กระบวนการทำนายของแบบจำลองการเรียนรู้เสริมกำลัง Policy gradient 

3.3 แนวทางการวัดสมรรถนะของแบบจำลอง 

ในการวัดสมรรถนะแบบจำลองในงานวิจัยนี้จะใช้ตัววัดการจำแนกแบบสองคลาส (Binary 

classification) โดยสามารถหาได้จากตารางคอนฟิวชันเมทริกซ์ ดังตารางท่ี 3 

ตารางท่ี 3 คอนฟิวชันเมทริกซ์ท่ีใช้จำแนกแบบสองคลาส 
  ตัวแปรป้ายที่ทำนาย 
  ยกเลิก ไม่ยกเลิก 

ตัวแปรป้ายจริง 
ยกเลิก True Positive (TP) False Negative (FN) 

ไม่ยกเลิก False Positive (FP) True Negative (TN) 

ค่าท่ีใช้วัดสมรรถนะการจำแนกมีท้ังหมด 4 ค่า ดังนี้ 

1. ค่าความแม่นยำ (accuracy) เป็นการวัดความแม่นยำในการทำนายโดยรวมของ

แบบจำลอง นั่นก็คือ แบบจำลองทำนายถูกกี่ครั้งจากจำนวนท่ีทำนายท้ังหมด สามารถคำนวณได้จาก

สมการท่ี 16 
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𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝐹𝑃+𝑇𝑁+𝐹𝑁
    (16) 

2. ค่าความเท่ียงตรง (precision) เป็นการวัดแบบจำลองว่าสามารถทำนายคำตอบได้

ถูกต้องเท่าไร โดยพิจารณาจากตัวแปรป้ายท่ีสนใจ สามารถคำนวณได้จากสมการท่ี 17 

 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
𝑇𝑃

𝑇𝑃+𝐹𝑃
         (17) 

3. ค่าความครบถ้วน (recall) เป็นการวัดแบบจำลองว่าจากตัวแปรป้าย ท่ีสนใจ 

แบบจำลองสามารถทำนายค่าได้ถูกต้องครบถ้วนเท่าไร สามารถคำนวณได้จากสมการท่ี 18 

𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑁

𝑇𝑁+𝐹𝑁
     (18) 

4. ค่าเอฟวัน (F1) เป็นการวัดท้ังค่าความเท่ียงตรงและความครบถ้วน โดยจะเป็นค่าเฉล่ีย

แบบฮาร์โมนิกของท้ังสองค่า สามารถคำนวณได้จากสมการท่ี 19 

𝐹1 =  2 ×
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛×𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙𝑙
        (19) 

จากท่ีได้กล่าวในข้อ 3.1.4 ข้อมูลท่ีใช้ในเหตุการณ์แพตเทิร์นเปล่ียนไปมีท้ังหมดสองชุด 

ดังนั้นในการวัดผลของแบบจำลอง DQN และ Policy gradient จะมีการวัดผลจากชุดข้อมูลสองชุด 

นั่นคือ ข้อมูลชุดทีหนึ่ง เป็นข้อมูลปกติ และข้อมูลชุดสอง เป็นข้อมูลท่ีมีแพตเทิร์นเปล่ียนไป  โดย

แบบจำลองการเรียนรู้เสริมกำลัง DQN และ Policy gradient เป็นการเรียนรู้แบบออนไลน์ นั่นคือจะ

ทำการเรียนรู้ไปพร้อมกับการทำนาย ดังนั้นในการวัดผลของแบบจำลอง จะเริ่มต้นจากการใช้ข้อมูล

สอนชุดหนึ่งสร้างแบบจำลอง จากนั้นจะเริ่มขั้นตอนการวัดผล โดยการสุ่มข้อมูลรอบละ 5,000 แถว 

แล้วทำตามขั้นตอนการเรียนรู้ของแบบจำลองตามท่ีกล่าวไว้ในหัวข้อ 3.2.1 และ 3.2.2 โดยจะเรียนรู้

ท้ังหมด 200 รอบ ในแต่ละรอบจะมีการบันทึกค่าวัดท้ังส่ี จนครบรอบท่ี 200 ซึ่งเป็นรอบท่ีสามารถ

ทำนายได้แม่นยำมากท่ีสุด จึงจะใช้ค่าท่ีได้จากการวัดรอบท่ี 200 นี้มาใ ช้ในการเปรียบเทียบกับ

แบบจำลองอื่น จากนั้นจะให้แบบจำลองได้เรียนรู้กับข้อมูลชุดสอง ข้อมูลท่ีมีแพตเทิร์นเปล่ียนไป และ

จะทำการเรียนรู้และวัดผลเช่นเดียวกันกับข้อมูลชุดทีหนึ่ง แต่จะใช้ข้อมูลทดสอบของข้อมูลชุดสองใน

การวัดผลแทน และจะใช้ค่าวัดท้ังส่ีของรอบท่ี 200 ในการเปรียบเทียบกับแบบจำลองอื่น 

ส ำห รับ ก าร วั ด ผล ข อ งแ บ บ จ ำลอ งก าร เรี ย น รู้ แ บ บ มี ก า ร ช้ี น ำ ท้ั งส าม  คื อ  

แรนดอมฟอเรสต์ เอกซ์จีบูสต์ และวิธีเพื่อนบ้านใกล้ท่ีสุด k ตัว เนื่องจากในหัวข้อ 3.1.4 จากตารางท่ี 
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2 ในข้อมูลชุดทีหนึ่งและข้อมูลชุดสอง จะมีการแบ่งข้อมูลออกเป็นสองชุด คือ ข้อมูลสอน และข้อมูล

ทดสอบ แต่เนื่องจากต้องมีการปรับจูนค่าไฮเปอร์พารามิเตอร์ จึงจะต้องมีข้อมูลตรวจสอบท่ีไว้ใช้ใน

การปรับจูน โดยจะเตรียมจากการแบ่งจากข้อมูลสอนด้วยอัตราส่วนของข้อมูลสอนและข้อมูล

ตรวจสอบเท่ากับ 70%:30% จากนั้นเริ่มต้นโดยการใช้ข้อมูลสอนของข้อมูลชุดทีหนึ่งในการสร้าง

แบบจำลอง แล้วปรับจูนค่าไฮเปอร์พารามิเตอร์โดยใช้ข้อมูลตรวจสอบ จากนั้นวัดผลของแบบจำลองท่ี

หนึ่งโดยใช้ข้อมูลทดสอบของข้อมูลชุดทีหนึ่ง จากนั้นจะทำการสร้างแบบจำลองใหม่จากข้อมูลชุดสาม 

ซึ่งเป็นข้อมูลท่ีรวมทั้งข้อมูลปกติ และข้อมูลท่ีมีแพตเทิร์นเปล่ียนไป เพื่อให้แบบจำลองสามารถทำนาย

กับข้อมูลท่ีเปล่ียนไปได้ จากนั้นปรับจูนค่าไฮเปอร์พารามิเตอร์โดยใช้ข้อมูลตรวจสอบของข้อมูลชุด

สาม และวัดผลของแบบจำลองท่ีสองนี้โดยใช้ข้อมูลทดสอบของข้อมูลชุดสาม 

ดังนั้น ในงานวิจัยนี้จะมีการเปรียบเทียบสมรรถนะของแบบจำลองจากสองชุดข้อมูล คือ 

ชุดข้อมูลปกติ และชุดข้อมูลท่ีมีแพตเทิร์นเปล่ียนไป เพื่อประเมินว่าแบบจำลองการเรียนรู้เสริมกำลัง 

และแบบจำลองการเรียนรู้ท่ีมีการช้ีนำ สามารถปรับตัวได้กับการท่ีมีข้อมูลท่ีเปล่ียนแปลงไปหรือไม่ 

และยังมีความสามารถในการทำนายท่ีดีหรือไม่จากค่าตัววัดท้ังส่ีดังท่ีกล่าวมาข้างต้น 
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บทท่ี 4 
การทดลองและผลการทดลอง 

ในบทนี้จะกล่าวถึงผลการทดลองของเหตุการณ์สองเหตุการณ์ นั่นคือ ข้อมูลไม่สมดุล และข้อมูล

มีแพตเทิร์นท่ีเปล่ียนไป ด้วยแบบจำลองเสริมกำลัง DQN และ Policy gradient เปรียบเทียบกับ

แบบจำลองการเรียนรู้แบบมีการช้ีนำสามแบบจำลอง คือ แรนดอมฟอเรสต์ เอกซ์จีบูสต์ และวิธีเพื่อน

บ้านใกล้ท่ีสุด k ตัว โดยประเมินผลด้วยค่าความแม่นยำ (accuracy) ค่าความเท่ียงตรง (precision) 

ค่าความครบถ้วน (recall) และค่าเอฟวัน (F1) 

4.1 การปรับช่วงข้อมูลของตัวแปร 

เนื่องจากข้อมูลท่ีใช้ในการวิจัยครั้งนี้ ตัวแปรต้นท้ัง 21 ตัวแปรเป็นข้อมูลเชิงปริมาณท้ังส้ิน และ

แต่ละตัวแปรมีมาตราส่วนของค่าท่ีวัดได้แตกต่างกัน รวมถึงค่าของชุดข้อมูลมีลักษณะการกระจายท่ี

ไม่ใช่การแจกแจงแบบปกติ (Normal distribution) นอกจากนี้แบบจำลองท่ีใช้ในงานวิจัยนี้มี

อัลกอริทึมท่ีไวต่อตัวแปรท่ีมีค่ามากกว่า เช่น วิธีเพื่อนบ้านใกล้ท่ีสุด k ตัว จะมีการหาระยะห่างของแต่

ละตัวแปร ทำให้ตัวแปรท่ีมีช่วงท่ีกว้างกว่า เช่น ค่าใช้จ่ายเฉล่ียต่อเดือน (บาท) มีผลมากกว่าตัวแปรท่ี

มีช่วงแคบกว่า เช่น จำนวนเดือนท่ีใช้บริการ ดังนั้นจึงจำเป็นต้องมีการปรับช่วงข้อมูลของตัวแปรต้นให้

อยู่ในช่วงเดียวกัน เพื่อให้ตัวแปรมีความสำคัญเท่ากัน  โดยใช้ค่าคะแนนมาตรฐาน (z-score) เป็นการ

ปรับการกระจายของข้อมูลให้มีค่าเฉล่ียเท่ากับศูนย์ และมีค่าเบ่ียงเบนมาตรฐานเท่ากับหนึ่ง โดยการ

นำค่าเฉล่ียไปลบ แล้วนำค่าเบ่ียงเบนมาตรฐานไปหารกับค่าท่ีต้องการปรับ ดังสมการท่ี 20 กำหนดให้ 

x เป็นค่าของข้อมูลท่ี i โดยท่ี µ(x) คือค่าเฉล่ียของชุดข้อมูล x และ σ(x) คือค่าเบี่ยงเบนมาตรฐานของ

ชุดข้อมูล x  

𝑦𝑖 =
𝑥𝑖−𝜇(𝑥)

𝜎(𝑥)
     (20) 

ดังนั้น ในงานวิจัยนี้ จะทำการปรับค่าของตัวแปรต้นท้ังหมด 21 ตัวแปรด้วยค่าคะแนนมาตรฐาน 

ก่อนจะนำไปใช้ในการเรียนรู้แบบจำลองท้ังห้าแบบจำลอง 

4.2 เปรียบเทียบสมรรถนะกับแบบจำลองการเรียนรู้ทีมี่การช้ีนำอื่น ๆ 

ในงานวิจัยนี้จะนำแบบจำลองการเรียนรู้ท่ีมีการช้ีนำสามแบบจำลองมาใช้ทำนายการยกเลิก

บริการของลูกค้า เพื่อเปรียบเทียบสมรรถนะการทำนายกับแบบจำลองการเรียนรู้เสริมกำลังท่ีนำเสนอ 
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ในส่วนนี้จะอธิบายการปรับจูนไฮเปอร์พารามิเตอร์ในแต่ละแบบจำลอง เพื่อหาค่าพารามิเตอร์ท่ีดีท่ีสุด 

ซึ่งในการปรับจูนนี้ จะใช้ข้อมูลตรวจสอบ (Validation set) จากการแบ่งข้อมูลสอน ด้วยอัตราส่วน

ข้อมูลตรวจสอบและข้อมูลสอนเท่ากับ 20%:80% โดยจะมีการปรับจูนค่าพารามิเตอร์ของสอง

แบบจำลอง แบบจำลองท่ีหนึ่งเป็นแบบจำลองท่ีใช้ข้อมูลชุดทีหนึ่งในการเรียนรู้ และแบบจำลองท่ีสอง

เป็นแบบจำลองท่ีใช้ข้อมูลชุดท่ีสามท่ีเกิดจากการรวมข้อมูลชุดท่ีหนึ่งและข้อมูลชุดท่ีสองท่ีมีแพตเทิร์น

เปล่ียนไป 

4.2.1 แบบจำลองแรนดอมฟอเรสต์ 

ในการปรับจูนค่าไฮเปอร์พารามิเตอร์ในแบบจำลองแรนดอมฟอเรสต์ จะทำการหา

ค่าพารามิเตอร์ท่ีดีท่ีสุดด้วยวิธีค้นหาแบบตะกราม (grid search) เพื่อให้ได้ค่าพารามิเตอร์ท้ัง 5 

พารามิเตอร์ ดังตารางท่ี 4 ท่ีทำให้แบบจำลองมีค่าความแม่นยำมากท่ีสุด 

ตารางท่ี 4 การปรับจูนค่าไฮเปอร์พารามิเตอร์ในแบบจำลองแรนดอมฟอเรสต์ 

พารามิเตอร์ ความหมาย 
ค่าพารามิเตอร์

ของแบบจำลองที่1 
ค่าพารามิเตอร์ของ

แบบจำลองที่2 

n_estimate 
จำนวนต้นไม้ท้ังหมดท่ีจะใช้

ในการทำนาย 
500 1500 

max_dept 
ความลึกของการแตกกิ่งของ

ต้นไม้แต่ละต้น 
15 10 

min_sample_split 

จำนวนข้อมูลอย่างน้อยท่ีสุด
ท่ีจะใช้ในการแบ่งโหนด
ภายใน (internal leaf 

node) 

20 20 

min_samples_leaf 
จำนวนข้อมูลอย่างน้อยท่ีสุด

ท่ีจะเป็นโหนดใบ (leaf 
node) 

10 50 

max_features 
จำนวนฟีเจอร์ท่ีใช้ในการหา

การแบ่งท่ีดีท่ีสุด 
5 10 
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4.2.2 แบบจำลองเอกซ์จีบูสต์ 

ในการสร้างแบบจำลองเอกซ์จีบูสต์นี้ จะเลือกประเภทบูสต์เตอร์เป็นแบบต้นไม้ และจะทำ

การปรับจูนค่าไฮเปอร์พารามิเตอร์ด้วยวิธีค้นหาแบบตะกราม จได้ค่าไฮเปอร์พารามิเตอร์ดังตารางท่ี 5 

ตารางท่ี 5 การปรับจูนค่าไฮเปอร์พารามิเตอร์ในแบบจำลองเอกซ์จีบูสต์ 

พารามิเตอร์ ความหมาย 
ค่าพารามิเตอร์
ของแบบจำลอง

ท่ี1 

ค่าพารามิเตอร์
ของแบบจำลอง

ท่ี 2 

max_dept ความลึกการแตกกิ่งของต้นไม้แต่ละต้น 5 3 

min_child_ 
weight 

ผลรวมของน้ำหนักของข้อมูลทุกตัวท่ี
ต้องการในการแบ่งแต่ละโหนดลูก 

6 6 

gamma 
ค่าของความผิดพลาดท่ีลดลงแล้วจะทำ

การแบ่งโหนดใหม่ 
0.4 0.0 

subsample สัดส่วนข้อมูลท่ีจะใช้สร้างต้นไม้ใหม่ 0.85 0.85 

colsample_ 
bytree 

สัดส่วนของฟีเจอร์ท่ีจะใช้สร้างต้นไม้ 0.85 0.90 

reg_alpha 
น้ำหนักของ แอลวัน เรกูลาไรเซชัน (L1 

regularization) 
0.00001 0.00001 

 

4.2.3 แบบจำลองวิธีหาเพื่อนบ้านใกล้ที่สุด k ตัว 

แบบจำลองวิธีหาเพื่อนบ้านใกล้ท่ีสุด k ตัว เป็นวิธีที่ทำการวัดระยะห่างแต่ละตัวแปรของ

ข้อมูลท่ีเราต้องการทำนาย กับชุดข้อมูลสอน โดยอัลกอริทึมท่ีใช้ในการหาระยะห่างท่ีใกล้ท่ีสุดนั้นมี

หลายอัลกอริทึม เช่น อัลกอริทึมบอล ทรี  (Ball Tree algorithm) อัลกอริทึมเคดี ทรี (KD Tree 

algorithm) และบรูทฟอร์ส (Brute Force) ซึ่งในท่ีนี้จะให้คอมพิวเตอร์เลือกอัลกอริทึมท่ีเหมาะสมให้

เองโดยพิจารณาจากข้อมูลท่ีใช้ในการเรียนรู้ และจะทำการปรับจูนไฮเปอร์พารามิเตอร์ 3 พารามิเตอร์

ด้วยวิธีตะกราม เพื่อหาค่าท่ีทำให้แบบจำลองมีความแม่นยำมากท่ีสุด ดังตารางท่ี 6 
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ตารางท่ี 6 การปรับจูนค่าไฮเปอร์พารามิเตอร์ในแบบจำลองวิธีหาเพื่อนบ้านใกล้ท่ีสุด k ตัว 

พารามิเตอร์ ความหมาย 
ค่าพารามิเตอร์

ของแบบจำลองที่
1 

ค่าพารามิเตอร์
ของแบบจำลอง

ท่ี 2 

leaf_size 
จำนวนข้อมูลในแต่ละกลุ่มใน

อัลกอริทึมบอล ทรี และเคดี ทรี 
20 30 

n_neighbors จำนวนเพื่อนบ้านท่ีจะพิจารณา 41 41 

p 
เลขช้ีกำลังของสูตรหาระยะทางของ

มิงค็อฟสกี (minkowski) 
1 1 

4.3 ผลการทดลอง 

สำหรับผลการทดลองของเหตุการณ์ท่ีข้อมูลมีแพตเทิร์นเปล่ียนไป นั่นคือ ลูกค้ามีการเปล่ียน

สถานะหรือตัวแปรป้าย จากยกเลิกบริการเป็นไม่ยกเลิกบริการ และจากยกเลิกบริการเป็นไม่ยกเลิก

บริการ ในการวัดความสามารถของการทำนาย จะทำการวัดผลบนข้อมูลสองชุด ประกอบด้วย ข้อมูล

ชุดท่ีหนึ่งซึ่งเป็นข้อมูลปกติ และข้อมูลชุดท่ีสองท่ีมีแพตเทิร์นข้อมูลเปล่ียนไป โดยอัตราส่วนของลูกค้า

ยกเลิกและไม่ยกเลิกบริการของท้ังสองชุดข้อมูลค่อนข้างสมดุล ดังนั้น สามารถเปรียบเทียบค่าความ

แม่นยำของแต่ละแบบจำลองได้ จากตารางท่ี 7 แสดงการเปรียบเทียบสมรรถนะระหว่างแบบจำลอง

การเรียนรู้ท่ีมีการช้ีนำ และแบบจำลองการเรียนรู้เสริมกำลังในข้อมูลท้ังสองชุด โดยเมื่อพิจารณา

สมรรถนะของแบบจำลองในข้อมูลชุดท่ีหนึ่ง จะเห็นว่าแบบจำลองการเรียนรู้เสริมกำลัง Policy 

gradient ให้ค่าความแม่นยำมากท่ีสุด โดยมีค่าเท่ากับ 86.3% รองลงมาคือแบบจำลอง DQN ท่ีให้ค่า

ความแม่นยำเท่ากับ 83.6% เปรียบเทียบกับแบบจำลองการเรียนรู้ท่ีมีการช้ีนำท้ังสามแบบจำลองให้

ค่าความแม่นยำท่ีใกล้เคียงกัน โดยแบบจำลองแรนดอมฟอเรสต์มีความแม่นยำมากท่ีสุดเท่ากับ 

61.4% รองลงมาคือ เอกซ์จีบูสต์ 61.2% และวิธีเพื่อนบ้านใกล้ท่ีสุด k ตัว 59.3% ตามลำดับ 

นอกจากนี้ ในงานการทำนายลูกค้ายกเลิกบริการ ค่าความครบถ้วนก็เป็นอีกค่าท่ีสำคัญ เมื่อพิจารณา

ค่าความครบถ้วน พบว่า DQN ให้ค่าความครบถ้วนสูงท่ีสุดเท่ากับ 90.3% รองลงมาคือ Policy 

gradient เท่ากับ 84.7% และเมื่อพิจารณาในข้อมูลชุดท่ีมีแพตเทิร์นเปล่ียน ไป เห็นได้ว่าทุก

แบบจำลองมีค่าท้ังส่ีลดลงเมื่อเทียบกับสมรรถนะการทำนายของข้อมูลชุดท่ีหนึ่ง แต่แบบจำลองการ

เรียนรู้เสริมกำลัง Policy gradient ยังคงให้ค่าความแม่นยำสูงท่ีสุด เท่ากับ 83.7% รองลงมาคือ 

DQN ท่ีมีค่าความแม่นยำเท่ากับ 73.3% ในส่วนของแบบจำลองการเรียนรู้ ท่ีมีการช้ีนำท้ัง 3 
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แบบจำลองมีค่าความแม่นยำลดลงในข้อมูลชุดท่ีมีแพตเทิร์นเปล่ียนไป โดยแบบจำลองเอกซ์จีบูสต์ให้

ค่ามากท่ีสุดเท่ากับ 55.6% รองลงมาคือแรนดอมฟอเรสต์ 55.5% และ วิธีหาเพื่อนบ้านใกล้ท่ีสุด k ตัว 

53.3% ตามลำดับ 

ตารางท่ี 7 สรุปเปรียบเทียบสมรรถนะระหว่างแบบจำลองด้วยค่าความแม่นยำ ความเท่ียงตรง 

ความครบถ้วน และเอฟวันของข้อมูลชุดท่ีหนึ่ง และข้อมูลชุดท่ีมีแพตเทิร์นเปล่ียนไป 

แบบ 
จำลอง 

ข้อมูลชุดทีหน่ึง ข้อมูลชุดที่มีแพตเทิร์นเปลี่ยนไป 

ความ
แม่นยำ 

ความ
เที่ยงตรง 

ความ
ครบถ้วน 

เอฟวัน 
ความ
แม่นยำ 

ความ
เที่ยงตรง 

ความ
ครบถ้วน 

เอฟวัน 

Random 
forest 

61.4% 59.6% 63.0% 61.3% 55.5% 55.4% 48.8% 51.9% 

XGBoost 61.2% 59.8% 61.3% 60.5% 55.6% 55.4% 50.3% 52.8% 

kNN 59.3% 58.8% 54.1% 56.4% 53.3% 52.9% 46.1% 49.3% 

DQN 83.6% 78.9% 90.3% 84.2% 73.3% 66.2% 95.2% 78.1% 

Policy 
gradient 

86.3% 86.7% 84.7% 85.7% 83.7% 83.5% 84.0% 83.8% 

*หมายเหตุ ตัวหนาคือค่าท่ีมากท่ีสุดในคอลัมน์ 

นอกจากนี้ แบบจำลอง DQN และ Policy gradient ยังเป็นแบบจำลองท่ีมีความสามารถในการ

ปรับตัวกับข้อมูลได้ดี ดังแสดงในภาพท่ี 15 - 18 จากภาพท่ี 15 พบว่า ค่าความแม่นยำเฉล่ียในแต่ละ

รอบการเรียนรู้ของแบบจำลอง DQN ข้อมูลสอนและข้อมูลทดสอบของข้อมูลชุดทีหนึ่ง พิจารณาภาพ

ท่ี 15 (ซ้าย) กราฟมีแนวโน้มเพิ่มขึ้นเรื่อย ๆ โดยจะมีการเรียนรู้และปรับตัวอย่างรวดเร็วในช่วงแรก 

ในรอบท่ี 1 ระบบ (agent) จะยังทำนายได้ไม่ค่อยแม่นยำ ทำให้ค่าความแม่นยำมีค่าประมาณ 45% 

แต่เมื่อระบบได้ทำการเรียนรู้และปรับค่าน้ำหนักของโครงข่ายจากค่าผลรางวัลท่ีได้ในแต่ละรอบ จะ

เห็นว่าในรอบท่ี 25 ค่าความแม่นยำมีค่าเพิ่มขึ้นเป็น 57.5% และยังคงเพิ่มขึ้นเรื่อย ๆ จนถึงรอบท่ี 

200 ค่าความแม่นยำเท่ากับ 62.5% เช่นเดียวกับค่าความแม่นยำของข้อมูลทดสอบของข้อมูลชุดที

หนึ่ง ดังภาพท่ี 16 (ขวา) ในรอบท่ี 1 ของการเรียนรู้ แบบจำลอง DQN สามารถทำนายได้แม่นยำ

ประมาณ 57% เมื่อเรียนรู้จนถึงรอบท่ี 25 แบบจำลองสามารถทำนายได้แม่นยำสูงถึง 70% และ

ปรับตัวสูงขึ้นเรื่อย ๆ จนรอบท่ี 200 สามารถทำนายได้แม่นยำสูงถึง 83.6% เมื่อให้แบบจำลองเรียนรู้

ข้อมูลท่ีมีแพตเทิร์นเปล่ียนไป สำหรับภาพท่ี 16 (ซ้าย) แสดงสมรรถนะการทำนายข้อมูลสอน จะเห็น
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ว่าในรอบท่ี 1 สมรรถนะการทำนายของแบบจำลอง DQN ลดลงอยู่ท่ีประมาณ 50% และในรอบท่ี 

25 สามารถทำนายได้แม่นยำเพิ่มข้ึนจนถึง 53.5% และปรับตัวเพิ่มขึ้นเรื่อย ๆ จนรอบท่ี 200 ทำนาย

ได้แม่นยำถึง 56% เช่นเดียวกับค่าความแม่นยำของข้อมูลทดสอบของข้อมูลชุดท่ีมีแพตเทิร์น

เปล่ียนไป ดังภาพท่ี 16 (ขวา) 

พิจารณาภาพท่ี 17 และ ภาพท่ี18 แสดงค่าความแม่นยำเฉล่ียแต่ละรอบการเรียนรู้ของ

แบบจำลอง Policy gradient ซึ่งแสดงให้เห็นถึงการปรับตัวได้ดีกับข้อมูลท่ีเปล่ียนแปลงไป จากภาพท่ี 

17 (ซ้าย) ในรอบท่ี 1 ของการเรียนรู้ แบบจำลองสามารถทำนายข้อมูลชุดท่ีหนึ่งได้แม่นยำเท่ากับ 

50% เมื่อเรียนรู้จนถึงรอบท่ี 25 แบบจำลองสามารถทำนายได้แม่นยำเพิ่มขึ้นเป็น 58% และเพิ่มขึ้น

อย่างต่อเนื่องจนรอบท่ี 200 ท่ีให้ค่าความแม่นยำเท่ากับ 63% และในภาพท่ี 17 (ขวา) ได้ทำการ

ทดสอบความแม่นยำของแบบจำลอง Policy gradient กับข้อมูลทดสอบของชุดหนึ่ง กราฟจะมี

ลักษณะเช่นเดียวกัน คือในช่วงแรกของการเรียนรู้ในรอบท่ี 1 มีค่าความแม่นยำเท่ากับ 56% และ

ปรับตัวเพิ่มมากขึ้น จนรอบท่ี 200 สามารถทำนายได้แม่นยำ 86 .3% เมื่อพิจารณาสมรรถนะของ

แบบจำลองในชุดข้อมูลท่ีมีแพตเทิร์นเปล่ียนไป ภาพท่ี 18 แสดงถึงแบบจำลองสามารถปรับตัวและ

ทำนายได้ดี จากภาพท่ี 18 (ซ้าย) กราฟมีลักษณะเกือบเป็นเส้นตรง โดยเริ่มต้นสามารถทำนายได้

แม่นยำเท่ากับ 50% และทำนายได้แม่นยำขึ้นเรื่อย ๆ จนรอบท่ี 200 สามารถทำนายได้แม่นยำ 62% 

และเมื่อวัดสมรรถนะกับข้อมูลทดสอบดังภาพท่ี 18 (ขวา) แบบจำลองยังคงสามารถทำนายได้ดี โดย

เริ่มต้นท่ีความแม่นยำเท่ากับ 50% และเพิ่มขึ้นจนเท่ากับ 83.7% ในรอบท่ี 200 

 
ภาพท่ี 15 (ซ้าย) ค่าความแม่นยำเฉล่ียของแบบจำลอง DQN ในแต่ละรอบการเรียนรู้ของข้อมูลสอน

ชุดท่ีหนึ่ง (ขวา) ค่าความแม่นยำเฉล่ียของข้อมูลทดสอบชุดท่ีหนึ่ง 
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ภาพท่ี 16 (ซ้าย) ค่าความแม่นยำเฉล่ียของแบบจำลอง DQN ในแต่ละรอบการเรียนรู้ของข้อมูลสอน

ชุดท่ีสอง (ขวา) ค่าความแม่นยำเฉล่ียของข้อมูลทดสอบชุดท่ีสอง 

 
ภาพท่ี 17 (ซ้าย) ค่าความแม่นยำเฉล่ียของแบบจำลอง Policy gradient ในแต่ละรอบการเรียนรู้ของ

ข้อมูลสอนชุดท่ีหนึ่ง (ขวา) ค่าความแม่นยำเฉล่ียของข้อมูลทดสอบชุดท่ีหนึ่ง 

 
ภาพท่ี 18 (ซ้าย) ค่าความแม่นยำเฉล่ียของแบบจำลอง Policy gradient ในแต่ละรอบการเรียนรู้ของ

ข้อมูลสอนชุดท่ีสอง (ขวา) ค่าความแม่นยำเฉล่ียของข้อมูลทดสอบชุดท่ีสอง 
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บทท่ี 5 
สรุปผลการวิจัย 

5.1 สรุปผลการวิจัย 

วิทยานิพนธ์ฉบับนี้ได้นำเสนอแบบจำลองการเรียนรู้เสริมกำลังมาใช้ในการทำนายการยกเลิก

บริการของลูกค้า ท่ีมีลักษณะเป็นโจทย์การเรียนรู้แบบมีผู้สอน โดยได้ทำการทดลองกับข้อมูลท่ีมี

แพตเทิร์นของข้อมูลเปล่ียนไปจากเดิม โดยข้อมูลท่ีนำมาใช้ในงานวิจัยนี้ เป็นข้อมูลการใช้งานของ

ลูกค้าโทรคมนาคมแห่งหนึ่ง ซึ่งมีอัตราส่วนของลูกค้ายกเลิกบริการ และไม่ยกเลิกบริการเท่ากับ 

48%:52% ซึ่งเป็นข้อมูลท่ีสมดุล ผู้วิจัยได้ทำการจำลองข้อมูลขึ้นมาหนึ่งชุดท่ีมีแพตเทิร์นของข้อมูล

เปล่ียนไปจากเดิม นั่นคือลูกค้ามีสถานะท่ีเปล่ียนไป เช่น ลูกค้ามีสถานะเป็นไม่ยกเลิกบริการ แต่เมื่อ

เวลาผ่านไปลูกค้าจะมีสถานะเปล่ียนเป็นยกเลิกบริการ โดยในงานวิจัยนี้ได้ใช้แบบจำลองการเรียนรู้

เสริมกำลัง 2 แบบจำลอง คือ DQN และ Policy gradient เปรียบเทียบกับแบบจำลองการเรียนรู้

แบบมีการช้ีนำ 3 แบบจำลอง คือ แรนดอมฟอเรสต์ เอกซ์จีบูสต์ และ วิธีหาเพื่อนบ้านใกล้ท่ีสุด k ตัว 

ผลการทดลองพบว่า แบบจำลอง Policy gradient ให้ค่าความแม่นยำสูงท่ีสุดท้ังข้อมูลชุดทีหนึ่ง และ

ข้อมูลชุดสองท่ีมีข้อมูลท่ีแพตเทิร์นเปล่ียนไป โดยมีความแม่นยำเท่ากับ 86.3 % และ 83.7% 

ตามลำดับ รองลงมาคือ DQN ให้ค่าความแม่นยำเท่ากับ 83.6% และ 73.3% ตามลำดับ สำหรับ

แบบจำลองการเรียนรู้ของเครื่องอีก 3 แบบจำลอง แบบจำลองแรนดอมฟอเรสต์ และเอกซ์จีบูสต์ให้

ค่าความแม่นยำท่ีใกล้เคียงกัน นั่นคือ 61.4% และ 61.2% สำหรับข้อมูลชุดท่ีหนึ่ง และ 55.5% และ 

55.6% ในข้อมูลชุดท่ีสอง 

จากผลการทดลอง พบว่าแบบจำลองการเรียนรู้แบบเสริมกำลัง สามารถเรียนรู้ข้อมูลท่ีแพตเทิร์น

เปล่ียนไปจากเดิมได้ดีกว่าแบบจำลองการเรียนรู้แบบมีการช้ีนำ เนื่องจากแบบจำลองการเรียนรู้แบบมี

การช้ีนำเป็นการเรียนรู้ท่ีไม่โต้ตอบ (passive learning) นั่นคือ การท่ีแบบจำลองถูกสร้างกับข้อมูลชุด

หนึ่งแล้ว เมื่อข้อมูลมีลักษณะท่ีเปล่ียนไปจากเดิม แบบจำลองเดิมจะไม่สามารถทำนายข้อมูลใหม่นั้น

ได้อย่างแม่นยำ แต่แบบจำลองการเรียนรู้เสริมกำลังเป็นการเรียนรู้แบบเชิงรุก (active learning) โดย

จะมีระบบ (agent) ท่ีคอยส่ือสารกับส่ิงแวดล้อมอยู่ตลอดเวลา และระบบจะมีการเรียนรู้ซ้ำ ๆ โดยแต่

ละรอบในการเรียนรู้ ระบบจะได้ค่าผลรางวัลว่าการกระทำท่ีตัดสินใจทำไปนั้นเป็นการกระทำท่ีดี

หรือไม่ แล้วนำค่าผลรางวัลนั้นไปใช้ในการปรับแบบจำลองให้มีความแม่นยำการทำนายท่ีดียิ่งขึ้น 

ดังนั้น ในแต่ละรอบการเรียนรู้ระบบจะสามารถทำนายได้แม่นยำมากยิ่งขึ้น และเมื่อมีข้อมูลท่ีมี
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แพตเทิร์นเปล่ียนไปเข้ามาเป็นข้อมูลใหม่ ระบบจะทำการเรียนรู้ข้อมูลนั้นซ้ำ ๆ และมีการนำค่าผล

รางวัลท่ีได้มาปรับให้สามารถทำนายได้แม่นยำมากยิ่งขึ้นนั่นเอง 

5.2 แนวทางงานวิจัยในอนาคต 

เนื่องจากงานวิจัยนี้ได้ทำการทดลองกับข้อมูลท่ีไม่มีความสัมพันธ์กัน นั่นคือข้อมูลลูกค้า

หนึ่งคน จะถูกเก็บเป็นข้อมูลหนึ่งแถว ไม่เป็นแถวลำดับต่อเนื่องกัน แต่การเรียนรู้เสริมกำลังยัง

สามารถจัดการกับข้อมูลท่ีมีลักษณะเป็นลำดับต่อเนื่องกันได้ดี ดังนั้น งานวิจัยในอนาคตอาจทำการ

ทดลองกับข้อมูลอนุกรมเวลา หรือข้อมูลท่ีมีการกระทำเป็นลำดับ 
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