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learning implemented on FPGA) อ.ท่ีปรึกษาหลกั : ผศ. ดร.สุรีย ์พุ่มรินทร์ 

  
เพื่อการเพิ่มผลผลิตของพืชในอนาคต การระบุสภาวะความเครียดของพืชถือวา่เป็นงาน

หน่ึงท่ีมีส าคญัในการเก็บคุณลกัษณะของพืชเพื่อใช้ในพฒันาสายพนัธุ์  ในงานวิจยัน้ี ผูว้ิจยัไดใ้ช้
แบบจ าลอง CNN และแบบจ าลอง CNN+LSTM ในการตรวจหาสภาวะเครียดของพืชในระยะ
เร่ิมต้น  ( Early stress detection ) เน่ืองจากการขาดสารอาหาร  ชุดข้อมูล ท่ีใช้ในงานวิจัย
ประกอบด้วยรูปภาพมากกว่า 40,000 ภาพของตน้ขา้วฟ่างท่ีถูกถ่ายในด้านหน้า  ด้านขา้ง และ 
ดา้นบน โดยตน้ขา้วฟ่างท่ีถูกเล้ียงโดยการจ ากดัสารอาหารในการทดลองน้ี จะถูกแบ่งออกเป็น 3 
กลุ่ม ประกอบด้วย  100/100 (100% ammonium/100% nitrate), 50/10, และ 10/10  แบบจ าลอง 
CNN ( Convolution neural network ) แรกจะถูกสร้างอยู่บนบอร์ด  PYNQ-Z1 ซ่ึ งเป็นบอร์ด 
System On Chip (SOC) ท่ีส่วน FPGA สามารถโปรแกรมการใชง้านไดด้ว้ยภาษา Python ร่วมกบั 
High level synthesis tool  [Vivado HSL] ซ่ึ งจะสามารถท าให้การประมวลผลการตรวจจับ
ลกัษณะผิดปกติ ได้เร็วมากกว่า CPU ARM Cortex-A9 ท่ีติดตั้งอยู่บน PYNQ ได้ถึง 38 เท่า ใน
ส่วนท่ีสอง แบบจ าลอง CNN+LSTM จะถูกแบ่งออกเป็น  2 ส่วน  คือ ส่วนสกัดคุณลักษณะ 
(Feature Extraction) และส่วนแยกแยะ (Classification Network) VGG16 ท่ีถูกฝึกกบัชุดขอ้มมูล 
ImageNet จะถูกใช้ในการสกดัคุณลกัษณะ LSTM จะถูกใช้เป็นส่วนแยกแยะระบุสภาวะเครียด 
ผลการทดลองแสดงให้เห็นว่า VGG16+LSTM สามารถระบุสภาวะความเครียดของขา้วฟ่างไดท่ี้
ความแม่นย  ามากกวา่ 85% หลงัจากตน้พืชถูกท าใหข้าดสารอาหารไปแลว้ 2 วนั 
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KEYWORD: convolutional neural network (CNN), FPGA, LSTM, Plant stress 
 Krit Rojanarungruengporn : Early stress identification in plant using deep learning 

implemented on FPGA. Advisor: Asst. Prof. SUREE PUMRIN 
  

In order to ensure the availability of food in the future, plant stress identification is 
one of the crucial tasks used in plant phenotyping to develop better crops. In this research, we 
use a convolution neural network (CNN) and convolution neural network  combined with 
LSTM to identify the early state of plant stress caused by a deficiency of nutrients. We use a 
treatment study dataset of sorghum (S. bicolor) which consists of more than 40,000 images of 
growing sorghum images captured in the phenotyping facility in 3 views. The experiment 
studies plant growing under 3 treatment conditions: 100/100 (100% ammonium/100% nitrate), 
50/10, and 10/10. The first CNN will be used on PYNQ-Z1 board which is System On Chip 
(SOC) board. The FPGA of this board can be programmed with Python language together with 
High level synthesis tool [Vivado HSL] to accelerate processing time upto 38 times compared 
to its CPU part, ARM Cortex-A9. The second network is divided into two parts: the features 
extraction and classification network. VGG16 with pre-trained weights from the ImageNet 
dataset is used as the feature extractor. LSTM cell with multi-layer perceptron (MLP) is used to 
classify extracted features to determine the stress of the plants after subjected to the stressor. 
The result revealed that the network can detect the stress at the accuracy of more than 85% at 2 
days after plants subjected to the stressor treatment. 
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บทที่ 1 บทน า 
1.1 ความเป็นมา 

หากพิจารณาจากขอ้มูลการเพิ่มขึ้นของประชากรตั้งแต่อดีตถึงปัจจุบนั จะสามารถประมาณ
ไดว้า่ ในปี 2050 จ านวนประชากรบนโลกจะมีมากกวา่ 9 พนัลา้นคน ซ่ึงการผลิตอาหารส าหรับ
จ านวนประชากรขนาดน้ีถือว่าเป็นส่ิงท่ีไม่สามารถท าไดใ้นปัจจุบนั [1] และเป็นเร่ืองท่ีทา้ทาย
มากหากจะผลิตไดอ้ยา่เพียงพอในอนาคต หากพิจารณาในแง่ผลผลิตทางการเกษตรเพื่อการ
บริโภค จะพบวา่ค่าเฉล่ียความสามารถในการผลิตนั้นเพิ่มขึ้นเพียงปีละ 1.3%  เท่านั้น ซ่ึงเป็นไป
ไม่ไดเ้ลยท่ีจะสามารถเผลิตไดเ้พียงพอต่อความตอ้งการในอนาคต จากขอ้เทจ็จริงน้ีเอง การเพิ่ม
ผลผลิตทางการเกษตรเพื่อการบริโภคจึงเป็นปัญหาท่ีส าคญัมากอยา่งหน่ึงท่ีตอ้งเตรียมความ
พร้อมก่อนท่ี ประชากรทัว่โลกจะตอ้งเจอกบัปัญหาการขาดแคลนอาหารในอนาคต จาก
งานวิจยัในปัจจุบนัพบวา่ การหาความสัมพนัธ์ระหวา่งลกัษณะส่วนผสมของยนี (Genotype) 
และลกัษณะท่ีปรากฏออกมาของพืช (Phenotype) ทั้งภายนอก เช่น สีของดอก ขนาดของผล 
และ ลกัษณะภายใน เช่น หมู่เลือด ระดบัน ้าตาลในผล จะท าใหผู้ผ้ลิตสามารถท่ีจะคดัเลือกตน้
พืชท่ีสามารถใหผ้ลผลิตไดม้าก  มีความตา้นทานโรค หรือสภาพอากาศ ไดร้วดเร็วและมี
ประสิทธิภาพมากขึ้น ซ่ึงหากใชร่้วมกบัเทคโนโลยท่ีีสามารถจดัเรียงล าดบันิวคลีโอไทดภ์ายใน
โครงสร้าง DNA อยา่งเช่น NGS (Next Generation DNA Sequencing) ซ่ึงมีความกา้วหนา้อยา่ง
มากในปัจจุบนั จะท าใหผู้ผ้ลิตสามารถท่ีจะพฒันาสายพนัธุ์พืชท่ีใหผ้ลผลิตและคุณภาพมากขึ้น 
ผา่นการผสมกนัในระดบัโมเลกุล (Molecular Breeding)ได ้[2] นอกจากน้ีการระบุไดถึ้งตน้พืช
ท่ีมีความตา้นทานต่อโรคและสภาพแวดลอ้มต่างๆ จะท าใหผู้พ้ฒันาสายพนัธุ์  น ายนีท่ีมีความ
ตา้นทานน้ีไปพฒันาสายพนัธุ์พืชท่ีมีความตา้นทานมากขึ้นได ้ซ่ึงจะท าใหล้ดความสูญเสียของ
ผลผลิตท่ีเกิดจากโรคหรือสภาพแวดลอ้มต่างๆได ้ 

อยา่งไรก็ตาม ในปัจจุบนั โดยส่วนมากการเก็บลกัษณะท่ีปรากฏของพืชทั้งภายนอกและ
ภายใน (Plant phenotyping) ยงัเป็นการเก็บขอ้มูลท่ีใชแ้รงงานคนเป็นหลกั ไม่วา่จะเป็น การเก็บ
ลกัษณะใบ จ านวนใบท่ีเกิดขึ้น การติดตามการเจริญเติบโต ระยะออกดอกหรือออกผล ความ
เขม้ของสีใบ มากไปกวา่นั้น บางลกัษณะของพืชจ าเป็นท่ีจะตอ้งใชผู้เ้ช่ียวชาญ หรือ แมก้ระทัง่
จ าเป็นตอ้งส่งตวัอยา่งเขา้ห้องทดลองเพื่อเก็บขอ้มูล  ซ่ึงในการเก็บขอ้มูลในแต่ละรอบนั้น  
จ าเป็นตอ้งใชต้วัอยา่งทดลองเป็นจ านวนมาก และพืชยงัเป็นส่ิงมีชีวิตท่ีเจริญเติบโตอยา่ง
ต่อเน่ือง ในการเก็บขอ้มูลแต่ละคร้ัง จึงจ าเป็นตอ้งใชช่้วงเวลาค่อนขา้งนาน จึงท าใหก้ารเก็บ
ขอ้มูลดว้ยแรงงานคนนั้น มีความยากล าบากและมีค่าใชจ่้ายสูง แมว้า่ในภาคของการท าวิจยัจะมี
การพฒันาระบบการเก็บลษัณะพนัธุ์พืชโดยใชเ้ทคโนโลยทีางดา้นการประมวลผลภาพ 
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(Computer vision) และหุ่นยนตแ์ลว้ แต่ก็ยงัเป็นระบบท่ีมีค่าใชจ่้ายสูง และยงัตอ้งการการ
พฒันาอีกหลากหลายดา้น ดว้ยเหตุน้ีในปัจจุบนัการเก็บลกัษณะของพืชจึงเป็นขอ้จ ากดัในการ
แยกลกัษณะทางพนัธุ์กรรมของพืช ท่ีเก่ียวกบัการเจริญเติบโต ความตา้นทานสภาวะ
ความเครียด (Stress) หรือ ผลผลิต  

ดว้ยความกา้วหนา้ของเทคโนโลยทีางดา้นการประมวลผลภาพ Computer vision และ
อุปกรณ์การถ่ายภาพท่ีมีราคาต ่าลง ท าใหก้ารพฒันาระบบการเก็บขอ้มูลลกัษณะของพืช (Plant 
Phenotyping Platform) ท่ีสามารถท างานไดดี้โดยไม่จ าเป็นตอ้งใชเ้งินทุนสูงมากเป็นไปไดม้าก
ขึ้น  ในวิทยานิพนธ์เล่มน้ีจะน าเสนอระบบการเก็บขอ้มูลลกัษณะของพืชพร้อมทั้งระบุสภาวะ
เครียดของพืชท่ีเกิดขึ้นจากความผิดปกติของสภาพแวดลอ้ม โดยใชก้ารเรียนรู้เชิงลึก (Deep 
learning) บนอุปกรณ์ลอจิกแบบควบคุมได ้(FPGA)  

 
1.2 การทบทวนบทประพนัธ์ 

1.2.1 การระบุรู้และการตดัเฉพาะส่วนท่ีสนใจของภาพ (Identification and Segmentation) 
ในการเก็บลกัษณะของพืชโดยใชก้ารประมวลผลภาพนั้น จ าเป็นตอ้งประมาณ

ค่าพารามิเตอร์หลากหลายอยา่ง เช่น การระบุรู้ (Detection) การแบ่งภาพเฉพาะส่วน 
(Segmentation) การติดตามส่วนๆหน่ึงของภาพตลอดช่วงเวลาหน่ึงๆ (Tracking across time) 
โดยส่วนมากจะเป็นการติดตามพืชทั้งตน้ หรือ ติดตามใบแต่ละใบของตน้พืช [3]  

หากพิจารณาโดยคร่าวๆแลว้ อาจจะมองไดว้า่การเก็บลกัษณะพืชนั้นจะเหมือนกบัปัญหา
การระบุใบไม ้หรือ การตดัใบไมอ้อกจากภาพ ท่ีภาพประกอบดว้ยใบไมเ้พียงใบเดียวเป็น
ส่วนประกอบหลกั ดงัรูปท่ี 1 

 

 
รูปท่ี 1 ภาพตัวอย่างของปัญหาการระบุใบไม้ท่ีประกอบด้วยใบไม้เป็นองค์ประกอบหลัก 

ซ่ึงมีการท าการวิจยัโดยวิธีการการเรียนรู้แบบไม่มีผูส้อน (Unsupervised learning)[4, 5] 
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วิเคราะห์จากรูปร่าง (Shape-based)[6, 7] แต่ทวา่ในความเป็นจริงแลว้การเก็บลกัษณะพืชนั้นมีความ
ยากมากกวา่มาก เพราะ ตอ้งท าการระบุและตดัภาพเฉพาะใบไมบ้นตน้พืช ท่ีไม่ไดมี้แค่หน่ึงใบหรือ
ท่ีเรียกวา่ปัญหา Multi-instance segmentation ดงัรูปท่ี 2 
 

 
รูปท่ี 2 ภาพตัวอยากการเกบ็ลักษณะของพืชท่ีมีการระบุและแยกใบแต่ละใบ[3] 

 

 ซ่ึงไม่เพียงแต่ตอ้งแยกใบไมพ้ร้อมกนัหลายใบ แต่ใบไมแ้ต่ละใบยงัแตกต่างกนัออกไปดว้ย รวมถึง 
รูปร่างท่ีซบัซอ้น ท่าทางของใบต่อกลอ้ง สีสัน ต าหนิ และลกัษณะต่างๆ  โดยเฉพาะในการถ่ายจาก
มุมมองบน (Top view) ยงัมีปัญหาเร่ืองของการทบัซ้อนของใบอยูด่ว้ย หากพิจารณาถึงงานวิจยัท่ีมี
ปัจจุบนัจะพบวา่วิธีการการแยกแบบมีผูส้อนและไม่มีผูส้อน (Supervised and Unsupervised Plant 
Segmentation) ถูกใชอ้ยา่งแพร่หลายในการแกปั้ญหาน้ี ในงานวิจยั [8]  ไดท้ าการเปรียบเทียบ
เทคนิค Feature selection ต่างๆ ประกอบดว้ย Correlation-based Feature Selector (CFS), Chi-Squared, 
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Information Gain และ Gain Ratio ซ่ึงท างานร่วมกบัเทคนิค Classification ต่อไปน้ี Naïve Bayes, K-
Nearest Neighbors, C4.5, Random forest, ANN, PLS-DA, SVM และ Logistic ในการคดัลกัษณะ
ของตน้อ่อน (Seedling) โดยผลของการวิจยัพบวา่การใช ้Feature selection นั้น  จะมีโอกาสเพิ่มค่า
ความแม่นย  าในการแยกไดสู้งสุดถึง 7.4% และคู่ของกระบวนการท่ีใชใ้หค้วามแม่นย  าในการแยกดี
ท่ีสุดถึง 80% ซ่ึงมาจากการใช ้Chi-Squared ร่วมกบั Logistic ในงานวิจยั [9]ไดใ้ช ้Adaptive 
Thresholding algorithm ในการแยกส่วนของใบไมอ้อกจากภาพพื้นหลงั ซ่ึงสรุปวา่ สามารถใชก้บั
ขอ้มูลประเภท Real-time video ไดอ้ยา่งมีประสิทธิภาพ  นอกจากน้ียงัมีการน าเทคโนโลยทีาง 
Stereo imaging ในการแกปั้ญหาใบท่ีทบัซอ้นและสร้าง 3D Model ของตน้พืชดงัท่ีพบใน [10-13] 
ใน [14] ผูเ้ขียนแยกและติดตามใบของตน้ Arabidopsis บนฟลูออเรสเซนตว์ิดีโอ โดยใชเ้ทคนิค 
Chamfer-derived energy functional ร่วมกบั แบบของใบไม ้(Leaf Template) ท่ีเตรียมมาก่อน [15] 
เสนอเทคนิคการตดัส่วนของภาพ หลากหลายวตัถุ ท่ีมีการทบัซอ้นกนั โดยการเรียนรู้เพื่อแยกวตัถุ
เตม็ และส่วนของวตัถุและประมาณส่วนท่ีขาดขึ้นมา และมีการใช ้Graphical methods ในการแยก
วตัถุท่ีซอ้นทบักนัใน [16] 

1.2.2 การจ าแนกกลุ่ม (Classification) 
 ในการเก็บลกัษณะของพืชและระบุเม่ืออยูใ่นสภาวะเครียดนั้นมีการน าเทคโนโลยทีางดา้น 
Machine learning มาใชอ้ยา่งหลากหลายรูปแบบซ่ึงสามารถเห็นไดจ้ากรูปท่ี 3 พบไดใ้นงานวิจยั
ต่างๆในตารางท่ี 1  
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ตารางท่ี 1 งานวิจัยท่ีมีการน า Machine learning algorithm มาใช้ในการเกบ็ลักษณะพืชขณะเกิดภาวะเครียด[17] 
ลกัษณะการใชง้าน 

ML Algorithm 
ประเภท ML Algorithm เซ็นเซอร์ ชนิดของพืช ลกัษณะท่ีเก็บ 

ประเภทของ
สภาวะความเครียด 

อา้งอิง 

การระบุรู้ 
(Identification) 

SViM Hyperspectral มะเขือเทศ ลกัษณะการขาดน ้า สภาวะแห้งแลง้ [18] 

การระบุรู้ 
(Identification) 

SVM, linear kernel, 
quadratic kernel (QP), 
radial basis function 
(RBF), multilayer 

perceptron (MLP), and 
polynomial kernel 

รูป RGB มะเขือเทศ ใบเหลือง สภาวะติดโรค [19] 

การระบุรู้ 
(Identification) 
และ การแยก 
(Classification) 

Naïve Bayes (NB), 
simple logistic (SL), 

LibSVM (SVM), 
LibLINEAR (LINE), MLP 

(BNN), functional trees 
(FT), random forests 
(RF), classifier for 

generating a grafted 
C4.5 decision tree (J48) 

Hyperspectral 
Brassica 
napus L. 

Alternaria alternata, 
Alternaria brassicae, 

Alternaria 
brassicicola, 

and Alternaria dauci 

สภาวะติดโรค [20] 

การแยก 
(Classification) 

SVM รูป RGB 
Arabidopsis 

(Arabidopsis thaliana L.) 
แบคทีเรีย 

Salmonella 
สภาวะติดโรค [21] 

การแยก 
(Classification) 

Bayesian classifier รูป RGB Arabidopsis 
แบคทีเรีย 

Salmonella 
สภาวะติดโรค [22] 

การระบุรู้ 
(Identification) 
และ การแยก 
(Classification) 

Linear discriminant 
analysis (LDA) and 

K-means 
รูป RGB 

Trifolium 
subterraneum L. 

Ozone สภาวะมลพิษ [23] 
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รูปท่ี 3 ลักษณะการน า Machine Learning Algorithm มาใช้ในการแยกลักษณะของพืชแบบต่างๆ[17] 
 

นอกจากน้ียงัมีการน าการเรียนรู้เชิงลึก (Deep Learning) มาใชใ้นการระบุรู้เม่ือพืชเกิด
สภาวะเครียด ซ่ึงสามารถพบไดใ้นงานวิจยัในตารางท่ี 2  
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ตารางท่ี 2 งานวิจัยท่ีมีการน า Deep learning algorithm มาใช้ในการเกบ็ลักษณะพืชขณะเกิดภาวะเครียด[24] 
ลกัษณะการใชง้าน 

DL Algorithm 
ประเภท DL 
Algorithm 

ชนิดของพืช ลกัษณะท่ีเก็บ 
ประเภทของสภาวะ

ความเครียด 
อา้งอิง 

Prediction DNN มะเขือเทศ ลกัษณะการขาดน ้า 
ความเครียดท่ีเกิดจาก

ส่ิงแวดลอ้ม 
[25] 

การแยก 
(Classification) 

AlexNet, GoogLeNet มะเขือเทศ 

Tomato yellow leaf curl virus, 
tomato mosaic virus, target 
spot, spider mites, Septoria 
spot, leaf mold, late blight, 
early blight, bacterial spot 

สภาวะติดโรค [26] 

การระบุรู้ 
(Identification) 

LeNet architecture กลว้ยหอม 
Early scorch, cottony mold, 
ashen mold, late scorch, tiny 

whiteness 
สภาวะติดโรค [27] 

การระบุรู้ 
(Identification) 

CNN แตงกวา 

Melon yellow spot virus, 
zucchini yellow mosaic virus, 

cucurbit chlorotic yellows 
virus, cucumber mosaic virus, 

papaya ring spot virus, 

สภาวะติดโรค [28] 

 
ซ่ึงจากงานวิจยัต่างๆน้ีพบวา่การน ากระบวนการการเรียนรู้เชิงลึกมาใชใ้นการเก็บลกัษณะ

พชืนั้น มีประสิทธิภาพมากในการตรวจพบสภาวะความเครียดท่ีเกิดขึ้น โดยเฉพาะเม่ือใชร้วมกบั
เทคโนโลย ีHyperspectral Imaging ซ่ึงท าใหส้ามารถระบุรู้ถึงสภาวะเครียดท่ีจะเกิดขึ้นก่อนท่ีตา
มนุษยจ์ะมองเห็น [24]   

หากพิจารณาถึงการใชง้านร่วมกนัของกระบวนการเรียนรู้เชิงลึกและขอ้มูลท่ีไดจ้าก 
Hyperspectral Camera แลว้จะพบวา่ การประมวลผลขอ้มูลภาพ Hyperspectral นั้น จ าเป็นอยา่งมาก
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ท่ีตอ้งการอุปกรณ์ท่ีมีพลงัการค านวณสูง[29] เพราะขอ้มูลภาพ Hyperspectral จะถูกเก็บอยูใ่นรูป
ของ 3D Hypercube ดงัรูปท่ี 4 

 

 
รูปท่ี 4 ตัวอย่างภาพถ่าย Hyperspectral ของใบไม้ (a) แถวของรูปภาพของช่วงความยาวคล่ืนต่างๆ 
ท่ีรวมกันเป็น 3D Hypercube (b) กราฟแสดงการสะท้อนของแสงในช่วงความยาวต่างๆ ของ Pixel 
หน่ึงๆ บนภาพถ่าย Hyperspectrum [30] 
 

ประกอบกบัการใชง้านการตรวจสภาวะความเครียดของพืชท่ีเกิดขึ้นในระยะเร่ิมตน้นั้น จ าเป็นท่ีจะตอ้ง

มีการระบุรู้แบบทนัที (Real time) และในหลายๆการใชง้านระบบการเก็บลกัษณะและตรวจรู้สภาวะความเครียดน้ี

ถูกใชง้านร่วมกบัอากาศยานไร้คนขบั จึงท าให้การวิเคราะห์ภาพ Hyperspectral ตอ้งการอุปกรณ์ท่ีมีพลงัการค านวณ

สูงและกินพลงังานต ่า [31] 

1.2.3 การเก็บลกัษณะของพืช (Plant Phenotyping) 

 
รูปท่ี 5 แสดงกล้องท่ีใช้ในการบันทึกภาพในช่วงความยาวคล่ืนแสงช่วงต่างๆ[29] 
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งานวิจยัหลายงานระบุวา่ ภาพของตน้พืชท่ีถูกถ่ายในช่วง VIS (400-700nm) 

สามารถท่ีจะน ามาใชป้ระมาณค่าปริมาตรของตน้พืช และพื้นท่ีของใบได ้ซ่ึงสามารถน าค่า
เหล่าน้ีมาค านวณหาชีวมวล (Biomass) ของตน้พืชในส่วนท่ีอยูเ่หนือดินได ้ดงัพบใน [32-
34] และวิดีโอท่ีถูกถ่ายในช่วง VIS ยงัสามารถใชใ้นการค านวณหาค่าอตัราการเจริญเติบโต 
(Plant Growth Rate) ได ้ดงัพบใน [35, 36] ในช่วง NIR และ SWIR จะเป็นช่วงท่ีน ้าในใบ
ดูดกลืนแสงไดดี้ จึงสามารถใชใ้นการวดัค่าปริมาณน ้าในใบได ้(Leaf Relative Water 
Content) [37] และการสะทอ้นของแสงในช่วง NIR น้ียงัสามารถบ่งบอกถึงความหนาของ
ใบ (Leaf Thickness) ไดด้ว้ยดงัปรากฏในงานวิจยั [37]  
นอกจากน้ีในช่วง TIR/LWIR ยงัสามารถสร้างภาพถ่ายความร้อนได ้ซ่ึงมีการถูกน ามาใช้
ในการวดัอุณหภูมิใบ ซ่ึงสามารถน ามาวดัการตอบสนองต่อสภาวะความเครียดท่ีเกิดจาก
ความเคม็ของดินได ้(Salinity Stress) [38] นอกจากน้ียงัมีช่วงคล่ืนอีกช่วงท่ีสามารถวดั
ความสามารถในการสังเคราะห์ดว้ยแสงของใบไดน้ัน่ก็คือ ช่วง Chlorophyll fluorescence 
(700-800nm) [39] 
 อยา่งไรก็ตาม การถ่ายภาพในช่วง VIS และ NIR นั้นก็ยงัมีขอ้เสียจากช่วงกวา้งของ
ความยาวคล่ืน ท่ีท าใหเ้กิดสัญญาณรบกวนไดง้่ายซ่ึงบางทีก็จะท าใหส้ัญญาณภาพในช่วง
ความยาวคล่ืนท่ีสนใจสูญหายได ้ซ่ึงปัญหาน้ีสามารถแกไ้ขไดห้ากใชก้ลอ้ง Hyperspectrum 
ในการถ่าย เน่ืองจาก กลอ้งสามารถใหข้อ้มูลท่ีมีความละเอียดของช่วงความยาวคล่ืนใน
ระดบั nm ส าหรับทุกจุด Pixel บนภาพถ่าย แต่อยา่งไรก็ตามกลอ้งประเภทน้ียงัมีราคาท่ีสูง
มากและจ าเป็นตอ้งใชร้ะบบประมวลผลท่ีมีก าลงัการค านวณสูงมาก[29] 
 ในงานวิจยัน้ีผูเ้ขียนมองเห็นถึงความส าคญัของกลอ้ง Hyperspectrum ในการเก็บ
ลกัษณะของพืชรวมถึงการระบุรู้ถึงสภาวะความเครียดของพืช ประกอบกบัความกา้วหนา้
ของเทคโนโลยทีั้งดา้น Computer Vision และ Deep Learning ผูเ้ขียนจึงเสนอระบบระบุรู้
ถึงสภาวะความเครียดในระยะเร่ิมตน้ ท่ีใชก้ระบวนการการเรียนรู้เชิงลึก ซ่ึงถูกติดตั้งอยู่บน 
FPGA ท่ีเป็นอุปกรณ์ท่ีมีพลงัการค านวณสูงและใชพ้ลงังานต ่า โดยใชเ้คร่ืองมือการ
สังเคราะห์ระดบัสูง (High Level Synthesis Tool) Vivado HSL ในการสร้าง แต่ดว้ย
ขอ้จ ากดัในการเขา้ถึงของกลอ้ง Hyperspectrum ซ่ึงมีราคาสูงมาก ผูเ้ขียนจึงจะเสนอระบบ
ท่ีใชก้บักลอ้งในช่วง VIS แทน โดยคาดหวงัให้ระบบน้ีสามารถน าไปพฒันาต่อเพื่อใชใ้น
การวิเคราะห์ภาพจากกลอ้ง Hyperspectrum ไดโ้ดยง่าย นอกจากน้ีเพื่อเพิ่มประสิทธิภาพ
ของแบบจ าลองในการระบุสภาวะความเครียดของตน้พืชในระยะเร่ิมตน้จึงเสนอ
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แบบจ าลอง CNN+LSTM โดยใชแ้บบจ าลอง State of the art ท่ีใชก้นัอยูใ่นปัจจุบนัผา่น
วิธีการ Transfer Learning เพื่อใชใ้นการเรียนรู้ลกัษณะสภาวะความเครียดท่ีมีความสัมพนัธ์
เชิงเวลา 
 

1.3 วัตถุประสงค์ 
เพื่อพฒันาระบบระบุรู้ถึงสภาวะความเครียดของตน้ขา้วฟ่างท่ีขาดสารอาหาร ซ่ึงใช้

กระบวนการทาง Computer vision และ Deep Learning ประเภท CNN (Convolution Neural 
Network) บน FPGA ดว้ย Vivado HLS  

1.4 ขอบเขต 

• ระบบจะรับขอ้มูลรูปภาพมาเพื่อด าเนินการวิเคราะห์ 
• Dataset : Dataset: High-throughput profiling identifies resource use efficient and 

abiotic stress tolerant sorghum varieties : 96,867 PNG images [40]   
• แบบจ าลอง CNN จะถูกใชเ้พื่อระบุวา่ตน้พืชอยูใ่นสภาวะเครียดหรือไม่ 
• แบบจ าลอง CNN จะถูกฝึกและปรับค่าบนคอมพิวเตอร์ท่ีติดตั้งการ์ดจอ Nvidia 
• แบบจ าลองท่ีถูกฝึกแลว้จะถูกถ่ายไปยงับอร์ด PYNQ-Z1 เพื่อด าเนินการระบุสภาวะเครียด

ของพืชบน FPGA 
• แบบจ าลอง CNN+LSTM จะถูกใชเ้พื่อระบุวา่ตน้พืชอยูใ่นสภาวะเครียดหรือไม่ 
• แบบจ าลอง CNN+LSTM จะถูกฝึกและปรับค่าบนคอมพิวเตอร์ท่ีติดตั้งการ์ดจอ Nvidia 
• ค่าความแม่นย  าในการท านายสภาวะความเครียดของพืชตอ้งมากกวา่ 80% 

 
1.5 ประโยชน์ 

1. ใชเ้ป็นระบบในการเฝ้าติดตามเฝ้าระบุการเกิดสภาวะเครียดของพืชเพื่อเตือนถึงความ
ผิดปกติในระยะเร่ิมตน้แก่ระบบเก็บลกัษณะพืช (Plant Phenotyping) เพื่อป้องกนัความ
สูญเสียของผลผลิต และพฒันาสายพนัธุ์พืชต่อไป 

2. เป็นระบบท่ีสามารถพฒันาต่อยอดเพื่อใชก้บัเทคโนโลยภีาพ Hyperspectral Imaging ได ้
 

          บทที่ 2 ทฤษฎีและหลกัการ 
2.1 การเกบ็ลกัษณะพืช (Plant Phenotyping) 

การเก็บลกัษณะของพืช (Plant Phenotyping) คือ การอธิบายลกัษณะทาง กายวิภาค 
การเจริญเติบโต หรือ พฒันาการ สรีรวิทยา และทางชีวเคมี ของตน้พืชในเชิงปริมาณ ซ่ึง
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การเก็บลกัษณะของพืชนั้นมีการท ามาอยา่งต่อเน่ืองมาตั้งแต่สมยัก่อน โดยนกัวิทยาศาสตร์ 
นกัวิจยั หรือผูป้ลูกพืช ซ่ึงมีขั้นตอนการเก็บขอ้มูลท่ีหลากหลายและซบัซอ้นในบางลกัษณะ
ท่ีเก็บ ซ่ึงในปัจจุบนัน้ีการเก็บขอ้มูลส่วนใหญ่ก็ยงัคงท าโดยมนุษยเ์ป็นหลกั  
2.1.1 ประเภทของการเก็บลกัษณะพืชท่ีใชอ้ยูใ่นปัจจุบนั 

1. เก็บโดยใชห้ลกัการการสะทอ้นและดูดกลืนเชิงสเปกตรัมของ ใบ ล าตน้ ของ
พืช หรือ ตน้ไม ้

a. โดยส่วนมากจะเป็นการอา้งอิงกบัสีของใบไมเ้ป็นหลกั เน่ืองจากสี
เขียวของใบไมน้ั้นจะถูกก าหนดโดยปริมาณและการพฒันาของสาร 
คลอโรฟิลล ์ซ่ึงจะเปล่ียนแปลงไปตามการเจริญเติบโต สารอาหารท่ี
ไดรั้บ และสภาวะความเครียดท่ีเกิดขึ้นกบัตน้พืช 

b.  ดชันีท่ีใชว้ดั : Normalized difference vegetation index (NDVI) 
i. หลกัการ : ดชันีน้ีจะใชห้ลกัการเปรียบเทียบระหวา่งช่วง VIS 

(Visible light spectrum) ซ่ึงเป็นช่วงท่ีมีการดูดกลืนแสงของ
คลอโรฟิลลม์ากท่ีสุด และ NIR (Near Infrared) ซ่ึงไม่มี
ผลกระทบจากการสังเคราะห์ดว้ยแสง 

ii. สมการของ NDVI : 𝑁𝐷𝑉𝐼 =  
𝑁𝐼𝑅−𝑉𝐼𝑆

𝑁𝐼𝑅+𝑉𝐼𝑆
 

2. เก็บขอ้มูลผา่นอุณหภูมิของใบ หรือ เรือนยอด (Canopy) 
a. เน่ืองจากเน้ือเยือ่ของพืชนั้นจะถูกท าใหอุ้ณหภูมิต ่าลงผา่นการคายน ้า

ของใบ ขอ้มูลอุณหภูมิใบจึงสามารถน ามาหาอตัราการหายใจหรือ
คายน ้าของพืชได ้

i. ซ่ึงอตัราการหายใจน้ีจะสามารถน ามาเฝ้าระวงัสภาวะ
ความเครียดท่ีเกิดจากโรคท่ีส่งผลกระทบต่ออตัราการหายใจ
ของพืชได ้

ii. นอกจากน้ียงัสามารถบ่งบอกถึงความตอ้งการน ้าของตน้พืช
ไดอี้กดว้ย 

b. ปัญหา  
i. อุณหภูมิของตน้พืชขึ้นอยูก่บัสภาพแวดลอ้มรอบๆตน้พืชนั้น

มาก หากสภาพแวดลอ้มเปล่ียนแปลงจะท าใหอุ้ณหภูมิ
เปล่ียนไปดว้ย จึงยากท่ีจะค านวณหาอุณหภูมิท่ีโดนกระทบ
โดยอตัราการหายใจได ้
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3. ขนาด รูปร่าง โครงสร้าง และการเจริญเติบโตของพืช 
a. โดยจะถูกแบ่งการเก็บลกัษณะออกเป็น 2 อยา่งคือ 

i. ส่วนท่ีอยูใ่ตดิ้น : ราก ประสิทธิภาพในการเจริญเติบโตของ
ตน้ไมน้ั้นขึ้นอยูก่บัโครงสร้างและการท างานของระบบราก
เป็นส าคญั 

ii. ส่วนท่ีอยูเ่หนือพื้นดิน : ล าตน้ ใบ เรือนยอด 
1. ความสัมพนัธ์ระหวา่งการเจริญเติบโตและ

พารามิเตอร์ต่างๆของสภาพแวดลอ้มจะเป็นตวัแปร
ส าคญัในการพฒันาการปลูกในอนาคต 

2. ค่าท่ีสามารถวดัได ้
a. โครงสร้างของยอดเรือน 
b. รูปทรงของตน้พืช 
c. พื้นท่ีใบ 
d. จ านวนใบ 
e. ความสูง 
f. อตัราการเจริญเติบโต 
g. การคลอบคลุมของยอดเรือน (CC : Canopy 

Cover) 
2.1.2 กระบวนการตดัภาพเฉพาะส่วนใบ (Leaf Segmentation) 

ในงานวิจยัน้ีผูวิ้จยัเลือกใชก้ระบวนการ IPK Gatersleben : 3-D Histogram-
Based Segmentation and Leaf Detection [41]  ในการตดัภาพเฉพาะส่วนใบซ่ึงมี
กระบวนการดงัต่อไปน้ี 

1. ขั้นตอนการรวบรวมขอ้มูลภาพ (Image Acquisition) 
การใชก้ระบวนการน้ี ในขั้นแรกนั้นจ าเป็นตอ้งมีการฝึกโมเดล

เพื่อท่ีจะแยกภาพวา่ส่วนไหนของภาพคือตวัตน้พืชและส่วนไหนของภาพนั้น
คือพื้นหลงั ดงันั้นจึงจ าเป็นตอ้งเตรียมขอ้มูลภาพของตน้พืชและขอ้มูลของ
ส่วนท่ีเป็นพื้นหลงัท่ีถูกระบุมาโดยผูเ้ช่ียวชาญ ซ่ึงในงานวิจยัของผูค้ิด
กระบวนการน้ีไดใ้ชข้อ้มูลตวัอยา่งจาก CVPPP 2014 ซ่ึงเป็นผูจ้ดัรายการการ
แข่งขนัการตดัภาพใบ LSC (Leaf Segmentation Challenge) โดยมีขอ้มูลภาพ
ของพืช และขอ้มูลท่ีถูกระบุใบ ตน้พืช จ านวนใบ พื้นหลงั เตรียมไวใ้ห ้
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(Ground-truth data) ซ่ึงในงานวิจยัเจา้ของกระบวนการ ขอ้มูลท่ีถูกใชฝึ้ก
ประกอบไปดว้ย ขอ้มูลจากชุดขอ้มูล A1(500X530 px) จ านวน 95 ภาพ 
A2(530X565 px) จ านวน 31 ภาพ และ A3(2448X2048 px) จ านวน 27 ภาพ 
ซ่ึงสามารถดูตวัอยา่งภาพไดด้งัรูปท่ี 6 

 

 
รูปท่ี 6 ภาพท่ีถูกใช้ในการฝึกของกระบวกการ IPK ในการแยกพืน้หลังออกจากต้นพืช เรียงล าดับ

จาก ซ้าย กลาง ขวา คือ ชุดข้อมูล A1 A2 และ A3[41] 
 

2. ขั้นเตรียมการ (Preprocessing) 
2.1 เพื่อลดผลกระทบของความไม่แน่นอนของแสงสวา่ง ภาพทั้งหมดจะ
ถูกเปลี่ยนจาก RGB Color Space เป็น Lab Color Space 
2.2 เพื่อลดผลกระทบจากการถ่ายภาพท่ี Overexposure และเงา จึงใช้
กระบวนการ Simple Color Thresholding 

   2.4 กระบวนการ Gaussian Blur 
2.3 สร้าง 3-D Histogram Color Cubes เพื่อใชเ้ป็นโมเดลในการแยกภาพ
วา่ส่วนใดเป็นพื้นหลงัส่วนใดเป็นตน้พืช โดยจากภาพขอ้มูลชุดฝึก จะ
ส ารวจจุด Pixel ของภาพฝึกแต่ละจุด และเปรียบเทียบเพื่อดูวา่จุดนั้นเป็น
พื้นหลงัหรือตวัวตัถุ โดยค่า Lab ของแต่ละจุดนั้นจะถูกน ามาเป็นดชันี
ของ 3-D Histogram Cube เม่ือชุดขอ้มูลฝึกถูกเรียนรู้ทั้งหมด 3-D 
Histogram Cube ของตน้พืชท่ีสนใจและพื้นหลงัก็จะถูกสร้างขึ้น  
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3. การตดัภาพ (Segmentation) 
3-D Histogram Cube จะถูกใชเ้ป็นเหมือนตารางคน้หา (Look-up 

table) ซ่ึงเก็บความน่าจะเป็นของจุดสีในระบบ Lab วา่เป็นพื้นหลงั หรือ 
เป็นตน้พืชท่ีเราสนใจ โดยพิจารณาจากจ านวน Pixel ทั้งหมดท่ีมีค่า Lab 
ณ ต าแหน่งนั้นและจ านวนจุด Pixel ท่ีต าแหน่งนั้นท่ีถูกแยกโดยขอ้มูลฝึก
วา่เป็นพื้นหลงัหรือตน้พืชท่ีสนใจ โดยจุดสีบน 3-D Histogram Cube ท่ีไม่
พบในขอ้มูลฝึกจะใหมี้ความน่าจะเป็นเท่ากบั 0 โดย ณ จุดใดๆท่ีพิจารณา
จะใชว้ิธีหาค่าเฉล่ียจากจุดรอบๆ หากจุดๆนั้นไม่มีขอ้มูลท่ีพบในขอ้มูลฝึก 

4. การสกดัลกัษณะใบ (Feature Extraction) 
หลงัจากการตดัเฉพาะภาพตน้พืชท่ีสนใจออกมาแลว้ จะท าการ

การระบุใบแต่ละใบบนตน้พืช ซ่ึงจะท าตามขั้นตอนดงัต่อไปน้ี 
4.1 ใช ้Morphological erode operation 
4.2 ค านวนหา Euclidean distance map (EDM) 
4.3 ค านวนหา Skeleton image 
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รูปท่ี 7 ผลจากการตัดภาพเฉพาะส่วนท่ีสนใจ (บนซ้าย) EDM(บนขวา) ภาพ EDM ท่ีวงกลมค่าสูงสุด

แต่ละจุดซ่ึงถือว่าเป็นจุดศูนย์กลางของใบ(ล่างซ้าย) Skeleton image(ล่างขวา) [41] 
 
4.4 Graph Representation ค  านวนหา Graph Structure โดยใชข้อ้มูลจุด   
ศูยน์กลางใบท่ีไดจ้าก EDM ร่วมกบั Skeleton image ซ่ึงจาก Graph 
Structure ท่ีไดน้ี้จะท าใหส้ามารถค านวนหาขอบใบต่างๆได ้

5. ขั้นสุดทา้ย 
ค านวนเก็บลกัษณะใบท่ีตอ้งการและสร้างภาพหลงัจากท่ีผา่น

กระบวนการเพื่อรายงานผล 
 

2.2 การระบุสภาวะความเครียดของพืช (Stress Identification in Plant) 
การระบุสภาวะความเครียดของพืชในงานวิจยัน้ีจะท าโดยการใช้

กระบวนการเรียนรู้เชิงลึก (Deep learning) 
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2.2.1 Deep learning (DL) 
DL ถือเป็นกระบวนการท่ีเป็นส่วนหน่ึงของ Machine Learning ซ่ึงใช้

หลกัการการค านวณ เป็นชั้นๆมาต่อกนั ซ่ึงแต่ละชั้นการค านวณ (Processing 
Layer) จะใชผ้ลลพัธ์การค านวนของชั้นก่อนหนา้มาเป็น Input ของชั้นตวัเอง
เพื่อท่ีจะไดเ้รียนรู้ถึงรูปแบบขอ้มูลของชุดขอ้มูลนั้นๆ โดยปกติแลว้ DL จะถูก
สร้างขึ้นจาก Neural Network หลายๆชั้น ซ่ึงแต่ละชั้นก็จะมีค่าพารามิเตอร์ของ
ตวัเองท่ีสามารถปรับเพื่อเรียนรู้ขอ้มูลต่างๆได ้[24] 

2.2.2 Convolution Neural Network (CNN) 
CNN ถือวา่เป็น DL ประเภทหน่ึง ซ่ึงมีลกัษณะทัว่ไปคลา้ยกบั Neural 

Network หลายชั้น โดยท่ีทั้ง 2 กระบวนการน้ีค านวณผลลพัธ์โดยการคูณเวกเตอร์
ระหวา่งขอ้มูล Input และพารามิเตอร์ท่ีสามารถเรียนรู้ได ้และยงัตอ้งการการ
เรียนรู้พารามิเตอร์ผา่นกระบวนการ Back propagation เพื่อปรับค่าพารามิเตอร์ของ
แต่ละชั้นการค านวณ แต่ส่ิงท่ี CNN ต่างคือ CNN จะมีโครงสร้างท่ีใชส้ าหรับการ
รับขอ้มูล Input ในรูปแบบของรูปภาพเท่านั้น จึงท าใหก้ารท า Forward 
propagation ของกระบวนการเปรียบเสมือนการท า 2D Convolution 

โดยทัว่ไปนั้น CNN จะประกอบดว้ยชั้นการค านวณหลากหลายชั้น ท่ีท า
หนา้ท่ีต่างกนั ประกอบดว้ย  
1. ชั้น 2D Convolution 

ในชั้นน้ีจะเป็นการท า Convolution กนัระหวา่งขอ้มูลภาพ Input 
และ Kernel ซ่ึงโดยปกติแลว้ขาออกจากชั้น 2D Convolution จะ
ต่อเขา้กบัชั้น ReLU ซ่ึงขนาดมิติของผลลพัธ์ของชั้นน้ีในกรณีท่ี 
ขนาดมิติของภาพกวา้งและยาวมีขนาดเท่ากนั สามารถค านวณได้
จาก สมการดงัต่อไปน้ี 

𝑂 = (
𝐼 − 𝐾 + 2𝑃

𝑠
) + 1 

โดยท่ี  
O คือ ขนาดมิติความกวา้งของเมทริกซ์ Output (ดา้นกวา้งยาว
เท่ากนั) 
I คือ ขนาดมิติความกวา้งของเมทริกซ์ Input (ดา้นกวา้งยาว
เท่ากนั) 
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K คือ ขนาดของ Kernel 
P คือ ขนาด Padding 
S คือ ขนาด Stride 

2. ชั้น Rectified Linear Unit (ReLU)  
ReLU คือการท า Linear Activation รูปแบบหน่ึงท่ีมีค่า 

Threshold อยูท่ี่ศูนย ์ซ่ึง ReLU ไดรั้บความนิยมอยา่งมากใน 
CNN เน่ืองดว้ยมีงานวิจยัระบุวา่ การใช ้ReLU นั้น จะท าใหก้าร
ฝึก CNN ลู่เขา้เร็วขึ้น และการค านวน ReLU หากเทียบกบั tang 
Sigmoid หรือ Logistic Sigmoid แลว้ สามารถค านวณไดง้่ายกวา่
มาก [42] 

 
รูปท่ี 8 ReLU Activation Function (ซ้าย) กราฟแสดงการเปรียบเทียบระหว่าการใช้ ReLU [เส้นทึบ] 
และ tanh [เส้นปะ] พบว่า ReLU ลู่เข้าเร็วกว่าถึง 6 เท่า (ขวา) [42] 
 

3. ชั้น Max/Average Pooling 
การท า Pooling คือการสุ่มดึงตวัอยา่งขอ้มูลออกมาจาก

ขอ้มูลท่ีใหญ่กวา่ ซ่ึงกระท าโดยการก าหนดขนาดบริเวณท่ี
ตอ้งการดึงขอ้มูล และใชว้ิธีหาค่าประมาณหรือค่าสูงสุดของ
บริเวณนั้น ซ่ึงการท า Pooling จะช่วยลดความซบัซอ้นในการ
ค านวณและยงัช่วยป้องกนั Overfitting อีกดว้ย 
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4. ชั้น Fully Connected Layer 
ในชั้นน้ีจะท าการคูณเวกเตอร์ (Dot Product) ของ
ขอ้มูลภาพ Input และค่าถ่วงน ้าหนกั (Weight) ของ
โมเดล โดยปกติชั้นน้ีจะอยูใ่นชั้นสุดทา้ยของการท า 
CNN 

2.2.3 LSTM (Long Short-Term Memory) Network 
Recurrent Neural Network หรือท่ีเรียกวา่ RNN เป็น Neural Network ประเภท
หน่ึงท่ีถูกใชง้านอยา่งแพร่หลายในงานทางดา้น Speech Recognition และ NLP 
(Natural language processing) โดย RNN นั้นถูกออกแบบมาใหท้ างานกบัขอ้มูลท่ี
มีลกัษณะเป็น Sequential Data หรือขอ้มูลท่ีมีความสัมพนัธ์กบัเวลา (Temporal 
Data) RNN จะท างานไดดี้มากกบัขอ้มูลขาเขา้ท่ีมีความสัมพนัธ์กบัขอ้มูลขาเขา้ใน
อดีต LSTM Network เป็น RNN ประเภทหน่ึงท่ีถูกพฒันาใหแ้กปั้ญหาเก่ียวกบั 
Vanishing Gradient โดยการเพิ่ม Gates เขา้ไปควบคุม State ภายในของ Network 
ใหแ้ต่ละ LSTM Node ใน Network สามารถท่ีจะเรียนรู้วา่ขอ้มูลส่วนไหนควรจ า
หรือ ขอ้มูลส่วนไหนควรลืมได ้

 
2.3 Deep learning บน FPGA 

ในการพฒันา FPGA นั้นจ าเป็นตอ้งอาศยัความรู้ในการพฒันาฮาร์ดแวร์เป็นอยา่งมาก ตอ้ง
เขา้ใจการออกแบบวงจรดิจิตอล และตอ้งสามารถพฒันาระบบโดยใช ้Hardware Description 
Language(HDL) อาทิเช่น VHDL หรือ Verilog ได ้นอกจากน้ีการพฒันา FPAG ยงัค่อนขา้งใชเ้วลา
มากและมีความซบัซอ้นสูงหากเทียบกบัการพฒันาซอฟตแ์วร์ ในระบบปฏิบติัการต่างๆ  จึงท าให้
เกิดการพฒันากระบวนการออกแบบแบบใหม่ท่ีเรียกวา่ High-Level Synthesis ขึ้นซ่ึงเป็นใช้
ภาษาระดบัสูงในการเขียนโปรแกรมเช่น C/C++ ในการเขียนกระบวนการของซอฟตแ์วร์และ
แปลภาษาเหล่าน้ีใหก้ลายเป็นชุดค าสั่งท่ีในภาษา HDL ได ้ซ่ึงการออกแบบดว้ยวิธีน้ีนอกจากจะท า
ใหน้กัพฒันาท่ีไม่ไดมี้ความรู้ในการออกแบบฮาร์ดแวร์สามารถท่ีจะพฒันาซอฟตแ์วร์ท่ีใชไ้ดบ้น 
FPGA ไดแ้ลว้ ยงัสนบัสนุนใหเ้กิดการน าซอฟตแ์วร์กลบัมาใชใ้หม่ (Design Reuse) ดว้ย 
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2.3.1 High-Level Synthesis (HSL) 

 
รูปท่ี 9 ระดับของการออกแบบ FPGA 

 

ในระดบัการออกแบบ FPGA ในระดบั Structural นัน้ จะใช ้HDL ในการออกแบบ ซึ่งการ

ออกแบบจะเก่ียวขอ้งกบัการสรา้ง ปรบัค่า และ ต่อกนัของ ส่วนตา่งๆของฮารด์แวรร์ะดบัล่าง ซึ่ง

บางครัง้ก็ตอ้งท ากนัลงไปถึงระดบั LUTs (Look-up table) หรือ FFs (Flip Flop) ซึ่งการออกแบบ

ลกัษณะนีผู้อ้อกแบบจะเป็นผูค้วบคมุรายละเอียดของการออกแบบทกุอย่าง  

ในระดบั RTL รายละเอยีดในระดบัเทคโนโลยีจะถกูซ่อน แต่จะสามารถออกแบบในระดบั

ฮารด์แวรไ์ดโ้ดยผ่าน Registers และกระบวนการต่างๆที่เกิดระหว่าง Registers ซึง่ Logic synthesis 

tool นัน้จะถกูใชง้านในระดบันีเ้พื่อแปร RTL Code เป็นภาษาฮารด์แวร ์

ในระดบั Behavioral นัน้จะใช ้HDL ในการออกแบบพฤติกรรมและกระบวนการของวงจร 

มากกวา่อธิบายขัน้ตอนการท างานของ Register ซึง่การออกแบบแบบนีจ้ะตอ้งพึง่ความสามารถใน

สงัเคราะหว์งจรออกมาจากการอธิบายพฤติกรรม ของเครื่องมือการสงัเคราะห ์ซึ่งผูอ้อกแบบจะควบคมุ

กระบวนการสรา้งวงจรไดน้อ้ยลง แต่ก็จะสามารถพฒันาไดร้วดเรว็ขึน้ 

ในระดบั High-Level นัน้ การออกแบบจะไม่ไดยุ้ง่เก่ียวกบั HDL แต่จะเป็นการใชภ้าษาใน

การเขยีนโปรแกรมระดบัสงู อนัไดแ้ก่ C C++ และ SystemC ในการออกแบบกระบวนการ หาก

พิจารณาถึงการสงัเคราะหว์งจร ในระดบั HDL Design จะพบว่าการสงัเคราะหจ์ะเป็นการสงัเคราะห์

จาก HDL ไปยงัชดุค าสั่งที่อธิบายการเชื่อมต่อ (Netlist) ซึ่งสามารถใชใ้นวงจรโลจิกไดเ้ลย หรือเรยีก
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วิธีการสงัเคราะหแ์บบนีว้า่ Logic Synthesis แตใ่นระดบั High-Level นัน้การสงัเคราะหจ์ะไมใ่ช่แบบ 

Logic Synthesis แตจ่ะเป็นการสงัเคราะหจ์าก High-Level ไปเป็น HDL ซึง่จ าเป็นตอ้งผ่านการ

สงัเคราะหแ์บบ Logic Synthesis  อีกครัง้ก่อนที่จะน าไปใชใ้น FPGA ได ้

2.3.2 Vivado HLS 
Vivado HLS จะท าหนา้ท่ีแปร ภาษา C C++ และ SystemC ไปเป็น RTL ซ่ึง

สามารถสังเคราะห์และในไปใชใ้น FPGA Board ได ้ซ่ึงภาพรวมของกระบวนการการ
ออกแบบดว้ย Viado HLS นั้นจะสรุปไดด้งัรูปท่ี 10 

 

 
รูปท่ี 10 ภาพรวมของการออกแบบด้วย Vivado HLS 

 

2.3.3 System-on-Chip กบั Zynq 
ในอดีต System-on-Chip (SoC) ส่วนใหญ่จะอยูใ่นรูปของ ASIC (Application 

Specific Integrated Circuit) ซ่ึงมีขอ้เสียคือ ตอ้งใชทุ้นและเวลามากในการพฒันา 
นอกจากน้ีระบบยงัขาดความยดืหยุน่ จึงท าใหเ้หมาะกบัการผลิตในจ านวนมากๆเท่านั้น 
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เม่ือมองเห็นถึงขอ้เสียเหล่าน้ี Xilinx จึงไดพ้ฒันา Zynq ขึ้นซ่ึงเป็นระบบท่ีน า SoC มารวม
กบั FPGA ดงัรูปท่ี 11 

 

 
รูปท่ี 11 แสดงโครงสร้างของ Zynq 

   
 ซ่ึง Zynq ประกอบไปดว้ย 2 ส่วนการท างานหลกัๆ คือ Processing System (PS) 
และ Programmable Logic (PL) หรือ FPGA ซ่ึงทั้ง 2 ส่วนน้ีท างานโดยสามารถส่งขอ้มูลถึง
กนัไดผ้า่น AXI Interface ทั้ง 9 ตวั ซ่ึง PL นั้นเหมาะกบักระบวนการท่ีตอ้งการความเร็ว
เช่น High-speed logic การค านวณขอ้มูลจ านวนมาก การค านวณแบบขนาน ระบบการ
เคล่ือนยา้ยขอ้มูลในขณะท่ี PS นั้นสามารถติดตั้งระบบปฏิบติัการได ้ซ่ึงท าใหก้ารออกแบบ
ระบบใดๆสามารถแบ่งออกเป็นแบบฮาร์ดแวร์และซอฟตแ์วร์ได ้
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รูปท่ี 12 Zynq Processing System 

 

2.3.4 PYNQ Platform 
ในปัจจุบนัแนวโนม้การพฒันา FPGA มุ่งเนน้ความเป็นมิตรต่อนกัพฒันามากขึ้น

เร่ือยๆ ดว้ยความตอ้งการท่ีจะดึงผูพ้ฒันาซอฟตแ์วร์ใหห้นัมาใช ้FPGA Xilinx จึงไดริ้เร่ิม
โครงการ PYNQ ซ่ึงเป็นระบบการท างานใหม่ท่ีท าใหผู้พ้ฒันาสามารถใช ้FPGA IPs ท่ีถูก
สังเคราะห์มาแลว้ หรือท่ีเรียกวา่ Overlay ในซอฟตแ์วร์ท่ีเขียนขึ้นดว้ยภาษา Python ได ้

หากพิจารณาถึงการติดตั้ง CNN บน FPGA แลว้ระบบ PYNQ มีความเหมาะสม
มากเพราะวา่ PYNQ นั้นมีระบบปฏิบติัการ Linux Ubuntu 15.10 อยู ่ซ่ึงท าใหส้ามารถใช ้
CNN ซอฟตแ์วร์อยา่งเช่น Theano ในการติดตั้งได ้โดยสามารถท่ีจะน าการค านวณของ 
CNN ยา้ยไปค านวณอยูบ่นฝ่ัง FPGA ได ้ซ่ึงการใช ้PYNQ จะท าใหส้ามารถใช ้CNN บน 
FPGA ได ้โดยไม่ตอ้งลงไปออกแบบในกระบวนการ CNN ในระดบั RTL  
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2.3.5 CNN บน PYNQ 
การพฒันาระบบ CNN บน PYNQ จะเร่ิมจากการติดตั้ง Theano และ Lasagne 

ก่อน ซ่ึงเป็นซอฟร์แวร์ของ Python ท่ีใชใ้นการออกแบบ CNN หลงัจากน้ีจึงจ าเป็นตอ้ง
สร้าง IP ส าหรับแต่ละ Layer ของ CNN โดยใช ้VIvado HLS ในการสร้าง ซ่ึงรายละเอียด
ของการติดตั้งและใชง้านกรอบการท างานน้ีสามารถพบไดใ้น [43] 

 

 
รูปท่ี 13 ภาพรวมการท างานของ CNN บน PYNQ 

 

โดยในงานวจิยั [43] ผูว้จิยัไดส้รา้ง IP Block พืน้ฐานเอาไว ้ซึง่สามารถน ามาประกอบเป็น 

CNN ได ้IP Block ที่ออกแบบไวป้ระกอบดว้ย 

• IP Blocks ส าหรบั Convolution layer 

 

รูปท่ี 14 IP Blocks ส าหรับ Convolution layer [43] 
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o SCIG IP Block : ใชส้ าหรบัการเปล่ียนรูปภาพใหก้ลายเป็นเวกเตอรค์อลมัน ์เพื่อใชส้ าหรบั

การคณูกบั Kernel weighs 

o SMM IP Block : เป็น IP Block ส าหรบัการคณูเมทรกิซ ์ 

การใชง้าน IP block สองอนัท่ีกล่าวมารว่มกนัจะท าใหส้ามารถท าการ Convolution รูปภาพ

และ Kernel บน FPGA ได ้

• IP Block ส าหรบั Pooling layer 

 

รูปท่ี 15 IP Block ส าหรับ Pooling layer [43] 
        

o maxPool IP Block : maxPool IP สามารถท างานได ้2 Mode คือ การ Pooling โดยใช้

ค่าสงูสดุและการ Pooling โดยใชค้่าเฉล่ีย 

• IP Block ส าหรบั Fully connected layer 

 

รูปท่ี 16 IP Block ส าหรับ Fully connected layer [43] 
 

o FC IP Block 

• IP Block ส าหรบั ลด timing constraint อนัเนื่องมาจากการค านวนแบบ IP Block ที่เชื่อมต่อ

กนัยาวมาก  
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รูปท่ี 17 IP Block ส าหรับลด Timing 
 

o Axis_register_slice IP Block : IP Block นีจ้ะถกูใส่อยู่ระหวา่งทกุ IP Block ที่น ามาสรา้ง 
Network 
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บทที่ 3 การทดลอง 
 ในการทดลองน้ีจะแบ่งเป็น 2 ส่วนหลกัๆดงัน้ี คือ 
1. ทดลองติดตั้งแบบจ าลองบน PYNQ โดยใช ้FPGA ในการค านวน CNN เพื่อระบุสภาวะ
ความเครียดของพืช 
2. ทดลอง ใชแ้บบจ าลอง LSTM+CNN ในการระบุสภาวะเครียดของพืชท่ีเฝ้าระวงั 

3.1 ชุดข้อมูล [Dataset] ท่ีใช้ในการทดลอง 
ชุดขอ้มูลท่ีใชใ้นการทดลองน้ีเป็นชุดขอ้มูลท่ีไดจ้ากศึกษาลกัษณะของขา้วฟ่างภายใตก้าร

จ ากดัสารอาหาร หรือท่ีเรียกวา่ Treatment study ซ่ึงมาจากงานวิจยั [40] ในงานวิจยัน้ี ผูท้ดลอง
ไดน้ าขา้วฟ่างทั้งหมด 30 สายพนัธุ์ จ านวนทั้งหมด 847 ตน้ มาเล้ียงในสภาพแวดลอ้มท่ีถูก
ควบคุมและท าการถ่ายรูปทุกตน้ในสามมุมมองประกอบดว้ย ดา้นหนา้ ดา้นขา้ง และดา้นบน 
เป็นระยะเวลา 19 วนั โดยขา้งฟ่าวทั้งหมดจะถูกแบ่งออกเป็น 3 กลุ่ม ซ่ึงแต่ละกลุ่มจะไดรั้บ
สารอาหาร Ammonium และ Nitrate ในอตัราส่วนท่ีแต่ต่างกนัดงัน้ี กลุ่มท่ีหน่ึงกลุ่มควบคุม 
ไดรั้บ Ammonium 100% และ Nitrate 100% [100/100] กลุ่มท่ี 2 ไดรั้บ Ammonium 50% และ 
Nitrate 10% [50/10] กลุ่มท่ี 3 ไดรั้บ Ammonium 10% และ Nitrate 10% [10/10] รูปท่ีถูกถ่าย
ระหวา่งท าการทดลองถูกถ่ายโดยเคร่ืองมือส าหรับการเก็บลกัษณะพืช (Plant phenotyping) 
โดยเฉพาะ ซ่ึงมุมถ่าย ความสวา่งแสง และปัจจยัอ่ืนๆถูกควบคุมใหเ้หมือนกนัทุกคร้ังท่ีท าการ
ถ่ายภาพ ซ่ึงรูปท่ีไดม้าจะมีความละเอียดอยูท่ี่ 2454 x 2056 Pixel ตวัอยา่งของภาพถ่ายใน 3 มุม 
ถูกแสดงไวใ้นนรูปท่ี 18 

 

 
รูปท่ี 18 ภาพถ่ายของข้าวฟ่างท่ีใช้ในงานวิจัย [40] ในมมุด้านหน้า ด้านข้าง และด้านบน ตามล าดับ 

 

โดยในการฝึก CNN model ใหส้ามารถแยกสภาวะความเครียดของพืชในช่วงระยะเร่ิมแรก
นั้น เน่ืองดว้ยขอ้จ ากดัของระบบคอมพิวเตอร์ท่ีใชใ้นการฝึก จะใชภ้าพเพียงมุมเดียวในการฝึก
ซ่ึงก็คือมุมดา้นหนา้ ชุดขอ้มูลท่ีน ามาฝึกจะถูกแบ่งออกเป็น 18 ชุดขอ้มูล คือ  
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 2 ของการทดลอง จ านวน 1,694 ภาพ 
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• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 3 ของการทดลอง จ านวน 2,541 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 4 ของการทดลอง จ านวน 3,388 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 5 ของการทดลอง จ านวน 4,235 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 6 ของการทดลอง จ านวน 5,082 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 7 ของการทดลอง จ านวน 5,929 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 8 ของการทดลอง จ านวน 6,776 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 9 ของการทดลอง จ านวน 7,623 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 10 ของการทดลอง จ านวน 8,470 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 11 ของการทดลอง จ านวน 9,317 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 12 ของการทดลอง จ านวน 10,164 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 13 ของการทดลอง จ านวน 11,011 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 14 ของการทดลอง จ านวน 11,858 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 15 ของการทดลอง จ านวน 12,705 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 16 ของการทดลอง จ านวน 13,552 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 17 ของการทดลอง จ านวน 14,399 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 18 ของการทดลอง จ านวน 15,246 ภาพ 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 19 ของการทดลอง จ านวน 16,093 ภาพ 
ซ่ึง จะถือวา่วนัท่ี 1 ของการท าการทดลองคือวนัแรกท่ีตน้ขา้วทุกตน้ เร่ิมไดรั้บปัจจยักระตุน้ 

หรือในการทดลองน้ี คือ สารอาหาร Ammonium และ Nitrate ในอตัราส่วนท่ีต่างกนั 3 แบบ 
เป็นคร้ังแรก โดยผูท้ดลองมีสมมุติฐานขั้นตน้วา่ ตน้ขา้วฟ่างในแต่ละกลุ่มท่ีไดปั้จจยักระตุน้ท่ี
ต่างกนัจะส่งผลใหคุ้ณลกัษณะทางกายภาพแตกต่างกนัเม่ือตน้ขา้วโตขึ้น 

ดงันั้น หาก CNN Model สามารถแยกความแตกต่างของทั้ง 3 กลุ่มไดใ้นช่วงวนัตน้ๆ ซ่ึงถือ
วา่เป็นช่วงท่ียงัมีจ านวนขอ้มูลนอ้ยอยู่ ก็จะสรุปไดว้า่ CNN Model สามารถแยกพืชท่ีอยูใ่น
สภาวะของพืชท่ีขาดสารอาหาร Ammonium และ Nitrate ในระยะเร่ิมตน้ได ้

 

3.2 ขั้นตอนการทดลอง 
3.2.1 ทดลองติดตั้งแบบจ าลองบน PYNQ โดยใช ้FPGA ในการค านวณ CNN เพื่อระบุ

สภาวะความเครียดของพืชในระยะเร่ิมตน้ 
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3.2.1.1 ออกแบบโครงสร้าง CNN ในงานวิจยัน้ีจะใช ้Vivado HSL IP block ท่ีถูกพฒันา
จากงานวิจยั [43] เพื่อใชง้าน CNN บน FPGA ซ่ึงในงานวิจยั [43] ผูว้ิจยัไดเ้สนอ
ตวัอยา่งการใชง้าน Framework ท่ีออกแบบขึ้น 2 ตวัอยา่งดว้ยกนั ตวัอยา่งแรกคือ 
LeNet-5 Model และชุดขอ้มูล ลายมือตวัเลข MNIST และ ตวัอยา่งท่ีสองคือ 
CIFAR-10 Model [Caffe “quick” version] และชุดขอ้มูล CIFAR-10 ซ่ึงแต่ละ 
Model มีรายละเอียดโครงสร้างโมเดลดงัตารางท่ี 3 
 

ตารางท่ี 3 รายละเอียดโครงสร้างแบบจ าลองตัวอย่างท่ีถูกน าเสนอในงานวิจัย [43] 
LeNet-5 Model CIFAR-10 Model [Caffe “quick” version] 
net = {}  
net[’input’] = InputLayer((None, 1, 28, 28))  
net[’conv1’] = ConvLayer(net[’input’], num_filters=20, filter_size=5, nonlinearity=linear) 
net[’pool1’] = PoolLayer(net[’conv1’], pool_size=2, stride=2, mode=’max’, ignore_border=False)  
net[’conv2’] = ConvLayer(net[’pool1’], num_filters=50, filter_size=5, nonlinearity=linear)  
net[’pool2’] = PoolLayer(net[’conv2’], pool_size=2, stride=2, mode=’max’, ignore_border=False)  
net[’ip1’] = DenseLayer(net[’pool2’], num_units=500, nonlinearity = rectify)  
net[’ip2’] = DenseLayer(net[’ip1’], num_units=10, nonlinearity = None)  
net[’prob’] = NonlinearityLayer(net[’ip2’], softmax) 

net = {}  
net[’input’] = InputLayer((None, 3, 32, 32))  
net[’conv1’] = ConvLayer(net[’input’], num_filters=32, filter_size=5, pad=2, nonlinearity=None)  
net[’pool1’] = PoolLayer(net[’conv1’], pool_size=2, stride=2, mode=’max’, ignore_border=False)  
net[’relu1’] = NonlinearityLayer(net[’pool1’], rectify)  
net[’conv2’] = ConvLayer(net[’relu1’], num_filters=32, filter_size=5, pad=2, nonlinearity=rectify)  
net[’pool2’] = PoolLayer(net[’conv2’], pool_size=2, stride=2, mode=’average_exc_pad’, ignore_border=False)  
net[’conv3’] = ConvLayer(net[’pool2’], num_filters=64, filter_size=5, pad=2, nonlinearity=rectify)  
net[’pool3’] = PoolLayer(net[’conv3’], pool_size=2, stride=2, mode=’average_exc_pad’, ignore_border=False) 
net[’ip1’] = DenseLayer(net[’pool3’], num_units=64, nonlinearity = None)  
net[’ip2’] = DenseLayer(net[’ip1’], num_units=10, nonlinearity = None)  
net[’prob’] = NonlinearityLayer(net[’ip2’], softmax) 

 

 
ซ่ึงจากผลการทดลองในงานวิจยั [43] พบวา่ในการใชง้านโมเดลทั้ง 2 น้ีบน
อุปกรณ์ PYNQ ใชท้รัพยากรณ์ทั้งส้ินดงัตารางท่ี 4 
 

ตารางท่ี 4 การใช้ทรัพยากรณ์ FPGA บนบอร์ด PYNQ ของโมเดล LeNet-5 และ CIFAR-10 [43] 

ทรัพยากรณ์ 
FPGA 

ทรัพยากรณ์ท่ีใชส้ าหรับใชง้านโมเดล [คดิเป็น % จากท่ีมี
ทั้งหมด] 

ทรัพยากรณ์ท่ี PYNQ 
มี LeNet-5 CIFAR-10 

BRAM 139 [99%] 102 [73%] 140 
DSP48E 130 [59%] 198 [90%] 220 
LUT 38304 [72%] 43092 [81%] 53200 

 
ซ่ึงหากพิจารณาตามน้ี จะเห็นวา่ ตวับอร์ด PYNQ และ Framework ท่ีถูกเสนอนั้น
จะใชง้านไดเ้พียงเฉพาะ CNN โมเดลท่ีมีความซบัซอ้นไม่มากเท่านั้น เพราะ ทั้ง 
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LeNet-5 และ CIFAR-10 นั้น ถูกจดัวา่เป็นโมเดลขนาดเลก็มากหากเทียบกบั State 
of the art model ท่ีมีการใชง้านกนัอยา่งแพร่หลายในปัจุบนั ดว้ยขอ้จ ากดัของ
ทรัพยากรณ์ FPGA ของบอร์ด PYNQ ในการทดลองออกแบบ โครงสร้าง CNN ท่ี
จะน ามาใชใ้นการตรวจหาความเครียดของพืชในสภาวะเร่ิมตน้ พฒันาโครงสร้าง
โมเดลต่อจาก ตวั CIFAR-10 เป็นหลกั เน่ืองดว้ยเป็นโมเดลท่ีมีความซบัซอ้น
มากกวา่ LeNet-5 โดยจะอยูใ่นเง่ือนไขท่ีสามารถตรวจจบัหาสภาวะความเครียดได้
และใชท้รัพยากรเท่าท่ีมีอยูใ่น PYNQ โดยในขั้นตน้เม่ือพิจารณาความละเอียดของ
ภาพท่ีจะใช ้พบความละเอียดภาพในชุดขอ้มูลสูงถึง 2454 x 2056 Pixel ซ่ึงเป็นไป
ไม่ไดท่ี้จะใชใ้นการฝึกบน PYNQ ผูท้ดลองจึงตดัและลดความละเอียดภาพใหอ้ยูท่ี่ 
128x128 Pixel โดยใชห้ลกัการท่ีจ าเป็นตอ้งใชภ้าพขนาดเลก็ท่ีสุดท่ีเป็นไปได ้
อา้งอิงกบัตวัอยา่งแบบจ าลองท่ีใชก้บัชุดขอ้มูล CIFA-10 ซ่ึงมีความละเอียดอยูท่ี่ 
32x32 Pixel แต่อยา่งไรก็ตามชุดขอ้มูลรูปภาพตน้พืชนั้นไม่สามารถท่ีจะใชท่ี้ความ
ละเอียด 32x32 Pixel ไดห้ากน าความละเอียดภาพท่ี 32 64 128 Pixel มาเทียบดงัใน
รูปท่ี 19 

 
รูปท่ี 19 ภาพต้นข้าวฟ้าง ในการทดลองวันท่ี 2 10 และ 18 ท่ีความละเอียด 32 64 และ 128 Pixel 
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ในรูปท่ี 19 จะเห็นวา่ท่ีความละเอียด 32 และ 64 Pixel ตน้ขา้วจะสูญเสีย
รายละเอียดไปมาก ซ่ึงอาจจะส่งผลต่อความแม่นย  าของแบบจ าลอง ในการทดลอง
จึงเลือกท่ีจะใช ้ภาพขนาด 128x128 Pixel เป็นชุดขอ้มูลส าหรับฝึกแบบจ าลอง   

3.2.1.2 ทดลองปรับโครงสร้างแบบจ าลอง CIFA-10 ในการทดลองน้ีจะเป็นการปรับ
โครงฐานแบบจ าลองโดยอา้งอิงตวัอยา่งการใชง้านแบบจ าลอง CIFA-10 ท่ีใชง้าน
อยูใ่นงานวิจยัท่ี [43] ซ่ึงมีโครงสร้างดงัแสดงอยูใ่นตารางท่ี 3 โดย ใน Input Layer 
จะท าการเปลี่ยน จาก (3,32,32) เป็น (3,128,128) ซ่ึงโครงสร้างท่ีท าการปรับนั้น
จะมีขอ้จ ากดัคือตอ้งใชท้รัพยากรณ์ของ FPGA ไม่เกินกบัท่ีบอร์ด PYNQ มี ใน
การทดลองน้ีไดเ้สนอโครงสร้างท่ีทดลองปรับ 2 โครงสร้างดงัตารางท่ี 5 
 

ตารางท่ี 5 การปรับโครงสร้างแบบจ าลองและการใช้ทรัพยากรณ์ของ FPGA 
CIFA-10 [43] ตวัเลือก 1 ตวัเลือก 2 

โครงสร้างแบบจ าลอง ทรัพยากรณ์ท่ี
ใช ้[%] 

โครงสร้างแบบจ าลอง ทรัพยากรณ์ท่ี
ใช ้[%] 

โครงสร้างแบบจ าลอง ทรัพยากรณ์ท่ีใช ้
[%] 

Input : (3,32,32) 
Cov_1 : 
(#K:32,K_Size:5,P:2) 
Pool_max: (size:2,S:2) 
Cov_2 : 
(#K:32,K_Size:5,P:2) 
Pool_max: (size:2,S:2) 
Cov_3 : 
(#K:64,K_Size:5,P:2) 
Pool_max: (size:2,S:2) 
Dense : (64) 
Dense : (10) [SoftMax] 

LUT : 81% 
Input : (3,128,128) 
Cov_1 : 
(#K:32,K_Size:5,P:2) 
Pool_max: (size:2,S:2) 
Cov_2 : 
(#K:32,K_Size:5,P:2) 
Pool_max: (size:2,S:2) 
Cov_3 : 
(#K:32,K_Size:5,P:2) 
Pool_max: (size:2,S:2) 
Cov_4 : 
(#K:64,K_Size:5,P:2) 
Pool_max: (size:2,S:2) 
Dense : (64) 
Dense : (1) 

LUT : 118% 
Input : (3,128,128) 
Cov_1 : 
(#K:32,K_Size:5,P:2) 
Pool_max: (size:4,S:4) 
Cov_2 : 
(#K:32,K_Size:5,P:2) 
Pool_max: (size:4,S:4) 
Cov_3 : 
(#K:64,K_Size:5,P:2) 
Pool_max: (size:4,S:4) 
Dense : (128) 
Dense : (1) 

LUT : 89.98% 

LUTRAM : 
20.7% 

LUTRAM : 
32.4% 

LUTRAM : 
24.83% 

FF : 23.92% FF : 25.41% FF : 23.91% 

BRAM : 73% BRAM : 100% BRAM : 100% 

DSP : 90% DSP : 121% DSP : 90.45% 

BUFG : 3.13% BUFG : 3.13% BUFG : 3.13% 

 
จากตารางท่ี 5 จะเห็นวา่ Artix-7 ซ่ึงเป็นชิป FPGA ของ PYNQ นั้นมีทรัพยากรท่ี
จ ากดัอยูม่ากท าใหไ้ม่สามารถใช ้โครงสร้าง CNN ท่ีมีความซบัซอ้นสูงได ้ทั้งน้ี
หากเพิ่ม ชั้น Convolution เขา้ไปจากดครงสร้างตวัอยา่ง CIFA-10 ก็ท าใหใ้ช้
ทรัพยากรเกินไปแลว้ ซ่ึงในการทดลองน้ีจึงเลือกทดลองโดยใชโ้ครงสร้างตวัเลือก
ท่ี 2 ในการทดลอง   
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3.2.1.3 เตรียมขอ้มูลเพื่อใชใ้นการฝึกโมเดล ชุดขอ้มูลท่ีจะน ามาใชใ้นการทดลองน้ีมี
จ านวนทั้ง 15,246 ภาพ ซ่ึงมาจากการถ่ายรูปตน้ขา้วฟ่างทั้งหมด 847 ตน้ เป็นเวลา 
19 วนั โดยรูปภาพทั้งหมดจะมีการระบุเลขประจ าคร้ังท่ีถ่าย ซ่ึงสามารถน าเลขไป
เช่ือมโยงกบัขอ้มูลต่างๆ อาทิ เช่น เลขประจ าตวัตน้พืช วนัท่ีท่ีถ่ายรูป กลุ่มทดลอง
ของพืชตน้นั้นๆ น ้าหนกัตน้พืช ณ วนัท่ีถ่าย สายพนัธุ์ และ ขอ้มูลต่างๆ โดยขอ้มูล
ท่ีเราจะสนใจในการทดลองน้ีเป็นหลกัคือ วนัถ่ายรูป และกลุ่มทดลองของพืชใน
รูปถ่าย ซ่ึงกลุ่มทดลองจะระบุวา่พืชนั้นไดรั้บสารอาหารอยูใ่นระดบัไหนระหวา่ง 
100/100 50/10 หรือ 10/10 โดยวนัท่ี 1 ของการทดลองจะถือวา่เป็นวนัแรกท่ีพืช
แต่ละตน้ไดรั้บสารอาหารท่ีแตกต่างกนั ในกลุ่มทดลองท่ีไดรั้บสารอาหาร 
100/100 ถือวา่เป็นกลุ่มควบคุมซ่ึงไม่ควรท่ีจะแสดงอาการขาดสารอาหาร และใน
กลุ่มทดลอง 10/10 ควรจะแสดงอาการขาดสารอาหารมากท่ีสุดโดยการเตรียม
ขอ้มูลส าหรับฝึกแบบจ าลอง CNN จะแบ่งขอ้มูลทั้งหมดเป็น 18 ชุด ตามวนัท่ี 2-
19 และใชแ้ต่ละชุดในการฝึกแบบจ าลอง โดยแต่ละคร้ังในการฝึกจะแบ่งชุด
ขอ้มูลแต่ละชุดในอตัราส่วน Train : 70 % Validation : 15 % และ Test : 15 % รูป
ทุกรูปท่ีน ามาใชใ้นการทดลองจะถูกตดัภาพและยอ่ให้อยูใ่นอตัราส่วน 128x128 
pixels  

3.2.1.4 ฝึกแบบจ าลองทั้งหมดดว้ยชุดขอ้มูลทั้ง 18 ชุด โดยการฝึกโมเดลนั้นจะใช ้Theano 
และ Lasagne ในการสร้างโมเดลและฝึกบนคอมพิเตอร์ท่ีติดตั้งระบบปฏิบตัการ 
Ubuntu 18.04 ก่อน ซ่ึงเม่ือปรับ Hyper parameters ต่างๆ และทดสอบจนได ้
Accuracy ของ โมเดลท่ีพอใจแลว้ แบบจ าลองท่ีผา่นการฝึกจะถูกน าเอาค่า 
Weights และ Bias ไปใชใ้นแบบจ าลองท่ีสร้างอยูบ่น PYNQ 

3.2.1.5 สร้าง Vivado IP ของแต่ละชั้นของแบบจ าลอง CNN เพื่อน ามาใชใ้นการะบุ
สภาวะความเครียดของพืชในระยะเร่ิมตน้ บน PYNQ และรวม IP ทั้งหมดเพื่อ
สร้าง IP ใหม่ส าหรับแบบจ าลอง CNN 
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รูปท่ี 20 โครงสร้าง CNN ท่ีออกแบบด้วย Vivado IP แต่ละช้ัน 

 
3.2.1.6 แกไ้ขและเปลี่ยน Overlay ของ PYNQ-Z1 และสร้างไฟล ์Bitstream ใหม่ท่ี

สามารถติดตั้งแบบจ าลอง CNN บน FPGA ได ้
 

 
รูปท่ี 21 Overlay ท่ีแก้ไขและเพ่ิม CNN IP เข้าไป 
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3.2.1.7 ทดลองใชแ้บบจ าลอง CNN ท่ีฝึกดว้ยชุดขอ้มูลทั้ง 18 ชุด บน PYNQ-Z1 
เปรียบเทียบกนัระหวา่งการใชแ้บบจ าลองบน Dual-core ARM Cortex-A9 ใน
ส่วน Processing System ของชิป Zynq-7020 บนบอร์ด PYNQ-Z1 และ FPGA 
โดยจะใช ้Accuracy เป็น Metric ในการวดัประสิทธิภาพของ แบบจ าลอง โดย 
Accuracy สามารถนิยามไดด้งัต่อไปน้ี 

 
tp คือ True Positive มีความหมายวา่ส่ิงท่ีท านาย ตรงกบัส่ิงท่ีเกิดขึ้นจริง ในกรณี
ท านายวา่ตน้พืชไม่เครียด และตน้พืชไม่อยูใ่นสภาวะเครียดจริง 
tn คือ True Negative มีความหมายวา่ส่ิงท่ีท านาย ตรงกบัส่ิงท่ีเกิดขึ้นจริง ในกรณี
ท านายวา่ตน้พืชเครียด และตน้พืชอยูใ่นสภาวะเครียดจริง 
fp คือ False Positive มีความหมายวา่ส่ิงท่ีท านาย ไม่ตรงกบัส่ิงท่ีเกิดขึ้นจริง ใน
กรณีท านายวา่ตน้พืชไม่เครียด แต่ตน้พืชอยูใ่นสภาวะเครียด 

fn คือ False Negative มีความหมายวา่ส่ิงท่ีท านาย ไม่ตรงกบัส่ิงท่ีเกิดขึ้นจริง ใน
กรณีท านายวา่ตน้พืชเครียด แต่ตน้พืชอยูใ่นสภาวะไม่เครียด 

3.2.2 ทดลองใชแ้บบจ าลอง CNN+LSTM เพื่อประสิทธิภาพในการระบุสภาวะ
ความเครียดของขา้วฟ่างท่ีขาดสารอาหาร 

3.2.1.1 เตรียมขอ้มูลรูปภาพให้เป็น Temporal Dataset เพื่อใชใ้นการฝึกแบบจ าลอง 
CNN+LSTM โดยการเตรียม Temporal dataset จะเป็นการน ารูปภาพของตน้พืช
ตน้เดียวกนัท่ีถ่ายมาตั้งแต่วนัท่ี 2 – 19 มาเรียงต่อกนั ซ่ึงสุดทา้ยจะไดข้อ้มูลในการ
ฝึกแบบจ าลองขนาด (จ านวนตวัอยา่ง,จ านวนวนัท่ีถ่ายภาพ,กวา้ง,ยาว,Channel 
ของภาพ) โดยหากรูปภาพมีการถ่ายหลายมุมมอง สามารถท่ีจะน าแต่ละมุมมองมา
ซอ้นกนัในมิติของ Channel ได ้โดยในชุดขอ้มูลน้ีจะใช ้2 มุมมองคือ ดา้นหนา้
และดา้นขา้ง ซ่ึงกระบวนการการเตรียมขอ้มูลถูกแสดงในรูปท่ี 21 โดยชุดขอ้มูลท่ี
เตรียมจะมีทั้งหมด 18 ชุด ดงัต่อไปน้ี 

• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 2 ของการทดลอง ขนาด (847,2,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 3 ของการทดลอง ขนาด (847,3,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 4 ของการทดลอง ขนาด (847,4,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 5 ของการทดลอง ขนาด (847,5,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 6 ของการทดลอง ขนาด (847,6,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 7 ของการทดลอง ขนาด (847,7,512,512,6) 
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• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 8 ของการทดลอง ขนาด (847,8,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 9 ของการทดลอง ขนาด (847,9,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 10 ของการทดลอง ขนาด (847,10,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 11 ของการทดลอง ขนาด (847,11,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 12 ของการทดลอง ขนาด (847,12,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 13 ของการทดลอง ขนาด (847,13,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 14 ของการทดลอง ขนาด (847,14,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 15 ของการทดลอง ขนาด (847,15,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 16 ของการทดลอง ขนาด (847,16,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 17 ของการทดลอง ขนาด (847,17,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 18 ของการทดลอง ขนาด (847,18,512,512,6) 
• ชุดขอ้มูลรูปถ่ายของขา้วของวนัท่ี 1 ถึง 19 ของการทดลอง ขนาด (847,19,512,512,6) 

 

 
รูปท่ี 22 ขั้นตอนในการเตียมชุดข้อมูลส าหรหับการฝึกแบบจ าลอง CNN+LSTM 

 

3.2.1.2 ทดลองฝึกแบบจ าลอง CNN+LSTM โดยใช ้VGG16 เป็นส่วน CNN และ
ใช ้Transfer learning จาก ชุดขอ้มูล ImageNet โดยจะฝึกเฉพาะ Layer สุดทา้ย
ของ VGG16 และส่วนของ LSTM โดย การฝึกจะใชชุ้ดขอ้มูล Temporal dataset 
ทั้ง 18 ชุด ซ่ึงสาเหตุท่ีเลือกใช ้Transfer leaning แทนท่ีการฝึกแบบจ าลองใหม่
ทั้งหมด เพราะ จ านวนขอ้มูลท่ีใชฝึ้กท่ีมีอยูไ่ม่เพียงพอต่อการฝึกแบบจ าลองขนาด
ใหญ่ และ ทรัพยากรของคอมพิวเตอร์ท่ีใชฝึ้กนั้นไม่เพียงพอต่อการฝึกโมเดล
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ขนาดใหญ่ทั้งหมด ซ่ึงการฝึกโดยขอ้มูลท่ีไม่เพียงพอนั้นจะส่งผลใหแ้บบจ าลองมี
ความแม่นย  าในการท านายต ่า   

แบบจ าลองท่ีเสนอจะมีหนา้ท่ีรับขอ้มูลมาทีละตวัอยา่งและทายกลุ่มของ
ตน้พืชวา่อยูใ่นกลุ่มไหน ซ่ึงในการทดลองน้ีจะขอทายเพียง 2 กลุ่มคือ กลุ่ม 
100/100 และ กลุ่ม 10/10 โดยค่าความแมน้ย  าคือ Accuracy ของการทายกลุ่มของ
พืชท่ีถูกทดลอง ซ่ึงหาก แบบจ าลองมี Accuracy สูงในชุดขอ้มูลวนัตน้ๆ ก็จะ
หมายความวา่ แบบจ าลองสามารถระบุสภาวะเครียดของตน้ขา้วฟ้างจากการขาด
สารอาหารในสภาวะเร่ิมตน้ไดดี้ โดยโครงสร้างของ VGG16+LSTM มีหนา้ตา
ดงัต่อไปน้ี 

lstm_input = layers.Input(input_shape=(16*16*512))//Size of VGG16 Last layer 

cnn_base = vgg16.VGG16(input_shape=(img_size,img_size,3),weights="imagenet",include_top=False) 

cnn_out = layers.Conv1D(128,3,padding='same',activation='relu')()(cnn_base.output) 

cnn = tf.keras.Model(cnn_base.input, cnn_out) 

cnn.trainable = False 

final_model = layers.TimeDistributed(cnn)(lstm_input) 

final_model = layers.LSTM(100)(final_model) 

final_model = layers.Dense(64, activation="relu")(final_model) 

final_model = layers.Dense(32, activation="relu")(final_model) 

final_model = layers.Dense(1, activation="softmax")(final_model) 

model = tf.keras.Model([lstm_input], final_model) 

optimizer = Nadam(lr=0.002, 

                    beta_1=0.9, 

                    beta_2=0.999, 

                    epsilon=1e-08, 

                    schedule_decay=0.004) 

model.compile(loss="binary_crossentropy", 

                optimizer=optimizer, 

                metrics=["accuracy"])  

โดยการฝึกแบบจ าลองน้ีจะใช ้Adam เป็น Optimizer และมี Learning Rate เร่ิมตน้
เท่ากบั 0.002 และจะลดลงดว้ย Schedule_Decay = 0.004 ซ่ึงการใชง้าน โคตรง
สร้าง VGG16+LSTM ท่ีถูกเสนอนั้นจะแบ่งเป็น 2 ส่วนหลกัๆ คือ VGG16 มี
หนา้ท่ีเป็น Feature Extractor ซ่ึงจะท าหนา้ท่ีลดมิติของขอ้มูลเพื่อใหเ้หลือเฉพาะ
ขอ้มูลท่ีประกอบดว้ยคุณลกัษณะเฉพาะของขอ้มูลนั้นๆใหม้ากท่ีสุดเท่านั้น ซ่ึง
ขอ้มูลท่ีถูกสกดัมาในลกัษณะน้ีในบางงานวิจยัจะเรียกมิติของขอ้มูลท่ีถูกสกดัวา่ 
Latent Space โดยหลงัจากท่ีขอ้มูลถูกสกดัแลว้จะถูกส่งไปยงั ส่วนท่ี 2 ซ่ึงก็คือ
ส่วนของ LSTM Layer เพื่อการฝึกแบบจ าลองต่อไป ในการเลือก Pretrained 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 47 

model เพื่อน ามาใชเ้ป็น Feature Extractor นั้น ไดมี้การเลือกโมเดลมาทดลอง
ทั้งส้ิน 4 โมเดล คือ  

▪ VGG16 
▪ InceptionResNetV2 
▪ Xception 
▪ ResNet152V2 

แต่เน่ืองจากขนาดของ Out layer ของแต่ละแบบจ าลอง และขอ้จ ากดัของ
ทรัพยากรคอมพิวเตอร์ [RTX 4000] ท าใหส้ามารถใช ้VGG16 เป็น Feature 
Extractor ไดเ้พียงแบบจ าลองเดียว  
 

 
รูปท่ี 23 ภาพรวมขั้นตอนการฝึกแบบจ าลอง CNN+ LSTM 

 
นอกจากแบบจ าลองท่ีเสนอ การทดลองน้ีจะฝึกแบบจ าลอง CNN ตวัอ่ืนๆท่ีเป็น 
State of the art ท่ีนิยมใชก้นัในปัจุบนั เพื่อน ามาเปรียบเทียบ โดยการฝึก
แบบจ าลอง CNN ท่ีน ามาเปรียบเทียบกบัแบบจ าลองท่ีเสนอจะฝึกโดยใชชุ้ดขอ้มูล
เดียวกบัท่ีใชใ้นการฝึกแบบจ าลอง CNN ท่ีใชบ้นบอร์ด PYNQ แบบจ าลองท่ีน ามา
เปรียบเทียบมีดงัต่อไปน้ี 

o VGG16 
o ResNet50V2 
o GoogLeNet 
o DenseNet121 

ทั้งหมดเป็น Pretrained model จากชุดขอ้มูล ImageNet ทั้งส้ิน ซ่ึงในการฝึกจะใช้
วิธี Transfer learning กบัชุดขอ้มูลท่ีเตรียมไวท้ั้ง 18 ชุด 

3.2.3 ทดสอบโมเดลทั้งหมดกบัชุดขอ้มูล Test เปรียบเทียบผลการทดลอง 
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3.3 อุปกรณ์ในการทดลอง 
3.3.1 PYNQ-Z1 1 บอร์ด 
o ชิบ ZYNQ XC7Z020-1CLG400C 

▪ 650MHz dual-core Cortex-A9 processor 
▪ DDR3 memory controller with 8 DMA channels and 4 high 

performance AXI3 slave ports 
▪ High-bandwidth peripheral controllers: 1G Ethernet, USB 2.0, 

SDIO 
▪ Low-bandwidth peripheral controller: SPI, UART, CAN, I2C 
▪ Programmable from JTAG, Quad-SPI flash, and microSD card 
▪ Artix-7 family programmable logic 
o 13,300 logic slices, each with four 6-input LUTs and 8 flip-

flops 
o 630 KB of fast block RAM 
o 4 clock management tiles, each with a phase-locked loop 

(PLL) and mixed-mode clock manager (MMCM) 
o 220 DSP slices 
o On-chip analog-to-digital converter (XADC) 

o หน่วยความจ า 
▪ 512MB DDR3 with 16-bit bus @ 1050Mbps 
▪ 16MB Quad-SPI Flash 
▪ MicroSD slot 

o USB และ Ethernet 
▪ USB-JTAG Programming circuitry 
▪ USB-UART bridge 
▪ USB OTG PHY (supports host only) 
▪ Gigabit Ethernet PHY 

o Audio and Video 
▪ Electret microphone with pulse density modulated (PDM) 

output 
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▪ 3.5mm mono audio output jack, pulse-width modulated (PWM) 
format 

▪ HDMI sink port (input) 
▪ HDMI source port (output) 

o Switches, push-buttons, and LEDs 
▪ 4 push-buttons 
▪ 2 slide switches 
▪ 4 LEDs 
▪ 2 RGB LEDs 

3.3.2 คอมพิวเตอร์ตั้งโต๊ะ 1 เคร่ือง [Workstation] 
o AMD Ryzen 9 3900X 
o RAM  64 GB 
o HDD  8 TB, SSD  2 TB 
o NVIDIA Quadro RTX 4000 GPU. 

3.4 โปรแกรมในการทดลอง 
3.4.1 Ubuntu 18.04 
3.4.2 Jupyter notebook ติดตั้งอยูบ่น Ubuntu OS 
3.4.3 Theano Python Library 
3.4.4 Lasagne Python Library 
3.4.5 TensorFlow library V2.0 
3.4.6 NVIDIA’s CUDA toolkit 
3.4.7 OpenCV2 
3.4.8 Docker 
3.4.9 Vivado 2016 
3.4.10 Vivado HLS 
3.4.11 Visual Studio Code 
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บทที่ 4 ผลการทดลอง 
การทดลองทั้งหมดของงานวิจยัน้ีถูกแบ่งออกเป็น 2 ส่วนหลกัๆ คือการทดลองแบบจ าลอง

เพื่อระบุสภาวะความเครียดของพืชในระยะเร่ิมตน้บน FPGA ในบอร์ด PYNQ และการทดลอง
แบบจ าลองเพื่อระบุสภาวะความเครียดของพืชในระยะเร่ิมตน้ โดยใชแ้บบจ าลอง CNN+LSTM 
ซ่ึงในส่วนน้ี ผลการทดลองจะถูกน าเสนอเป็น 2 ส่วน 
4.1 ผลการทดลองการใช้งานแบบจ าลองระบุสภาวะความเครียดสภาวะเร่ิมต้นของต้นข้าวฟ่างบน 
PYNQ 
จากการใชแ้บบจ าลองตวัเลือกท่ี 2 ซ่ึงมีโครงสร้างดงัต่อไปน้ี 

• Input : (3,128,128) 
• Cov_1: (#Kernel:32, K_Size:5, P:2) 
• Pool_max: (size:4, S:4) 
• Cov_2: (#Kernel:32, K_Size:5, P:2) 
• Pool_max: (size:4, S:4) 
• Cov_3: (#Kernel:64, K_Size:5, P:2) 
• Pool_max: (size:2, S:2) 
• Dense: (128) 
• Dense: (1) 

ในการฝึกกบัขอ้มูลทั้ง 18 ชุด แบบจ าลองใชเ้วลาในการดงัตารางท่ี 6 
 
ตารางท่ี 6 เวลาท่ีใช้ในการฝึกแบบจ าลองกับชุดข้อมูลท้ัง 18 ชุด 
Day 2 45.94 s Day 8 385.98 s Day 14 259.13 s 
Day 3 88.37 s Day 9 226.73 s Day 15 325.43 s 
Day 4 108.04 s Day 10 246.6 s Day 16 453.22 s 
Day 5 103.7 s Day 11 344.13 s Day 17 371.2 s 
Day 6 204.88 s Day 12 291.64 s Day 18 392.91 s 
Day 7 169.18 s Day 13 282.01 s Day 19 352.04 s 
 
จากตารางท่ี 6 จะเห็นวา่เวลาในการฝึกแบบจ าลองจะเพิ่มขึ้นเม่ือจ านวนขอ้มูลรูปภาพเพิ่มขึ้นแต่จะมี
บางช่วงของการฝึกท่ีใชเ้วลามากกวา่ท่ีควรจะเป็นเช่น ในวนัท่ี 6 หรือ 8 ซ่ึงเกิดจากตวัโปรแกรมท่ี
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ใชฝึ้กเกิดคา้งในบางช่วงขณะฝึก ท าใหเ้วลารวมเพิ่มขึ้น และหลงัจากฝึกแบบจ าลองแลว้ไดน้ าค่า 
Weights ท่ีฝึกแลว้มาใชท้ดสอบกบัชุดขอ้มูล Test ซ่ึงไดผ้ลการท านายกบั Test data บน PYNQ ดงั
ในตารางท่ี 7 
 
ตารางท่ี 7 ค่าความแม่นย าในการท านาย (Accuracy) และค่าเฉลี่ยเวลาในการท านาย Test Data ด้วย
อุปกรณ์ต่างๆ 
Day บน Workstation ดว้ย 

GPU RTX 4000 
Dual-core ARM 
Cortex-A9 [PYNQ] 

FPGA [PYNQ] 

Accuracy ค่าเฉลี่ยเวลาในการ
ท านาย ต่อ รูป 

Accuracy ค่าเฉลี่ยเวลาในการ
ท านาย ต่อ รูป 

Accuracy ค่าเฉลี่ยเวลาในการ
ท านาย ต่อ รูป 

Day 2 0.43 

5.19 ms 

0.43 

452.9 ms 

0.43 

11.73 ms 

Day 3 0.40 0.40 0.40 
Day 4 0.41 0.41 0.41 
Day 5 0.63 0.63 0.60 
Day 6 0.39 0.39 0.35 
Day 7 0.61 0.61 0.61 
Day 8 0.61 0.61 0.61 
Day 9 0.62 0.62 0.61 
Day 10 0.40 0.40 0.40 
Day 11 0.59 0.59 0.55 
Day 12 0.59 0.59 0.59 
Day 13 0.60 0.60 0.60 
Day 14 0.39 0.39 0.39 
Day 15 0.40 0.40 0.40 
Day 16 0.39 0.39 0.39 
Day 17 0.40 0.40 0.40 
Day 18 0.60 0.60 0.60 
Day 19 0.61 0.61 0.59 

 
โดยผลการทดลองในตารางท่ี 7 มาจากการใชง้านแบบจ าลองตวัเลือกท่ี 2 และขอ้มูล Test ทั้ง 18 ชุด
บน เคร่ือง Workstation และบนบอร์ด PYNQ ทั้งฝ่ัง CPU [Cortex-A9] และ FPGA 
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รูปท่ี 24 ค่า Accuracy/Loss ของการฝึกแบบจ าลองตัวเลือก 2 เพ่ือใช้กับ FPGA เทียบ Epoch โดย
เส้นสีแดง Train_Loss น า้เงิน คือ Val_Loss ม่วง คือ Train_Acc และ เทาเข้ม คือ Val_Acc 

Day 2 

Day 10 Day 9 Day 8 

Day 7 Day 6 Day 5 

Day 4 Day 3 

Day 11 Day 12 Day 13 

Day 14 Day 15 Day 16 

Day 17 Day 19 Day 18 
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4.2 ผลการทดลองการใช้แบบจ าลอง   CNN+ LSTM ในการระบุสภาวะความเครียดระยะเร่ิมต้น
ของต้นข้าวฟ้าง 

 
รูปท่ี 25 ค่า Accuracy/Loss ของการฝึกแบบจ าลอง VGG16+LSTM เทียบ Epoch โดยเส้นสีแดง 
Train_Loss น า้เงิน คือ Val_Loss ม่วง คือ Train_Acc และ เทาเข้ม คือ Val_Acc 

Day 2 

Day 10 Day 9 Day 8 

Day 7 Day 6 Day 5 

Day 4 Day 3 

Day 11 Day 12 Day 13 

Day 14 Day 15 Day 16 

Day 17 Day 19 Day 18 
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ในรูปท่ี 25 จะแสดงถึงค่า Loss และ Accuracy ของการฝึก CNN+LSTM แต่ละ Epoch ซ่ึง  
• เส้นสีแดงจะหมายถึง ค่า Loss ของแบบจ าลองกบัชุดขอ้มูลฝึก Train 
• เส้นสีน ้าเงินจะหมายถึง ค่า Accuracy ของแบบจ าลองกบัชุดขอ้มูลฝึก Train 
• เส้นสีม่วงจะหมายถึง ค่า Accuracy ของแบบจ าลองกบัชุดขอ้มูลฝึก Validation 
• เส้นสีเทาเขม้จะหมายถึง ค่า Loss ของแบบจ าลองกบัชุดขอ้มูลฝึก Validation 

Accuracy ของแบบจ าลอง VGG16+LSTM, VGG16, ResNet50V2, GoogLeNet และ DenseNet121 
ท่ีถูกฝึกและทดสอบกบัชุดขอ้มูลขา้วฟ่าง จะถูกพลอ็ตกราฟเทียบกบัวนัท่ีท าการทดลองในรูปท่ี 26 
  

 
รูปท่ี 26 ค่าความแม่นย าในการท านายสภาวะเครียดของข้าวฟ่างเทียบกับวันท่ีในการทดลอง 
 

ตารางท่ี 8 ค่าความแม่นย าในการระบุสภาวะเครียดบนข้อมูลทดสอบของแบบจ าลองต่างๆ 
day VGG16+LSTM VGG16 ResNet50V2 GoogLeNet DenseNet121 

1 0.69 0.61 0.59 0.64 0.61 

2 0.79 0.66 0.75 0.68 0.74 

3 0.85 0.69 0.74 0.75 0.8 

4 0.84 0.67 0.82 0.77 0.79 

5 0.88 0.73 0.82 0.82 0.82 

6 0.88 0.75 0.86 0.85 0.8 

7 0.93 0.80 0.86 0.89 0.89 

8 0.93 0.80 0.89 0.85 0.86 

9 0.92 0.80 0.9 0.88 0.88 

10 0.91 0.81 0.87 0.9 0.89 

11 0.94 0.82 0.9 0.92 0.89 

12 0.92 0.82 0.9 0.87 0.89 

13 0.91 0.81 0.92 0.91 0.92 

14 0.92 0.81 0.92 0.92 0.92 
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15 0.89 0.82 0.91 0.89 0.9 

16 0.90 0.83 0.91 0.92 0.91 

17 0.93 0.81 0.93 0.93 0.94 

18 0.92 0.83 0.93 0.91 0.94 

19 0.91 0.82 0.92 0.92 0.94 

 
จากรูปท่ี 26  จะเห็นวา่ VGG16+LSTM เส้นสีน ้าเงินจะสามารถท านายสภาวะความเครียดของตน้
ขา้วฟ่างท่ีขาดสารอาหาร  ไดค้่า Accuracy ท่ี 85.32% ท่ีวนัท่ี 3 หรือ 2 วนัหลงัจากตน้ขา้วฟ่างเร่ิม
ขาดสารอาหาร และหลงัจากน้ีค่า Accuracy ของแบบจ าลองท่ีเสนอจะเพิ่มขึ้นเร่ือยๆเม่ือแบบจ าลอง
ไดรั้บขอ้มูลรูปภาพเพิ่มขึ้น จนไปสูงสุดท่ีวนัท่ี 8 ส าหรับแบบจ าลองท่ีน ามาเปรียบเทียบอ่ืนๆ ถึงแม้
ในช่วงตน้แบบจ าลองจะท าค่า Accuracy ไดต้ ่ากวา่แบบจ าลองท่ีเสนอ แต่เม่ือไดรั้บขอ้มูลท่ีมาก
เพียงพอก็จะสามารถท าค่า Accuracy ไดสู้งกวา่ 80% ทั้งหมด โดยเวลาเฉล่ียท่ีใชใ้นการค านวณ บน 
CPU มีค่าเท่ากบั 13.36 sec/Step ส าหรับแบบจ าลอง CNN ท่ีน ามาเปรียบเทียบ และ 1.72 sec/step 
ส าหรับ VGG16+LSTM และ บน GPU ใชเ้วลาค านวนเฉล่ียอยูท่ี่ 1.67 sec/step ส าหรับแบบจ าลอง
ท่ีน ามาเปรียบเทียบ และ 0.46sec/step ส าหรับแบบจ าลอง VGG16+LSTM โดยท่ี 1 Step มีค่าเท่ากบั 
1 Batch ซ่ึงมีค่าเท่ากบั 32 รูปภาพ ส าหรับแบบจ าลอง CNN ท่ีน ามาเปรียบเทียบ และมีค่าเท่ากบั 16 
รูปภาพส าหรับแบบจ าลอง VGG16+LSTM โดยในตารางท่ี 8 เป็น รายละเอียดค่าความแม่นย  าของ
แบบจ าลอง VGG16+LSTM บนขอ้มูล Temporal Test Data และแบบจ าลอง CNN อ่ืนๆท่ีน ามา
เปรียบเทียบ บนขอ้มูลทดสอบ และตารางท่ี 9 แสดงเวลาท่ีใชใ้นการฝึกและทดสอบแบบจ าลอง 
VGG16+LSTM เปล่ียบเทียบกบัเวลาท่ีใชใ้นการฝึกแบบจ าลอง VGG16 
ตารางท่ี 9 แสดงเวลาท่ีใช้ในการฝึกแบบจ าลอง VGG16+LSTM และ VGG16 และเวลาเฉลี่ยในการ
ท านายสภาวะเครียดของแบบจ าลอง VGG16+LSTM และ แบบจ าลองเปรียบเทียบอ่ืนๆ (Baseline 
Model) 
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ตารางท่ี 9 เวลาในการฝึกแบบจ าลอง และเวลาเฉลี่ยในการทดสอบของแบบจ าลอง VGG16+LSTM 
และแบบจ าลอง Baseline 
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บทที่ 5 อภิปรายผลการทดลอง 
 

จากผลการทดลองใชง้านแบบจ าลอง CNN เพื่อใชร้ะบุสภาวะความเครียดระยะเร่ิมตน้ บน 
FPGA โดยใชบ้อร์ด PYNQ จะเห็นวา่ จากตารางท่ี 7 ค่าความแม่นย  า [Accuracy] ในการท านายของ
แบบจ าลอง CNN นั้น ต ่ามาก ในทุกช่วงของชุดขอ้มูลทดลองตั้งแต่วนัท่ี 2 – 19 และไม่สามารถ
น าไปใชง้านจริงไดซ่ึ้งค่าความแม่นย  าสูงสุดท่ีไดน้ั้นอยูท่ี่ 0.61 บน FPGA และ 0.62 บน CPU ซ่ึง
สาเหตุหลกัท่ีท าใหค้่าความแม่นย  านอ้ย มาจากขอ้จ ากดัทางดา้นทรัพยากรของบอร์ด PYNQ และ 
Framework ท่ีใชใ้นการใชง้าน CNN บนบอร์ด PYNQ ท่ีท าใหไ้ม่สามารถใชง้านแบบจ าลองท่ีมี
ความซบัซอ้นสูงบน FPGA ได ้โดยหากพิจารณาจากตารางท่ี 5 จะพบวา่การเพิ่มชั้น Convolution 
Layer  เขา้ไปท่ีแบบจ าลองตวัอยา่ง CIFAR-10 เพียงชั้นเดียว ก็ท าใหก้ารใชท้รัพยากร LUT [118%] 
และ DSP [112%] เกินจากท่ี FPGA บนบอร์ด PYNQ มีแลว้ ซ่ึงหากดูจากการเรียนรู้ของแบบจ าลอง
ดงัรูปท่ี 24 จะเห็นวา่ในการฝึกแบบจ าลอง CNN ตวัเลือกท่ี 2 ท่ีฝึกกบัชุดขอ้มูลทั้ง 18 ชุดนั้น ค่า
ความแม่นย  า (Accuracy) และ ค่า  Loss ของการฝึกแทบจะไม่ลดลงเลยเม่ือจ านวน Epoch เพิ่มใน
ทุกๆชุดขอ้มูล ซ่ึงบ่งบอกไดว้า่แบบจ าลองไม่สามารถเรียนรู้คุณลกัษณะของขอ้มูลได ้ หรือท่ี
เรียกวา่ Underfit ซ่ึงวิธีแกไ้ขคือตอ้งเพิ่มจ านวนชั้นของแบบจ าลองหรือเพิ่มจ านวน Weights ของแต่
ละชั้นซ่ึงเป็นไปไม่ไดใ้นบอร์ด PYNQ เน่ืองดว้ยขอ้จ ากดัทางดา้นทรัพยากร หากพิจารณาเพิ่มเติม
ถึงค่าความแม่นย  า Accuracy ในตารางท่ี 7 จะเห็นวา่ค่าความแม่นย  า Accuracy ของแบบจ าลองท่ีใช้
งานบน GPU และ CPU ARM Cortex-A9 นั้นมีค่าเท่ากนั แต่บางชุดขอ้มูลท่ีน าไปใชง้านใน FPGA 
ของบอร์ด PYNQ นั้นมีค่าไม่เท่าซ่ึง เหตุผลหน่ึงท่ีเป็นไปไดค้ือการใชง้าน CNN บน FPGA โดย 
Framework ในงานวิจยั [43] มีการใช ้FIXED-POINT DATA QUANTISATION ซ่ึงจะท าใหค้่า
ต่างๆคาดเคล่ือนไปในการค านวนและอาจจะส่งผลใหมี้การลดลงของค่า Accuracy อยา่งไรก็ตาม
หากพิจารณาถึงความเร็วในการท านายแลว้จะพบวา่การท านายโดยแบบจ าลอง CNN ซ่ึงใชง้านอยู่
บน FPGA นั้นมีความเร็วสูงมาก โดยใชเ้วลาในการประมวณผลแต่ละภาพอยูท่ี่ 11.73 ms ซ่ึงแมจ้ะ
ชา้กวา่การท านายผลโดยใช ้GPU Nvidia Quadro RTX 4000 ถึง 2 เท่า แต่ก็เร็วกวา่ CPU Dual-core 
ARM Cortex-A9 บนบอร์ด PYNQ ถึง 38 เท่า ซ่ึงหากเทียบวา่เป็นการใชง้านในระบบฝังตวัถือวา่ 
FPGA สามารถประมวลไดเ้ร็วกวา่การใช ้CPU ในระบบฝังตวัเป็นอยา่งมาก 

ดว้ยเหตุผลท่ีไม่สามารถท าแบบจ าลองท่ีสามารถใชง้านไดจ้ริงบน FPGA ในงานทดลองน้ี
จึงมีการท าการทดลองอีกส่วนซ่ึงก็คือ การใชแ้บบจ าลอง CNN ขนาดใหญ่ในการระบุสภาวะ
ความเครียดของตน้ขา้วฟ่างในสภาวะเร่ิมตน้ โดยจากรูปท่ี 25 จะเห็นวา่ในการฝึกแบบจ าลองท่ี
น าเสนอซ่ึงก็คือ  VGG16+LSTM ในทุกชุดขอ้มูลท่ีใชฝึ้กทั้ง 18 ชุด แบบจ าลองท่ีน าเสนอสามารถ
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เรียนรู้ขอ้มูลจากรูปภาพไดท้ั้งส้ิน โดยดูจากค่าความแม่นย  าในการท านายท่ีสูงขึ้น และค่า  Loss ท่ี
ลดลง เม่ือจ านวน Epoch ในการฝึกมากขึ้น แต่อยา่งไรก็ตามในช่วง 2 – 6 วนัแรกนั้นค่าความแม่นย  า
และค่า Loss ในชุดขอ้มูล Validation จะยงัไม่สามารถลู่เขา้หาค่าความแม่นย  าและค่า  Loss ของชุด
ขอ้มูล Train ได ้  เน่ืองจากจ านวนขอ้มูลท่ียงัไม่มากพอ แต่ถึงแมจ้ะยงัไม่ลู่เขา้ค่าความแม่นย  า
ในช่วงน้ีก็อยูใ่นช่วง 70 -80 % ทั้งหมด ซ่ึงจากรูปท่ี 26 จะเห็นวา่ การใชแ้บบจ าลองขนาดใหญ่ใน
การท านายสภาวะความเครียดของพืชนั้นหากมีจ านวนขอ้มูลภาพถ่ายท่ีเพียงพอและโมเดลนั้นมี
ขนาดท่ีใหญ่เพียงพอท่ีจะเรียนรู้ ก็จะสามารถท านายสภาวะความเครียดไดดี้ทั้งส้ิน โดยจะเห็นได้
จาก แบบจ าลอง ResNet50V2 GoogLeNet และ DenseNet121 ในช่วง 3 วนัแรกนั้นเน่ืองจากขอ้มูล
รูปภาพยงัไม่เพียงพอท าใหค้่าความแม่นย  าท่ีท าไดย้งัไม่ถึง 80% โดยหลงัจากวนัท่ี 5 แบบจ าลอง 
CNN ทั้งหมดนั้นสามารถท านายสภาวะความเครียดไดค้วามแม่นย  ามากกวา่ 80% แลว้ทั้งส้ิน และ
เม่ือใชชุ้ดขอ้มูลทดสอบของวนัท่ี 13 แบบจ าลอง CNN ทั้งสามสามารถท านายสภาวะเครียด ของ
ขา้วฟ่างไดค้วามแม่นย  าในระดบัเท่ากบัหรือมากกวา่แบบจ าลอง VGG16+LSTM ท่ีเสนอโดย 
แบบจ าลองท่ีเสนอมีความแม่นย  าอยูท่ี่ 91% ซ่ึงอีกดา้นหน่ึงหากเปรียบเทียบแบบจ าลอง VGG16 กบั
แบบจ าลอง CNN อ่ืนๆจะพบวา่ความแม่นย  าในการท านายจะนอ้ยกวา่แบบจ าลองอ่ืนๆในทุกๆช่วง
ของชุดขอ้มูล แต่หากน ามาร่วมท างานกบัส่วนของ LSTM ดงัโครงสร้าง VGG16+LSTM ดงัท่ีเสนอ
ก็จะท างานไดดี้ขึ้นมาก โดยเฉพาะในช่วงวนัแรกๆ หลงัจากท่ีเกิดสภาวะความเครียดและขาด
สารอาหาร โดยสามารถท านายสภาวะความเครียดไดสู้งถึง 85% ในวนัท่ี 3 ของการทดลอง ซ่ึงหาก
พิจารณาเปรียบเทียบกบัแบบจ าลอง CNN อ่ืนๆ ท่ีตอ้งการท านายสภาวะความเครียดของตน้ขา้วฟ่าง
ในระยะเร่ิมตน้จะเห็นวา่แบบจ าลอง CNN นั้นมีความแม่นย  าในการท านายสภาวะความเครียดของ
ตน้ขา้วฟ่างในช่วงตน้ วนัท่ี 1 ถึง 4 ไม่สูงนกั อนัเน่ืองมาจากในวนัท่ี 1 ถึง 4 ตน้พืชท่ีขาดสารอาหาร
นั้นยงัไม่แสดงอาการท่ีชดัเจนนั้น  ท าใหแ้บบจ าลอง CNN ท่ีไม่สามารถรับรู้ขอ้มูลท่ีมีความสัมพนัธ์
เชิงเวลา อาทิเช่น อตัราการเจริญเติบโตท่ีควรจะเป็น หรือ ขนาด หรือ สี ของใบท่ีค่อยๆ 
เปล่ียนแปลงแต่ยงัไม่ไดเ้ปลี่ยนอยา่งชดัเจน ซ่ึงหากเปรียบเทียบกบัผลความแม่นย  าในการท านาย
ของแบบจ าลอง VGG16+LSTM ท่ีผูวิ้จยัเสนอจะพบวา่ แบบจ าลองสามารถเพิ่มความแม่นย  าในการ
ท านายในระยะเร่ิมตน้ไดสู้งมากกวา่ แบบจ าลอง CNN ปกติ ทั้งน้ีเน่ืองจากส่วน LSTM ของ
แบบจ าลองสามารถท่ีจะรับรู้ถึงขอ้มูลท่ีมาจากภาพก่อนหนา้ไดด้ว้ยท าใหภ้าพสามารถรับรู้ขอ้มูลท่ีมี
ความสัมพนัธ์เชิงเวลาต่างๆได ้

อยา่งไรก็ตามหากเปรียบเทียบกนัในความเร็วในการท านายของแบบจ าลอง 
VGG16+LSTM และแบบจ าลอง CNN อ่ืนๆท่ีน ามาเปรียบเทียบ จากตารางท่ี 9 จะพบวา่ เวลาท่ีใช้
ในการท านายโดยใช ้VGG16+LSTM นั้น ใชเ้วลามากกวา่ ค่าเฉล่ียเวลาการท านายของแบบจ าลอง 
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CNN ต่างๆท่ีน ามาเปรียบเทียบถึง 20.72 เท่า เน่ืองจากในการท านาย 1 คร้ังนั้นแบบจ าลอง 
VGG16+LSTM จะใชข้อ้มูลลกัษณะเป็น Time series ซ่ึงขอ้มูลจะใหญ่ขึ้นเร่ือยๆทุกคร้ังท่ีมีการ
ถ่ายรูปเพิ่มทุกวนัๆ นอกจากขอ้มูลท่ีใหญ่กวา่แลว้การเพิ่มของชั้น LSTM เขา้ไปดว้ยจะท าให้
แบบจ าลองมีขนาดใหญ่กวา่มาก อยา่งไรก็ตามในการใชง้านถึงการระบุสภาวะความเครียดของตน้
พชืนั้น ไม่ไดต้อ้งการความเร็วในการประมวลผลท่ีสูงนกั ความเร็วในการประมวลผลภาพท่ี 185.25 
ms ถือไดว้า่สามารถใชง้านไดจ้ริง 
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บทท่ี 6 สรุปผลการทดลอง 
ในการทดลองน้ีผูท้ดลองไดท้ดลองออกแบบและฝึกโครงสร้าง CNN และ CNN+LSTM 

เพื่อระบุรู้สภาวะความเครียดของตน้ขา้วฟ่างในระยะเร่ิมตน้ โดยใชชุ้ดขอ้มูลการทดลอง Treatment 
Study การขาดสารอาหาร Ammonium และ Nitrate ของตน้ขา้วฟ่างเป็นขอ้มูลฝึกแบบจ าลอง และ
ไดท้ดลองน าแบบจ าลอง CNN ไปใชบ้นบอร์ด PYNQ ทดลองใชง้านแบบจ าลองทั้งบนดา้น CPU 
Dual-core ARM Cortex-A9 และ FPGA ของ PYNQ  ซ่ึงไดผ้ลการทดลองวา่ บอร์ด PYNQ มี
ทรัพยากรของ FPGA ไม่เพียงพอท่ีจะรองรับ CNN ท่ีใหญ่พอท่ีจะฝึกแบบจ าลองให้ระบุสภาวะ
ความเครียดของพืชได ้โดยค่าความแม่นย  า (Accuracy) ท่ีไดสู้งสุด อยูท่ี่ 0.61 เท่านั้น ค่า Accuracy 
และ Loss ในการฝึกบ่งช้ีชดัเจนวา่ CNN ท่ีใชใ้น FPGA ซ่ึงเป็นขนาดท่ีใหญ่ท่ีสุดท่ีสามารถใชง้าน
ไดบ้น PYNQ ยงั Underfit กบัขอ้มูลอยู ่อยา่งไรก็ตามหากเปรียบเทียบความเร็วในการประมวลผล
ระหวา่ง Dual-core ARM Cortex-A9 และ FPGA แลว้ พบวา่ FPGA มีความเร็วมากกวา่ถึง 38 เท่า
ดว้ยกนั  แต่ก็ยงัชา้กวา่ GPU Nvidia Quodro RTX 4000 ถึง 2 เท่า แต่หากเทียบในปัจจยัท่ีใชง้านเป็น
ระบบฝังตวั  เร่ืองของตน้ทุน และการใชพ้ลงังาน FPGA ก็ยงัคงเป็นตวัเลือกท่ีเหมาะสม นอกจากน้ี 
ผูท้ดลองยงัไดท้ดลองออกแบบและฝึกโครงสร้าง VGG16+LSTM เพื่อใหไ้ดโ้ครงสร้างท่ีมี
ประสิทธิภาพความแม่นย  าสูงในการระบุสภาวะความเครียดของตน้ขา้วฟ่าง ซ่ึงผลการทดลองแสดง
ออกมาชดัเจนวา่ การใชแ้บบจ าลอง LSTM ร่วมกบั CNN ขนาดใหญ่จะท าใหค้่าความแม่นย  าของ
แบบจ าลองระบุความเครียดในสภาวะเร่ิมตน้สูงกวา่การใชง้าน CNN เพียงอยา่งเดียว ซ่ึงค่า
Accuracy ท่ีไดค้ือ 85.32% ท่ีวนัท่ี 3 หรือ 2 วนัหลงัจากตน้ขา้วฟ่างเร่ิมขาดสารอาหาร วิธีการระบุ
สภาวะเครียดในระยะเร่ิมตน้น้ีสามารถท่ีจะใชก้บัพืชชนิดอ่ืนไดโ้ดยการจดัเก็บชุดขอ้มูลใหม่ใน
ลกัษณะเดียวกนั 
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