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บทคัดย่อภาษาไทย   

  
น ้ามันดิบเป็นสินค้าอุปโภคที่มีความส าคัญในโลก เพราะน ้ามันดิบถือเป็นแหล่งพลังงาน

หลักของโลก ราคาของน ้ามันดิบนั้นมีส่วนเกี่ยวข้องในหลาย ๆ อุตสาหกรรม เช่น การขนส่ง, การ
ผลิตพลังงานไฟฟ้า และอุตสาหกรรมปิโตรเคมี ดังนั้นการคาดการณ์ราคาน ้ามันดิบจึงมีความส าคัญ
ส าหรับหลายภาคส่วน แต่ก็เป็นเรื่องที่ท้าทายมากเช่นกัน เนื่องจากราคาน ้ามันดิบมีความผันผวนสูง 
มีหลานงานวิจัยจ านวนมากที่เสนอการใช้การเรียนรู้ของเครื่องเพื่อท านายราคาน ้ามัน โดยงานวิจัย
นี้ได้น าเสนอเทคนิคการใช้โครงข่ายประสาทเทียมแบบผสานกันระหว่างโครงข่ายประสาทเทียม
คอนโวลูชัน (Convolutional neural networks - CNN) และ หน่วยความจ าระยะสั้นแบบยาว 
(Long short-term memory - LSTM) เพื่อใช้ท านายแนวโน้มราคาน ้ามันและส่งสัญญาณการซื้อ
ขายน ้ามันให้ดียิ่งขึ้นเมื่อเทียบกับกลยุทธ์การซื้อขายน ้ามันแบบดั้งเดิม โดยหลักการของแบบจ าลอง
คือ CNN สามารถตรวจจับรูปแบบในต าแหน่งต่าง ๆ ของข้อมูล Time Series ได้ ในขณะที่ LSTM 
สามารถใช้รักษาความจ าทั้งระยะสั้นและระยะยาวส าหรับข้อมูล Time Series ได้ การผสาน
คุณสมบัติเหล่านี้จึงเพิ่มความสามารถให้แบบจ าลองได้ จากการศึกษานี้พบว่าการผสานกันของ 
CNN และ LSTM สามารถเพิ่มความสามารถในการท าก าไรจากการซื้อขายน ้ามันดิบได้ในระยะยาว 
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บทคัดย่อภาษาอังกฤษ # # 6370267221 : MAJOR COMPUTER SCIENCE 
KEYWORD: crude oil trading, machine learning, deep learning, trading signal, 

technical analysis, artificial intelligent 
 Wisaroot Lertthaweedech : COMBINING TECHNICAL ANALYSIS AND DEEP 

LEARNING MODELS FOR CRUDE OIL TRADING. Advisor: Prof. BOONSERM 
KIJSIRIKUL, D.Eng. Co-advisor: PITTIPOL KANTAVAT, Ph.D. 

  
Crude oil is an important commodity in the world because it is the 

primary source of global energy production. Crude oil price involves in various 
industries such as transportation, power generation, and petrochemical. Therefore, 
the prediction of crude oil price is vital for many sectors, but it is very challenging 
because of its high volatility. Several research papers proposed different machine 
learning techniques to forecast crude oil prices. In this study, we propose an 
artificial neural network (ANN) with various combinations of convolutional neural 
networks (CNN) and long short-term memory (LSTM) to predict crude oil price 
trends and provide better trading signals for crude oil compared to traditional 
trading strategies. The concept of our model is that CNN could detect patterns in 
different locations of time series data, while LSTM could maintain memory for 
both short-term and long-term for time series data. The combination of their 
properties could enhance the performance of the neural network. This study 
found that the combination of CNN and LSTM could significantly improve trading 
performance in the long run.   
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บทที่ 1 
บทน า 

 

1.1 ที่มาและความส าคัญของปัญหา 
น ้ามันดิบเป็นสินค้าอุปโภคที่มีความส าคัญต่อเศรษฐกิจในปัจจุบันเป็นอย่างมาก เนื่องจาก

อุปทานพลังงานทั่วโลกกว่า 30% มาจากน ้ามันดิบ [1] และถูกใช้ในกิจกรรมทางเศษฐกิจต่าง ๆ 
มากมาย เช่น การเดินทางโดยรถยนต์ เรือ และเครื่องบิน , การผลิตไฟฟ้า, และวัตถุดิบส าหรับ
อุตสาหกรรมปิโตรเคมี ราคาน ามันดิบจึงมีความส าคัญอย่างยิ่งต่ออุตสาหกรรมต่าง ๆ ที่เกี่ยวข้องกับ
กิจกรรมทางเศรษฐกิจต่าง ๆ เหล่านี้ นอกจากภาคเอกชนแล้วราคาน ้ามันดิบยังมีความส าคัญกับ
ภาครัฐโดยเฉพาะธนาคารกลาง เนื่องจากน ้ามันดิบส่งผลโดยตรงต่อการเติบโตทางเศรษฐกิจของ
ประเทศท าให้มีผลต่อการก าหนดนโยบายทางการเงินต่าง ๆ จากภาครัฐและธนาคารกลาง 

แต่อย่างไรก็ตามราคาน ้ามันดิบมีความผันผวนสูงมาก อันเนื่องมาจากการเปลี่ยนแปลงอุป
สงค์และอุปทานต่อน ้ามันดิบในแต่ละช่วงเวลา ซึ่งทั้งอุปสงค์และอุปทานของน ้ามันดิบนั้นขึ้นกับหลาย 
ๆ ปัจจัย ทั้งกิจกรรมทางเศรษฐกิจ รวมถึงก าลังการผลิตของพลังงานทางเลือกอื่น ๆ เช่น ก๊าซ
ธรรมชาติ, ถ่านหิน, พลังงานทดแทน ซึ่งท าให้เกิดผลกระทบแบบทดแทน (Substitution effect) ได้ 
ปัจจัยอื่น ๆ เช่น การเติบโตทางเศรษฐกิจ การพัฒนาของเทคโนโลยี เหตุการณ์ไม่ปกติ โดยตัวอย่างที่
ชัดเจนคือการระบาดของไวรัสโควิด-19 ปัจจัยต่าง ๆ เหล่านี้ล้วนส่งผลกระทบต่อราคาน ้ามัน ท าให้
ราคาน ้ามันมีความผันผวนสูงทั้งสิ้น [2] 

มีหลายงานวิจัยที่พยายามศึกษาแบบจ าลองการท านายราคาน ้ามันดิบหลากหลายแบบ เช่น 
ซัพพอร์ตเวกเตอร์แมชชีน (Support Vector Machine หรือ SVM) [3], [4],  Autoregressive 
Integrated Moving Average (ARIMA) [3], [4], [5], Random walk [3], Genetic algorithm 
(GA) [6], Generalized autoregressive conditional heteroskedasticity (GARCH) [7], Vector 
autoregressive (VAR) [8], error correction model (ECM) [9] แ ล ะ ด้ ว ย ก า ร พั ฒ น าข อ ง
เทคโนโลยีการค านวณที่มีความสามารถมากขึ้นอย่างมาก แบบจ าลองที่สามารถเข้าใจความซับซ้อน
และไม่เป็นเส้นตรง (nonlinearity) ของอนุกรมเวลาทางการเงิน (Financial time series) ต่าง ๆ ได้
ดีขึ้นแต่จ าเป็นต้องใช้ก าลังการค านวณสูง อย่างเช่น โครงข่ายประสาทเทียม (Artificial Neural 
Network) [10] ถูกน ามาใช้ในการท านายราคาสินทรัพย์ต่าง ๆ อย่างมากมาย 

โครงข่ายประสาทเทียมถูกน ามาใช้ในการท านายราคาของสินทรัพย์ต่าง ๆ เนื่องจาก
แบบจ าลองการเรียนรู้ของเครื่องชนิดนี้สามารถเข้าใจความซับซ้อนและไม่เป็นเส้นตรงของข้อมูลราคา
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สินทรัพย์ได้ ท าให้มีประสิทธิภาพในการท านายราคาสินทรัพย์ต่าง ๆ  [11] อย่างเช่นงานวิจัยของ 
Gudelek และคณะ [12] ใช้ โครงข่ายประสาทเทียมคอนโวลูชัน (CNN) ท านายราคาหลักทรัพย์ได้
ความแม่นย าสูง สามารถใช้สร้างกลยุทธ์การซื้อขายที่ได้ท าไรมากกว่าการซื้อและถือ Tsantekidis 
และคณะ [13] ยังพบว่าแบบจ าลอง สามารถท านายราคาหลักทรัพย์ได้แม่นย ากว่า SVM อีกด้วย 
นอกจาก CNN แล้ว LSTM ยังเป็นอีกโครงข่ายประสาทเทียมที่นิยมน ามาใช้ท านายราคาสินทรัพย์
ต่างๆ อย่างแพร่หลาย อย่างเช่น Li และคณะ [14] พบว่า LSTM มีความถูกต้องในการท านายราคา
หลักทรัพย์มากกว่า SVM ในกรณีที่การแกว่งตัวของราคาน้อยกว่า Cheng และคณะ [15] ใช้ 
Attention-based LSTM เพื่อท านายประเภทการเคลื่อนไหวของราคาสินทรัพย์จากข้อมูลข่าว ใน
วิจัยนี้จึงประยุกต์ใช้ CNN ควบคู่กับ LSTM เพื่อท านายแนวโน้มราคาน ้ามัน 

ในงานวิจัยนี้เราจึงน าเสนอการผสานกันระหว่าง CNN และ LSTM และศึกษาหาล าดับ
โครงสร้างที่เหมาะสมของ CNN และ LSTM ในโครงข่ายประสาทเทียม เพื่อใช้ในสร้างสัญญาณซื้อ
ขายน ้ามันดิบที่ให้ผลตอบแทนเฉลี่ยดีกว่าผลตอบแทนที่ได้จากการซื้อขายน ้ามันดิบตามสัญญาณบ่งชี้
แบบดั้งเดิมในระยะยาว นอกจากนี้งานวิจัยนี้ยังน าเสนอแนวทางการท านายแนวโน้มของราคา โดยใช้
ราคาเฉลี่ย (Smoothed price) จาก Savitzky-Golay filter [16] เพื่อเพิ่มประสิทธิภาพการส่ง
สัญญาณซื้อขายของแบบจ าลอง อีกทั้งงานวิจัยนีว้ัดประสิทธิภาพของแบบจ าลองด้วยผลตอบแทนการ
ลงทุน (Return on investment, ROI) และ Sharpe ratio ของพอร์ตการลงทุนที่สร้างจากการ
จ าลองการซื้อน ้ามันดิบกับข้อมูลราคาในอดีต 
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1.2 วัตถุประสงค ์
 เพื่อสร้างโครงข่ายประสาทเทียมที่สามารถให้สัญญาณการซื้อขายน ้ามันดิบที่ให้ผลตอบแทน
เฉลี่ยดีกว่าผลตอบแทนที่ได้จากการซื้อขายน ้ามันดิบตามสัญญาณบ่งช้ีแบบดั้งเดิมในระยะยาว 

 

1.3 ขอบเขตการด าเนินงาน 
 ใช้ข้อมูลราคาน ้ามัน WTI ในช่วงปี ค.ศ. 2005 ถึง ค.ศ. 2020 โดยทดลองซื้อขายจริงในช่วงปี 
ค.ศ. 2015 ถึง ค.ศ. 2020 และวัดผลโดยใช้ MSE, ผลตอบแทนการลงทุน และ Sharpe Ratio 

 

1.4 ประโยชนท์ี่คาดว่าจะไดร้ับ 
ได้กลยุทธ์การซื้อขายน ้ามันดิบ ที่สามารถใช้ทดแทนกลยุทธ์แบบดั้งเดิมได้ และท า

ผลตอบแทนโดยเฉลี่ยสูงกว่าในระยะยาว 
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บทที่ 2 
ทฤษฎีที่เกี่ยวข้อง 

 

2.1 การเรียนรู้เชิงลึก 
ในส่วนนี้จะอธิบายถึงโครงข่ายประสาทเทียมและการเรียนรู้เชิงลึกที่ใช้เป็นพื้นฐานของ

แบบจ าลองเพื่อการเรียนรู้ของเครื่องในงานวิจัยนี ้

 

2.1.1 โครงข่ายประสาทเทียม (Artificial Neural Networks หรือ ANN) [17] 
โครงข่ายประสาทเทียมเป็น วิธีหนึ่งที่นิยมใช้เพื่อการเรียนรู้ของเครื่อง (Machine Learning) 

โครงข่ายประสาทเทียมมาจากแนวคิดเลียนแบบมาจากโครงข่ายประสาทในสมองของมนุษย์ตามภาพ
จ าลองในรูปที่ 1 ซึ่งประกอบไปด้วยเซลล์เรียกว่า เซลล์ประสาท (Neurons) และแต่ละเซลล์ประสาท
เชื่อมต่อกันด้วย แกนประสาทน าออก (Axons) และ แกนประสาทน าเข้า (Dendrites) โครงข่าย
ประสาทเทียมทางชีววิทยาน้ีไดถู้กน ามาจ าลองเป็นโครงข่ายประสาทเทียมดังแสดงในรูปที่ 2 โครงข่าย
ประสาทเทียมประกอบได้ด้วย หน่วยค านวณย่อยเรียกว่า Node เปรียบเสมือนเซลล์ประสาท และ
ระหว่าง Node จะมีเส้นเชื่อมต่อกันคล้ายแกนประสาทน าออก และ แกนประสาทน าเข้า ในโครงข่าย
ประสาทเทียมทางชีววิทยา เรียกว่า Edge แต่ละ Edge จะบรรจุค่าน ้าหนัก (Weight) โดยเฉพาะตัว
ของมันอยู่ภายใน เมื่อโครงข่ายประสาทเทียมถูกฝึก ค่าน ้าหนักของแต่ละ Edge ในแบบจ าลองจะเกิด
การเปลี่ยนแปลง ท าให้แบบจ าลองมีการเรียนรู้และจดจ ารูปแบบของข้อมูล เกิดเป็นความรู้ของ
แบบจ าลองเพื่อน าไปใช้ประมวลผลข้อมูลอื่น ๆ ในรูปแบบเดียวกันได้ 

 

 

รูปที่ 1 ภาพจ าลองแสดงโครงข่ายประสาททางชีววิทยา [17] 
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รูปที่ 2 สถาปตัยกรรมพื้นฐานของโครงข่ายประสาทเทียม [17] 

 

เมื่อ Node เซลล์ประสาทเทียมถูกน ามาเรียงกันแบบขนานจะรวมกันเป็นชั้น (layers) และ
ชั้นสามารถแบ่งประเภทได้เป็น ชั้นน าเข้า (input layers), ชั้นที่ถูกซ่อน (hidden layers), และชั้นน า
ออก (output layers) ซึ่งจะต่อกันแบบอนุกรมตามล าดับตามตัวอย่างที่แสดงในรูปที่ 3 ชั้นน าเข้าจะ
ส่งข้อมูลไปตามโครงข่าย ทุก ๆ Node ในแต่ละชั้นจะรับจะน าข้อมูลจากชั้นก่อนหน้ามาค านวณ
ร่วมกับค่าน ้าหนักและฟังก์ชันกระตุ้น (activation function) ก่อนที่จะส่งออกเป็นข้อมูลน าออกให้
ชั้นถัดไป จนไปถึงชั้นน าออก ซึ่งข้อมูลน าออกที่ได้จากชั้นน าออกจะเป็นผลการท านายจากแบบจ าลอง
โครงข่ายก็จะมีทั้งแบบ การจัดแบ่งประเภท (Classification) หรือ การถดถอย (Regression) จะเห็น
ได้ว่าข้อมูลน าออกที่ได้มาจากโครงข่ายประสาทเทียมจะผ่านกระบวนการค านวณที่ใช้ค่าน ้าหนักและ
ฟังก์ชันกระตุ้นตามจ านวน Node ในโครงข่าย ท าให้โครงข่ายประสาทเทียมสามารถเรียนรู้
ความสัมพันธ์ระหว่างข้อมูลและเปา้หมายที่ซับซ้อนและไม่เป็นเส้นตรงได้ 

 

รูปที่ 3 ตัวอย่างสถาปัตยกรรมโครงข่ายประสาทเทียมที่ประกอบไปด้วย 1 ชั้นน าเข้า, 2 ชั้นที่ถูกซ่อน, 
และ 1 ชั้นน าออก ต่อกันแบบอนุกรมตามล าดับ [17] 
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2.1.2 โครงข่ายประสาทเทียมเชิงลึก (Deep Neural Networks) [17] 
การเรียนรู้เชิงลึก (Deep Learning) คือการใช้โครงข่ายประสาทเทียมเชิงลึก (Deep Neural 

Networks) ในการเรียนรู้ข้อมูลของเครื่อง ทั้งนี้ค าว่า “เชิงลึก” ในที่นี้ไม่ได้หมายถึงความเข้าใจที่
ลึกซึ้งขึ้นของแบบจ าลอง เพียงแต่หมายถึงจ านวนชั้นที่ถูกซ่อนในโครงข่ายประสาทเทียมมีจ านวนมาก 
[18] โครงข่ายประสาทเทียมเชิงลึกจึงหมายถึงโครงข่ายประสาทเทียมที่มีชั้นเป็นจ านวนมาก หรือมี
โครงข่ายที่ซับซ้อนกว่าปกติตามตัวอย่างในรูปที่ 4 ด้วยความซับซ้อนของแบบจ าลองท าให้แบบจ าลอง
สามารถเข้าใจรูปแบบความสัมพันธ์ที่ซับซ้อนมากขึ้นระหว่างข้อมูลน าเข้าและเป้าหมาย แต่อย่างไรก็
ตามการเรียนรู้เชิงลึกที่มีประสิทธิภาพต้องใช้กับข้อมูลขนาดใหญ่และคอมพิวเตอร์ที่มีก าลังค านวณสูง 
ซึ่งด้วยพัฒนาการอย่างก้าวกระโดดของการเก็บข้อมูล และก าลังการค านวณของคอมพิวเตอร์ในช่วง
ทศวรรษที่ผ่านมา ท าให้การเรียนรู้เชิงลึกมีประสิทธิภาพมากขึ้นอย่างก้าวกระโดดและถูกน ามา
ประยุกต์ใช้กับข้อมูลหลากหลายรูปแบบอย่างแพร่หลายด้วยเช่นกัน 

 

 

รูปที่ 4 ตัวอย่างสถาปัตยกรรมของโครงข่ายประสาทเทียมเชิงลึกที่มีความซับซ้อนมากกว่าปกต ิ[17] 

 

2.1.3 Recurrent Neural Network (RNN) 
Recurrent Neural Network เป็นโครงข่ายประสาทเทียมประเภทหนึ่งที่มีการวนภายใน 

Node ท าให้สามารถประมวลผลข้อมูลที่เรียงกันเป็นล าดับหรือมีลักษณะเป็นอนุกรมเวลา (Time-
Series) ได้ [18] รูปที่ 5(1) แสดงสถาปัตยกรรมแบบย่อของ RNN ซึ่ง RNN ประมวลผลของอนุกรม
ข้อมูลน าเข้าโดยการน าข้อมูลน าออกของ Node วนกลับเข้าไปใน Node เดิมร่วมกับข้อมูลน าเข้าใน
ล าดับถัดไป ซึ่งการท าเช่นนี้ท าให้ RNN สามารถเก็บและรักษา State ที่บรรจุข้อมูลที่แบบจ าลองได้
เห็นมาในล าดับก่อนหน้าไว้ได้ ซึ่งการวนรับข้อมูลน าเข้าในล าดับถัดไปในแต่ละครั้ง จะท าให้ State 
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เปลี่ยนไปและแบบจ าลองเรียนรู้ข้อมูลน าเข้าทั้งอนุกรม ซึ่งสามารถดูสถาปัตยกรรมแบบแสดงชั้น
ล าดับในรูปที่ 5(2) ที่เกิดจากการกางสถาปัตยกรรมแบบย่อในรูปที่ 5(1) ออก 

 

 
  

(1) สถาปัตยกรรมแบบย่อของ RNN (2) สถาปัตยกรรมแบบแสดงชั้นล าดับของ RNN 
รูปที่ 5 สถาปตัยกรรมแบบยอ่ของ RNN และสถาปัตยกรรมแบบแสดงช้ันล าดับของ RNN [17] 

 

ด้วยรูปแบบการเรียนรู้ใน RNN ที่กล่าวมาข้างต้นท าให้ RNN มีความสามารถในการเรียนรู้
ข้อมูลในรูปแบบล าดับหรืออนุกรมเวลาได้ ซึ่งเป็นลักษณะข้อมูลที่พบได้ทั่วไปส าหรับข้อมูลทาง
การเงินและการซื้อขายสินทรัพย์ต่าง ๆ รวมถึงการซื้อขายน ้ามันดิบเช่นกัน ตัวอย่างข้อมูลเช่น ราคา
น ้ามันดิบ, ปริมาณการซื้อขาย ล้วนอยู่ในรูปแบบของอนุกรมเวลาทั้งสิ้น โครงข่าย RNN จึงมีความ
เหมาะสมเป็นอย่างมากที่จะน ามาประยุกต์ใช้ส าหรับงานวิจัยนี้ แต่อย่างไรก็ตาม RNN ยังมีการแบ่ง
ประเภทแยกย่อยไปอีกหลายรูปแบบ ซึ่งจะมีความเหมาะสมกับลักษณะข้อมูล และเป้าหมายของการ
เรียนรู้ของเครื่องที่แตกต่างกัน โดยจะกล่าวถึงรูปแบบย่อยของ RNN ที่ใช้ในงานวิจัยนี้ในส่วนถัดไป 

 

2.1.4 หน่วยความจ าระยะสัน้แบบยาว (Long Short-Term Memory - LSTM) [19] 
LSTM ถูกน าเสนอโดย Hochreiter และ Schmidhuber [20] เพื่อแก้ปัญหาใน RNN ที่

มักจะมีปัญหาการปรับเปลี่ยนค่าน ้าหนักในชั้นต้น ๆ น้อยเกินไป หรือ Vanishing gradient เพราะ
อนุกรมของข้อมูลน าเข้ามีความยาวมากเกินไป เป็นผลให้แบบจ าลองไม่สามารถเรียนรู้จากข้อมูลใน
ส่วนแรก ๆ ได้ แต่ LSTM สามารถเรียนรู้และมีความจ าส าหรับข้อมูลในระยะยาวได้ โดยส่วนส าคัญ
ของ LSTM ก็คือเซลล์ State (𝐶𝑡) ที่จะเดินทางยาวไปตาม Node ของ LSTM และมีการรับค่าเพื่อ
เปลี่ยนแปลงเซลล์ State จาก 4 เกตในแต่ละ Node ดังที่แสดงในรูปที่ 6  
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รูปที่ 6 สถาปตัยกรรมของ LSTM [19] 

 

 
(1) เกตที่หนึ่ง 

 
(2) เกตที่สองและสาม 

 

 
(3) เกตที่สี ่

รูปที่ 7 สถาปตัยกรรมของ LSTM แบบแสดงรายละเอียดของ 4 เกต [19] 

เกตที่ 1 ดังแสดงในรูปที่ 7(1) เป็น เกตซิกมอยด์ หรือสามารถเรียกได้ว่าเป็นเกตฟอร์เก็ต 
(Forget gate) ค่าน าออกจากเกตนี้จะได้ 𝑓𝑡 ที่ถูกสร้างขึ้นมาจาก ฟังก์ชันซิกมอยด์ที่รับค่า ℎ𝑡−1 และ 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 9 

𝑥𝑡 ตามสมการ (1) ผลที่ได้จะมีค่าระหว่าง 0 ถึง 1 เพื่อน ามาคูณกับ 𝐶𝑡−1 โดย 1 หมายถึงเก็บรักษา 
State ก่อนหน้าไว้ทั้งหมดและ 0 หมายถึงลืม State ก่อนหน้าทั้งหมด 

 

 𝑓𝑡 = 𝜎(𝑊𝑓 ∙ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑓) (1)  
 

 ในส่วนถัดไปตามรูปที่ 7(2) จะเป็นการตัดสินใจการใช้หรือจ าข้อมูลใหม่เพื่อน าเข้ามาในเซลล์ 
State ในส่วนนี้จะมี 2 เกต เกตแรกเป็นเกตซิกมอยด์ และเกตที่สองเป็นเกตแทนเอช (tanh gate) ซึ่ง
จะถูกรวมกันแล้วใช้ในการปรับเปลี่ยนเซลล์ State ตามสมการที่ (2) และ (3) 

 

 𝑖𝑡 = 𝜎(𝑊𝑖 ∙ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑖) (2) 
 �̃�𝑡 = tanh(𝑊𝐶 ∙ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝐶) (3) 

 

 ส่วนสุดท้ายตามรูปที่ 7(3) คือส่วนที่ตัดสินใจการปล่อยค่าน าออกของ Node ในส่วนนี้จะเริ่ม
จากการน า ℎ𝑡−1 และ 𝑥𝑡 มาเข้าฟังก์ชันซิกมอยด์ได้เป็น 𝑜𝑡 ตามสมการที่ (4) จากนั้นน า 𝐶𝑡 มาเข้า
ฟังก์ชันแทนเอชและน าไปคูณกับ 𝑜𝑡 ตามสมการที่ (5) เพื่อให้ค่าน าออกจาก Node มีเพียงส่วนที่ถูก
เลือกแล้วเท่านั้น  

 

 𝑜𝑡 = 𝜎(𝑊𝑜 ∙ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑜) (4) 
 ℎ𝑡 = 𝑜𝑡 ∗ tanh(𝐶𝑡) (5) 

 

ค่าน าออกที่ได้จะเป็น State ของ Node และจะถูกใช้เป็นค่าน าเข้าใน Node ถัดไป ร่วมกับ
เซลล์ State เพื่อช่วยในการจ าข้อมูลก่อนหน้านี้ ด้วยรูปแบบของเกตและเซลล์ State ใน LSTM ท า
ให้แบบจ าลองประเภทนี้สามารถแก้ปัญหา Vanishing gradient ได ้

  



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 10 

2.1.5 โครงข่ายประสาทเทียมคอนโวลูชัน (Convolutional Neural Network - CNN) [17] 
 CNN เป็นแบบจ าลองโครงข่ายประสาทเทียมที่นิยมน ามาใช้ในการเรียนรู้ข้อมูลรูปภาพ หรือ 
Computer Vision โดยเป็นรูปแบบอย่างง่ายของโครงข่ายประสาทเทียมทั่วไป ที่ เป็น Fully 
Connected หรือมี Edges เชื่อมข้อมูลระหว่างชั้นก่อนหน้าและชั้นโครงข่ายประสาทเทียมที่สนใจ
ครบทุกคู่ Node แต่ส าหรับ CNN จะเป็นการลดจ านวน Edge ระหว่างสองชั้นนี้ลง แต่ละ Node ของ
ชั้น CNN จะมี Edge เชื่อมไปแค่บาง Node ของชั้นก่อนหน้าเท่านั้น ซึ่ง Edge เหล่านี้เรียกว่า Filter 
หรือ Kernel ดังแสดงในรูปที่ 8 และค่าน ้าหนักใน Filter จะถูกเรียนรู้ได้ในตอนฝึกแบบจ าลอง 
นอกจากนี้ค่าน ้าหนักยังถูกใช้ซ ้า ๆ กันส าหรับแต่ละ Node ของชั้น CNN อีกด้วย ทั้งนี้ เพื่อลด
ความส าคัญในต าแหน่งของข้อมูลลงได้ CNN จึงสามารถน ามาใช้เรียนรู้ข้อมูล Time Series ที่อาจจะ
มีรูปแบบข้อมูลซ ้า ๆ กันแต่อาจจะมีการเปลี่ยนต าแหน่งไปได้ 

 

 

รูปที่ 8 ตัวอย่างการคอนโวลูชันจากข้อมูลน าเข้าขนาด 7×7×1 และ Filter ขนาด 3×3×1 
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2.2 การวิเคราะห์เชิงเทคนคิ (Technical Analysis) [21] 
การวิเคราะห์เชิงเทคนิค คือการใช้ข้อมูลราคาสินทรัพย์ และปริมาณการซื้อขายสินทรัพย์ใน

อดีตมาท านายแนวโน้มราคาสินทรัพย์ในอนาคต ซึ่งแตกทางจากการวิเคราะห์สินทรัพย์เชิงพื้นฐาน 
(Fundamental Analysis) ที่ใช้ข้อมูลทางบัญชีหรือข้อมูลอื่น ๆ ในการวิเคราะห์หามูลค่าที่แท้จริง
ของสินทรัพย์ ซึ่งต้องใช้สมมติฐานบางอย่างในการค านวณหรือข้อมูลทางบัญชีที่ไม่มีในบางสินทรัพย์ 
เช่น ทอง, เงินตรา, น ้ามัน, บิตคอยน์  

การวิเคราะห์เชิงเทคนิคมีข้อดีคือ ใช้ข้อมูลเพียงราคาสินทรัพย์ และปริมาณการซื้อขายใน
อดีตของสินทรัพย์ที่สามารถหาได้โดยง่าย, สามารถใช้กับสินทรัพย์ที่ไม่สามารถสร้างกระแสเงินสดได้ 
อย่างเช่นสินค้าโภคภัณฑ์ (Commodity), ไม่ได้รับผลกระทบในกรณีเกิดการฉ้อโกงหรือปรับแต่งทาง
บัญชี แต่การวิเคราะห์เชิงเทคนิคจะไม่เหมาะกับตลาดที่มีสภาพคล่องน้อย และมีการบงการ 
(Manipulation) มูลค่าสินทรัพย์อยู่เบื้องหลัง เช่น เงินตราที่มีการบงการมูลค่าโดยธนาคารกลางของ
แต่ละประเทศ 

ทั้งนี้การวิเคราะห์เชิงเทคนิคมีสมมติฐานที่ส าคัญคือ ราคาเป็นผลมาจากพฤติกรรมโดยรวม
ของนักลงทุนที่ทั้งมีเหตุผลและไม่มีเหตุผล ซึ่งพฤติกรรมเหล่านี้ท าให้เกิดเป็นแนวโน้มของราคาและมี
รูปแบบซึ่งมีแนวโน้มที่จะเกิดซ ้าและสามารถตรวจจับเพื่อท านายราคาสินทรัพย์ในอนาคตได้ ซึ่ง
สมมติฐานนี้มีนัยยะว่าตลาดไมม่ีประสิทธิภาพ (Market Inefficiency) นั่นเอง 

ตลาดที่มีประสิทธิภาพ [22] หมายถึง การที่ราคาของสินทรัพย์สะท้อนข้อมูลทั้งหมดที่มีอยู่
อย่างเต็มที่ รวดเร็ว และมีเหตุผล ซึ่งวัดได้จากระยะเวลาระหว่างข้อมูลใหม่จนถึงเวลาที่ราคาของ
สินทรัพย์เข้าสู่มูลค่าที่แท้จริงตามข้อมูลใหม่นั้น ซึ่งในความเป็นจริงหลาย ๆ ตลาดไม่ได้ประสิทธิภาพ
เต็มที่ เช่น การที่มีข่าวร้ายแล้วมีการขายสินทรัพย์จนราคาต ่ากว่าความเป็นจริงไปมากซึ่งสะท้อนความ
ไม่มีเหตุผลของนักลงทุน, มีค่าธรรมเนียมการซื้อขายที่เป็นอุปสรรคต่อประสิทธิภาพของตลาด , กฎ
การห้ามใช้ข้อมูลวงในในการซื้อขาย (Insider Trading) ซึ่งล้วนแล้วแต่ลดประสิทธิภาพของตลาด
ทั้งสิ้น ด้วยเหตุผลข้างต้นการวิเคราะห์เชิงเทคนิคจึงเป็นวิธีที่นิยมใช้กันอย่างแพร่หลายในปัจจุบัน 

มีเครื่องมือช่วยส าหรับการวิเคราะห์เชิงเทคนิคอยู่หลายประเภท เช่น ประเภทที่หนึ่ง คือ การ
สร้างเส้นแนวโน้มราคา, เส้นแนวรับ, เส้นแนวต้าน เพื่อหาราคาที่เหมาะสมส าหรับเข้าซื้อ และขาย , 
ประเภทที่สอง คือ การวิเคราะห์รูปแบบราคาในอดีต เช่น กราฟรูปแบบหัวและไหล่ , กราฟ Double 
Top, กราฟ Double Bottom, กราฟสามเหลี่ยม และประเภทที่สาม คือ การน าข้อมูลราคาหรือ
ปริมาณการซื้อขายมาผ่านกระบวนการค านวณเพื่อสร้างตัวบ่งชี้ทางเทคนิค (Technical Indicator) 
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ซึ่งจะเป็นวิธีที่ใช้ในงานวิจัยนี้ จึงขอกล่าวถึงเครื่องมือส าหรับการวิเคราะห์เชิงเทคนิคประเภทนี้โดย
ละเอียดต่อไป 

ตัวบ่งชี้ทางเทคนิคมีหลายชนิด แต่ในที่นี้จะอธิบายถึงชนิดที่นิยมใช้กันอย่างแพร่หลาย และ
เป็นชนิดที่น ามาวิเคราะห์เปรียบเทียบกับแบบจ าลองการเรียนรู้ของเครื่องในงานวิจัยนี้ ดังนี้ 

 

2.2.1 ค่าเฉลี่ยเคลื่อนที่ (Moving Average หรือ MA) 
ค่าเฉลี่ยเคลื่อนที่ เป็นตัวบ่งชี้ทางเทคนิคที่ใช้เพื่อท าให้ราคาของสินทรัพย์ที่มีความผันผวน

ราบเรียบขึ้น ค่าเฉลี่ยเคลื่อนที่มีหลักการค านวณง่าย ๆ คือ ค่าเฉลี่ยของราคาปิดล่าสุดจ านวน 𝑁 
ช่วงเวลา ยิ่ง 𝑁 ทีค่ามากเส้นค่าเฉลี่ยเคลื่อนที่ที่ได้ยิ่งมีความราบเรียบมากขึ้น ในแนวโน้มขาขึ้นราคา
จะอยู่เหนือเส้นค่าเฉลี่ยเคลื่อนที่ ในแนวโน้มขาลง ราคาจะอยู่ใต้เส้นค่าเฉลี่ยเคลื่ อนที่ ทั้งนี้เส้น
ค่าเฉลี่ยเคลื่อนที่มีจ านวนช่วงเวลาที่แตกต่างกันสามารถน ามาใช้ร่วมกันเพราะวิเคราะห์สัญญาณซื้อ
และขายได้ ตามตัวอย่างที่แสดงในรูปที่ 9 ซึ่งแสดงราคาและเส้นค่าเฉลี่ยเคลื่อนที่ 20 วันและ 60 วัน 

 

 

รูปที่ 9 ตัวอย่างกราฟแสดงราคาและเส้นคา่เฉลี่ยเคลื่อนที่ 20 วันและ 60 วัน [21] 
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เมื่อเส้นค่าเฉลี่ยเคลื่อนที่ระยะสั้นตัดเส้นค่าเฉลี่ยเคลื่อนที่ระยะยาวขึ้นไปอยู่ข้างบน จะ
เรียกว่า Golden Cross ซึ่งสามารถใช้เป็นสัญญาณบ่งบอกความเป็นขาขึ้นหรือจุดเข้าซื้อนั่นเอง 
ในทางตรงกันข้ามเมื่อเส้นค่าเฉลี่ยเคลื่อนที่ระยะสั้นตัดเส้นค่าเฉลี่ยเคลื่อนที่ระยะยาวลงไปอยู่ด้านล่าง 
จะเรียกว่า Dead Cross ซึ่งสามารถใช้เป็นสัญญาณบ่งบอกความเป็นขาลงหรือจุดขาย 

 

2.2.2 ค่ าเฉลี่ ย เคลื่ อนที่ ลู่ เข้ าลู่ ออก (Moving Average Convergence/Divergence หรือ 
MACD) 

ค่าเฉลี่ยเคลื่อนที่ลู่ เข้าลู่ออก  สามารถสร้างได้จากเส้นค่าเฉลี่ยเคลื่อนที่แบบยกก าลัง
ประกอบด้วย 2 เส้น ตามรูปที่ 10 เส้น MACD เป็นค่าความแตกต่างระหว่างเส้นค่าเฉลี่ยเคลื่อนที่
แบบยกก าลัง 2 เส้นที่มีจ านวนช่วงเวลาแตกต่างกัน โดยปกติจะใช้ 12 และ 26 วัน เส้น Signal เป็น
ค่าเฉลี่ยเคลื่อนที่แบบยกก าลัง ที่โดยปกติจะใช้ที่ 9 วัน เมื่อเส้น MACD ตัดเส้น Signal ขึ้นไปอยู่
ข้างบนจะเป็นสัญญาณซื้อ และในทางตรงกันข้าม เมื่อเส้น MACD ตัดเส้น Signal ลงไปอยู่ข้างล่างจะ
เป็นสัญญาณขาย 

 

 

รูปที่ 10 ตัวอย่างกราฟแสดงเส้น MACD และ เส้น Signal [21] 
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2.2.3 ดัชนีก าลังสัมพัทธ์ (Relative Strength Index หรือ RSI) 
ดัชนีก าลังสัมพัทธ์ มีการค านวณมาจากอัตราส่วนระหว่างราคาที่เปลี่ยนแปลงเพิ่มขึ้นและ

ราคาที่เปลี่ยนแปลงลดลงในช่วงเวลาที่สนใจ ซึ่งโดยส่วนมากจะใช้เป็น 14 วัน ตามสมการที่ (6) ซึ่ง
ดัชนีก าลังสัมพัทธ์นั้นจะมีการแกว่งตัวอยู่ในช่วง 0 ถึง 100 โดยที่ค่าที่สูง (ตามปกติจะหมายถึงค่าที่
มากกว่า 70) บ่งบอกภาวะการซื้อมากเกิน (overbought) และในทางกลับกัน ค่าที่ต ่า (ตามปกติจะ
หมายถึงค่าที่น้อยกว่า 30) บ่งบอกภาวะการขายมากเกิน (oversold) ตามตัวอย่างกราฟที่มีเส้น RSI 
ในรูปที่ 11  

 
𝑅𝑆𝐼 = 100 −

100

1 +
𝑈𝑁
𝐷𝑁

 (6) 

 𝑈𝑁 คือ ค่าเฉลี่ยของราคาที่เปลี่ยนแปลงเพิ่มขึน้ 𝑁 ช่วงเวลาล่าสุด  
𝐷𝑁 คือ ค่าเฉลี่ยของราคาที่เปลี่ยนแปลงลดลง 𝑁 ช่วงเวลาล่าสุด 
𝑁 คือ จ านวนช่วงเวลาที่สนใจ 

 

 

 วิธีการวิเคราะห์สัญญาณซื้อขายจาก  RSI มีหลายวิธี แต่วิธีที่ง่ายและเป็นที่นิยมกันมากที่สุด
คือการซื้อเมื่อเกิดภาวะขายมากเกินหรือสัญญาณซื้อจะเกิดเมื่อ RSI ตัด 30 ขึ้นไป และขายเมื่อเกิด
ภาวะซื้อมากเกิน  หรือสัญญาณขายเกิดเมื่อ RSI ตัด 70 ลงมา 

 

 

รูปที่ 11 ตัวอย่างกราฟแสดงเส้นดัชนีก าลังสัมพัทธ ์(RSI) [21] 
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2.2.4 เส้นแกว่งสโตคาสติก (Stochastic Oscillators) 
 เส้นแกว่งสโตคาสติก มาจากข้อสังเกตที่ว่าในช่วงที่ราคามีแนวโน้มเป็นขาขึ้น ราคาปิดมักจะ
ใกล้เคียงกับราคาสูงสุด และในทางกลับกันในช่วงที่ราคามีแนวโน้มเป็นขาลง ราคาปิดมักจะใกล้เคียง
กับราคาต ่าสุด ด้วยรูปแบบความสัมพันธ์ระหว่างราคาปิด, ราคาสูงสุด, และราคาต ่าสุดจากข้อสังเกต
นี้เอง ได้ถูกน ามาพัฒนาเป็นเส้นแกว่งสโตคาสติก ที่มีการแกว่งตัวในช่วง 0% ถึง 100% และมี
ช่วงเวลาที่สนใจซึ่งโดยปกติจะใช้ 14 วัน เส้นแกว่งสโตคาสติกนั้นประกอบด้วยสองเส้นได้แก่ %𝐾 
และ %𝐷 ซึ่งสามารถค านวณได้จากสมการ (7) 

 
%𝐾 = 100 (

𝐶𝑡 − 𝐿𝐿𝑡−(14−1)

𝐻𝐻𝑡−(14−1) − 𝐿𝐿𝑡−(14−1)
) (7) 

 𝐶𝑡 คือ ราคาปิดลา่สุด 
𝐿𝐿𝑡−(14−1) คือ ราคาต ่าสดุในช่วงเวลา 14 วัน 
𝐻𝐻𝑡−(14−1) คือ ราคาสูงสุดในช่วงเวลา 14 วัน 
%𝐷 คือ ค่าเฉลี่ยของ %K 3 วันลา่สุด 

 

 

 การวิเคราะห์หาสัญญาณซื้อขายจากเส้นแกว่งสโตคาสติกที่นิยมใช้กันก็คือ เมื่อเส้น %K ตัด 

เส้น %D ขึ้นในบริเวณขายมากเกินที่ระดับต ่ากว่า 20% จะเป็นสัญญาณซื้อ และเมื่อเส้น %K ตัด เส้น 

%D ลงในบริเวณซื้อมากเกินที่ระดับสูงว่า 80% จะเป็นสัญญาณขาย ตัวอย่างกราฟที่มีเส้นแกว่งสโต

คาสติกแสดงในรูปที่ 12 

 

รูปที่ 12 ตัวอย่างกราฟแสดงเส้นแกว่งสโตคาสติก [21] 
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บทที่ 3 
งานวิจัยที่เกี่ยวข้อง 

 

การเรียนรู้ของเครื่องได้ถูกน ามาใช้ในการวิจัยที่เกี่ยวข้องกับการซื้อขาย หรือท านายแนวโน้ม
ราคาน ้ามันดิบอย่างมากมาย ด้วยความสามารถของแบบจ าลองการเรียนรู้ของเครื่องหลากหลายแบบ 
ที่ถูกพัฒนาขึ้นเพื่อใช้กับข้อมูลในรูปแบบอนุกรมเวลา จึงมีหลายงานวิจัยได้น าได้น าแบบจ าลองการ
เรียนรู้ของเครื่องเหล่านี้มาประยุกต์ใช้ในการท านายแนวโน้มราคาน ้ามันดิบ อย่างเช่น  Zhao และ 
Wang  [5] ได้ใช้แบบจ าลอง ARIMA ในการท านายราคาน ้ามัน และพบว่าได้ผลการท านายในระดับที่
น่าพอใจ โดยเฉพาะผลการท านายในช่วงระยะสั้น ๆ มีความคลาดเคลื่อนจากการท านายของ
แบบจ าลองโดยเฉลี่ยเพียง 4.1% ต่อมา Yu และคณะ [3] และ Xie และคณะ [4] ทั้งสองงานวิจัยได้
เปรียบเทียบประสิทธิภาพแบบจ าลอง SVM, โครงข่ายประสาทเทียมแบบ 3 ชั้น, และ ARIMA แล้ว
พบผลการศึกษาที่สอดคล้องกันว่าแบบจ าลอง SVM และโครงข่ายประสาทเทียมแบบ 3 ชั้นมีความ
แม่นย าในการท านายราคาน ้ามันได้ดีกว่า ARIMA อย่างมีนัยยะส าคัญ แต่ด้วยปัญหา Overfitting ใน
โครงข่ายประสาทเทียมท าให้ SVM มีประสิทธิภาพการท านายได้ดีกว่าอยู่เล็กน้อย ในงานวิจัยของ 
Ramyar และ Kianfar [8] ได้ศึกษาประสิทธิภาพการท านายราคาน ้ามันดิบด้วยโครงข่ายประสาท
เทียม และ Vector autoregressive (VAR) พบว่าด้วยโครงสร้างโครงข่ายประสาทเทียมที่เหมาะสม
และการเลือกใช้ตัวแปรที่เหมาะสมสามารถท าให้โครงข่ายประสาทเทียมท านายราคาน ้ามันได้เป็นที่
น่าพอใจ และมีความแม่นย ากว่า แบบจ าลอง Vector autoregressive (VAR) 

ด้วยการพัฒนาอย่างก้าวกระโดดของการเก็บข้อมูล และก าลังการค านวณของคอมพิวเตอร์
ในช่วงทศวรรษที่ผ่านมา โครงข่ายประสาทเทียมจึงถูกใช้อย่างแพร่หลายมากขึ้นในงานวิจัยหลาย ๆ 
ด้าน รวมถึงงานวิจัยด้านอนุกรมเวลาทางการเงินของราคาหลักทรัพย์ซึ่งมีลักษณะข้อมูลคล้ายคลึง
ราคาน ้ามันในงานวิจัยนี้ด้วยเช่นกัน จากงานทบทวนงานวิจัยเกี่ยวกับการท านายราคาหลักทรัพย์ของ 
Kumar และคณะ [11] พบว่าโครงข่ายประสาทเทียมเป็นแบบจ าลองที่มีประสิทธิภาพส าหรับการ
ท านายราคาหลักทรัพย์เนื่องจากสามารถเข้าใจความซับซ้อนและไม่เป็นเส้นตรงของข้อมูลราคา
หลักทรัพย์ได ้

โครงข่ายประสาทเทียมที่นิยมใช้ในการท านายราคาหลักทรัพย์ เช่น โครงข่ายประสาทเทียม
คอนโวลูชัน เป็นโครงข่ายประสาทเทียมชนิดหนึ่งที่นิยมใช้การท านายราคาหลักทรัพย์ CNN สามารถ
ช่วยเลือกคุณลักษณะ (Feature Selection) ส าหรับแบบจ าลองได้แบบอัตโนมัติ [23] CNN ถูกใช้
โดย Gudelek และคณะ [12] เพื่อท านายประเภทการเคลื่อนไหวของราคาจากข้อมูลราคาหลักทรัพย์
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และตัวชี้วัดทางเทคนิคในอดีต ซึ่งแบบจ าลอง CNN สามารถท านายได้ความแม่นย าสูง โดย 72.9% 
ของรายการซื้อขายสามารถท าก าไรได้ และสามารถใช้สร้างกลยุทธ์การซื้อขายที่สร้างผลก าไรได้ดีกว่า
กลยุทธ์การซื้อและถือ Tsantekidis และคณะ [13] พบว่าแบบจ าลอง CNN สามารถท านายราคา
หลักทรัพย์ได้แม่นย ากว่า SVM  

นอกจากนี้ LSTM เป็นโครงข่ายประสาทเทียมอีกประเภทที่ได้รับความนิยมในการใช้เพื่อการ
ท านายหลักราคาหลักทรัพย์เช่นกัน [24] เพราะ LSTM ถูกออกแบบให้มีความจ าภายในโครงข่ายจึง
สามารถเรียนรู้ข้อมูลที่มีความยาวมากกว่าโครงข่ายประสาทเทียมทั่วไป [20] Li และคณะ [14] ใช้ 
LSTM ท านายราคาหลักทรัพย์ที่มีการแกว่งตัวของราคาในระดับมากน้อยแตกต่างกันหลายระดับ
เทียบกับ SVM จากผลการศึกษา LSTM มีความถูกต้องมากกว่า SVM ในหลักทรัพย์ที่มีการแกว่งตัว
ของราคาน้อยกว่า Cheng และคณะ [15] เสนอแนวการการท านายประเภทการเคลื่อนไหวของราคา
หลักทรัพย์จากตัวแปรที่สกัดออกมาจากข้อความข่าวโดยใช้ Attention-based LSTM 

Rezaei และคณะ [25] ได้เสนอแบบจ าลอง CNN-LSTM ตามรูปที่ 13 เพื่อท านายดัชนีตลาด
หุ้น  S&P500, Dow Jones, Dax, และ Nikkei225 พบว่ารูปแบบแบบจ าลองชนิดนนี้มีความ
เหมาะสมในการวิเคราะห์รูปแบบของข้อมูลอนุกรมเวลาทางการเงินได้อย่างดี โดย CNN-LSTM 
สามารถท านายดัชนีตลาดหุ้นได้ค่าความคลาดเคลื่อน RMSE ต ่ากว่าแบบจ าลอง LSTM, Support 
Vector Regression, และ Decision Tree Regression ในทุกๆ ตลาดอย่างชัดเจน ในงานวิจัยนี้จึง
น าแบบจ าลอง CNN-LSTM เพื่อมาใช้ท านายแนวโน้มราคาน ้ามัน 

 

 

รูปที่ 13 โครงสร้างแบบจ าลอง CNN-LSTM ที่ถูกน าเสนอโดย Rezaei และคณะ [25] 
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Kumar และคณะ [11] กล่าวว่านอกจากแบบจ าลองแล้วตัวแปรที่ใช้เป็นข้อมูลน าเข้าเองก็มี
ความส าคัญต่อความแม่นย าของผลการท านายเช่นกัน จากผลส ารวจ [11] พบว่างานวิจัยด้านการ
ท านายราคาหลักทรัพย์มากกว่า 50% ใช้ข้อมูลตัวชี้วัดทางเทคนิคเป็นข้อมูลน าเข้าดังแสดงในรูปที่ 14 
เนื่องจากเป็นข้อมูลที่หาง่าย ใช้กันอย่างแพร่หลาย และท าให้ผลการท านายมีประสิทธิภาพมากขึ้น 
นอกจากนี้ Kumar และคณะ [11] ยังได้เสนอโครงร่างแนวทางการวิจัยการท านายราคาหลักทรัพย์ไว้
ว่า ข้อมูลที่ใช้น าเข้าไปยังแบบจ าลองควรมีการท าให้เป็นมาตรฐานในช่วง [0, 1] และควรใช้มาตรวัด
ประสิทธิภาพของแบบจ าลองหลาย ๆ แบบ ซึ่งจะเป็นแนวทางที่เอามาประยุกต์ใช้กับงานวิจัยนี้
เช่นกัน  

 

 

รูปที่ 14 สัดส่วนงานวิจัยที่ใช้ตัวแปรต่าง ๆ กันเป็นข้อมูลน าเข้าจากผลการส ารวจในงานทบทวน
งานวิจัยการท านายราคาหลักทรัพย์ของ Kumar และคณะ [11] 
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บทที่ 4 
วิธีด าเนินงาน 

 

4.1 การเตรียมข้อมูลก่อนการทดลอง (Data Preprocessing) 
ในส่วนนี้จะกล่าวถึงการเตรียมข้อมูลก่อนการทดลองในงานวิจัยนี้ โดยประกอบไปด้วย 4 

ส่วนคือ ข้อมูลดิบและการค านวนตัวชี้วัดทางเทคนิค , การแปลงข้อมูล , การติดฉลากข้อมูล 
(Labeling), และการแบ่งข้อมูลเพื่อการฝึกแบบจ าลอง โดยมีรายละเอียดดังต่อไปน้ี 

 

4.1.1 ข้อมูลดบิและการค านวนตัวชี้วัดทางเทคนคิ 
 ข้อมูลราคาน ้ามันดิบที่ใช้ในงานวิจัยนี้เป็นราคาน ้ามัน WTI ที่น ามาจากเว็บไซต์ Yahoo 
Finance [26] โดยใช้เป็นราคาน ้ามันดิบ WTI รายวันตั้งแต่ปี ค.ศ. 2005 ถึงปี ค.ศ. 2020 ข้อมูลในแต่
ละวันประกอบด้วย ราคาเปิด ราคาสูงสุด ราคาต ่าสุด ราคาปิด และปริมาณการซื้อขาย จากนั้นใช้ TA 
package [27] เพื่อค านวณตัวชี้วัดทางเทคนิคตามที่ได้ถูกเสนอในงานวิจัยของ Kumar และคณะ 
[28] รายละเอียดของตัวชี้วัดทางเทคนิคแสดงในตารางที่ 1 [28] งานวิจัยนี้ใช้ข้อมูลตัวช้ีวัดทางเทคนิค
หลากหลายประเภทที่นิยมใช้โดยทั่วไป เพื่อให้แบบจ าลองสามารถเรียนรู้สามารถเรียนรู้การให้
สัญญาณการซื้อขายจากตัวชี้วัดหลาย ๆ แบบ โดยมีการให้น ้าหนักที่แตกต่างกัน ซึ่งตัวชี้วัดที่ใช้ใน
งานวิจัยน้ีแบ่งได้ เป็น 4 ประเภทดังน้ี 

1. ตัวชี้วัดประเภทแนวโน้มราคา มักจะใช้บ่างบอกทิศทางของราคา ได้แก่  Simple Moving 
Average (SMA), Moving Average Convergence Divergence (MACD), Average 
Directional Movement Index (ADX), และ Commodity Channel Index (CCI) 

2. ตัวชี้วัดประเภทโมเมนตัม มักจะใช้บ่งบอกความแข็งแรงในการเคลื่อนที่ของราคา ได้แก่ Rate 
of Change (ROC), Relative Strength Index (RSI), True strength index (TSI), 
Stochastic RSI %K (%K), Stochastic RSI %D (%D), และ Williams %R (%R) 

3. ตัวชี้วัดเภทความแปรปรวน มักจะใช้บ่งบอกความเสี่ยงหรือความแปรปรวนของราคาสินทรัพย์ 
ได้แก ่Bollinger Bands (BB), Average True Range (ATR), และ Ulcer Index (UI) 

4. ตัวชี้วัดประเภทปริมาณการซื้อขาย มักจะใช้บ่งบอกภาวะความกดดันการซื้อขายสินทรัพย์  
ได้ แก่  Accumulation/Distribution Index (ADI), On-balance volume (OBV), Chaikin 
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Money Flow (CMF), Force Index (FI), Money Flow Index (MFI), Volume-price 
trend (VPT), และ Volume Weighted Average Price (VWAP) 

 

ตารางที่ 1 ตัวแปรและรายละเอียดที่ใช้เพ่ือเป็นข้อมูลน าเข้าในแบบจ าลอง ประกอบด้วย ราคา, 
ปริมาณการซื้อขาย, และตัวช้ีวัดแบบต่าง ๆ [28] [29] 

ตัวชี้วัด รายละเอียด 
𝑂𝑡 ราคาเปิด ณ ช่วงเวลา t 
𝐻𝑡 ราคาสูงสุด ณ ช่วงเวลา t 
𝐿𝑡 ราคาต ่าสุด ณ ช่วงเวลา t 
𝐶𝑡 ราคาปิด ณ ช่วงเวลา t 
𝑉𝑡 ปริมาณการซื้อขาย ณ ช่วงเวลา t 
𝑆𝑀𝐴𝑓𝑎𝑠𝑡,𝑡(𝑛) Simple Moving Average เป็นตัวบ่งชี้บ่งบอกแนวโน้มของอนุกรมเวลา โดยลด

ความแปรปรวนของราคาจากการเฉลี่ย 

𝑆𝑀𝐴𝑡(𝑛) =
1

𝑛
∑ 𝐶𝑡−𝑥

𝑛−1

𝑥=0

 

𝑆𝑀𝐴𝑠𝑙𝑜𝑤,𝑡(𝑘) 

𝑀𝐴𝐶𝐷𝑡(𝑛, 𝑘) Moving Average Convergence Divergence ห รื อ  MACD เป็ น ตั วบ่ งชี้
ประเภทโมเมนตัม (Momentum) ค านวนจากความแตกต่างระหว่างค่าเฉลี่ย
เคลื่อนที่เร็ว (𝑛) และ ช้า (𝑘) 

𝑀𝐴𝐶𝐷𝑡(𝑛, 𝑘) = 𝐸𝑀𝐴𝑡(𝑛) − 𝐸𝑀𝐴𝑡(𝑘) 

𝐸𝑀𝐴𝑡(𝑛) = 𝛼(𝐶𝑡 − 𝐸𝑀𝐴𝑡−1(𝑛)) + 𝐸𝑀𝐴𝑡−1(𝑛) 

𝛼 =
2

𝑛 + 1
 

𝐴𝐷𝑋𝑡(𝑛) Average Directional Movement Index วัดความแข็งแรงของแนวโน้มราคา 
โดยค านวนรวมกันจากตัวชี้วัดทิศทางการเคลื่อนไหวของราคา 𝐷𝐼+ และ 𝐷𝐼−  
 

𝐴𝐷𝑋𝑡(𝑛) =
|𝐷𝐼+ − 𝐷𝐼−|

|𝐷𝐼+ + 𝐷𝐼−|
× 100 

𝑈𝑝 = 𝐻𝑡 − 𝐻𝑡−1 𝐷𝑛 = 𝐿𝑡−1 − 𝐿𝑡 

𝑖𝑓 𝑈𝑝 > 𝐷𝑛 𝑎𝑛𝑑 𝑈𝑝 > 0:  𝐷𝑀+ = 𝑈𝑝, 𝑒𝑙𝑠𝑒  𝐷𝑀+ = 0  

𝑖𝑓 𝐷𝑛 > 𝑈𝑝 𝑎𝑛𝑑 𝐷𝑛 > 0:  𝐷𝑀− = 𝐷𝑛, 𝑒𝑙𝑠𝑒  𝐷𝑀− = 0  

 𝐷𝐼+ =
𝐸𝑀𝐴𝑡( 𝐷𝑀+, 𝑛)

𝐴𝑇𝑅(𝑛)
  𝐷𝐼− =

𝐸𝑀𝐴𝑡( 𝐷𝑀−, 𝑛)

𝐴𝑇𝑅(𝑛)
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𝐶𝐶𝐼𝑡(𝑛) Commodity Channel Index วัดทิศทางการเคลื่อนที่ของราคาและความ
แข็งแรงของแนวโน้มจากความแต่งต่างระหว่างราคาและค่าเฉลี่ยเคลื่อนที่ 

𝐶𝐶𝐼𝑡(𝑛) =
𝑇𝑃𝑡 − 𝑆𝑀𝐴𝑡(𝑇𝑃, 𝑛)

0.015 ∑ |𝑇𝑃𝑡−𝑖+1 − 𝑆𝑀𝐴𝑡(𝑇𝑃, 𝑛)|𝑛
𝑖=1 /𝑛 

× 100 

𝑇𝑃𝑡 =
(𝐶𝑡 + 𝐻𝑡 + 𝐿𝑡)

3
 

𝑅𝑂𝐶𝑡(𝑛) Rate of Change เป็ นตั วชี้ วั ดป ระ เภท โม เมน ตัมที่ วั ด ร้อยละของการ
เปลี่ยนแปลงของราคา เพื่อระบุภาวะซื้อมากเกิน หรือภาวะขายมากเกิน 

𝑅𝑂𝐶𝑡(𝑛) =
𝐶𝑡 − 𝐶𝑡−𝑛

𝐶𝑡−𝑛
× 100 

𝑅𝑆𝐼𝑡(𝑛) Relative Strength Index เป็นตัวชี้วัดประเภทโมเมนตัมที่วัดขนาดของราคาที่
เพิ่มขึ้นเทียบกับราคาที่ลดลง เพื่อระบุภาวะซื้อมากเกิน หรือภาวะขายมากเกิน 

𝑅𝑆𝐼𝑡(𝑛) = 100 −
100

1 +
∑ 𝑈𝑝𝑡−𝑖/𝑛𝑛−1

𝑖=0

∑ 𝐷𝑛𝑡−𝑖/𝑛𝑛−1
𝑖=0

 

𝑈𝑝𝑡 = 𝐶𝑡 − 𝑂𝑡 𝑖𝑓 𝐶𝑡 > 𝑂𝑡 𝑒𝑙𝑠𝑒 0 𝐷𝑛𝑡 = 𝑂𝑡 − 𝐶𝑡 𝑖𝑓 𝑂𝑡 > 𝐶𝑡 𝑒𝑙𝑠𝑒 0 
 

𝑇𝑆𝐼𝑡(𝑛) True strength index เป็นตัวชี้วัดประเภทโมเมนตัมที่ใช้ค่าเฉลี่ยแบบยกก าลัง 
เพื่อระบุภาวะซื้อมากเกิน หรือภาวะขายมากเกิน 

𝑇𝑆𝐼𝑡(𝑛) =
EMA(𝐸𝑀𝐴(𝑃𝐶, 𝑛), 𝑘)

EMA(𝐸𝑀𝐴(|𝑃𝐶|, 𝑛), 𝑘)
 

𝑃𝐶𝑡 = 𝐶𝑡 − 𝐶𝑡−1 

%𝐾𝑡(𝑛) Stochastic RSI %K บ่งบอกต าแหน่งของราคาปิดล่าสุดเทียบกับราคาต ่าสุด 
(𝐿𝐿𝑡−(𝑛−1)) และราคาสูงสุด (𝐻𝐻𝑡−(𝑛−1)) ในช่วงเวลาที่สนใจ 

%𝐾𝑡(𝑛) =
𝐶𝑡 − 𝐿𝐿𝑡−(𝑛−1)

𝐻𝐻𝑡−(𝑛−1) − 𝐿𝐿𝑡−(𝑛−1)
 

%𝐷𝑡(𝑛) Stochastic RSI %D เป็นค่าเฉลี่ยเคลื่อนทีข่อง %𝐾 ซึ่งท าใหม้ีความแปรปรวน
ลดลงและใช้เปน็เส้น Signal คู่กับ %𝐾 

%𝐷𝑡(𝑛) =
∑ %𝐾𝑡−𝑖

𝑛−1
𝑖=0

n
 

%𝑅𝑡(𝑛) Williams %R บ่ งบอกต าแหน่ งของราคาปิดล่าสุด เทียบกับราคาต ่ าสุด 
(𝐿𝐿𝑡−(𝑛−1)) และราคาสูงสุด (𝐻𝐻𝑡−(𝑛−1)) ในช่วงเวลาที่สนใจ 

%𝑅𝑡(𝑛) =
𝐻𝐻𝑡−(𝑛−1) − 𝐶𝑡

𝐻𝐻𝑡−(𝑛−1) − 𝐿𝐿𝑡−(𝑛−1)
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𝐵𝐵ℎ,𝑡(𝑛)   Bollinger Band เป็นตัวชี้ วัดบ่ งบอกความแปรปรวน นิยามโดย 2 ส่วน
เบี่ยงเบนมาตรฐาน จากค่าเฉลี่ยเคลื่อนที่ทั้งทางบวกและทางลบ 

𝐵𝐵ℎ,𝑡(𝑛) = 𝑆𝑀𝐴𝑡(𝑛) + 2𝜎(𝑆𝑀𝐴𝑡(𝑛)) 
𝐵𝐵𝑙,𝑡(𝑛) = 𝑆𝑀𝐴𝑡(𝑛) − 2𝜎(𝑆𝑀𝐴𝑡(𝑛)) 

𝐵𝐵𝑙,𝑡(𝑛) 

𝐴𝑇𝑅𝑡(𝑛) Average True Range วัดความแข็งแรงของความแปรปรวน แต่ไม่บอกทิศ
ทางการเคลื่อนที ่

𝐴𝑇𝑅𝑡(𝑛) =
𝐴𝑇𝑅𝑡−1(𝑛 − 1) + 𝑇𝑅𝑡

𝑛
 

𝑇𝑅𝑡 = 𝑚𝑎𝑥(𝐻𝑡 − 𝐿𝑡 , |𝐻𝑡 − 𝐶𝑡−1|, |𝐿𝑡 − 𝐶𝑡−1|) 

𝑈𝐼𝑡(𝑛) Ulcer Index เป็นตัวชี้วัดประเภทความแปรปรวน โดยวัดความเสี่ยงทางลบของ
สินทรัพย์ ยิ่ง 𝑈𝐼 มีค่ามากความเสี่ยงทางลบยิ่งมาก 

𝑈𝐼𝑡(𝑛) = √∑(𝑅𝑡
𝑖)

2
𝑛−1

𝑖=0

 𝑅𝑡
𝑖 =

𝐶𝑡 − 𝑚𝑎𝑥(𝐶𝑡−𝑛)

𝑚𝑎𝑥(𝐶𝑡−𝑛)
 

 
𝐴𝐷𝐼𝑡 Accumulation/Distribution Index เป็นตัวชี้วัดประเภทปริมาณการซื้อขาย 

เพื่ อ ใช้ บ่ งบ อกภาวะ เก็ บ สะสม  (accumulating) หรือภ าวะแจกจ่ าย 
(distribution) สินทรัพย์ เพื่อใช้ท านายแนวโน้มการกลับตัวของราคา 

𝐴𝐷𝐼𝑡 = 𝐴𝐷𝐼𝑡−1 + 𝐶𝑀𝐹𝑉𝑡 
𝐶𝑀𝐹𝑉𝑡 = (

(𝐶𝑡 − 𝐿𝑡) − (𝐻𝑡 − 𝐿𝑡)

𝐻𝑡 − 𝐿𝑡
) × 𝑉𝑡 

𝑂𝐵𝑉𝑡 On-balance volume เป็นตัวชี้วัดประเภทปริมาณการซื้อขาย วัดอารมณ์
โดยรวมของผู้ลงทุนเพื่อท านายทิศทางราคา จากปริมาณการซื้อขาย 

𝑂𝐵𝑉𝑡 = 𝑂𝐵𝑉𝑡−1 + {

𝑉𝑡 𝑖𝑓 𝐶𝑡 > 𝐶𝑡−1

0 𝑖𝑓 𝐶𝑡 = 𝐶𝑡−1

−𝑉𝑡 𝑖𝑓 𝐶𝑡 < 𝐶𝑡−1

 

 

𝐶𝑀𝐹𝑡(𝑛) Chaikin Money Flow เป็นตัวชี้วัดประเภทปริมาณการซื้อขาย วัดกระแสเงิน
ผ่านปริมาณการซื้อขายในช่วงเวลาที่สนใจ 

𝑀𝐹𝑡 =
(𝐶𝑡 − 𝐿𝑡) − (𝐻𝑡 − 𝐶𝑡)

𝐻𝑡 − 𝐿𝑡
× 𝑉𝑡 𝐶𝑀𝐹𝑡(𝑛) =

∑ 𝑀𝐹𝑡−𝑖
𝑛
𝑖=0

∑ 𝑉𝑡−𝑖
𝑛
𝑖=0

 

 
𝐹𝐼𝑡(𝑛) Force Index เป็นตัวชี้วัดประเภทปริมาณการซื้อขาย วันความกดดันในการซื้อ

และขาย ค่าเป็นบวกสูง ๆ หมายถึงราคามีแน้วโน้มขึ้นอย่างแข็งแรง ในขณะที่
ค่าเป็นลบสูง ๆ หมายถึงราคามีแน้วโน้มลงอย่างแข็งแรง 

𝐹𝐼𝑡(1) = (𝐶𝑡 − 𝐶𝑡−1) × 𝑉𝑡 𝐹𝐼𝑡(𝑛) = ∑ 𝐹𝐼𝑡−𝑖(1)

𝑛

𝑖=0
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𝑀𝐹𝐼𝑡(𝑛) Money Flow Index เป็นตัวชี้วัดประเภทปริมาณการซื้อขาย ที่ใช้ทั้งราคาและ
ปริมาณซื้อขายในการวัดความกดดันในการซื้อและขาย 

𝑅𝑎𝑤 𝑀𝑜𝑛𝑒𝑦 𝐹𝑙𝑜𝑤 = 𝑇𝑃𝑡 × 𝑉𝑡 

𝑀𝑜𝑛𝑒𝑦 𝐹𝑙𝑜𝑤 𝑅𝑎𝑖𝑡𝑜𝑡 (𝑛) =
∑ 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 𝑀𝑜𝑛𝑒𝑦 𝐹𝑙𝑜𝑤𝑡−𝑖

𝑛
𝑖=0

∑ 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒 𝑀𝑜𝑛𝑒𝑦 𝐹𝑙𝑜𝑤𝑡−𝑖
𝑛
𝑖=0

 

𝑀𝐹𝐼𝑡 (𝑛) = 100 −
100

1 + 𝑀𝑜𝑛𝑒𝑦 𝐹𝑙𝑜𝑤 𝑅𝑎𝑖𝑡𝑜𝑡 (𝑛)
 

𝑉𝑃𝑇𝑡 Volume-price trend เป็นตัวชี้วัดประเภทปริมาณการซื้อขาย โดยค านวนมา
จากปริมาณการซื้อขายสะสมคูณกับร้อยละการเปลี่ยนแปลงในแต่ละช่วงเวลา 

𝑉𝑃𝑇𝑡  = 𝑉𝑃𝑇𝑡−1 + 𝑉𝑡 ×
𝐶𝑡 − 𝐶𝑡−1

𝐶𝑡−1
 

𝑉𝑊𝐴𝑃𝑡(𝑛) Volume Weighted Average Price เป็นตัวช้ีวัดประเภทปริมาณการซื้อขาย
ซึ่งมาจากมูลคา่การซื้อขาย หารด้วยปริมาณการซื้อขาย 

𝑉𝑊𝐴𝑃𝑡(𝑛)  =
∑ 𝑉𝑡−𝑖 × 𝑇𝑃𝑡−𝑖

𝑛
𝑖=0

∑ 𝑉𝑡−𝑖
𝑛
𝑖=0

 

หมายเหตุ: ในงานวิจัยนี้ใช้ค่า 𝑛 = 10 และ 𝑘 = 15 

 

4.1.2 การแปลงข้อมูล (Data Transformation) 
 ด้วยข้อมูลราคาและตัวชี้วัดทางเทคนิคบางตัวจะมีลักษณะเป็น non-Stationary คือมีการ
เคลื่อนไหวของค่าเฉลี่ย ไม่อยู่ในช่วงใดช่วงนึง ซึ่งเป็นลักษณะข้อมูลที่ไม่เหมาะสมส าหรับการน าเข้าไป
ใช้กับโครงข่ายประสาทเทียม [30] ข้อมูลที่ต่างช่วงเวลากัน จะมีค่าที่แตกต่างกันโดยสิ้นเชิง ข้อมูล
ลักษณะนี้จึงยากส าหรับแบบจ าลองที่จะเรียนรู้จากข้อมูลในช่วงเวลาที่ต่าง ๆ กันมาท านายข้อมูลใน
อนาคตที่แบบจ าลองไม่เคยเรียนรู้มาก่อนได้ ด้วยเหตุนี้ก่อนน าข้อมูลไปใช้กับแบบจ าลอง จึ งมีความ
จ าเป็นที่จะต้องแปลงข้อมูลจาก non-Stationary Timeseries เป็น Stationary Timeseries 

 1. ค านวณเป็นร้อยละที่แตกต่างเทียบกับราคาปิด เนื่องจากตัวแปรบางตัวมีการเคลื่อนที่ของ
ค่าเฉลี่ยตามราคาปิด งานวิจัยนี้จึงใช้ร้อยละที่แตกต่างของตัวแปรนั้น ๆ เทียบกับราคาปิดในช่วงเวลา
เดียวกัน ตามสมการ (8) โดยตัวแปรที่ถูกแปลงในรูปแบบนี้ได้แก่ ราคาเปิด, ราคาสูงสุด, ราคาต ่าสุด, 
SMA, BB, ATR, และ VWAP  

 
𝑅𝑒𝑙𝑎𝑡𝑖𝑣𝑒 𝑋𝑡 =

𝑋𝑡 − 𝐶𝑡

𝐶𝑡
 (8) 

 𝑋𝑡 คือ ข้อมูลอนกุรมเวลาใด ๆ ณ เวลา t  



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 24 

 รูปที่ 15 แสดงตัวอย่างส าหรับข้อมูลราคาเปิดก่อนการแปลงในรูปที่ 15(1) ข้อมูลจะมี

ลักษณะเปลี่ยนแปลงค่าเฉลี่ยอยู่ตลอด ไม่มี Stationary แต่หลังจากแปลงข้อมูลเป็นราคาเปิดสัมพัทธ์ 

(Relative Open) เทียบกับราคาปิดตามสมการ (8) พบว่าข้อมูลมีความ Stationary มากขึ้นตามที่

แสดงในรูปที่ 15(2) 

 

 

(1) ก่อนการแปลง 

 

(2) หลังการแปลง 

รูปที่ 15 ความแตกต่างของข้อมูลราคาเปิดหลังจากแปลงโดยใช้ร้อยละที่แตกต่างเทียบกับราคาปิด 
ประกอบด้วย (1) ก่อนการแปลง และ (2) หลังการแปลง 

 

 2. ค านวณเป็นร้อยละเปลี่ยนแปลงจากช่วงเวลาก่อนหน้า ข้อมูลตัวแปรบางชนิดที่ไม่ได้มีการ
เคลื่อนที่ของค่าเฉลี่ยตามราคาปิด หรือราคาปิดเอง จะถูกท าให้มีความ Stationary โดยแปลงเป็น



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 25 

ร้อยละการเปลี่ยนแปลงจากช่วงเวลาก่อนหน้าตามสมการที่ (9) โดยตัวแปรที่ถูกแปลงในรูปแบบนี้
ได้แก่ ราคาปิด, ปริมาณการซื้อขาย, ADI, และ OBV 

 
𝑃𝑒𝑟𝑐𝑒𝑛𝑡 𝐶ℎ𝑎𝑛𝑔𝑒 𝑋𝑡 =

𝑋𝑡 − 𝑋𝑡−1

𝑋𝑡
 (9) 

 รูปที่ 16 แสดงตัวอย่างส าหรับข้อมูลราคาปิดก่อนการแปลงในรูปที่ 16(1) ข้อมูลจะมีลักษณะ
เปลี่ยนแปลงค่าเฉลี่ยอยู่ตลอด ไม่มี Stationary แต่การแปลงข้อมูลเป็นร้อยละการเปลี่ยนแปลงของ
ราคาปิดเทียบกับช่วงเวลาก่อนหน้าตามสมการ (9) พบว่าข้อมูลมีความ Stationary มากขึ้นตามที่
แสดงในรูปที่ 16(2) 

 

 

(1) ก่อนการแปลง 

 

(2) หลังการแปลง 

รูปที่ 16 ความแตกต่างของข้อมูลราคาปิดหลังจากการแปลงโดยใช้ร้อยละที่แตกต่างเทียบราคาปิดใน
ช่วงเวลาก่อนหน้า ประกอบด้วย (1) ก่อนการแปลง และ (2) หลังการแปลง 
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หลังจากนั้นพบว่าการกระจายตัวของข้อมูลน าเข้าบางชนิดมีการกระจายตัวของข้อมูลส่วน
ใหญ่ที่กระจุกในกรอบแคบ ๆ แต่มีค่าน้อยสุด หรือค่ามากสุด ห่างจากค่าเฉลี่ยเยอะอย่างเช่นใน
ตัวอย่างตามรูปที่ 17(1) และ รูปที่ 17(1) ซึ่งข้อมูลประเภทนี้ไม่เหมาะสมที่จะน าเข้าใช้ฝึกกับโครงข่าย
ประสาทเทียมเช่นกัน เพราะเมื่อท า Data Normalization ในขั้นตอนต่อไป ข้อมูลส่วนใหญ่ของตัว
แปรเหล่านี้จะถูกบีบให้อยู่ในกรอบแคบ ๆ เนื่องด้วยความแตกต่างของค่าสูงสุดหรือค่าต ่าสุด ท าให้
ข้อมูลตัวแปรเหล่านี้จะมีขนาดคนละช่วงเทียบกับข้อมูลตัวแปรอื่น ๆ ดังนั้นในงานวิจัยนี้จึงใช้ 
Quantile Transformation [31] เพื่อปรับการกระจายตัวของข้อมูลให้มีลักษณะเป็น การกระจายตัว
แบบปกติ (Normal Distribution) โดยใช้ Quantile function ตัวแปรที่ถูกแปลงในรูปแบบนี้ได้แก่ 
ปริมาณการซื้อขาย, ADI, OBV และ VPT 

 

 
 

(1) ข้อมูล OBV ก่อน Quantile Transformation (2) การกระจายตัวของ OBV ก่อน 
Quantile Transformation 

 
 

(3) ข้อมูล OBV หลัง Quantile Transformation (4) การกระจายตัวของ OBV หลัง 
Quantile Transformation 

รูปที่ 17 ความแตกต่างของข้อมูล OBV หลังจากการแปลงโดย Quantile Transformation 
ประกอบด้วย (1) ข้อมูลก่อนการแปลง, (2) การกระจายตัวของข้อมูลก่อนการแปลง, (3) ข้อมูลหลัง

การแปลง และ (4) การการจายตัวของข้อมูลหลังการแปลง 
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รูปที่ 17 แสดงตัวอย่างข้อมูล OBV ก่อนการแปลงข้อมูลโดยใช้ Quantile Transformation 
ในรูปที่ 17(1) แสดง ค่าสูงสุดของ OBV ค่าเฉลี่ยอย่างมาก และการกระจายตัวของข้อมูลในรูปที่ 
17(2) มีลักษณะการกระจายตัวเบ้ ขวาอย่างชัดเจน ในขณะที่ข้อมูลหลังจากถูก Quantile 
Transformation พบว่า ข้อมูลทั้งหมดอยู่ใกล้ค่าเฉลี่ยมากขึ้นตามรูปที่ 17(3) และมีการกระจายตัว
แบบปกติตามรูปที่ 17(4) 

 

 
𝑆𝑐𝑎𝑙𝑒𝑑 𝑋𝑡 = (

𝑋𝑡 − 𝑋𝑚𝑖𝑛

𝑋𝑚𝑎𝑥 − 𝑋𝑚𝑖𝑛
) (10) 

 

 

(1) ราคาปิดก่อนการท า Data Normalization 

 

(2) ราคาปิดหลังการท า Data Normalization 

รูปที่ 18 ความแตกต่างของราคาปิดหลังจากการแปลงข้อมูลโดย Data Normalization  
ประกอบด้วย (1) ก่อนการแปลง และ (2) หลังการแปลง 
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ด้วยข้อมูลตัวแปรที่แตกต่างกันแต่ละตัว จะมีช่วงของข้อมูลคนละค่า ซึ่งไม่เหมาะสมจะ
น ามาใช้ในการฝึกโครงข่ายประสาทเทียม ในงานวิจัยนี้จึงใช้วิธีตามที่เสนอโดย Kumar [11] ที่ได้เสนอ
ไว้ว่าให้มีการท า Data Normalization ให้มีค่าอยู่ในช่วง [0, 1] ตามสมการที ่(10) ซึ่งข้อมูลน าเข้าทุก
อันจะต้องผ่านกระบวนการ Data Normalization ทั้งสิ้น จากตัวอย่างในรูปที่ 18(1) และรูปที่ 18(2) 
แสดงการแปลงของข้อมูลราคาปิดก่อนและหลังท า Data Normalization ตามล าดับ จะสังเกตุได้ว่า
ข้อมูลที่ได้จะมีลักษณะเหมือนข้อมูลก่อนท าทุกประการ แตกต่างเพียงขนาดของข้อมูลในแกนแนวตั้ง
เท่านั้น 

 

4.1.3 การติดฉลากข้อมูล (Labeling) 
ฉลากข้อมูล (Label) ที่ใช้ในงานวิจัยนี้ประกอบด้วยการแปลงข้อมูลราคาปิด 2 ขั้นตอน ขั้น

แรกเป็นการสร้างราคาเฉลี่ยจาก Savitzky-Golay filter [16] และขั้นที่สองน าราคาเฉลี่ยที่ได้ไป
ค านวนร้อยละการเปลี่ยนแปลงรายวัน 

ในขั้นแรกงานวิจัยนี้ใช้ Savitzky-Golay filter จาก SciPy package [16] สร้างเส้นราคา
เฉลี่ยเพื่อใช้เป็นฉลากข้อมูล ในการท านายราคา โดย Savitzky-Golay filter คือการท า Polynomial 
Regression เคลื่อนที่ที่สนใจข้อมูลใกล้เคียงรอบข้างตามตัวอย่างรูปที่ 19 เส้นสีแดงคือช่วงของข้อมูล
รอบข้างที่น าข้อมูลดิบตามเส้นสีน ้าเงินมาท า Polynomial Regression และจุดสีแสดงคือค่าเฉลี่ย
ของข้อมูลในช่วงนั้น เมื่อท า Polynomial Regression กับทุกจุดข้อมูล เส้นตามจุดสีน ้าเงินที่ได้จะ
เป็นเส้นเฉลี่ยของข้อมูลดิบเส้นสีน ้าเงิน งานวิจัยนี้ใช้ Savitzky-Golay แบบ Polynomial degree ที่ 
1 และข้อมูลรอบข้าง 11 จุดมาใช้สร้างเส้นราคาเฉลี่ยดังเส้นสสี้มที่แสดงในรูปที่ 20(1) 

เนื่องจากราคาเฉลี่ยยังคงเป็นข้อมูลประเภท non-Stationary เราจึงน ามาแปลงเป็นร้อยละ
การเปลี่ยนแปลงเทียบกับช่วงเวลาก่อนหน้าตามสมการ (11) จะได้เส้นสีน ้าเงินที่แสดงในรูปที่ 20(2) 
ซึ่งเป็นฉลากข้อมูล ที่ใช้ในงานวิจัยนี้ การใช้เส้นราคาเฉลี่ยเป็นฉลาดข้อมูล จะสามารถใช้แสดงถึงการ
เปลี่ยนแปลงแนวโน้มของราคา โดยไม่สนใจการแกว่งตัวของราคาในช่วงเวลาสั้น ๆ เพื่อให้แบบจ าลอง
สามารถเรียนรู้ที่จะท านายแนวโน้มราคาได ้

 
𝑦𝑡 =

𝑆𝑚𝑜𝑜𝑡ℎ𝑒𝑑 𝐶𝑡+1 − 𝑆𝑚𝑜𝑜𝑡ℎ𝑒𝑑 𝐶𝑡

𝑆𝑚𝑜𝑜𝑡ℎ𝑒𝑑 𝐶𝑡
 (11) 
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รูปที่ 19 ตัวอย่างการท าเส้นข้อมูลเฉลี่ยโดยใช้ Savitzky-Golay [32] แบบ Polynomial degree ที่ 
3 และข้อมูลรอบข้าง 9 จุด 

 

 

(1) ราคาปิดน ้ามัน WTI 

 

(2) ร้อยละเปลี่ยนแปลงรายวันของราคาน ้ามันเฉลี่ย 

รูปที่ 20 (1) ราคาปิดน ้ามัน WTI และราคาเฉลี่ยโดย Savitzky-Golay filter และ (2) ร้อยละการ
เปลี่ยนแปลงจากช่วงเวลาก่อนหน้าของราคาเฉลี่ย 
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4.1.4 การแบง่ข้อมูลเพื่อการฝึกแบบจ าลอง 
ข้อมูลราคาน ้ามันและตัวแปรทั้งหมดที่ได้เตรียมไว้ในขั้นตอน 4.1.1 ถึง 4.1.3  ถูกแบ่งเป็น 6 

กลุ่ม แต่ละกลุ่มมีชื่อตามปีของชุดข้อมูลทดสอบเพื่อทดสอบกลยุทธ์การซื้อขายในแต่ละปีที่แตกต่าง
กันตั้งแต่ปี ค.ศ. 2015 ถึง 2020 โดยแต่ละกลุ่มจะมีข้อมูล 3 ชุด ประกอบด้วย ชุดข้อมูลส าหรับฝึก (9 
ปี), ชุดข้อมูลตรวจสอบ (1 ปีหลังจากชุดข้อมูลส าหรับฝึก), และชุดข้อมูลทดสอบ (1 ปีหลังจากชุด
ข้อมูลตรวจสอบ) แบ่งตามช่วงเวลาที่แสดงในตารางที่ 2 

 ชุดข้อมูลส าหรับฝึกใช้เพื่อป้อนข้อมูลให้แบบจ าลองเกิดการเรียนรู้และปรับค่าน ้าหนัก ชุด
ข้อมูลตรวจสอบใช้ส าหรับค านวนค่าความผิดพลาดจากการท านายเพื่อประเมินเลือกจ านวนรอบการ
ฝึก และ Hyperparameters ที่เหมาะสมที่สุด ชุดข้อมูลทดสอบใช้เพื่อการจ าลองสถานการณ์การซื้อ
ขายจริง โดยใช้ข้อมูลที่แบบจ าลองไม่เคยเห็นมาก่อน 

 

ตารางที่ 2 การแบ่งข้อมูลส าหรับการทดลอง 
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4.2 Deep Learning Model 
ในงานวิจัยนี้เราได้เลือกแบบจ าลองการเรียนรู้ของเครื่องชนิดโครงข่ายประสาทเทียมผสาน

ระหว่าง CNN และ LSTM ซึ่งมีการเรียงล าดับที่แตกต่างกันดังนี้ 1. CNN-LSTM และ 2. LSTM-CNN 
ตามรูปที่ 21 และรูปที่ 22 ตามล าดับ นอกจากนี้เรายังได้ท าการทดลองกับแบบจ าลอง Single CNN 
และ Single LSTM เปรียบเทียบผลการทดลองกับแบบจ าลองแบบผสานอีกด้วย  

แบบจ าลอง CNN-LSTM ดังแสดงในรูปที่ 21 ประกอบไปด้วยชั้นข้อมูลน าเข้า 33 ตัวแปร
ตามที่ได้เตรียมข้อมูลไว้ในหัวข้อ 4.1.1 ถึง 4.1.3 โดยแต่ละหนึ่งข้อมูลตัวอย่างจะมีข้อมูลย้อนหลัง 32 
ช่วงเวลา ข้อมูลทั้งหมดนี้ถูกส่งต่อไปยังชั้น CNN ซึ่งท าหน้าที่เลือกตัวแปร โดยการเรียนรู้และให้
น ้าหนักตัวแปรแต่ละตัวที่แตกต่างกัน เพื่อเรียนรู้แบ่งระดับความส าคัญของตัวแปร ก่อนส่งต่อไปยังช้ัน 
LSTM เพื่อเรียนรู้ความสัมพันธ์ของตัวแปรต่างๆ ในอนุกรมเวลากับฉลากข้อมูล จากนั้นส่งข้อมูลต่อไป
ยังชั้น Batch Normalization เพื่อลดปัญหา Overfit ข้อมูลทั้งหมดจะถูกประมวลผลในโครงข่าย
ประสาทเทียม Dense และในชั้นสุดท้ายจะเป็น Dropout layer เพื่อลดปัญหา Overfit ก่อนจะ
ออกเป็นช้ันข้อมูลน าออก ซึ่งจะเป็นผลท านายที่ได้จากแบบจ าลอง 

 ส่วนแบบจ าลอง LSTM-CNN ตามที่แสดงในรูปที่ 22 ประกอบด้วยชั้นข้อมูลน าเข้ารูปแบบ
เดียวกันกับแบบจ าลอง CNN-LSTM แต่มีการสลับล าดับชั้น LSTM มาก่อน CNN จากนั้นมีการเพิ่ม
ชั้น Average Pooling และ ชั้น Flatten เพื่อจัดการข้อมูลที่ออกมาจากชั้น CNN ก่อนจะน าไปเข้า
ชั้น Batch Normalization, ชั้น Dense, ชั้น Dropout และชั้นข้อมูลน าออกที่ เหมือนกับ  CNN-
LSTM ตามล าดับ 

 

รูปที่ 21 แผนภาพโครงข่ายประสาทเทียม CNN-LSTM ในงานวิจัยนี้ซึ่งมีล าดับของช้ัน CNN มาก่อน 
LSTM 
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รูปที่ 22 แผนภาพโครงข่ายประสาทเทียม LSTM-CNN ในงานวิจัยนี้ซึ่งมีล าดับของช้ัน LSTM มาก่อน 
CNN 

 

4.3 วิธีการวัดผล 
 การวัดผลประสิทธิภาพของแบบจ าลองจะพิจารณา 2 แบบ คือ ค่าความผิดพลาดจากการ
ท านายเพื่อศึกษาความสามารถในการเรียนรู้ของแบบจ าลอง และ ประสิทธิภาพการซื้อขายจากการ
ทดลองซื้อขายด้วยข้อมูลย้อนหลัง (Backtest)  

 

4.3.1 ค่าความผิดพลาดจากการท านาย 
 ในงานวิจัยนี้ ใช้  Mean Square Error (MSE) เพื่อวัดความสามารถในการท านายของ
แบบจ าลองโครงข่ายประสาทเทียมในขั้นตอนการฝึกแบบจ าลอง MSE สามารถค านวณได้จากสมการ 
(12) โดยวัดความแตกต่างระหว่างค่าที่แบบจ าลองท านายและฉลากข้อมูล เพื่อใช้วัดความสามารถใน
การเรียนรู้ของแบบจ าลอง MSE จะถูกค านวณทุกรอบการฝึก เมื่อได้ค่า MSE ในแต่ละรอบการฝึก 
แบบจ าลองจะเรียนรู้และปรับค่าน ้าหนักในแต่ละ Node ในโครงข่าย เพื่อพยายามลดค่า MSE ในรอบ
ถัดไปลง แต่อย่างไรก็ตามค่า MSE ไม่สามารถลดได้เรื่อย ๆ จะมีค่าน ้าหนักในโครงข่ายประสาทเทียม
ที่เหมาะสมที่ท าให้ได้ค่า MSE ต ่าที่สุด ค่าน ้าหนักที่เหมาะสมนี้จะถูกเลือกจากรอบการฝึกที่ท าให้ได้ 
MSE ของชุดข้อมูลตรวจสอบต ่าที่สุด  
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𝑀𝑆𝐸 =

∑ (�̂�𝑡 − 𝑦𝑡)2𝑛
𝑡=0

𝑛
 (12) 

 �̂�𝑡 คือ ผลการท านายจากแบบจ าลอง 
𝑦𝑡 คือ ค่า ฉลากข้อมูลจริง 

 

 

 ทั้งนี้ในขั้นตอนการฝึกแบบจ าลองเราใช้ Adaptive Moment Estimation (Adam) [33] 
เป็น Optimizer ในการเรียนรู้ของโครงข่ายประสาทเทียมด้วย  Learning rate เริ่มต้นที่ 1×10-5  
และมี Decay Factor เป็น 0.95 ด้วย Patience 10 รอบ ก าหนด Batch size เป็น 128 และใช้ 
Stopping Algorithm เป็นจ านวน 500 รอบหรือ Patience 30 รอบ นอกจากนี้เรายังมีการท า Grid 
Search ส าหรับจ านวน filters ในชั้น CNN จ านวน 64 และ 128 และจ านวน Node ในชั้น LSTM 
เป็นจ านวน 64 และ 128 อีกด้วย โดยเลือกจ านวน Filter ในชั้น CNN และจ านวน Node ในชั้น 
LSTM ที่ท าให้ค่า MSE ของชุดข้อมูลตรวจสอบน้อยที่สุด 

 

4.3.2 ประสิทธิภาพการซื้อขาย 
 ประสิทธิภาพการซื้อขายเป็นการวัดประสิทธิภาพของพอร์ตการลงทุน ที่เกิดจากการจ าลอง
การซื้อขายด้วยราคาในอดีต หรือ Backtest ซึ่งเป็นปัจจัยส าคัญในการพิจารณากลยุทธ์การลงทุนใน
สินทรัพย์ต่าง ๆ โดยในการจ าลองการซื้อขายจะเป็นการเริ่มลงทุนด้วยเงิน 100 ดอลล่าร์สหรัฐ และ
ซื้อน ้ามันดิบทั้งหมดที่ราคาปิดของวันที่แบบจ าลองส่งสัญญาณการซื้อทั้งหมดตามจ านวนเงินที่มี และ
ขายเมื่อเกิดสัญญาณขาย โดยขายน ้ามันดิบทั้งหมดในพอร์ตการลงทุน และมีค่าธรรมเนียมการซื้อและ
ขาย 0.1% ทั้งนี้เราจะวัดผลเทียบกับก าไรขาดทุนที่ได้จากการซื้อขายกลยุทธ์แบบดั้งเดิมด้วย ได้แก่ 
กลยุทธ์ซื้อและถือ, กลยุทธ์จากสัญญาณซื้อและขายจาก RSI, กลยุทธ์จากสัญญาณซื้อและขายจาก 
MACD, กลยุทธ์จากสัญญาณซื้อและขายจาก SMA, กลยุทธ์จากสัญญาณซื้อและขายจาก 
Stochastics RSI %K และ %D 

 สัญญาณซื้อและสัญญาณขายถูกแปลผลมาจากผลการท านายร้อยละการเปลี่ยนแปลงราคา
เฉลี่ยรายวันตามตัวอย่างเส้นสีส้มในรูปที่ 23 เมื่อเส้นผลการท านายเคลื่อนที่จากน้อยกว่าศูนย์ไป
มากกว่าศูนย์จะถูกแปลเป็นสัญญาณซื้อ ในทางตรงกันข้ามเมื่อ เส้นผลการท านายเคลื่อนที่จาก
มากกว่าศูนย์ไปน้อยกว่าศูนย์จะถูกแปลเป็นสัญญาณขาย 
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รูปที่ 23 ร้อยละการเปลี่ยนแปลงของราคาเฉลี่ย และผลการท านายจากแบบจ าลอง 

 ตัวชี้วัดประสิทธิภาพการซื้อขาย ที่ใช้ในงานวิจัยนี้ประกอบไปด้วย 1. ผลตอบแทนการลงทุน 
(Return on Investment, ROI) และ 2. Shape Ratio โดย ROI จะสามารถใช้วัดผลตอบแทนจาก
การลงทุนได้ตาม (13) และ Sharpe Ratio เป็นตัวชี้วัดที่ใช้วัดผลตอบแทนโดนค านึงถึงความเสี่ยง 
(Risk-adjusted Return) ของพอร์ตการลงทุน ด้วยซึ่งสามารถค านวณได้จาก (14) 

 
𝑅𝑂𝐼 =

(𝑃𝑜𝑟𝑡𝑓𝑜𝑙𝑖𝑜 𝑉𝑎𝑙𝑢𝑒𝑖 − 𝑃𝑜𝑟𝑡𝑓𝑜𝑙𝑖𝑜 𝑉𝑎𝑙𝑢𝑒𝑖−1)

𝑃𝑜𝑟𝑡𝑓𝑜𝑙𝑖𝑜 𝑉𝑎𝑙𝑢𝑒𝑖−1
 (13) 

 
𝑆ℎ𝑎𝑟𝑝𝑒 𝑅𝑎𝑡𝑖𝑜 =

(𝑅𝑝 − 𝑅𝑓)

𝜎𝑝
 (14) 

 𝑅𝑝 คือ ผลตอบแทนของพอร์ตการลงทุน 
𝑅𝑓 คือ ผลตอบแทนจากสินทรพัย์ไร้ความเสี่ยง 
𝜎𝑝 คือ Standard Deviation ของผลตอบแทนของพอร์ตการลงทุน  

 

 

4.3.3 ระบบจ าลองการซื้อขาย (Backtest) 
 ในการวัดผลด้วยประสิทธิภาพการซื้อขายต้องใช้ระบบจ าลองการซื้อขาย โดยเราจะน า
แบบจ าลองที่ผ่านการฝึกโดยเลือกค่าน ้าหนักและ Hyperparameter ที่เหมาะสมที่สุดมาใช้ในการ
จ าลองการซื้อขาย (Backtest) ในช่วงเวลาทดสอบ ซึ่งเป็นข้อมูลที่แบบจ าลองไม่เคยเห็นมาก่อน
ในช่วงการฝึก 

 รูปที่ 24 แสดงตัวอย่างผลการจ าลองการซื้อและขายด้วยกลยุทธ์ที่แปลผลมาจากการท านาย
ของแบบจ าลอง CNN-LSTM ในปี ค.ศ. 2017 โดยรูปที่ 24(1) แสดงค่าร้อยละการเปลี่ยนแปลง
รายวันของราคาเฉลี่ยจริงเป็นเส้นนี้น ้าเงิน และค่าร้อยละการเปลี่ยนแปลงรายวันของราคาเฉลี่ยจาก
การท านายเป็นเส้นสีส้ม จะเห็นได้ว่าทั้งสองเส้นมีลักษณะมีแนวโน้มไปในทิศทางเดียวกัน แต่ค่าที่ได้
จากการท านายจะมีการเปลี่ยนแปลงที่ช้ากว่าค่าจริง เพราะว่าข้อมูลที่แบบจ าลองใช้ในการท านายเป็น
ข้อมูลในอดีต 
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 ทั้งนี้ในการทดลองเราได้น าเส้นร้อยละการเปลี่ยนแปลงรายวันของราคาเฉลี่ยจากการท านาย
มาแปลผลเป็นสัญญาณซื้อขาย โดยเมื่อเส้นดังกล่าวตัดค่าศูนย์ขึ้นไปจะเป็นสัญญาณซื้อ บ่งบอกว่า
แบบจ าลองท านายว่าราคาได้ผ่านจุด local minimum แล้วและก าลังจะกลับตัวขึ้นไป ในทางกลับกัน
เมื่อเส้นดังกล่าวตัดค่าศูนย์ลงมา จะถูกแปลเป็นสัญญาณขาย ซื้อ บ่งบอกว่าแบบจ าลองท านายว่า
ราคาได้ผ่านจุด local maximum แล้วและก าลังจะกลับตัวลงมา เมื่อได้สัญญาณซื้อและขายจะการ
แปลผลการท านายของแบบจ าลอง ระบบจ าลองการซื้อขายจะซื้อและขายน ้ามันในราคาปิดของวันที่
ส่งสัญญาณ ด้วยจ านวนเงินทั้งหมดที่มีในพอร์ตการลงทุน ณ วันนั้น ได้เป็นจุดซื้อ (สีเขียว) และจุด
ขาย (สีแดง) ดังแสดงในรูปตัวอย่างรูปที่ 24(2) โดยรูปที่ 24(3) แสดงมูลค่าพอร์ตการลงทุนรายวัน
และปริมาณน ้ามันในพอร์ตการลงทุนรายวันจากการจ าลองการซื้อขาย 

 

 

(1) ค่าร้อยละการเปลี่ยนแปลงรายวันของเส้นราคาเฉลี่ยจริง และผลการท านายจากแบบจ าลอง 

CNN-LSTM 

 

(2) ราคาน ้ามันปิดรายวัน, เส้นราคาเฉลี่ย, และจุดซื้อและขายจากกลยุทธ์ที่ได้จากแบบจ าลอง CNN-

LSTM 
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(3) มูลค่าพอร์ตการลงทุน และปริมาณน ้ามันในพอร์ตการลงทุน 

รูปที่ 24 ผลการจ าลองการซื้อและขายจากกลยุทธ์ที่จากผลการท านายร้อยละการเปลี่ยนแปลงรายวัน
ของเส้นราคาเฉลี่ยของแบบจ าลอง CNN-LSTM ในปี ค.ศ. 2017 

 

ในการวัดประสิทธิภาพการซื้อขายจะเปรียบเทียบกับผลที่ได้จากกลยุทธ์การซื้อขายแบบ
ดั้งเดิม [29] จากตัวบ่งชี้ทางเทคนิคที่นิยมใช้กันโดยทั่วไป ดังนี ้

1. RSI จะเกิดสัญญาณซื้อเมื่อ RSI มีค่าเพิ่มขึ้นผ่าน 30 ขึ้นไป และในทางตรงกันข้ามจะเกิด
สัญญาณขายเมื่อ RSI มีค่าลดลงและต ่ากว่า 70 ลงมา 

2. MACD พิจารณาเส้น MACD และ MACD signal โดย MACD signal คือ EMA 9 วันของ
เส้น MACD ทั้งนี้กลยุทธ์ MACD จะเกิดสัญญาณซื้อเมื่อเส้น MACD ตัดเส้น MACD signal ขึ้นไป 
และในทางตรงกันข้ามเมื่อเส้น MACD ตัดเส้น MACD signal ลงมาจะเกิดเป็นสัญญาณขาย 

3. SMA จะเกิดสัญญานซื้อเมื่อเส้น SMA 50 วันตัดเส้น SMA 200 วันขึ้นไปและจะเกิด
สัญญาณขายเมื่อเส้น SMA 50 วันตัดเส้น SMA 200 ลงมา 

4. Stochastics จะพิจารณาเส้น %K และ %D จะเกิดสัญญาณซื้อเมื่อเส้น %K ตัดเส้น %D 
ขึ้นไป ในขณะที่เส้น %D มีค่าน้อยกว่า 20 และในทางตรงกันข้ามจะเกิดสัญญาณขายเมื่อเส้น %K ตัด
เส้น %D ลงมา ในขณะที่เส้น %D มีค่ามากกว่า 80 

5. ซื้อและถือ จะเป็นการซื้อที่วันแรกและขายในวันสุดท้ายในช่วงเวลาทดสอบ 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 37 

4.4 ขั้นตอนการด าเนนิงาน 
1. น าข้อมูลราคาน ้ามันดิบ WTI รายวันตั้งแต่ปี ค.ศ. 2005 ถึงปี ค.ศ. 2020 จากเว็บไซต์ 

Yahoo Finance [26] 
2. เตรียมข้อมูลโดยค านวณตัวบ่งชี้ต่างๆ จากข้อมูลดิบ และเปลี่ยนแปลงข้อมูลให้มีความ

เหมาะสมส าหรับน าเข้าไปยังโครงข่ายประสาทเทียม ตามรายละเอียดในหัวข้อ 4.1.1 ถึง 4.1.3 
3. แบ่งข้อมูลเป็น 6 ชุด ตามปี ค.ศ. ที่ต้องการทดสอบกลยุทธ์การซื้อขายจากแบบจ าลอง

ตั้งแต่ปี ค.ศ. 2015 จนถึงปี ค.ศ. 2020 ตามรายละเอียดในหัวข้อ 4.1.4 
4. น าข้อมูลไปฝึกค่าน ้าหนักในโครงข่ายประสาทเทียม CNN-LSTM 
5. เลือกค่าน ้าหนักโครงข่ายประสาทเทียมที่เหมาะสม จากรอบที่ได้ค่า MSE ของชุดข้อมูล

ตรวจสอบน้อยที่สุด 
6. ท าซ ้าข้อ 4. ถึง 5. โดยท า Grid Search กับจ านวน Filter ในชั้น CNN เป็น 64 และ 128 

และจ านวน Node ในชั้น LSTM เป็น 64 และ 128 โดยเลือกจ านวน Filter ในชั้น CNN และจ านวน 
Node ในชั้น LSTM ที่ท าให้ค่า MSE ของชุดข้อมูลตรวจสอบน้อยที่สุด 

7. น าแบบจ าลองมาท านายกับข้อมูลชุดทดสอบ เพื่อสร้างกลยุทธ์การซื้อขายและจ าลองการ
ซื้อขายย้อนหลัง 

8. ท าข้อ 4. ถึง 7. ซ ้าสามรอบ ด้วย Random Seed ที่แตกต่างกัน แล้วเฉลี่ยผลการทดลอง 
9. ท าซ ้าข้อ 4. ถึง 8. และเปลี่ยนโครงข่ายประสาทเทียมเป็น LSTM-CNN, Single CNN, 

Single LSTM 
10. ท าข้อ 4. ถึง 9. กับข้อมูลทั้ง 6 ชุด 
11. เปรียบเทียบและวิเคราะห์ผลการทดลอง 

  



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 38 

บทที่ 5 
ผลการทดลอง 

 

บทนี้จะกล่าวถึงผลการทดลองแบ่งเป็นสองส่วนตามวิธีการวัดผล ประกอบด้วย 1. ค่าความ
ผิดพลาดจากการท านาย และ 2. ประสิทธิภาพการซื้อขาย โดยค่าความผิดพลาดจากการท านายจะ
เป็นการวัดความสามารถในการท านายของแบบจ าลองโครงข่ายประสาทเทียม จะ เป็นการ
เปรียบเทียบความสามารถระหว่างแบบจ าลองโครงข่ายประสาทเทียม  CNN-LSTM, LSTM-CNN, 
Single CNN และ Single LSTM ในส่วนประสิทธิภาพการซื้อขายจะเป็นการน าโครงข่ายประสาท
เทียมที่ถูกฝึกแล้วมาทดลองแปลผลสัญญาณซื้อขายกับข้อมูลชุดทดสอบ เพื่อวัดความสามารถในการ
ท าก าไรของแบบจ าลองแต่ละชนิด นอกจากนี้ยังตัวชี้วัดนี้ยังสามารถใช้ประเมินความสามารถ
เปรียบเทียบกับกลยุทธ์การซื้อขายแบบดั้งเดิม เช่น กลยุทธ์ซื้อและถือ, กลยุทธ์จากสัญญาณซื้อและ
ขายจาก RSI, กลยุทธ์จากสัญญาณซื้อและขายจาก MACD, กลยุทธ์จากสัญญาณซื้อและขายจาก 
SMA, กลยุทธ์จากสัญญาณซื้อและขายจาก Stochastics RSI %K และ %D ได้อีกด้วย 

 

5.1 ค่าความผิดพลาดจากการท านาย 
 แบบจ าลองโครงข่ายประสาทเทียมถูกฝึกด้วยชุดข้อมูลส าหรับฝึกและวัดผลเปรียบเทียบแต่
ละรอบการฝึกและท า Grid Search ด้วยชุดข้อมูลตรวจสอบจากตัวอย่างผล MSE จากการฝึก
โครงข่ายประสาทเทียม CNN-LSTM กับชุดข้อมูลปี 2017 ในรูปที่ 25 จะแสดงให้เห็นได้ว่าการฝึกใน
แต่ละรอบโครงข่ายประสาทเทียมจะมีการปรับค่าน ้าหนักจาก Backpropagation process เพื่อให้ได้
ค่าน ้าหนักที่เหมาะสมกับชุดข้อมูลส าหรับฝึกมากขึ้น ส่งผลให้ MSE ของชุดข้อมูลส าหรับฝึกในแต่ละ
รอบการฝึกมีค่าลดลงไปเรื่อย ๆ โดยค่า MSE จะมีค่าสูงสุดในรอบการฝึกแรก และลดลงอย่างรวดเร็ว
ในรอบการฝึกแรก ๆ ทั้งส าหรับชุดข้อมูลส าหรับการฝึกและชุดข้อมูล ตรวจสอบจากนั้นเมื่อ
แบบจ าลองผ่านการฝึกไปเรื่อย ๆ อัตราการลดลองของ MSE จะน้อยลงเรื่อย ๆ จนค่อนข้างคงที่ หรือ
มีการเพิ่มของ MSE เล็กน้อยในรอบการฝึกหลัง ๆ ซึ่งแสดงถึงการเกิด Overfit ของการเรียนรู้ของ
แบบจ าลอง 
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รูปที่ 25 ผล MSE ของชุดข้อมูลส าหรับฝึกและชุดข้อมูลตรวจสอบของกลุ่มข้อมูลปี 2017 

 

 ทั้งนี้ เราจะน าค่าน ้าหนักของแบบจ าลองโครงข่ายประสาทเทียมจากรอบการฝึกและ 
Hyperparameter จาก Grid Search ที่ท าให้ค่า MSE ของชุดข้อมูลตรวจสอบน้อยที่สุดไปใช้วัด
ประสิทธิภาพของแบบจ าลองกับชุดข้อมูลส าหรับทดสอบต่อไป ซึ่งเป็นชุดข้อมูลที่แบบจ าลองไม่เคย
เห็นมาก่อนในช่วงการฝึก จากผลการทดลองได้ค่า MSE เฉลี่ยของแบบจ าลองโครงข่ายประสาทเทียม 
Single CNN, Single LSTM, CNN-LSTM และ LSTM-CNN ดังแสดงในตารางที่  3 โดยตัวหนา
หมายถึงค่า MSE ที่น้อยทีสุ่ดในแต่ละชุดข้อมูล 

จากผลการทดลองในตารางที่ 3 แสดงให้เห็นว่าการผสานกันระหว่าง CNN และ LSTM ของ

ทั้งแบบจ าลอง CNN-LSTM และ LSTM-CNN สามารถเพิ่มประสิทธิภาพการท านายของโครงข่าย

ประสาทเทียมเมื่อเทียบกับ CNN แบบเด่ียวหรือ LSTM แบบเด่ียวได้อย่างมีนัยยะส าคัญ เมื่อพิจารณา

ค่ าเฉลี่ ยของทุ กปี จะพบว่า CNN-LSTM และ LSTM-CNN ให้ ค่ า เฉลี่ ย  MSE ใกล้ เคี ยงกันที่  

5.2 × 10−2 %2 ซึ่งมีค่าน้อยกว่าคาเฉลี่ย MSE จาก CNN แบบเดี่ยวหรือ LSTM แบบเดี่ยวอยู่ถึง 

21%  

นอกจากนี้ยังสังเกตได้ว่าในปี 2020 แบบจ าลองทั้ง 4 แบบมีประสิทธิภาพการท านายที่แย่

กว่าปีทดสอบอื่น ๆ อย่างเห็นได้ชัด ทั้งนี้เกิดจากปี 2020 เป็นปีที่ราคาน ้ามันได้รับผลกระทบจาก
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เหตุการณ์ COVID-19 อย่างรุนแรง ซึ่งเป็นเหตุการณ์ที่ไม่เคยเกิดขึ้นมาก่อนในช่วงเวลาในชุดข้อมูล

ส าหรับฝึกแบบจ าลอง ส่งผลให้ค่า MSE ในปี 2020 มีค่าสูงกว่าปทีดสอบอ่ืน ๆ อย่างมีนัยยะส าคัญ 

 

ตารางที่ 3 MSE ของชุดข้อมูลทดสอบในแต่ละป ีโดยมีหนว่ยเป็น 1×10-2 %2 และตัวหนาแสดงถึงค่า 
MSE ที่น้อยทีสุ่ดของแต่ละกลุ่มข้อมูล 

 CNN LSTM CNN-LSTM LSTM-CNN 

2015 2.5 2.2 1.7 1.7 

2016 2.3 1.4 1.8 1.6 

2017 1.1 0.6 0.7 0.8 

2018 1.5 1.3 0.8 1.2 

2019 1.2 1.1 0.9 0.8 

2020 29.3 31.0 25.1 25.1 

Avg 6.3 6.3 5.2 5.2 

 

5.2 ประสิทธิภาพการซื้อขาย 
 ผลตอบแทนการลงทุนถูกแสดงในตารางที่ 4 โดยตัวหนาแสดงถึงค่าผลตอบแทนการลงทุนที่
สูงที่สุดของแต่ละกลุ่มข้อมูล และผลตอบแทนการลงทุนเฉลี่ยในทุกกลุ่มข้อมูลแสดงในรูปที่ 26 ซึ่งเห็น
ได้ว่าผลตอบแทนการลงทุนเฉลี่ยของแบบจ าลอง LSTM-CNN มีค่าสูงที่สุดเทียบกับกลยุทธ์การซื้อ
ขายอื่น ๆ ที่ 17.8% ในขณะที่แบบจ าลอง CNN-LSTM มีผลตอบแทนการลงทุนเฉลี่ยที่ต ่ากว่า
แบบจ าลอง LSTM-CNN อยู่เล็กน้อยที่ 16.6% 

 ผลตอบแทนการลงทุนของแบบจ าลอง CNN แบบเดี่ยวและ LSTM แบบเดี่ยวล้วนให้
ผลตอบแทนการลงทุนที่ต ่ากว่าแบบจ าลอง LSTM-CNN และแบบจ าลอง CNN-LSTM อย่างเห็นได้ชัด
ที่ 4.4% และ 9.8% ตามล าดับ 

 ในขณะที่ผลตอบแทนการลงทุนจากกลยุทธ์การลงทุนแบบดั้งเดิมมีค่าต ่า กว่าผลจาก
แบบจ าลอง LSTM-CNN และแบบจ าลอง CNN-LSTM อย่างเห็นได้ชัดเช่นกัน โดยอยู่ในช่วง -12.0% 
– 7.4%  
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ตารางที่ 4 ผลตอบแทนการลงทุน (ROI) ของทุกกลยุทธ์การซื้อขาย โดยตัวหนาแสดงถึงค่า
ผลตอบแทนการลงทุนที่สูงทีสุ่ดของแต่ละกลุ่มข้อมูล 

 
CN

N 

LS
TM

 

CN
N-

LS
TM

 

LS
TM

-C
NN

 

RS
I 

M
AC

D 

SM
A 

St
oc

ha
sti

cs
 

Bu
y 

& 
Ho

ld
 

2015 -15.7 -5.9 0.4 3.8 -20.0 -1.3 -10.7 -30.4 -29.8 

2016 7.8 26.7 49.2 51.1 67.5 54.8 21.7 9.8 46.7 

2017 3.8 10.9 4.6 25.3 27.8 9.1 10.4 25.0 15.6 

2018 -6.9 4.0 4.0 0.9 -18.3 -13.4 -9.4 -12.1 -25.0 

2019 -0.4 -3.7 1.0 7.3 1.0 -21.4 -8.6 0.9 31.3 

2020 37.8 26.5 40.5 18.3 -13.5 -100.0 36.1 -4.2 -20.8 

 

 

 
รูปที่ 26 ผลตอบแทนการลงทุนเฉลี่ยจากทกุกลุ่มข้อมูลในช่วง ค.ศ. 2015 – 2020 ของทุกกลยุทธ์การ

ซื้อขาย 
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 Sharpe Ratio ของแต่ละกลุ่มข้อมูลแสดงในตารางที่ 5 และค่าเฉลี่ยของ Sharpe Ratio 
ของทุกกลุ่มข้อมูลแสดงในรูปที่ 27 จากผลการทดลองพบว่าแบบจ าลอง LSTM-CNN ให้ค่า Sharpe 
Ratio สูงที่สุดที่ 0.62 ในล าดับถัดไปกลยุทธ์การซื้อขายจากสัญญาณ  RSI และแบบจ าลอง CNN-
LSTM ให้ ค่ า  Sharpe Ratio ต ่ ากว่าแบบจ าลอง  LSTM-CNN อยู่ เล็ กน้ อยที่  0.55 และ 0.48 
ตามล าดับ 

 

ตารางที่ 5 Sharpe Ratio ของทุกกลยุทธ์การซื้อขาย โดยตัวหนาแสดงถึงค่าผลตอบแทนการลงทุนที่
สูงที่สุดของแต่ละกลุ่มข้อมูล 
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2015 -0.24 -0.13 0.06 0.13 -0.47 -0.04 -0.43 -0.95 -0.63 

2016 0.31 0.83 1.85 1.61 2.10 1.79 0.71 0.68 0.98 

2017 0.19 0.57 0.24 1.40 2.44 0.58 0.66 1.60 0.62 

2018 -0.37 0.24 0.27 0.06 -0.71 -0.74 -0.55 -0.53 -0.80 

2019 0.01 -0.17 0.02 0.27 0.04 -0.99 -0.41 0.05 0.92 

2020 0.51 0.30 0.44 0.23 -0.13 -1.50 1.52 -0.61 -0.20 

 

จากประสิทธิภาพการซื้อขายทั้งในส่วนของผลตอบแทนการลงทุนและ Sharpe Ratio พบว่า
แบบจ าลอง LSTM-CNN สามารถให้ค่าทั้งสองสูงที่สุดเทียบกับกลยุทธ์การซื้อขายแบบอื่น ๆ ทั้งหมด 
ถึงแม้ว่าแบบจ าลอง CNN-LSTM และแบบจ าลอง LSTM-CNN จะมีความสารถในการท านายไม่
ต่างกันจากผลของ MSE ในค่าความผิดพลาดจากการท านาย แต่อย่างไรก็ตามแบบจ าลอง LSTM-
CNN สามารถท าให้ผลตอบแทนการลงทุนและค่า Sharpe Ratio สูงกว่า CNN-LSTM โดยเฉลี่ย เมื่อ
เปรียบเทียบในแต่ละปีจะพบว่า แบบจ าลอง LSTM-CNN มักจะให้ผลตอบแทนการลงทุนและค่า 
Sharpe Ratio สูงกว่าหรือใกล้เคียงกับแบบจ าลอง CNN-LSTM แต่มีการทดสอบในกลุ่มข้อมูล
ทดสอบปี ค.ศ. 2020 เพียงปีทดสอบเดียวที่แบบจ าลอง CNN-LSTM สามารถให้ค่าผลตอบแทนการ
ลงทุนและค่า Sharpe Ratio สูงกว่าแบบจ าลอง LSTM-CNN อย่างเห็นได้ชัด ทั้งนี้เกิดจากเหตุการณ์ 
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COVID-19 ในปี ค.ศ. 2020 ราคาน ้ามันมีแนวโน้มของราคาทั้งขาขั้นและขาลงที่ชัดเจนในปีเดียวกัน 
ดังนั้นการส่งสัญญาณซื้อและขายจากแบบจ าลองที่คลาดเคลื่อนไปเพียงเล็กน้อย จะส่งผลกระทบต่อ
ผลตอบแทนการลงทุนและค่า Sharpe Ratio ค่อนข้างเยอะ 

 

 

รูปที่ 27 Sharpe Ratio เฉลี่ยจากทุกกลุ่มข้อมูลในช่วง ค.ศ. 2015 – 2020 ของทุกกลยุทธ์การซื้อ
ขาย 

 

 ผลการทดลองค่าความผิดพลาดจากการท านายให้ผลในลักษณะเดียวกับประสิทธิภาพการซื้อ
ขายในกรณีเปรียบเทียบแบบจ าลอง CNN แบบเดี่ยวหรือ LSTM แบบเดี่ยว กับแบบจ าลองที่ผสานกัน
ระหว่าง CNN และ LSTM ซึ่งจากผลการทดลองพบว่าแบบจ าลองแบบประสานกันระหว่าง CNN 
และ LSTM โดยไม่ค านึงถึงล าดับการเรียงตัวของชั้น CNN และ LSTM ล้วนแล้วแต่สามารถลด ค่า
ความผิดพลาดจากการท านายและเพิ่มประสิทธิภาพการซื้อขายได้เมื่อเทียบกับแบบจ าลองแบบเดี่ยว
ได้ทั้งสิ้น ทั้งนี้เป็นเพราะการผสานกันของแบบจ าลอง CNN และ LSTM สามารถเพิ่มความซับซ้อน 
(Complexity) ในแบบจ าลองได้ ท าให้แบบจ าลองสามารถเรียบรู้ความสัมพันธ์ที่ซับซ้อนระหว่างตัว
แปรน าเข้าและฉลากข้อมูลได้ดียิ่งขึ้น 

 

  



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 44 

บทที่ 6 
สรุปการทดลอง และข้อเสนอแนะ 

 

6.1 สรุปการทดลอง 
 ในงานวิจัยนี้เราน าเสนอแบบจ าลองโครงข่ายประสาทเทียมหลายรูปแบบจากการผสานกัน

ของแบบจ าลอง CNN และแบบจ าลอง LSTM เพื่อสร้างสัญญาณการซื้อขายน ้ามันดิบ WTI โดยเราได้

สร้างระบบจ าลองการซื้อขายเพื่อสร้างพอร์ตการลงทุน ทดสอบความสามารถในการท าผลตอบแทน

จากข้อมูลราคาในช่วงปี ค.ศ. 2015 ถึง ค.ศ. 2020 ความสามารถของแบบจ าลองถูกวัดผลในสองมิติ 

ได้แก่ ค่าความผิดพลาดจากการท านายและประสิทธภิาพการซื้อขาย 

 จากผลการทดลองพบว่าแบบจ าลอง LSTM-CNN มีความสามารถของแบบจ าลองที่ดีที่สุด

เทียบกับแบบจ าลองรูปแบบอื่น ๆ ในงานวิจัยนี้ เนื่องจากแบบจ าลองนี้ประกอบไปด้วยชั้น CNN และ

ชั้น LSTM ในล าดับการเรียงตัวที่เหมาะสมที่ท าให้แบบจ าลองสามารถเรียนรูปความสัมพันธ์ที่ซับซ้อน

ของข้อมูลส าหรับการฝึกได้ดีกว่ากลยุทธ์อื่น ๆ 

 

6.2 ข้อเสนอแนะส าหรบังานวิจัยในอนาคต 
1. สามารถเพิ่มความซับซ้อนของแบบจ าลองเป็นการผสานกันระหว่างชั้น LSTM และชั้น CNN 

เพิ่มขึ้นเป็น 3 หรือ 4 ชั้น เพ่ือเพ่ิม Complexity ในแบบจ าลองเพิ่มขึ้นอีก 

2. นอกจากสัญญาณการซื้อขายแล้ว การออกแบบการเรียนรู้ของเครื่องให้สามารถท านาย
ปริมาณการซื้อขายที่เหมาะสม เพื่อลดความเสี่ยงในการลงทุนก็เป็นปัจจัยที่ส าคัญเช่นกัน 
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