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บทคั ดย่อ ภาษาไทย  เสฎฐวุฒิ ยิว้เหี้ยง : การตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์โดยใช้การเรียนรู้ของเครื่อง. ( FAULT DETECTION AND 
CLASSIFICATION IN PHOTOVOLTAIC SYSTEMS USING MACHINE LEARNING) อ.
ที่ปรึกษาหลัก : ศ. ดร.วาทิต เบญจพลกุล, อ.ที่ปรึกษาร่วม : รศ. ดร.สุรชัย ชัยทัศนีย์ 

  
การใช้พลังงานหมุนเวียนโดยเฉพาะพลังงานแสงอาทิตย์มาผลิตกระแสไฟฟ้าได้รับความ

นิยมเพ่ิมมากขึ้น แต่เนื่องจากพลังงานแสงอาทิตย์มีความผันผวนค่อนข้างสูงและเสี่ยงต่อการเกิด
ความผิดพร่อง ท าให้มีความท้าทายในการรวมเข้ากับระบบไฟฟ้าที่ใช้พลังงานแบบดั้งเดิมซึ่งเป็น
ระบบไฟฟ้าหลัก การเกิดความผิดพร่องในระบบไฟฟ้าพลังงานแสงอาทิตย์จึงเป็นหนึ่งในปัจจัย
ส าคัญที่ต้องพิจารณาเพ่ือเพ่ิมความน่าเชื่อถือให้ระบบไฟฟ้า วิทยานิพนธ์นี้จึงเสนอแนวทางการ
ตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ฝั่งกระแสตรงด้วย
เทคนิคการเรียนรู้ ของเครื่อง (Machine Learning) โดยเปรียบเทียบความแม่นย าระหว่าง
อัลกอริทึม AdaBoost กับ Gradient Boosting ในการตรวจจับและระบุประเภทความผิดพร่อง 5 
ประเภท ได้แก่ การลัดวงจรระหว่างสายภายในสตริง การเปิดวงจร การบังเงาบางส่วน การ
เสื่อมสภาพของอุปกรณ์ และการลัดวงจรระหว่างสายข้ามสตริง โดยการฝึกและทดสอบอัลกอริทึม
มี 4 พารามิเตอร์ที่เป็นอินพุต ได้แก่  กระแสไฟฟ้าแต่ละสตริง แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้า
ของระบบ และความเข้มแสงอาทิตย์ ซึ่งได้มาจากการจ าลองความผิดพร่องบนระบบผลิตไฟฟ้า
พลังงานแสงอาทิตย์ขนาด 180 W ที่ติดตั้งแบบ 2 สตริง สตริงละ 3 แผง และเก็บรวบรวมข้อมูล
ด้วยการส่งข้อมูลแบบไร้สาย โดยใช้เทคโนโลยีสื่อสารไร้สาย LoRa เพ่ือประหยัดและลดความ
ยุ่งยากในการใช้สายไฟต่อจากอาเรย์เซลล์แสงอาทิตย์มายังศูนย์ควบคุม  อีกทั้งยังช่วยลดปัญหา
ความผิดเพ้ียนของข้อมูลเนื่องจากสายไฟแกว่งจากกระแสลม ผลการทดสอบเปรียบเทียบความ
แม่นย าในการตรวจจับและระบุประเภทความผิดพร่องแสดงให้เห็นว่าโมเดลที่สร้างจาก  Gradient 
Boosting มีความแม่นย าในการจ าแนกประเภทความผิดพร่องภายใต้ชุดข้อมูลความผิดพร่องที่ได้
จากการจ าลองดังกล่าวมากกว่า AdaBoost อีกทั้งโมเดลที่สร้างจาก Gradient Boosting สามารถ
ตรวจจับและระบุประเภทความผิดพร่องได้อย่างแม่นย าและท างานได้แบบเรียลไทม์ 
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บทคั ดย่อ ภาษาอังกฤษ # # 6270307621 : MAJOR ELECTRICAL ENGINEERING 
KEYWORD: fault detection in photovoltaic systems, machine learning, AdaBoost, 

Gradient Boosting, fault classification in photovoltaic systems 
 Setthawut Yiwhiang : FAULT DETECTION AND CLASSIFICATION IN 

PHOTOVOLTAIC SYSTEMS USING MACHINE LEARNING. Advisor: Prof. Watit 
Benjapolakul, Ph.D. Co-advisor: Assoc. Prof. SURACHAI CHAITUSANEY, Ph.D. 

  
Solar energy is increasingly popular for generating electricity. But solar 

energy has a high fluctuation and risks a fault occurring. This causes a challenge for 
combining with conventional power systems. The fault occurring in the 
photovoltaic system is one of the essential factors to consider to increase the 
reliability of the power system. This thesis studies fault detection and classification 
on the DC-side of photovoltaic systems using machine learning and compares the 
accuracy of the AdaBoost and the Gradient Boosting algorithms in fault detection 
and classification. 5 Faults are classified: Intra string line-to-line fault, open circuit, 
partial shading, degradation, and Cross string line-line fault. The algorithm training 
and testing has 4 parameters as inputs: string current, system voltage, system 
power, and irradiance. The dataset of 4 parameters was obtained from the fault 
simulation on a stand-alone 180 W PV system (2 strings, 3 modules per string). 
LoRa wireless communication technology is used instead of wires to save and 
simplify data transmission. It also reduces the problem of data distortion caused 
by wires swaying from the wind. The results comparing the accuracy of fault 
detection and classification showed that the model generated using Gradient 
Boosting was more accurate in fault classification than AdaBoost. The model 
developed from Gradient Boosting accurately predicts fault types in real-time. 

 Field of Study: Electrical Engineering Student's Signature ............................... 
Academic Year: 2022 Advisor's Signature .............................. 
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บทที่ 1 

บทน า 

1.1 ที่มาและความส าคัญ 

 เนื่องจากการตระหนักถึงสภาวะโลกร้อนและความต้องการลดการใช้พลังงานจากฟอสซิลที่

เป็นพลังงานดั้งเดิมในการผลิตไฟฟ้า ความนิยมในการใช้พลังงานหมุนเวียนจึงเพ่ิมมากขึ้นโดยเฉพาะ

การใช้พลังงานแสงอาทิตย์ที่เติบโตอย่างรวดเร็วในช่วงทศวรรษที่ผ่านมา มีการสร้างโรงไฟฟ้าพลังงาน

แสงอาทิตย์ขนาดใหญ่ขึ้นมากมายทั่วโลกเพ่ือลดภาระการผลิตไฟฟ้าด้วยพลังงานแบบดั้งเดิม จึงเป็น

สาเหตุให้มีการศึกษาเกี่ยวกับการผลิตกระแสไฟฟ้าด้วยพลังงานแสงอาทิตย์อย่างจริงจังและแพร่หลาย 

ไม่ว่าจะเป็นการศึกษาด้านการปรับปรุงประสิทธิภาพของแผงเซลล์แสงอาทิตย์เพ่ือพัฒนาแผงเซลล์

แสงอาทิตย์ให้มีประสิทธิภาพสูงในราคาที่ถูกลง หรือการศึกษาเพ่ือหาวิธีดึงพลังงานสูงสุดจากระบบ

ผลิตไฟฟ้าพลังงานแสงอาทิตย์ โดยประเทศไทยมีเป้าหมายในการเพ่ิมสัดส่วนการผลิตไฟฟ้าจาก

พลังงานหมุนเวียนด้วยเช่นกันจากการก าหนดแผนพัฒนาก าลังผลิตไฟฟ้าของประเทศไทย พ .ศ. 

2561-2580 ฉบับปรับปรุงครั้งที่  1 (PDP2018 Revision 1) [1] ซึ่ งมีเป้าหมายที่จะใช้พลังงาน

หมุนเวียนในการผลิตไฟฟ้าเป็นร้อยละ 26.3 ในปี 2575 โดยมีพลังงานแสงอาทิตย์เป็นหนึ่งในพลังงาน

หมุนเวียนหลัก มีวัตถุประสงค์เพ่ือรองรับการเติบโตทางเศรษฐกิจของประเทศรวมถึงจ านวนประชากร

ที่เพ่ิมขึ้น อีกทั้งยังเป็นแผนการสนับสนุนให้ประชาชนเข้าถึงพลังงานไฟฟ้ได้อย่างถั่วถึงในราคาที่

เหมาะสม  

อย่างไรก็ตามการผลิตไฟฟ้าจากพลังงานแสงอาทิตย์ก็ยังมีความท้าทายในการรวมเข้ากับ

ระบบไฟฟ้าที่ใช้พลังงานแบบดั้งเดิมซึ่งเป็นระบบไฟฟ้าหลัก เนื่องจากความไม่แน่นอนของก าลังไฟฟ้า

ที่ได้จากพลังงานแสงอาทิตย์รวมถึงความเสี่ยงในการเกิดความผิดพร่อง (Fault) ด้วยเหตุนี้จึงต้องมี

การศึกษาเพ่ือปรับปรุงประสิทธิภาพและปรับปรุงความเชื่อถือได้ในการผลิตไฟฟ้าจากพลังงาน

แสงอาทิตย์ ดังนั้นการตรวจจับความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์จึงเป็นหนึ่งใน

ปัจจัยส าคัญที่จะต้องพิจารณา โดยทั่วไปโรงไฟฟ้าพลังงานแสงอาทิตย์ส่วนใหญ่จะมีระบบตรวจจับ

ความผิดพร่องทางฝั่งไฟฟ้ากระแสสลับที่มีประสิทธิภาพ แต่ระบบตรวจจับความผิดพร่องทางฝั่งไฟฟ้า

กระแสตรงยังต้องได้รับการพัฒนาเนื่องจากยังมีข้อจ ากัดบางประการ [2] เช่น กระแสไฟฟ้าจากบาง

ชนิดความผิดพร่องต ่ากว่าที่อุปกรณ์ตรวจจับกระแสเกินจะตรวจจับได้ หรือตรวจไม่พบการที่แผงเซลล์

แสงอาทิตย์ถูกบดบังการได้รับรังสีแสงอาทิตย์ เป็นต้น ซึ่งความผิดพร่องที่เกิดขึ้นที่ฝั่งไฟฟ้ากระแสตรง

ของระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์สามารถส่งผลกระทบร้ายแรงต่อก าลังการผลิตไฟฟ้าหรือท า
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ให้ระบบเสียหายได้ ด้วยเหตุนี้การตรวจจับและระบุประเภทความผิดพร่องทางฝั่งไฟฟ้ากระแสตรงใน

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์จึงเป็นหนึ่งในปัจจัยส าคัญที่จะต้องพิจารณาและพัฒนาให้มีความ

แม่นย าเพ่ือสามารถแก้ไขความผิดพร่องที่เกิดขึ้นได้อย่างรวดเร็ว 

1.2 การทบทวนวรรณกรรม 

จากการศึกษางานวิจัยในอดีตท าให้ทราบถึงแนวทางในการพัฒนาระบบตรวจจับและระบุ

ประเภทความผิดพร่องที่เกิดขึ้นในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ด้วยการใช้เทคนิคการเรียนรู้

ของเครื่อง (Machine Learning) ซึ่งเป็นแหล่งข้อมูลอ้างอิงและเป็นประโยชน์ส าหรับการพัฒนา

ระบบตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ โดยงานวิจัย

และวรรณกรรมที่เกี่ยวข้องมีดังนี้ 

Andre Eugenio Lazzaretti และคณะ [3] เสนอวิธีการตรวจจับการเกิดความผิดพร่องใน

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ด้วยเทคนิค Real-time Difference Measurement (RDM) ซึ่ง

เป็นการเปรียบเทียบผลต่างของก าลังไฟฟ้าที่ผลิตได้จากโรงไฟฟ้าจริงกับก าลังไฟฟ้าจากโรงไฟฟ้าทาง

ทฤษฎี โดยงานวิจัยนี้จ าลองระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ขนาด 5 kW ที่ติดตั้งแบบ 2 สตริง 

สตริงละ 8 แผงขึ้นบนโปรแกรม PSIM ส่วนตัวแปรด้านสิ่งแวดล้อม เช่น ความเข้มแสงอาทิตย์และ

อุณหภูมิสภาพแวดล้อมถูกควบคุมด้วย Matlab/Simuling โดยส าหรับวิธีการตรวจับความผิดพร่องจะ

น าค่าก าลังไฟฟ้าจากโรงไฟฟ้าที่จ าลองขึ้นเปรียบเทียบเพ่ือหาผลต่างกับก าลังไฟฟ้าที่ได้จากโรงไฟฟ้า

จริง ณ เวลาเดียวกัน ซึ่งโรงไฟฟ้าจ าลองใช้อัลกอริทึม Recursive Least Squares (RLS) ในการอัป

เดตค่าพารามิเตอร์ใหม่ตามเวลาจริง โดยหากผลต่างของก าลังไฟฟ้าเกินค่าเกณฑ์ที่ก าหนดไว้ ระบบ

จะแจ้งเตือนว่าเกิดความผิดพร่อง จากผลการทดสอบวิธีตรวจจับความผิดพร่องที่เสนอให้ความแม่นย า 

93.09% นอกจากนี้ยังมีการจ าแนกประเภทความผิดพร่องที่เกิดว่าเป็นการเปิดวงจร (Open-Circuit) 

การลัดวงจร (Short-Circuit) การบังเงาบางส่วน  (Partial Shading) หรือความเสื่อมสภาพของ

อุปกรณ์ (Degradation) ด้วยเทคนิคการเรียนรู้ของเครื่อง (Machine Learning) โดยอัลกอริทึม 

Artificial Neural Network (ANN) ที่มีชั้นซ่อน (Hidden Layer) เดียวและมีกระบวนการเรียนรู้แบบ 

backpropagation มีความแม่นย าสูงสุดเมื่อเทียบกับ k-Nearest Neighbors (KNN), Decision 

Tree และ  Support Vector Machine (SVM) ภายใต้พารามิ เตอร์  4 ชนิ ด ได้ แก่  ความเข้ม

แสงอาทิตย์ อุณหภูมิสิ่งแวดล้อม แรงดันไฟฟ้าแต่ละสตริง และกระแสไฟฟ้าแต่ละสตริง โดยข้อมูล

ชุดฝึกอัลกอริทึมได้มาจากโรงไฟฟ้าจ าลอง ส่วนข้อมูลชุดทดสอบเป็นข้อมูลจากโรงไฟฟ้าจริง  การ

จ าแนกประเภทความผิดพร่องด้วย ANN ให้ความแม่นย า 95.44% สรุปคืองานวิจัยนี้น าเทคนิค

ตรวจจับความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 2 เทคนิคมาผสมผสานกัน โดยขั้นตอน
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การตรวจจับความผิดพร่องใช้เทคนิค RDM และระบุประเภทความผิดพร่องที่ตรวจพบด้วยเทคนิค 

Machine Learning ระบบที่เสนอมีความแม่นย ารวมในการตรวจจับและจ าแนกประเภทความผิด

พร่อง 92.64% 

Elyes Garoudja และคณะ [4] เสนอเทคนิค Machine Learning ด้วยการใช้อัลกอริทึม 

Probabilistic neural network (PNN) เพ่ือมาตรวจจับและจ าแนกประเภทของความผิดพร่อง

ทางด้านไฟฟ้ากระแสตรงในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ที่เชื่อมต่อกับโครงข่ายไฟฟ้า ความผิด

พร่องที่พิจารณาในการจ าแนกประเภทของงานวิจัยนี้ได้แก่ การลัดวงจร 3 แผง การลัดวงจร 10 แผง 

และการเปิดวงจรของสตริง  โดยสร้างโมเดล PNN ส าหรับตรวจจับและจ าแนกประเภทความผิดพร่อง

จากข้อมูลการเกิดความผิดพร่องที่ ได้จากระบบไฟฟ้าที่จ าลองขึ้นด้วยโปรแกรม PSIM และใช้

โปรแกรม Matlab ค านวณพารามิเตอร์ทางไฟฟ้า ซึ่งระบบไฟฟ้าจ าลองดังกล่าวเป็นแบบจ าลองจาก

ระบบจริงขนาด 9.54 kW ซึ่งค่าพารามิเตอร์ของแผงเซลล์แสงอาทิตย์ที่จ าเป็นต่อการสร้างแผงเซลล์

แสงอาทิตย์จ าลองไม่สามารถวัดได้จากแผงจริง จึงต้องสกัดค่าให้ใกล้เคียงกับแผงจริงมากที่สุดด้วยการ

น าค่าอุณหภูมิและแรงดันไฟฟ้าของแผงเซลล์แสงอาทิตย์จากระบบจริงมาสกัดพารามิเตอร์ที่ต้องการ

ส าหรับสร้างแบบจ าลองด้วยโมเดลแผงเซลล์แสงอาทิตย์ไดโอดเดี่ยวและใช้อัลกอริทึม best-so-far 

artificial bee colony (ABC) ในการลดความต่างระหว่างค่าพารามิเตอร์จากแผงจ าลองกับแผงจริง 

โดยพารามิเตอร์จากระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์จ าลองที่ใช้ส าหรับฝึกโมเดล PNN ประกอบ

ไปด้วย กระแสไฟที่จุดก าลังสูงสุดและแรงดันไฟฟ้าที่จุดก าลังสูงสุด ส่วนความเข้มแสงอาทิตย์และอุณ

ภูมิแผงได้จากการวัดระบบจริง โมเดล PNN ถูกสร้างมา 2 โมเดล โมเดลแรกส าหรับตรวจจับความผิด

พร่อง หากตรวจจับพบความผิดพร่องโมเดลที่สองก็จะระบุชนิดของความผิดพร่องที่ตรวจพบ โดยทั้ง

สองโมเดลเป็น PNN ที่มีชั้นซ่อน 1 ชั้น การทดสอบประสิทธิภาพของระบบที่น าเสนอนี้แยกเป็น 2 

กรณี 1. การตรวจสอบและการจ าแนกประเภทของความผิดพร่องขณะไม่มีสัญญาณรบกวน ซึ่ง PNN 

มีประสิทธิภาพในการตรวจสอบความผิดพร่อง 100% และมีประสิทธิภาพในการจ าแนกประเภทของ

ความผิดพร่องแม่นย า 100% 2. การตรวจสอบและจ าแนกประเภทของความผิดพร่องขณะมีสัญญาณ

รบกวน สัญญาณรบกวน เช่น ความคลาดเคลื่อนของเครื่ องมือวัดและเซนเซอร์ ซึ่ง PNN มี

ประสิทธิภาพในการตรวจสอบความผิดพร่อง 82.34% และมีประสิทธิภาพในการจ าแนกชนิดของ

ความผิดพร่องแม่นย า 98.19% โดยในการทดสอบทุกกรณีได้มีการเปรียบเทียบกับวิธี ANN โดยใน

งานวิจัยนี้ PNN มีประสิทธิภาพในการตรวจสอบความผิดพร่องและจ าแนกประเภทความผิดพร่อง

แม่นย ากว่า ANN ทุกกรณี แต่มีข้อจ ากัดของวิธีที่เสนอคือไม่สามารถตรวจสอบความผิดพร่องแบบ
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ลัดวงจรแผงเดียวส าหรับโรงไฟฟ้าขนาดใหญ่ได้ เนื่องจากสัญญาณมีพฤติกรรมไม่ต่างจากสภาวะการ

ท างานปกติมากพอที่จะตรวจจับ 

Barun Basnet และคณะ [5] เสนอวิธีการจ าแนกประเภทความผิดพร่องทางไฟฟ้า  2  

ประเภทออกจากสภาวะการท างานปกติ ได้แก่ ความผิดพร่องแบบเปิดวงจร และความผิดพร่องแบบ

ลัดวงจรระหว่างสาย ด้วยการใช้อัลกอริทึม PNN ความผิดพร่องดังกล่าวถูกพิจารณาบนระบบผลิต

ไฟฟ้าพลังงานแสงอาทิตย์ขนาด 1.8 kW งานวิจัยนี้แสดงให้เห็นว่าลักษณะของสัญญาณกระแสไฟฟ้า

ในช่วงฤดูหนาวนั้นเป็นปัญหาในการตรวจจับความผิดพร่องประเภทลัดวงจรระหว่างสาย เนื่องจาก

ในช่วงนี้กระแสไฟฟ้าของระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ในสภาวะการท างานปกติช่วงที่มีเ มฆ

มากกับสภาวะการเกิดลัดวงจรระหว่างสายมีลักษณะใกล้เคียงกันมาก และมีค่ากระแสต ่ากว่าในช่วง

ฤดูร้อน ท าให้ระบบตรวจจับความผิดพร่องแบบทั่วไปที่ใช้การตรวจจับกระแสเกินของระบบหรือ

ระบบตรวจจับความผิดพร่องที่ พัฒนามาด้วยเทคนิค Machine Learning แต่ไม่ได้ พิจารณา

พารามิเตอร์ทางสภาพแวดล้อมท างานผิดพลาดบ่อยครั้ง ดังนั้นการพิจารณาพารามิเตอร์ทาง

สภาพแวดล้อมจึงเป็นการยกระดับการตรวจจับความผิดพร่องด้วยเทคนิค Machine Learning ให้มี

ประสิทธิภาพมากยิ่งขึ้น โดยพารามิเตอร์ที่เป็นอินพุตให้โมเดลตรวจจับความผิดพร่องที่สร้างจาก PNN 

ได้แก่ กระแสไฟฟ้าของสตริงที่ 1, กระแสไฟฟ้าของสตริงที่ 2, แรงดันไฟฟ้าสตริงที่ 1, แรงดันไฟฟ้า

ของสตริงที่ 2, ความเข้มแสงอาทิตย์, อุณหภูมิแผงเฉลี่ย และเงื่อนไขจากสภาพอากาศ (สดใส หิมะตก 

เมฆมาก และฝนตก) ในขั้นตอนการเตรียมข้อมูลมีการน าเทคนิคการท าเหมืองข้อมูล (Data-mining) 

มาใช้เพ่ือคัดกรองข้อมูลก่อนน าไปฝึก PNN ส าหรับโครงสร้างของ PNN นั้นมีชั้นซ่อน 2 ชั้น แต่ละชั้น

ซ่อนมี 12 ปม ใช้ฟังก์ชัน Rectified Linear Unit (ReLU) ในการก าหนดเอาต์พุตของเซลล์ประสาท

เทียม และใช้ Adaptive Moment Estimation (Adam) ในการปรับค่าอัตราการเรียนรู้ของแต่ละ

พารามิเตอร์ ผลการทดสอบแสดงให้เห็นว่าโมเดลตรวจจับความผิดพร่องที่เสนอมีความแม่นย าในการ

ท านายข้อมูลชุดทดสอบ 100% ซึ่งมากกว่าหลายงานวิจัยในอดีต  

Muhammed Hussain และคณะ [6] เสนอวิธีการตรวจจับความผิดพร่องบนระบบผลิต

ไฟฟ้าพลังงานแสงอาทิตย์ขนาด 2.2 kW ที่เป็นระบบแบบสตริงเดียว 10 แผง ความผิดพร่องที่

พิจารณาคือ การหลุดการเชื่อมต่อของแผงเซลล์แสงอาทิตย์จากสตริงตั้งแต่ 1 แผง ไปจนกระทั่ง 9 

แผง โดยใช้อัลกอริทึม ANN ที่มีโครงสร้างแบบ Raadial Basis Function (RBF) ซึ่งเป็น ANN ที่มีชั้น

ซ่อนเพียงชั้นเดียว จุดเด่นของงานวิจัยนี้คือการใช้พารามิเตอร์อินพุตแค่ 2 ชนิด ได้แก่ ความเข้ม

แสงอาทิตย์ และก าลังไฟฟ้าเอาต์พุต ซึ่งข้อดีของพิจารณาพารามิเตอร์น้อยคือมีความง่ายในการ

จัดการข้อมูลก่อนน าไปฝึกอัลกอริทึม วิธีการ Quick prorogation ถูกน ามาใช้เพ่ือเพ่ิมประสิทธิภาพ
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การท างานของ ANN จากการทดสอบเพ่ือหาปมซ่อนที่เหมาะสมกับชุดข้อมูลปรากฏว่า 10 ปมซ่อน

เหมาะสมที่สุด ส าหรับขั้นตอนการเตรียมข้อมุลก่อนน าไปฝึก ANN งานวิจัยนี้ได้ใช้วิธีสุ่มเลือกค่าความ

เข้มแสงอาทิตย์และก าลังไฟฟ้าเอาต์พุตมา หลังจากนั้นใช้วิธี Normalization ในการจัดการข้อมูลเพื่อ

ลดความซ ้าซ้อนของข้อมูล แต่การใช้ Normalization อย่างเดียวอาจจะท าให้บางข้อมูลที่ใช้ได้หายไป 

ดังนั้นจึงใช้การ Mapping ความเข้มแสงอาทิตย์กับก าลังไฟฟ้าเอาต์พุตร่วมด้วย โดยใช้ความเข้มแสง

ในช่วง 0-1,000 W/m2 นอกจากนี้งานวิจัยนี้ยังน า ANN ที่มีโครงสร้างแบบ RBF ไปเทียบเทียบ

ประสิทธิภาพกับ ANN ที่มีโครงสร้างแบบหลายชั้นซ่อนหรือที่เรียกว่า Multi-Layer Perceptron 

(MLP) โดยผลลัพธ์แสดงให้เห็นว่า RBF มีความแม่นย าน้อยกว่า MLP ที่มี 3 ชั้นซ่อนแค่ 0.5% แต่ใช้

เวลาในการท างานน้อยกว่ามาก โดย RBF ใช้เวลา 45 ms ส่วน MLP ใช้เวลาไป 290 ms โดยผู้เขียน

งานวิจัยนี้ ให้แนวคิดว่าการจะเลือกระหว่าง RBF กับ MLP นั้นควรพิจารณาเปรียบเทียบ 3 

องค์ประกอบร่วมกันคือ วัตถุประสงค์ของงาน ความแม่นย า และเวลาที่ใช้ในการประมวลผล ส าหรับก

เหตุผลที่งานวิจัยนี้เลือกใช้ RBF เนื่องจากความแม่นที่ไม่ต่างกันมาก แต่ใช้เวลาในการประมวลผลเร็ว

กว่ามาก ในส่วนสุดท้ายเป็นการทดสอบการตรวจจับความผิดพร่องของโมเดลที่ผ่านการฝึกมาแล้ว 

โดยมีการทดสอบที่ 3 สภาพอากาศ ได้แก่ สภาพอากาศปกติ สภาพอากาศที่มีเมฆเป็นบางส่วน และ

สภาพอากาศที่มืดครึ้ม ผลการทดสอบปรากฏว่าที่สภาพอากาศปกติโมเดลมีความแม่นย า 98.1% 

ส่วนที่สภาพอากาศมีเมฆบางส่วนโมเดลมีความแม่นย า 97.9% และที่สภาพอากาศมืดครึ้มโมเดลมี

ความแม่นย าลดลงเหลือ 96.5% นอกจากนั้นยังมีการทดสอบความยืดหยุ่นในการใช้งานของโมเดลที่

เสนอด้วยการไปทดสอบตรวจจับความผิดพร่องบนระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ขนาด 4.16 

kW ที่ติดตั้งแบบ 4 สตริงละ 8 แผง ผลการทดสอบแสดงให้เห็นว่าโมเดลที่เสนอก็ยังให้ความแม่นย า

โดยรวมที่สูงมากกว่า 97%  

 Saeed Ansari และคณะ [7] เสนอวิธีการตรวจจับและระบุต าแหน่งความผิดพร่องบนระบบ

ผลิตไฟฟ้าพลังงานแสงอาทิตย์ที่จ าลองขึ้นในโปรแกรม Matlab/Simulink ขนาด 250 kW ที่เชื่อมต่อ

กับกริด โดยระบบติดตั้งแบบ 66 สตริง สตริงละ 10 แผง และใช้เซนเซอร์วัดแรงดัน 1 ตัวต่อ 1 สตริง

งานวิจัยนี้แบ่งการท างานของโมเดลที่เสนอเป็น 3 ส่วน ดังนี้ ส่วนแรกเป็นการตรวจจับความผิดพร่อง

ที่เกิดจากการลัดวงจรระหว่างสายภายในสตริง การลัดวงจรระหว่างสายข้ามสตริง การลัดวงจร

ระหว่างสายกับสายดิน และการเปิดวงจร ในส่วนแรกนี้ ใช้ เทคนิค Real-Time Difference 

Measurement (RDM) ในการตรวจจับความผิดพร่อง โดยที่จะพิจารณาผลต่างระหว่างค่าเฉลี่ย

เคลื่อนที่ (Moving average) ของแรงดันไฟฟ้า ณ เวลาปัจจุบันกับค่าเฉลี่ยเคลื่อนที่ของแรงดันไฟฟ้า

ในรอบก่อนหน้า โดยจะคิดค่าเฉลี่ยๆ ทุกๆ 1 ms หากผลต่างเกินเกณฑ์ที่ก าหนดไว้จะถือว่าระบบเกิด



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 6 

ความผิดพร่องขึ้น ส่วนที่สองเป็นการแยกการเกิดบังเงาบางส่วนออกจากความผิดพร่องประเภทอ่ืนๆ 

เนื่องจากวิธีการในส่วนแรกนั้นใช้ค่าแรงดันไฟฟ้าในการพิจารณา แต่เมื่อเกิดการบังเงาบางส่วนขึ้นใน

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์จะท าให้แรงดันไฟฟ้าของระบบเปลี่ยนเช่นกัน ด้วยเหตุนี้อาจท า

ให้วิธีในส่วนแรกแจ้งเตือนผิดพลาดได้ ส าหรับวิธีการในการแยกการบังเงาบางส่วนออกจากความผิด

พร่องที่พิจารณาใช้หลักการวิเคราะห์การเปลี่ยนแปลงของแรงดัน โดยหากเป็นความผิดพร่องที่

พิจารณาแรงดันไฟฟ้าจะเปลี่ยนทันทีทันใด แต่การเดิดบังเงาบางส่วนแรงดันไฟฟ้าจะค่อยๆ เปลี่ยน 

และเมื่อผ่านไปสักครู่แรงดันก็จะเปลี่ยนอีกครั้ง โดยในช่วงระยะนี้ความผิดพร่องที่พิจารณาจะใช้เวลา

เปลี่ยนไปค่าใหม่น้อยกว่าการบังเงาบางส่วน โดยใช้วิธีการเปรียบเทียบค่าระหว่าง least square 

error ของสัญญาณแรงดันกับเกณฑ์ที่ก าหนด หากน้อยกว่าค่าเกณฑ์ที่ก าหนดจะถือว่าระบบเกิดบัง

เงาบางส่วน ส่วนสุดท้ายเป็นการเสนอวิธีการระบุต าแหน่งของแผงที่เกิดความผิดพร่องในสตริง โดยใช้

คุณลักษณะเด่นที่สกัดได้จากการแปลงเวฟเล็ต (Wavelet transfrom) ของสัญญาณแรงดันไฟฟ้า 

เป็นอินพุตในการฝึกอัลกอริทึม ANN โดยพิจารณาเงื่อนไขการเกิดความผิดพร่องในสตริง เช่น การเกิด

ลัดวงจรระหว่างสายในสตริง 2 แผง สามารถเกิดระหว่างโหนดไหนได้บ้าง จากนั้นน าคุณลักษณะเด่น

ของแต่ละเงื่อนไขไปให้ ANN เรียนรู้ ส าหรับผลการทดสอบโมเดลที่เสนอปรากฏว่าการตรวจจับ

ความผิดพร่องมีความแม่นย า 99.14% การแยกการเกิดการบังเงาบางส่วนออกจากความผิดพร่องที่

พิจารณามีความแม่นย า 99% และการระบุต าแหน่งมีความแม่นย า 98.41% 

Sherif S. M. Ghoneim และคณะ [8] เสนอวิธีการตรวจจับความผิดพร่องในโรงไฟฟ้า

พลังงานแสงอาทิตย์ขนาด 250 kW ที่ติดตั้งแบบ 88 สตริง สตริงละ 7 แผง ด้วยการใช้เทคนิค 

Machine Learning โดยชุดข้อมูลความผิดพร่องที่ใช้ฝึกและทดสอบอัลกอริทึมได้มาจากการจ าลอง

ระบบผลิตไฟฟ้าดังกล่าวด้วยโปรแกรม Matlab/Simulink ความผิดพร่องที่พิจารณาในงานวิจัยนี้

ได้แก่ การลัดวงจรภายในสตริงที่ 1 การลัดวงจรระหว่างสตริงที่ 1 กับสายดิน และการลัดวงจร

ระหว่างสตริงที่ 1 กับสตริงที่ 2 โดยงานวิจัยนี้ได้เสนอวิธีการวัดกระแสของสตริงแบบใช้เซนเซอร์วัดที่

หัวสตริง 1 ตัว และใช้เซนเซอร์วัดที่ท้ายสตริง 1 ตัว รวมถึงมีการวัดแรงดันไฟฟ้าของระบบ 

ก าลังไฟฟ้าของระบบ อุณหภูมิสภาพแวดล้อม ความเข้มแสงอาทิตย์ และความต้านทานขณะเกิด

ความผิดพร่อง โดยความเข้มแสงอาทิตย์ถูกก าหนดให้อยู่ในช่วง 100 W/m2  ถึง 1000 W/m2 และ

อุณหภูมิอยู่ในช่วง 10 °C ถึง 35 °C การจ าลองความผิดพร่องแต่ละครั้งจะใช้เวลา 0.4 s และจะวัด

ค่าพารามิเตอร์ในช่วงตั้งแต่ 0.2 s ถึง 0.4 s งานวิจัยนี้คัดเลือกคุณลักษณะเด่นจากพารามิเตอร์ต่างๆ 

ด้วยการเปรียบเทียบค่า Information Gain ปรากฏว่ามี  4 คุณลักษณะเด่นจากทั้ งหมด 30 

คุณลักษณะที่มีอิทธิพลสูงสุดในการตรวจจับและจ าแนกประเภทความผิดพร่อง ได้แก่ ผลต่างระหว่าง
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ค่าสูงสุดกับค่าต ่าสุดของกระแสที่หัวสตริงที่ 1, ผลต่างระหว่างค่าสูงสุดกับค่าต ่าสุดของกระแสที่หัว

สตริงที่ 2, ผลต่างระหว่างกระแสที่หัวกับกระแสที่ท้ายของสตริงที่ 1 และผลต่างระหว่างกระแสที่หัว

กับกระแสที่ท้ายของสตริงที่ 2 โดยงานวิจัยนี้เปรียบเทียบประสิทธิภาพในการจ าแนกประเภทของ

อัลกอริทึม 6 ประเภท  ได้แก่  Random Forest, Ride-Regression, Lasso-Regression, Naive 

Bayes, CN2 rule induction และ AdaBoost การสร้างโมเดลจากอักอริทึมดังกล่าวด าเนินการบน

โปรแกรม Orange ส าหรับการประเมินประสิทธิภาพของแต่ละอัลกอริทึมใช้วิธี 10-fold cross 

validation ผลการประเมินประสิทธิภาพด้วยชุดข้อมูลฝึกปรากฏว่า AdaBoost มีประสิทธิภาพสูงสุด 

โดยมีค่าความแม่นย าโดยรวมที่ 100% และเมื่อน าไปทดสอบด้วยข้อมูลชุดทดสอบ โมเดลให้ความ

แม่นย า 95% รวมถึงค่าตัวบ่งชี้ประสิทธิภาพอ่ืนๆ เช่น Precision, Recall และ F1-score ของผล

การจ าแนกประเภทของโมเดลที่สร้างจาก AdaBoot ก็สูงกว่าทุกอัลกอริทึม 

Ceyhun Kapucu และคณะ [9] เสนอการตรวจจับความผิดพร่องในระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์ด้วย Machine Learning ที่ใช้เทคนิค Ensemble Learning (EL) โดยงานวิจัย

จ าลองความผิดพร่องบนระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์จริง ที่ติดตั้งแบบ 2 สตริง สตริงละ 2 

แผง ซึ่งเป็นระบบขนาดเล็กที่ติดตั้งเพ่ือการด าเนินงานวิจัย โดยเทคนิค EL คือการน าอัลกอริทึมทาง 

Machine Learning มาเรียนรู้รวมกันทั้งแบบที่เป็นอัลกอริทึมชนิดเดียวกันหรือต่างชนิดกันก็ได้ EL 

แบ่งตามลักษณะของอัลกอริทึมย่อยที่น ามาเรียนรู้ได้ 2 ประเภท ได้แก่ Heterogeneous ensemble 

เป็นการรวมกันของอัลกอริทึมย่อยต่างชนิดกันหรืออัลกอริทึมย่อยชนิดเดียวกันแต่มีการตั้ ง

ค่าพารามิเตอร์ต่างกันมาเรียนรู้ด้วยข้อมูลชุดเดียวกัน ประเภทที่  2 เรียกว่า Homogeneous 

ensemble เป็นการรวมกันของอัลกอริทึมย่อยที่เหมือนกัน โดยที่อัลกอริทึมย่อยแต่ละตัวจะเรียนรู้

ด้วยชุดข้อมูลย่อยที่ต่างกัน นอกจากนี้ประเภทของ EL ยังแบ่งได้ตามวิธีการสร้างโมเดลได้ 2 แบบ 

แบบแรกเรียกว่า Averaging methods เป็นการรวมกันของอัลกอริทึมย่อยที่เหมือนกันหรือต่างกันก็

ได้ โดยต่อละอัลกอริทึมจะอิสระต่อกัน โดยผลการท านายจะมาจากการเฉลี่ยผลท านายของทุก

อัลกอริทึมย่อย ตัวอย่างของอัลกอริทึมที่สร้างจากวิธีนี้ได้แก่ Random Forest, Extra Trees และ

อัลกอริทึมที่ท านายผลด้วยวิธีการ voting เป็นต้น แบบที่สองเรียกว่า Boosting methods เป็นการ

รวมกันของอัลกอริทึมย่อย โดยที่อัลกอริทึมย่อยแต่ละตัวจะท างานต่อกันด้วยการปรับค่าน ้าหนักของ

รายการข้อมูลที่อัลกอริทึมย่อยก่อนหน้าท านายผิด โดยอัลกอริทึมย่อยไหนท านายผิดมาก ก็จะมี

น ้าหนักคะแนนในการท านายน้อย ตัวอย่างของอัลกอริทึมที่สร้างจากวิธีนี้เช่น AdaBoost, Gradient 

Boosting และ Extreme Gradient Boosting เป็นต้น นอกจากนี้งานวิจัยนี้ยังกล่าวถึงการเตรียมชุด

ข้อมูลส าหรับน ามาฝึก Machine Learning ว่าควรเลือกชุดข้อมูลที่เกี่ยวข้องกับประเภทของความผิด
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พร่องที่พิจารณาให้มากที่สุดและตัดข้อมูลที่ไม่เกี่ยวข้องออกไป เพ่ือลดปัญหาการที่โมเดลเกิด Over-

fitting คือการที่โมเดลท านายข้อมูลชุดฝึกได้แม่นย ามาก แต่พอเจอข้อมูลใหม่โมเดลมีประสิทธิภาพต ่า 

และปัญหา Underfitting คือการที่โมเดลเรียนรู้ชุดข้อมูลฝึกได้ต ่าและท านายผิดพลาดสูงตั้ งแต่ชุด

ข้อมูลฝึก โดยงานวิจัยนี้พิจารณาความผิดพร่อง 3 แบบ ได้แก่ การบังเงาบางส่วน 1 แผง การบังเงา

บางส่วน 2 แผง และการลัดวงจร 1 แผง จากการศึกษาพบว่าการบังเงาบางส่วน 1 แผงท าให้สูญเสีย

ก าลังการผลิตประมาณ 35% การบังเงาบางส่วน 2 แผงท าให้สูญเสียก าลังการผลิตประมาณ 46% 

และการลัดวงจร 1 แผงท าให้สูญเสียก าลังการผลิตประมาณ 48% โดยการทดลองแรกเป็นการ

ทดลองเปรียบเทียบความแม่นย าในการตรวจจับความผิดพร่องดังกล่าวด้วยอัลกอริทึม 6 ประเภท 

ได้แก่  Decision Tree, Extra Tree, Random Forest, quadratic discriminant analysis (QD), 

Logistic Regression และ Gradient Boosting โดยใช้วิธีการประเมินความแม่นย าแบบ 10-fold 

cross validation และแสดงค่าความแม่นย าเป็นค่า F1-score ปรากฏว่า Random Forest ที่วัด 

Impurity แบบ gini มีความแม่นย าสูงสุดที่ 96.93% จากนั้นงานวิจัยนี้ได้พัฒนาความแม่นย าของ

โมเดลจ าแนกประเภทโดยการน าหลายอัลกอริทึมมาท านายผลร่วมกัน จากผลการทดสอบปรากฏว่า

โมเดลที่แม่นย าที่สุดเป็นการรวมกันของ QD, Extra Tree ที่วัด Impurity แบบ entopy และ 

Decision Tree โดยวิธีการท านายผลรวมกันนั้นจะก าหนดน ้าหนักคะแนนของผลการท านายจากแต่

ละอัลกอริทึมดังนี้ QD = 1, Extre Tree = 2 และ Decision Tree = 2 โดยผลการท านายของแต่ละ

อัลกอริทึมจะถูกคูณด้วยสัมประสิทธิคะแนนดังกล่าว คลาสไหนได้คะแนนมากสุดคลาสนั้นคือผลลัพธ์

ของการท านายของโมเดล โดยวิธีนี้ให้ความแม่นย า 97.67% 

จากตัวอย่างงานวิจัยที่ได้ศึกษาท าให้ทราบถึงวิธีการและอัลกอริทึมต่างๆ ที่ใช้ในการตรวจจับ

ความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ วิทยานิพนธ์นี้จึงเสนอวิธีการตรวจจับและระบุ

ประเภทความผิดพร่องด้วยการใช้เทคนิค Machine Learning รวมถึงใช้เทคโนโลยีสื่อสารแบบไร้สาย 

LoRa ส าหรับการเก็บข้อมูลความผิดพร่องเพ่ือน ามาฝึกอัลกอริทึม Machine Learning เพ่ือเป็น

แนวทางในการพัฒนาระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ให้มีความปลอดภัยและเชื่อถือได้มากยิ่งข้ึน  

1.3 วัตถุประสงค์ของวิทยานิพนธ์ 

1. ศึกษาวิธีการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงาน 

แสงอาทิตย์ 

2. พัฒนาระบบตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงาน 

แสงอาทิตย์ให้ท างานได้แบบเรียลไทม์  
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3. ลดระยะเวลาในการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้า 

พลังงานแสงอาทิตย์ เพ่ือการด าเนินการแก้ไขได้อย่างรวดเร็ว 

1.4 ขอบเขตของวิทยานิพนธ์ 

1. พิจารณาเฉพาะความผิดพร่อง 5 ประเภทได้แก่ ความผิดพร่องแบบลัดวงจรภายในสตริง 

(Intra string line-line fault ) ความผิดพร่องเปิดวงจร (Open-circuit) ความผิดพร่อง 

จากการบังเงาบางส่วน (Partial shading) ความผิดพร่องจากการเสื่อมสภาพของ

อุปกรณ์ระดับสตริง (String degradation) และความผิดพร่องแบบลัดวงจรระหว่างสาย

ข้ามสตริง  (Cross string line-line fault) เนื่องจากความผิดพร่องแบบลัดวงจรและ

การบังเงาบางส่วนเป็นความผิดพร่องที่พบได้บ่อยในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

ส่วนความผิดพร่องเปิดวงจรและการเสื่อมภาพของอุปกรณ์ระดับสตริงก็เป็นความผิด

พร่องที่ส่งผลต่อประสิทธิภาพการผลิตไฟฟ้าโดยตรงเช่นกัน 

2. พิจารณาเฉพาะการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงาน

แสงอาทิตย์เพ่ือแจ้งเตือนให้ผู้ปฏิบัติงานทราบ 

3. อัลกอริทึมส าหรับตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงาน

แสงอาทิตย์ได้มาจากการฝึกด้วยชุดข้อมูลความผิดพร่องที่ประกอบด้วยพารามิเตอร์ 4 

ชนิด ได้แก่ กระแสไฟฟ้าแต่ละสตริง แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้าของระบบ และ

ความเข้มแสงอาทิตย์ ซึ่งพารามิเตอร์ดังกล่าวได้มาจากการจ าลองความผิดพร่องบน

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ขนาด 180 w ที่ติดตั้งแบบ 2 สตริง สตริงละ 3 แผง 

4. ใช้ ภ าษ า Python ท างาน บน โป รแกรม  Jupyter Notebook เพ่ื อส ร้ า งโม เดล 

AdaBoost และ Gradient Boosting ส าหรับตรวจจับและระบุประเภทความผิดพร่อง

ในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

1.5 ขั้นตอนการด าเนินการ 

1. ก าหนดวัตถุประสงค์และขอบเขตของงานวิจัย 

2. ศึกษางานวิจัยที่เกี่ยวข้องส าหรับการตรวจจับและระบุประเภทความผิดพร่องในระบบ 

ผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

3. ศึกษาประเภทของความผิดพร่องที่เกิดข้ึนในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

4. ศึกษาอัลกอริทึมการเรียนรู้ของเครื่องประเภทต่างๆ ที่สามารถน ามาประยุกต์ใช้ใน 

การตรวจจับและจ าแนกประเภทความผิดพร่องได้ 
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5. ศึกษาการใช้งานภาษา Python บนโปรแกรม Jupyter Notebook 

6. ศึกษาเทคโนโลยีสื่อสารแบบไร้สาย LoRa  

7. ออกแบบและพัฒนาการส่งข้อมูลผ่านเทคโนโลยีสื่อสารแบบไร้สาย LoRa  

8. ติดตั้งระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ขนาด 180 W แบบ 2 สตริง สตริงละ 3 แผง 

เพ่ือเก็บค่ากระแสไฟฟ้าแต่ละสตริง แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้าของระบบ และ 

ความเข้มแสงอาทิตย์ขณะเกิดความผิดพร่องที่จ าลองขึ้น โดยใช้เทคโนโลยีสื่อสารแบบไร้ 

สาย LoRa ในการส่งข้อมูลมายังศูนย์ควบคุม 

9. ออกแบบและขียนโปรแกรมเพ่ือสร้างอัลกอริทึมส าหรับการตรวจจับและจ าแนกความผิด 

พร่องด้วยเทคนิคการเรียนรู้ของเครื่อง 

10. ฝึกและทดสอบ Adaboost และ Gradient Boosting ด้วยชุดข้อมูลที่ได้มาจาก ขั้นตอน

ที่ 8 เพ่ือเปรียบเทียบประสิทธิภาพส าหรับการจ าตรวจจับและระบุประเภท 

ความผิดพร่อง 

11. น าโมเดลการเรียนรู้ของเครื่องที่มีความแม่นย าที่สุดมาทดสอบการท างานได้แบบ 

เรียลไทม์ 

12. วิเคราะห์และสรุปผลการทดสอบของวิทยานิพนธ์ 

13. เรียบเรียงผลวิจัยและจัดท ารูปเล่มวิทยานิพนธ์ 

14. เสนอวิทยานิพนธ์กับกรรมการต่อไป 

1.6 ประโยชน์ที่คาดว่าจะได้รับ 

1. อัลกอริทึมท่ีพัฒนาสามารถตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้า 

พลังงานแสงอาทิตย์ได้ 

2. เมื่อเกิดความผิดพร่องขึ้นผู้ปฏิบัติงานสามารถทราบได้อย่างรวดเร็ว ท าให้ลดระยะเวลา 

ในการตรวจสอบ 

3. ลดความเสียหายของระบบจากความผิดพร่องที่เกิดขึ้นได้ เพราะสามารถด าเนินการแก้ไข 

ได้อย่างทันท่วงที 

4. ประหยัดทรัพยากรบุคคลในการด าเนินการตรวจสอบเหตุผิดพร่องในระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์   
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บทที ่2 

ความรู้พืน้ฐานและทฤษฎทีีเ่กีย่วข้อง 

 ทฤษฎีที่เกี่ยวข้องในงานวิจัยนี้จะกล่าวถึงหลักการและข้อมูลพ้ืนฐานเกี่ยวกับการตรวจจับ

และระบุประเภทความผิดพร่องที่เกิดขึ้นในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ ซึ่งประกอบไปด้วย 

ความผิดพร่องประเภทต่างๆ ที่เกิดขึ้นในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ เทคนิคในการจ าแนก

ความผิดพร่อง เครื่องมือทาง Machine Learning ที่สามารถใช้ในการตรวจจับและจ าแนกความผิด

พร่องได้ และเทคโนโลยีสื่อสารแบบไร้สาย เพ่ือใช้เป็นแนวทางในการพัฒนาระบบตรวจจับและระบุ

ประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ให้สามารถท างานได้แบบเรียลไทม์และ

มีความแม่นย า 

2.1 ความผดิพร่องในระบบผลติไฟฟ้าพลงังานแสงอาทิตย์  

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์เป็นระบบไฟฟ้าที่มีความอ่อนไหวต่อการเกิดความผิด

พร่อง เนื่องจากเมื่อมีความผิดพร่องเกิดขึ้นภายในระบบอาจท าให้ระบบได้รับผลกระทบเป็นวงกว้าง 

โดยความผิดพร่องต่างๆ ที่สามารถเกิดขึ้นได้ภายในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์แสดงดังรูปที่ 

1 [2] ได้แก่ ความผิดพร่องทางกายภาพเป็นความผิดพร่องของแผงเซลล์แสงอาทิตย์ ความผิดพร่อง

ทางไฟฟ้า และความผิดพร่องที่เกิดจากสิ่งแวดล้อม ในงานวิจัยนี้จะกล่าวถึงเฉพาะความผิดพร่องทาง

ไฟฟ้าที่อาร์เรย์เซลล์แสงอาทิตย์ (PV Array) ความผิดพร่องที่เกิดจากสิ่งแวดล้อม และความผิดพร่อง

ทางกายภาพที่เป็นการเสื่อมสภาพของสตริงเท่านั้น  
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รูปที่ 1 ความผิดพร่องที่เกิดในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ [2] 
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2.1.1 ความผิดพร่องทางไฟฟ้าที่อาร์เรย์เซลล์แสงอาทิตย์  

ความผิดพร่องทางไฟฟ้าเป็นความผิดพร่องที่ส่งผลกระทบต่อความสามารถในการผลิต

พลังงานไฟฟ้าของระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์โดยตรง โดยระดับความรุนแรงจะขึ้นอยู่กับ

ชนิดและขนาดพ้ืนที่ของความผิดพร่อง ความผิดพร่องทางไฟฟ้าที่อาร์เรย์เซลล์แสงอาทิตย์แบ่ง

ออกเป็น 2 แบบ ได้แก่ การลัดวงจร (Short Circuit Faults) และการเปิดวงจร (Open Circuit 

Faults) [2] 

2.1.1.1 ความผิดพร่องแบบลัดวงจร (Short Circuit Faults)  

ความผิดพร่องแบบลัดวงจรมีโอกาสเกิดขึ้นไม่น้อยเมื่อเทียบกับความผิดพร่องประเภทอ่ืนๆ 

ในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ การลัดวงจรคือการไหลของกระแสไฟฟ้าแบบไม่ตั้งใจให้เกิด

ระหว่างสองจุดที่มีความต่างศักย์ไม่เท่ากันความผิดพร่องแบบลัดวงจรยังแบ่งออกเป็นการลัดวงจร

ระหว่างสาย (Line-Line Faults) และการลัดวงจรระหว่างสายกับดิน (Line-Ground Faults) 

ความผิดพร่องประเภทนี้อาจมีความรุนแรงและยากต่อการตรวจจับ [2] ในงานวิจัยนี้พิจารณา

ความผิดพร่องแบบลัดวงจรระหว่างสายเท่านั้น 

การลัดวงจรระหว่างสายเป็นการลัดวงจรที่เกิดข้ึนระหว่างสองจุดของสายที่มีความต่างศักย์ไม่

เท่ากัน โดยในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์อาจเกิดขึ้นได้สองแบบ แบบแรกเป็นการลัดวงจร

ระหว่างสายภายในสตริง (Intra String Line-Line Fault) ดังแสดงในรูปที่ 2 แบบที่สองเป็นการ

ลัดวงจรระหว่างสายข้ามสตริง (Cross String Line-Line Fault) ดังแสดงในรูปที่ 3 ความรุนแรงของ

การลัดวงจรระหว่างสายจะขึ้นอยู่กับจ านวนโมดูลที่ถูกลัดวงจรไป โดยยิ่งถูกลัดวงจรไปมากก็จะยิ่งมี

ความเสียหายมากขึ้น ดังนั้นแน่นอนว่าความผิดพร่องชนิดนี้จะส่งผลโดยตรงต่อการผลิตพลังงานไฟฟ้า

ของระบบไฟฟ้าพลังงานแสงอาทิตย์ [2] ซึ่งกระแสผิดพร่อง (𝐼𝑓) สูงสุดที่สามารถเกิดขึ้นเท่ากับ 

                                    𝐼𝑓 =  (𝑛 − 1)𝐼𝑠𝑐                                               (1) 

เมื่อ n  คือ จ านวนสตริง 

      𝐼𝑠𝑐  คือ กระแสลัดวงจรของแต่ละโมดูล 
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รูปที่ 2 ตัวอย่างการเกิดความผิดพร่องแบบลัดวงจรระหว่างสายในสตริง [2] 

 

รูปที่ 3 ตัวอย่างการเกิดความผิดพร่องแบบลัดวงจรระหว่างสายข้ามสตริง [2] 

2.1.1.2 ความผิดพร่องแบบเปิดวงจร (Open Circuit Faults)  

 ความผิดพร่องแบบเปิดวงจรเกิดขึ้นเมื่อส่วนหนึ่งส่วนใดภายในอาร์เรย์เซลล์แสงอาทิตย์ถูกตัด

การเชื่อมต่อ  ท าให้แผงเซลล์แสงอาทิตย์ทุกแผงที่อยู่ในสตริงที่มีการเปิดวงจรมีกระแสไฟฟ้าเป็นศูนย์ 

รูปที่ 4 แสดงตัวอย่างความผิดพร่องแบบเปิดวงจรในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ สมมติว่า

แผงเซลล์แสงอาทิตย์ทุกแผงได้รับรังสีดวงอาทิตย์เท่ากัน เมื่อเกิดความผิดพร่องแบบเปิดวงจรที่สตริงที่ 

1 แรงดันไฟฟ้าของระบบจะไม่เปลี่ยนแปลง แต่กระแสไฟฟ้าจะลดลง เนื่องจากสตริงที่  1 มี

กระแสไฟฟ้าเป็นศูนย์ ดังนั้นก าลังไฟฟ้าของระบบมีค่าลดลงหรือเกิดการศูนย์เสียก าลังไฟฟ้านั่นเอง 
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บางครั้งความผิดพร่องแบบเปิดวงจรก็เกิดจากผลกระทบจากความผิดพร่องประเภทอ่ืนๆ เนื่องจาก

การตัดวงจรของอุปกรณ์ป้องกันหลังจากตรวจพบความผิดพร่อง [10] 

 

 

รูปที่ 4 ตัวอย่างความผิดพร่องแบบเปิดวงจร [10] 

2.1.2 ความผิดพร่องท่ีเกิดจากสิ่งแวดล้อม  

ความผิดพร่องที่เกิดจากสิ่งแวดล้อมในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์จะเกิดจากการที่

การฉายรังสีของดวงอาทิตย์ต่อแผงเซลล์แสงอาทิตย์ถูกบดบัง ส่งผลให้ความสามารถในการผลิตไฟฟ้า

ลดต ่าลง ความผิดพร่องชนิดนี้เรียกว่า “ความผิดพร่องจากการบังเงา (Shade Faults)” โดยเกิดได้ทั้ง

แบบสมดุลคือการที่ทั้งระบบได้รับรังสีดวงอาทิตย์ลดลงใกล้เคียงกัน และแบบไม่สมดุลคือการที่

บางส่วนของระบบเซลล์แสงอาทิตย์ได้รับรังสีดวงอาทิตย์น้อยลงกว่าส่วนอ่ืนๆ ในระบบ เรียก

เหตุการณ์แบบนี้ว่า “การบังเงาบางส่วน (Partial Shading)” ดังแสดงในรูปที่ 5 โมดูลสีฟ้าเป็นโมดูล

ที่ได้รับรังสีดวงอาทิตย์ปกติ ส่วนโมดูลสีเทาเป็นโมดูลที่เกิดการบังเงา  การบังเงาบางส่วนเป็นความผิด

พร่องที่เกิดขึ้นได้บ่อยและมีพฤติกรรมการเกิด 2 แบบ ดังตารางที่ 1 คือ การบังเงาบางส่วนแบบถาวร 

(Permanent Partial Shading) และการบั ง เงาบ างส่ วนแบบ ชั่ วค ราว  (Temporary Partial 

Shading) นอกจากจะท าให้การผลิตไฟฟ้าลดลงแล้ว การบังเงาบางส่วนอาจท าให้เกิดจุดร้อน 

(Hotspots) ภายในแผงเซลล์แสงอาทิตย์ ซึ่งท าให้แผงเซลล์แสงอาทิตย์เกิดการเสื่อมสภาพได้ในระยะ

ยาว [2] 
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ตารางท่ี 1 ประเภทของการบังเงาบางส่วน 

 

 

รูปที่ 5 ตัวอย่างการบังเงาบางส่วน [2] 

ในปัจจุบันการบังเงาบางส่วนก็ยังเป็นเรื่องที่ไม่ได้รับการแก้ไขอย่างสมบูรณ์ เนื่องจากยังไม่มี

อุปกรณ์เฉพาะที่สามารถตรวจจับการบังเงาบางส่วนได้ แม้ว่าส่วนมากการบังเงาบางส่วนที่เกิดใน

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์จะมีพฤติกรรมแบบชั่วคราว แต่ก็เป็นเรื่องส าคัญที่ต้องได้รับการ

แก้ไข เนื่องจากเหตุผลดังต่อไปนี้ [2] 

1. การตรวจจับการบังเงาบางส่วนจะท าให้ชะลอการเสื่อมสภาพของแผงเซลล์แสงอาทิตย์ได้ 

2. การตรวจจับการบังเงาบางส่วนจะช่วยลดความซับซ้อนในการท างานของ  MPPT 

(Maximum Power Point Tracking) ลงได้ 

3. ลักษณะสัญญาณทางไฟฟ้าของระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ที่เกิดบังเงาบางส่วน 

คล้ายกับความผิดพร่องประเภทอ่ืน จึงต้องสามารถแยกความผิดพร่องจากการบังเงา 

บางส่วนออกมาให้ชัดเจน เพ่ือป้องกันไม่ให้อุปกรณ์ป้องกันตัดวงจรแบบไม่จ าเป็น 

ประเภทการบังเงาบางส่วน สาเหตุ 

การบังเงาบางส่วนแบบถาวร มูลนก, ฝุ่น, วัตถุปิดทับ  

การบังเงาบางส่วนแบบชั่วคราว 
การเคลื่อนตัวของก้อนเมฆ, เงาต้นไม้,  
เงาสิ่งก่อสร้าง 
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2.1.3 ความผิดพร่องทางกายภาพ  

ความผิดพร่องทางกายภาพของระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์มีทั้งความผิดพร่องที่เกิด

ภายใน ความผิดพร่องที่เกิดภายนอก และการเสื่อมสภาพของอุปกรณ์ โดยงานวิจัยนี้จะกล่าวถึงเพียง

ความผิดพร่องทางกายภาพที่เป็นการเสื่อมภาพของอุปกรณ์ในระดับสตริง โดยอาจจะเกิดที่แผงเซลล์

แสงอาทิตย์ บริเวณขั้วต่อต่างๆ หรือเกิดที่สาย ซึ่งสาเหตุอาจจะมาจากการถูกกัดกร่อน ผลกระทบ

จากรังสีไวโอเล็ต และอ่ืนๆ ความเสื่อมสภาพเหล่านี้มักจะส่งผลท าให้ความต้านทานอนุกรมเพ่ิมขึ้นจึง

เป็นสาเหตุให้ก าลังผลิตไฟฟ้าของระบบเซลล์แสงอาทิตย์ลดลง [11] 

2.2 วิธีการตรวจจับความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์  

 วิธีที่ใช้ในการป้องกันความเสียหายจากความผิดพร่องทางไฟฟ้าภายในระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์โดยทั่วไปมี 3 วิธี [2] ดังนี้  

1. ใช้อุปกรณ์ป้องกันมาตรฐาน เช่น ฟิวส์  

2. ใช้การรวมอุปกรณ์ป้องกันหลายตัวเข้าด้วยกันเพ่ือป้องกันความเสียหายจากความผิดพร่อง  

หลายประเภท 

3. ทดสอบระบบพลังงานแสงอาทิตย์ด้วยเครื่องมือทดสอบแบบออฟไลน์ (Offline) หรือ 

เรียลไทม์ (Real- time) เพ่ือตรวจหาความผิดพร่อง 

อย่างไรก็ตามวิธีการข้างต้นไม่สามารถรับประกันความปลอดภัยของระบบได้ รวมทั้งการใช้

อุปกรณ์ป้องกันหลายตัวจะมีค่าใช้จ่ายที่ค่อนข้างสูง และการทดสอบระบบก็ต้องใช้ก าลังคนและเวลา

มากขึ้น โดยเทคนิคและวิธีการส าหรับการตรวจจับความผิดพร่องของระบบที่ดีต้องมีคุณสมบัติ

ดังต่อไปนี้ [2] 

1. มีความสามารถในการตรวจจับความผิดพร่องได้โดยไม่รบกวนการท างานของระบบ 

2. มีความสามารถในการแยกประเภทความผิดพร่องและระบุต าแหน่งที่เกิดความผิดพร่องได้ 

3. ประหยัดและมีความหยืดหยุ่นสามารถติดตั้งเข้ากับระบบแบบดั้งเดิมได้ 

4. มีโครงสร้างไม่ซับซ้อน 

5. สามารถใช้ได้กับระบบเซลล์แสงอาทิตย์ได้โดยไม่ค านึงถึงประเภทและขนาดของระบบ 

เนื่องจากการเติบโตของระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ในปัจจุบัน ผู้เกี่ยวข้องจึงมีความ

ต้องการที่จะพัฒนาเทคนิคและอัลกอริทึมส าหรับตรวจจับความผิดพร่องแบบออนไลน์ (Online) ที่มี

ความเชื่อถือได้และมีประสิทธิภาพ ด้วยเหตุนี้ท าให้ในช่วงไม่กี่ปีที่ผ่านมาได้มีการน าเทคนิ คต่างๆ  

ม า ใช้  ได้ แ ก่  Model Based Difference Measurement (MBDM), Real-time Difference 
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Measurement (RDM), Output Signal Analysis (OSA), Machine Learning (ML), Infrared 

Thermography (ITH), Hybrid Detection Techniques (HDT) เป็นต้น ที่ผ่านมาเทคนิค MBDM 

เป็นเทคนิคที่มีการศึกษามากที่สุด โดย MBDM เป็นเทคนิคที่ใช้การเปรียบเทียบค่าพารามิเตอร์

ระหว่างค่าที่วัดได้จากระบบจริงแบบเรียลไทม์กับค่าทางทฤษฎีจากแบบจ าลอง ซึ่งที่ผ่านมามีการ

เสนอแบบจ าลองระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์จ านวนมากเพ่ือน ามาตรวจจับการท างานที่

ผิดปกติ แต่ในบรรดาเทคนิคที่กล่าวมาข้างต้น มี 3 เทคนิคที่น่าสนใจที่จะพัฒนาต่อไป ได้แก่ RDM, 

OSA และ ML เพราะมีศักยภาพที่จะพัฒนาไปเป็นเทคนิคการตรวจจับความผิดพร่องในระบบเซลล์

แสงอาทิตย์ที่ปราศจากความผิดพลาดในการตรวจจับได้ [2] 

2.2.1 Real-time Difference Measurement  

เท ค นิ ค  Real-time Difference Measurement (RDM) เป็ น เท ค นิ คที่ เป รี ย บ เที ย บ

ค่าพารามิเตอร์ที่วัดได้แบบเรียลไทม์จากระบบจริงกับเกณฑ์ (Threshold limit) ที่ก าหนดไว้ โดย

เกณฑ์ได้มาจากการวิเคราะห์ผลการทดลองร่วมกับแบบจ าลอง รูปที่ 6 แสดงขั้นตอนการท างานของ

เทคนิค RDM ซึ่งมหีลักการใกล้เคียงกับเทคนิค MBDM แต่ต่างกันที่ MBDM น าค่าพารามิเตอร์ที่วัดได้

แบบเรียลไทม์จากระบบจริงเปรียบเทียบกับค่าพารามิเตอร์ที่ได้จากแบบจ าลองเลย ท าให้มีความล่าช้า

กว่าเทคนิค RDM เนื่องจากเวลาจากการประมวลผลของแบบจ าลอง [2] 

 

 
 
 
 
 
 
 

รูปที่ 6 เทคนิค RDM ส าหรับตรวจจับความผิดพร่องในระบบเซลล์แสงอาทิตย์ [2] 

2.2.2 Output Signal Analysis  

 ความผิดพร่องที่เกิดขึ้นในระบบเซลล์แสงอาทิตย์จะส่งผลกระทบต่อสัญญาณขาออก 

(Output) โดยเมื่อเกิดความผิดพร่อง สัญญาณขาออกไม่ว่าจะเป็นกระแสไฟฟ้าหรือแรงดันจะมี

ลักษณะผิดเพ้ียนไป  ด้วยเหตุนี้ Output Signal Analysis (OSA) จึงเป็นเทคนิคที่วิเคราะห์ลักษณะ
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สัญญาณขาออกของระบบว่ามีความผิดเพ้ียนไปจากลักษณะสัญญาณขาออกทางทฤษฎีหรือไม่  เพ่ือ

ความเข้าใจที่ง่ายขึ้นรูปที่ 7 ได้แสดงขั้นตอนการท างานของเทคนิค OSA แม้ว่าโดยทั่วไปเทคนิค OSA 

มักจะถูกน ามาใช้ในการตรวจจับการเกิดอาร์ค (Arc Fault) แต่ไม่กี่ปีที่ผ่านมาก็มีการน า OSA มา

ตรวจจับความผิดพร่องประเภทอ่ืนๆ ด้วยเช่นกัน [2] ใน [9] ได้ใช้เทคนิค OSA เพ่ือตรวจจับความผิด

พร่องแบบลัดวงจรของฝั่งกระแสตรงในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์  

 

รูปที่ 7 เทคนิค OSA ส าหรับการตรวจจับความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ [2] 

2.2.3 Machine Learning  

 Machine Learning (ML) หรือการเรียนรู้ของเครื่องเป็นเทคนิคที่มีหลักการโดยอาศัยการ

เรียนรู้ความสัมพันธ์ระหว่างข้อมูลขาเข้า (Input) กับข้อมูลขาออก (Output) อัลกอริทึมจะถูกฝึกฝน

ให้เรียนรู้ความสัมพันธ์นี้จนสามารถตัดสินใจเองได้ว่าข้อมูลที่เข้ามาจะให้ผลลัพธ์อย่างไร  ซึ่งในการ

ตรวจจับความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ข้อมูลที่ใช้ส าหรับการฝึกอัลกอริทึม

สามารถใช้ได้ทั้งข้อมูลที่มาจากแบบจ าลองและข้อมูลที่ได้จากการวัดระบบจริง รูปที่ 8 แสดงขั้นตอน

การท างานของเทคนิค ML นอกจากนี้การตรวจจับความผิดพร่องด้วยเทคนิค ML ท าให้แก้ปัญหา

ความยุ่งยากในการก าหนดเกณฑ์ (Threshold Limit) ได้ เป็นเทคนิคที่ง่ายและแม่นย าในการ

ตรวจจับความผิดพร่อง อย่างไรก็ตามเทคนิค ML ก็ยังมีข้อเสียและข้อจ ากัดดังนี้ [2] 

 1. ความแม่นย าข้ึนอยู่กับคุณภาพและจ านวนของข้อมูลที่น ามาฝึกอัลกอริทึม 

 2. ในทางปฏิบัติเป็นเรื่องยากที่จะรวบรวมข้อมูลความผิดพร่องที่เกิดขึ้นจริงในระบบเซลล์  

                แสงอาทิตย์ให้ได้ตามต้องการส าหรับน ามาฝึกอัลกอริทึม 
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 3. การน าข้อมูลที่ได้จากแบบจ าลองมาฝึกอัลกอริทึมไม่ค่อยน่าเชื่อถือ เนื่องจากควาแม่นย า 

                จะข้ึนอยู่กับแบบจ าลองที่น ามาใช้ 

 4. ชุดข้อมูลที่น ามาฝึกอัลกอริทึมจ าเป็นต้องใช้ข้อมูลจากระบบเซลล์แสงอาทิตย์ที่ต้องการ  

                จะตรวจจับความผิดพร่อง ไม่มีชุดข้อมูลใดเป็นมาตรฐานที่สามารถใช้ฝึกอัลกอริทึมของ 

                ระบบเซลล์แสงอาทิตย์ต่างๆ ได้ 

 

 

รูปที่ 8 เทคนิค ML ส าหรับการตรวจจับความผิดพร่องในระบบเซลล์แสงอาทิตย์ [2] 

2.3 อัลกอริทึม Machine Learning  

 ปัจจุบันพลังงานหมุนเวียนได้รับความสนใจเป็นอย่างมากส าหรับการน ามาใช้ผลิตไฟฟ้า

โดยเฉพาะพลังงานแสงอาทิตย์ แต่ก็ยังมีความท้าทายในเรื่องของความไม่แน่นอนในก าลังการผลิต ท า

ให้ภาคส่วนที่เก่ียวข้องพยายามศึกษาหาวิธีแก้ไขประสิทธิภาพและความเชื่อถือได้ของระบบผลิตไฟฟ้า

ด้วยพลังงานแสงอาทิตย์ หนึ่งในเทคนิคที่ได้รับความสนใจอย่างมากในระยะหลังส าหรับการน ามา

ประยุกต์ใช้กับระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์คือเทคนิค Machine Learning ไม่ว่าจะเป็นการ

พยากรณ์ก าลังการผลิต การวิเคราะห์ความเสื่อมสภาพของอุปกรณ์ การควบคุมการผลิต และการ

ตรวจสอบความผิดพร่อง ส าหรับอัลกอริทึม Machine Learning ที่ใช้ในวิทยานิพนธ์ฉบับบนี้ได้แก่ 

AdaBoost และ Gradient Boosting ที่สร้างมาจากการท างานต่อกันเป็นลูกโซ่ของต้นไม้ตัดสินใจ 

(Decision Tree)  
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2.3.1 ต้นไม้ตัดสินใจ (Decision Tree)  

Decision Tree [12] คือ เครื่องมือที่มีโครงสร้างเป็นกราฟที่มีลักษณะคล้ายต้นไม้ดังรูปที่ 9 

มาช่วยในงานการตัดสินใจและแปลผลเพ่ือให้มนุษย์ท างานได้ง่ายขึ้น Decision Tree สามารถน ามา

ช่วยในการจ าแนกประเภท (Classification) ทั้งในปัญหาแบบไบนารี (Binary Classes) และปัญหา

แบบหลายคลาส (multiple Classes) ส าหรับการแก้ปัญหาแบบไบนารี ต าแหน่งใบจะมีเพียง 2 

คลาสเท่านั้น เช่น บวกหรือลบดังตัวอย่างในรูปที่ 10 ส่วน Decision Tree ที่ใช้ในการแก้ปัญหาแบบ

หลายคลาสต าแหน่งใบจะมีได้ตั้งแต่ 2 คลาสขึ้นไปดังตัวอย่างในรูปที่ 11  

ต้นไม้ตัดสินใจมีองค์ประกอบหลัก 3 ส่วน ได้แก่  

1. ปม (Node) ใช้ส าหรับระบุชื่อคุณลักษณะประจ า (Attribute) 

2. กิ่ง (Branch) ใช้ส าหรับระบุค่าของแต่ละคุณลักษณะประจ าของปมที่เหนือกิ่งกิ่งนั้น หรือ 

              เรียกว่าเส้นเชื่อม (Edge) 

3. ใบ (Leaf) ใช้ส าหรับระบุค่าเป้าหมาย เช่น คลาส (Class) ของปัญหา  

 

 

 
 
 
 
 
 
 
 
 
 
 

รูปที่ 9 รูปแบบของต้นไม้ตัดสินใจ [12] 

 

ก 

ข ค ใบ 

ใบ ใบ 
ใบ 

ใบ ใบ 

ก1 

ค1 

ก2 

ข3 

ข2 

ข1 ค2 

ก3 

Node 

Branch 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 22 

 

 

 
 
 
 
 
 
 
 
 
 
 

รูปที่ 10 ตัวอย่างต้นไม้ตัดสินใจแบบไบนารี [12] 
 

 
 
 
 
 
 
 
 
 
 
 
 
 

รูปที่ 11 ตัวอย่างต้นไม้ตัดสินใจแบบหลายคลาส [12] 
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2.3.2 ซัพพอร์ตเวกเตอร์แมชชีน (Support Vector Machine: SVM)  

SVM [12] โดยทั่วไปเป็นเครื่องมือจ าแนกประเภทแบบไบนารี (Binary Classes) แต่ก็มี

หลายงานที่ประยุกต์ใช้งาน SVM ในการจ าแนกประเภทแบบหลายคลาส (Multiple Classes) SVM 

สามารถใช้งานได้ทั้งกับข้อมูลที่เป็นเชิงเส้น (Linear) และไม่เป็นเชิงเส้น (Nonlinear) ส าหรับชุด

ข้อมูลที่เป็นเชิงเส้น สามารถใช้เส้นตรงหรือที่เรียกว่า “ระนาบเกินเชิงเส้น” (Linear Hyperplane) 

แบ่งข้อมูลแต่ละคลาสได้ดังตัวอย่างรูปที่ 12 แต่ชุดข้อมูลที่ไม่เป็นเชิงเส้น ไม่สามารถใช้ระนาบเกินเชิง

เส้นแบ่งข้อมูลแต่ละคลาสได้ โดยอาจจะใช้เส้นโค้งแบ่งคลาสของชุดข้อมูลได้ แต่ก็มีความซับซ้อนมาก 

ดังนั้นวิธีการแก้ปัญหาที่ง่ายคือการแปลงชุดข้อมูลจากปริภูมิไม่เชิงเส้น (Nonlinear Space) เป็น

ปริภูมิเชิงเส้นก่อน โดยการใช้ฟังก์ชันเคอร์เนล (Kernel Function) ในการส่ง (Mapping) ข้อมูลจาก

ปริภูมิไม่เชิงเส้นไปยังปริภูมิที่มีความเป็นเชิงเส้น  

การแบ่งแยกข้อมูลแต่ละคลาสนั้น มีระนาบเกินจ านวนมากที่สามารถแบ่งแยกข้อมูลได้ดังรูป

ที่ 13 แต่ต้องลือกใช้ระนาบเกินที่เหมาะสมที่สุด โดยวิธีการหาระนาบเกินที่เหมาะสมที่สุดท าได้โดย

การหาระยะขอบ (Margin) ที่มากท่ีสุดระหว่างสองคลาสดังแสดงดังรูปที่ 14  ซึ่งข้อมูลเวกเตอร์ที่อยู่ที่

ขอบของแต่ละคลาสจะถูกเรียกว่า “เวกเตอร์ซัพพอร์ต” (Support Vector) เป็นที่มาของชื่อวิธีการ 

“ซัพพอร์ตเวกเตอร์แมชชีน” นั่นเอง  
 

 
 
 
 
 
 
 

 

รูปที่ 12 ตัวอย่างระนาบเกินเชิงเส้นแบ่งข้อมูลเป็น 2 คลาส ในปริภูมิ 2 มิต ิ[12] 

 

 

𝑤𝑇𝑥 + 𝑏 = 0 

𝑤𝑇𝑥 + 𝑏 > 0 

𝑤𝑇𝑥 + 𝑏 < 0 

ระนาบเกินเชิงเสน้  
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รูปที่ 13 ตัวอย่างบางส่วนของระนาบเกินที่สามารถแบ่งแยกข้อมูลเป็น 2 คลาสได้ [12] 

 

 
 
 
 
 
 
 
 

รูปที่ 14 ระยะขอบและเวกเตอร์ซัพพอร์ต [12] 

หลังจากทราบวิธีการในการเลือกระนาบเกินที่จะใช้ในการแบ่งแยกข้อมูลแล้ว ต้องหา

ความสัมพันธ์ระหว่างเวกเตอร์ปกติ 𝑤 ของระนาบเกินและระยะขอบ โดยเริ่มจากเวกเตอร์ซัพพอร์ต

ของแต่ละคลาส ดังนี้ 

                                             𝑤𝑇𝑥 + 𝑏 = 1                                      (2.1) 

                                             𝑤𝑇𝑥 + 𝑏 = −1                                  (2.2) 

                                                                                                           

น า (2.1) ลบด้วย (2.2)  

𝑤𝑇𝑥 + 𝑏 = 0 

𝑤𝑇𝑥 + 𝑏 = 1 

𝑤𝑇𝑥 + 𝑏 = −1 

𝛾 แทน  ระยะขอบ 
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                                        𝑤𝑇(𝑥+ − 𝑥−) = 2                                                (2.3) 

 รูปที่ 15 แสดงให้เห็นว่า 𝑥+ − 𝑥− เป็นเวกเตอร์ลัพธ์ระหว่างระนาบเกินของทั้งสองคลาส 

และท ามุม θ กับเวกเตอร์ปกติของระนาบเกิน 

 หาเวกเตอร์ที่มีขนาดเท่ากับระยะขอบและมีทิศทางเดียวกับเวกเตอร์ปกติ ดังนี้ 

                                                                                                                 (2.4) 

แทนค่า (2.3) ใน (2.4)  

                                                                                     (2.5) 

 

จากสมการที ่(2.5) เมื่อ (𝑥+−𝑥−)

‖𝑥+−𝑥−‖
) เป็นเวคเตอร์หนึ่งหน่วย (Unit Vector) ดังนั้นจะได้ 

                                                                                                             (2.6) 

 สมการที่ (2.6) แสดงความสัมพันธ์ระหว่างระยะขอบกับระนาบเกิน ซึ่งจากสมการนี้สามารถ

ท าให้เราก าหนดปัญหาค่าที่เหมาะสมส าหรับระยะขอบที่มากท่ีสุดในการจ าแนกแบบไบนารีได้ โดยใช้

การแบ่งพ้ืนที่ของแต่ละคลาสดังรูปที่ 15 โดยอสมการของทั้งสองพ้ืนที่สามารถเขียนเป็นอสมการเดียว

ได้โดยคูณด้วยค่า y ของแต่ละพ้ืนที่ จะได้อสมการดังนี้ 

                                                                                      (2.7) 

สมการที่ (2.7) เป็นสมการที่เราต้องการ เมื่อพิจารณาร่วมกับสมการที่ (2.6) ท าให้ปัญหาการหาค่า

เหมาะสมที่สุดเขียนได้ดังนี้ 

Maximize:  

Subject to:   

 เปลี่ยนค่าระยะขอบมากท่ีสุดให้เป็นระยะขอบน้อยที่สุด ดังนั้นจะได้ปัญหาการหาค่า

เหมาะสมที่สุดใหม่ดังนี้ 

Minimize:  

Subject to:   

(𝑥+ − 𝑥−)𝑐𝑜𝑠𝜃 = (𝑥+ − 𝑥−)(
𝑤𝑇(𝑥+−𝑥−)

‖𝑤‖‖𝑥+−𝑥−‖
) 

(𝑥+ − 𝑥−)
𝑤𝑇(𝑥+−𝑥−)

‖𝑤‖‖𝑥+−𝑥−‖
) =

2

‖𝑤‖
(

(𝑥+−𝑥−)

‖𝑥+−𝑥−‖
)

   

𝛾 =
2

‖𝑤‖
 

𝑦𝑖(𝑤𝑇𝑥𝑖 + 𝑏) ≥ 1 

𝛾 =
2

‖𝑤‖
 

𝑦𝑖(𝑤𝑇𝑥𝑖 + 𝑏) ≥ 1 

1

𝛾
=

1

2
𝑤𝑇𝑤 

𝑦𝑖(𝑤𝑇𝑥𝑖 + 𝑏) ≥ 1 
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รูปที่ 15 แสดงอสมการของพ้ืนที่ในแต่ละคลาส [12] 
2.3.3 การถดถอยโลจิสติก (Logistic regression) 

 การถดถอยโลจิสติก [13, 14] เป็นเครื่องมือการจ าแนกประเภทแบบไบนารี (Binary)    โดย

ใช้ฟังชันก์พ้ืนฐานเป็นฟังก์ชันโลจิสติก (Logistic function) ดังสมการที่ (2.8) และมีลักษณะกราฟดัง

รูปที ่16 มาแก้ปัญหา  การถดถอยโลจิสติกมีความคล้ายคลึงกับวิธีการถดถอยเชิงเส้น จะต่างกันตรงที่

เอาต์พุต (Output) ของการถดถอยโลจิสติกจะมีค่าเป็นไบนารี คือ 0 หรือ 1 แทนที่จะเป็นค่าเชิง

ตัวเลข (Numeric value) และเขียนเป็นสมการการถดถอยโลจิสติกได้ดังสมการที่ (2.9) 

      

                                                                          𝐹(𝑥) =
1

1+𝑒−𝑥
                     (2.8)

  

 เมื่อ 𝑥 คือ ตัวแปรอิสระ 

 แสดงสมการการถอดถอยโลจิสติกได้ดังนี้ 

     𝑌 =
𝑒(𝛽0+𝛽1𝑥)

1+𝑒𝛽0+𝛽1𝑥                         (2.9) 

 เมื่อ 𝑌 คือ เอาต์พุตหรือตัวแปรตาม 

       𝑥 คือ อินพุต (Input) หรือตัวแปรอิสระ 

  

𝑤𝑇𝑥 + 𝑏 = 0 

𝑤𝑇𝑥 + 𝑏 = 1 

𝑤𝑇𝑥 + 𝑏 = −1 

𝛾 แทน ระยะขอบ 

𝑦𝑖 = 1 

𝑦𝑖 = −1 

𝑤𝑇𝑥𝑖 + 𝑏 ≥ 1 

𝑤𝑇𝑥𝑖 + 𝑏 ≤ −1 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 27 

 

 
 
 
 
 
 
 
รูปที่ 16 กราฟโลจิสติกฟังก์ชัน [13] 

การถดถอยโลจิสติกใช้กันอย่างแพร่หลายในหมู่นักสถิติ โดยแรกเริ่มใช้ในวงการสาธารณสุข

ก่อนที่จะแพร่หลายไปยังสาขาอ่ืนๆ ส าหรับในสาขาวิศวกรรมไฟฟ้าก็มีการน าการถดถอยโลจิสติกมา

ใช้ในงานเกี่ยวกับการจัดการความผิดพร่องในระบบไฟฟ้า ยกตัวอย่างเช่นใน  [15] ใช้โมเดลการ

ถดถอยโลจิสติก (Logistic regression model) มาจ าแนกสาเหตุการเกิดความผิดพร่องในระบบ

จ าหน่ายไฟฟ้าก าลังที่เกิดจากต้นไม้และจากสัตว์ โดยผลที่ได้จากโมเดลการถดถอยโลจิสติกมีความ

แม่นย าใกล้เคียงกับการใช้โครงข่ายประสาทเทียม (Artificial Neural Network) 

2.3.4 การหาเพื่อนบ้านใกล้ที่สุด (k-Nearest Neighbors: k-NN)  

 k-NN [12] เป็นวิธีที่เข้าใจง่ายและไม่ซับซ้อน ปัจจุบันก็ยังได้รับความนิยมใช้ในการจ าแนก

ประเภท (Classification) เนื่องจากเป็นอีกวิธีที่มีประสิทธิภาพสูง หลักการของวิธี k-NN จะใช้วิธีการ

หาระยะห่างระหว่างข้อมูลตัวอย่างที่ต้องการจ าแนกประเภทกับข้อมูลตัวอย่างทั้งหมด โดยการ

ก าหนดค่า k เป็นค่าตั้งแต่ 1 จนถึงค่าสุดท้ายคือค่าเท่ากับจ านวนตัวอย่างทั้งหมด เช่น ชุดข้อมูลมี 9 

ตัวอย่าง ก็ก าหนดค่า k ตั้งแต่ 1 ถึง 9 แล้วทดสอบความแม่นย าของการจ าแนกประเภทว่าค่า k 

เท่าไรมีความแม่นย าที่สุด เพ่ือความเข้าใจที่ง่ายขึ้นจะแสดงตัวอย่างของการจ าแนกประเภทของชดุ

ข้อมูลในรูปที่ 17 เป็นการจ าแนกประเภทของ x ซึ่งเป็นข้อมูลตัวอย่างที่ไม่ทราบประเภท และมีข้อมูล

อีก 9 ตัวอย่างที่ทราบประเภท ประกอบด้วยข้อมูลตัวอย่างที่ 1-3 เป็นประเภท G, ข้อมูลตัวอย่างที่  

4-6 เป็นประเภท R และข้อมูลตัวอย่างที่ 7-9 เป็นประเภท B วิธีการจ าแนกคือในแต่ละค่า k จะหา

ข้อมูลตัวอย่างที่ใกล้กับ x ที่สุดจ านวน k ตัวอย่าง เช่น หาก k = 3 ต้องหาข้อมูลตัวอย่างที่ใกล้ที่สุด 3 

ตัวอย่าง หากข้อมูลตัวอย่างประเภทไหนมีจ านวนมากที่สุดใน 3 ตัวอย่างนี้ ให้จัดอยู่ในประเภทนั้น ผล

การจ าแนกประเภทแสดงดังตารางที่ 2  

Y 

X 

1 

0 
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รูปที่ 17 ตัวอย่างการก าหนดค่า k [12] 

ตารางที่ 2 ผลการจ าแนกประเภทของข้อมูลตัวอย่าง x โดยที่มีข้อมูลตัวอย่างที่ทราบประเภท 9 

ตัวอย่าง [12] 

K ผลการจ าแนกประเภท 

1 B 
2 B หรือ R 

3 R 

4 R 
5 R หรือ G 

6 G 

7 G 
8 G หรือ B 

9 B หรือ R หรือ G 
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การเลือกค่า k ที่เหมาะสมที่สุดต้องทดสอบความแม่นย าในการจ าแนกประเภทของแต่ละค่า 

k แต่โดยส่วนใหญ่ค่า k ที่เหมาะสมและนิยมใช้มากท่ีสุดคือ k = 1 

 ข้อเสียประการหนึ่งที่สังเกตได้ส าหรับวิธี k-NN คือเมื่อมีจ านวนตัวอย่างที่ใช้ในการฝึกมาก 

จะท าให้ประมวลผลได้ช้า จึงน าวิธีที่เรียกว่า “Condensed Nearest  Neighbor (CNN)” เข้ามาลด

จ านวนตัวอย่างที่ใช้ในการฝึกให้น้อยลง เพื่อท าให้การประมวลผลเร็วขึ้น แต่ก็ยังคงไว้ซึ่งประสิทธิภาพ

ที่ใกล้เคียงกับ k-NN โดยการสร้างเซตต้นแบบ (Prototype) ขึ้นจากจ านวนตัวอย่างทั้งหมด แต่จะมี

จ านวนตัวอย่างน้อยลง  

 ขั้นตอนวิธีการสร้าง Function CNN 

1. ก าหนดเซตต้นแบบ P เป็นเซตว่าง 

2. หาตัวอย่าง x ในเซตของตัวอย่างทั้งหมด S ที่ใกล้กับเซต P ที่สุด และเป็นคนละประเภทกัน 

3. น าตัวอย่าง x ออกจากเซต S และน าไปเพิ่มในเซต P 

4. ท าซ ้าตั้งแต่ข้ันตอนที่ 1 ถึง 3 จนกระท่ังไม่มีตัวอย่างไปเพิ่มในเซต P ได้อีก 

5. RETURN เซต P 

2.3.5 โครงข่ายประสาทเทียม (Artificial Neural Networks: ANN)  

 ANN [12] มีหลักการที่ประยุกต์มาจากการท างานของเซลล์ประสาทของมนุษย์ เริ่มโดย 

Warren S. McCulloch และ Walter Pitts ซึ่งเป็นนักประสาทวิทยาและนักตรรกศาสตร์ตามล าดับ 

ทั้งคู่ได้เสนอแบบจ าลองทางคณิตศาสตร์ ส าหรับอธิบายการท างานที่ซับซ้อนของสมองว่าเกิดจากการ

เชื่อมต่อกันของหน่วยย่อยพ้ืนฐานจ านวนมาก ต่อมานักวิจัยหลายท่านได้น างานวิจัยของ Warren S. 

McCulloch และ Walter Pitts มาพัฒนาต่อจนกระทั่งสามารถแก้ปัญหาพ้ืนฐานของการเรียนรู้แบบ

ไม่มีผู้สอน (Unsupervised Learning) และการเรียนรู้แบบมีผู้สอน (Supervised Learning) ได้

ส าเร็จ เริ่มแรกส าหรับการแก้ปัญหาของการเรียนรู้แบบมีผู้สอน ถูกเสนอด้วยวิธีการที่เรียกว่า “เพอร์

เซปตรอน” (Perceptron) เป็นวิธีที่ มีการเรียนรู้ ได้จากตัวอย่ างที่ น าเข้ า แต่ก็มีข้อจ ากัดที่  

Perceptron ไม่สามารถแก้เป็นหาได้ เช่น ปัญหาแบบ XOR (Excusive OR ) ต่อมาจึงมีการพัฒนา

วิธีการเพ่ือมาแก้ไขปัญหาข้อจ ากัดของ Perceptron และเป็นวิธีการที่นิยมใช้มาจนถึงปัจจุบัน วิธีการ

ดังกล่าวถูกเรียกว่า “โครงข่ายประสาทเทียมแบบแพร่กลับ” (Backpropagation) สามารถแก้ปัญหา 

XOR ได้โดยการใช้โครงข่ายแบบหลายชั้น (Multi-Layer) ที่มีการค านวณค่าความผิดพลาดระหว่าง

ชั้นดังกล่าว ลักษณะพ้ืนฐานของโครงข่ายประสาทเทียมแบบ Perceptron แสดงดังรูปที่ 18 โดยมี xi 

เป็นค่าป้อนเข้า (Input) มี w0 เป็นไบอัส (Bias) ซึ่งมีค่าเป็น 1 เสมอ ส่งค่าที่ผ่านการไบอัสแล้วผ่าน



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 30 

ฟังก์ชันถ่ายโอน (Transfer Function) ที่เป็นฟังก์ชันฮาร์ดลิมิตแบบสมมาตร (Symmetric Hard-

Limit) ท าให้ค่าส่งออก (Output) มีค่า 1 หรือ -1 ดังนี้ 

   o(xi)= {
1,      w0+ ∑ wixi>0n

i=1                   
-1,       Otherwise                                

  

 

รูปที่ 18 โครงสร้างทั่วไปของโครงข่ายประสาทเทียมแบบ Perceptron [12] 

โครงสร้างทั่วไปของโครงข่ายประสาทเทียมแบบหลายชั้นแสดงดังรูปที่ 19 ประกอบด้วย 3 

ส่วนหลัก ได้แก่ ชั้นป้อนเข้า (Input Layer), ชั้นซ่อน (Hidden Layer), ชั้นส่งออก (Output Layer) 

โดยส่วนที่พิเศษและถือว่าเป็นเอกลักษณ์ของโครงข่ายประสาทเทียมแบบหลายชั้นคือ ชั้นซ่อนที่

สามารถแทรกเข้าไปจ านวนกี่ชั้นก็ได้  โดยจะท าหน้าที่คล้ายการสกัดคุณลักษณะ (Feature 

Extraction) ท าให้สามารถแก้ปัญหาที่ไม่สามารถแบ่งเป็นเชิงเส้นได้  

 

รูปที่ 19 โครงสร้างทั่วไปของโครงข่ายประสาทเทียมแบบหลายชั้น [12] 
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2.3.6 ป่าสุ่ม (Random Forest: RF) 

 ป่าสุ่ม [16] เป็นวิธีการที่พัฒนามาจากวิธีการต้นไม้ตัดสินใจ โดยเป็นการน าต้นไม้ตัดสินใจ

หลายๆ โมเดล มารวมกัน ดังแสดงในรูปที่ 20 โดยค่าส่งออก (Output) สุดท้ายมาจากประเภทที่ถูก

จ าแนกได้มากทีสุ่ดที่ได้จากผลการท านาย (Prediction) ของต้นไม้ตัดสินใจแต่ละโมเดล  

 

รูปที่ 20 โครงสร้างของป่าสุ่ม 

ต้นไม้ตัดสินใจแต่ละโมเดลจะมีชุดข้อมูลและคุณลักษณะ (Feature) ที่ไม่เหมือนกัน เพ่ือท า

ให้เกิดความหลากหลายของการจ าแนกประเภทของต้นไม้ตัดสินใจในแต่ละโมเดล 

2.3.7 Adaptive Boosting (Adaboost)  

 Boosting เป็นหนึ่ งในเทคนิคของ Ensemble Learning (EL) ที่สร้างเครื่องมือจ าแนก

ประเภทที่แข็งแกร่งจากการใช้การรวมกันของเครื่องมือจ าแนกประเภทอย่างง่ายหลายตัว โดยจะ

ท างานต่อกันในลักษณะเป็นลูกโซ่ ซึ่งแต่ละตัวจะแก้ไขข้อผิดพลาดที่เกิดจากแบบจ าลองก่อนหน้า 

เครื่องมือจ าแนกประเภทอย่างง่ายจะถูกเพ่ิมจ านวนเข้าไปจนกว่าจะได้การคาดการณ์ที่แม่นย าหรือ

เป็นค่าความแม่นย าที่เหมาะสม [17-19] 

 Adaboost [17-19] เป็นพ้ืนฐานของเทคนิค Boosting มักใช้กับเครื่องมือจ าแนกประเภทที่

ไม่ซับซ้อน เช่น ต้นไม้ตัดสินใจ มาฝึกต่อกันเป็นลูกโซ่ โดยการฝึกแต่ละรอบจะมีการก าหนดค่าน ้าหนัก

ให้ข้อมูลแต่ละรายการ โดยถ้ามีการจ าแนกประเภทผิดค่าน ้าหนักของข้อมูลรายการนั้นจะเพ่ิมขึ้น ดัง

ตัวอย่างการจ าแนกประเภทแบบ 2 คลาสด้วย Adaboost ในรูปที่ 21 เริ่มต้นด้วยการให้ทุกข้อมูลมี

ค่าน ้าหนักเท่ากันหมด หลังจากนั้นจะสร้างเส้นแบ่งเกณฑ์ที่เรียกว่า Decision stump จากรูปจะเห็น

ว่าที่ Weak Classifier 1 มีข้อมูลสีเขียว 2 จุด และข้อมูลสีส้ม 1 จุด ที่ถูกจ าแนกประเภทผิด หลังจาก
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นั้นในรอบที่ 2 จะเห็นว่าที่ Weak Classifier 2 ข้อมูลสีเขียว 2 จุด และสีส้ม 1 จุดที่ถูกจ าแนกผิดใน

รอบแรก ถูกปรับค่าน ้าหนักให้มากขึ้น ท าให้ Decision stump นั่นเปลี่ยนต าแหน่งและจ าแนกได้ดี

ขึ้น เหลือเพียงข้อมูลสีเขียว 2 จุดเท่านั้นที่ถูกจ าแนกผิด ต่อมาในรอบที่  3 จะเห็นว่าที่  Weak 

Classifier 3 ข้อมูลที่ถูกจ าแนกผิดในรอบที่ 2 ถูกปรับค่าน ้าหนักให้มากขึ้น ท าให้ Decision stump 

นั่นเปลี่ยนต าแหน่งและมีเพียงข้อมูลสีส้มสีเดียวที่ถูกจ าแนกประเภทผิด โดยจะเพ่ิมจ านวน Weak 

Classifier ไปจนกว่าจะจ าแนกประเภทได้แม่นย าที่สุด 

 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

รูปที่ 21 ตัวอย่างการจ าแนกประเภทแบบ 2 คลาสด้วย Adaboost [19] 

Weak Classifier 1 

Weak Classifier 3  

Weak Classifier 2 

Decision 

stump 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 33 

2.3.8 Gradient Boosting (GB)  

Gradient Boosting [20, 21]เป็นอีกอัลกอริทึมหนึ่งของเทคนิค Boosting สามารถใช้ได้กับ

การวิเคราะห์การถดถอยและการจ าแนกประเภท โดยมีหลักการท าให้เครื่องมือจ าแนกประเภทอย่าง

ง่ายหรือ Weak Classifier แต่ละตัวเรียนรู้ค่าความผิดพลาดสะสมของ Weak Classifier ก่อนหน้า 

โดยจะเพ่ิม Weak Classifier ไปเรื่อยๆ จนกว่าจะสามารถลดค่าความผิดพลาดรวมของการจ าแนก

ประเภทให้น้อยที่สุด รูปที่ 22 แสดงตัวอย่างการจ าแนกประเภทด้วย GB 

 

 
 
 
 
 
 
 
 
 
 

รูปที่ 22 ตัวอย่างการจ าแนกประเภทด้วย Gradient Boosting [20] 

Gradient Boosting ประกอบด้วยองค์ประกอบที่ส าคัญ 3 ส่วน ดังนี้ 

1. Loss function จะถูกปรับในแต่ละรอบการท างาน 

2. Weak Classifier คือเครื่องมือจ าแนกประเภทอย่างง่าย 

3. รูปแบบการท างานของอัลกอริทึมเพ่ือปรับ Loss function ให้น้อยที่สุด 

2.4 การประเมินความถูกต้องของตัวจ าแนกข้อมูล 

 เมื่อสร้างตัวจ าแนกข้อมูลจากอัลกอริทึม Machine Learning แล้ว จ าเป็นต้องประเมินความ

ถูกต้องของตัวจ าแนกข้อมูลเหล่านั้น เพ่ือประเมินว่าตัวจ าแนกข้อมูลที่สร้างมามีประสิทธิภาพและ

สามารถน าไปใช้งานได้หรือไม่ [22] 
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2.4.1 ตัวช้ีวัดความถูกต้องจากการจ าแนกข้อมูล 

ตัวจ าแนกข้อมูลที่ถูกสร้างมาจะต้องได้รับการตรวจสอบความถูกต้องเพ่ือประเมินว่าค่าความ

ถูกต้องของตัวจ าแนกข้อมูลนั้นสามารถยอมรับได้หรือไม่ การตรวจสอบความถูกต้องนั้นจะใช้ข้อมูลชุด

ทดสอบ ซึ่งเป็นข้อมูลที่ไม่ได้อยู่ในชุดฝึกฝน เมื่อท าการทดสอบแล้วจะทราบเปอร์เซ็นต์หรือจ านวน

ของข้อมูลที่จ าแนกได้ถูกต้อง นอกจากนั้นยังต้องพิจารณาถึงอัตราการจ าแนกข้อมูลผิดหรืออัตรา

ความผิดพลาด (Misclassification rate) ของตัวจ าแนกข้อมูล M ใดๆ [22] โดยสามารถหาได้จาก 

สมการที่ (2.10)  

                        Misclassification rate = 1 −  𝑎𝑐𝑐(𝑀)                                     (2.10) 

โดยที่ 𝑎𝑐𝑐(𝑀) คือ ค่าความถูกต้องของตัวจ าแนกข้อมูล M 

 ในการวิเคราะห์ความถูกต้องและความผิดพลาดในการจ าแนกข้อมูลนิยมใช้ Confusion 

matrix ซึ่งเป็นเครื่องมือส าคัญในการประเมินผลการจ าแนกข้อมูล โดยจะเป็นตารางขนาด 𝑚 × 𝑚 มี

ข้อมูลแต่ละเซลล์เป็น 𝑐𝑚𝑖,𝑗 หมายถึงข้อมูลจริงอยู่ในคลาส 𝑖 แต่ถูกท านายให้อยู่ในคลาส 𝑗 โดยถ้า

จ าแนกข้อมูลถูกจะได้ 𝑖 =  𝑗 เช่น 𝑐𝑚1,1 𝑐𝑚2,2 ไปจนถึง 𝑐𝑚𝑚,𝑚 ตัวอย่างของ Confusion Matrix 

แสดงดังตารางที่ 3 ซึ่งเป็น Confusion Matrix ขนาด 2×2 โดยแบ่งข้อมูลออกเป็น 2 คลาส คือคลาส

ที่เป็น Positive tuples (เป็นคลาสของข้อมูลที่สนใจ เช่น คลาสของลูกค้าที่ซื้อโทรทัศน์) และคลาสที่

เป็น  Negative tuples (คลาสของลูกค้าที่ไม่ซื้อโทรทัศน์) จากนั้นเมื่อจ าแนกข้อมูลจะได้ความหมาย

ของข้อมูลแต่ละเซลล์ดังนี้ [22] 

1. True Positive (TP) หมายถึง ท านายข้อมูลว่าเป็น Positive tuples และข้อมูลจริงก็เป็น   

    Positive tuples 

2. True Negative (TN) หมายถึง ท านายข้อมูลว่าเป็น Negative tuples และข้อมูลจริงก็ 

    เป็น Negative tuples 

3. False Positive (FP) หมายถึง ท านายข้อมูลว่าเป็น Positive tuples แต่ข้อมูลจริงเป็น  

   Negative tuples 

4. False Negative (FN) หมายถึง ท านายข้อมูลว่าเป็น Negative tuples แต่ข้อมูลจริงเป็น  

   Positive tuples 
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ตารางท่ี 3 ตัวอย่าง Confusion matrix ส าหรับ Positive tuples และ Negative tuples [22] 

                     Predicted 

    Actual 
C1 (Positive tuples) C2 (Negative tuples) 

C1 (Positive tuples) True Positive (TP) False Negative (FN) 

C2 (Negative tuples) False Positive (FP) True Negative (TN) 

 หลังจากได้ Confusion matrix แล้ว สามารถน าผลการจ าแนกข้อมูลใน Confusion matrix 

มาวิเคราะห์หาค่าของตัวบ่งชี้ประสิทธิภาพได้แก่ Precision, Recall, F-1 score และ Accuracy โดย

ค าอธิบายของทั้ง 4 ตัวบ่งชี้ประสิทธิภาพมีดังต่อไปนี้ 

 1. Precision เป็นอัตราส่วนของจ านวนผลการท านายที่ถูกต้องของคลาสที่พิจารณาต่อผล   

              การท านายทั้งหมดของคลาสที่พิจารณา [8] 

 2. Recall เป็นอัตราส่วนของจ านวนผลการท านายที่ถูกต้องของคลาสที่พิจารณาต่อข้อมูล 

              จริงทั้งหมดของคลาสที่ พิจารณา [8] 

 3. F1-score เป็นค่าเฉลี่ยแบบฮาร์มอนิกระหว่าง Precision และ Recall [8] 

 4. Accuracy เป็น อัตราส่วนของจ านวนผลการท านายที่ ถูกต้องทั้ งหมดต่อจ านวน 

              ข้อมูลทั้งหมด [8] 

 จาก Confusion matrix สามารถหาค่า Precision, Recall, F1-score และ Accuracy ได้

ดังนี้  

                                            𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃+𝐹𝑃
                                        (2.11) 

                                                 𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
                                      (2.12) 

                                              𝐹1 − 𝑠𝑐𝑜𝑟𝑒 =
𝑇𝑃

𝑇𝑃+𝐹𝑃
                                       (2.13)             

                                           𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
                              (2.14)                                             
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2.4.2 การประเมินความถูกต้องของตัวจ าแนกข้อมูล 

 จากตัวชี้วัดความถูกต้องของการจ าแนกข้อมูล สามารถประยุกต์ใช้ตัวชี้วัดเหล่านั้นในการ

ประเมินความถูกต้องของตัวจ าแนกข้อมูลได้ โดยมีวิธีการที่นิยมส าหรับประเมินตัวจ าแนกข้อมูล 2 วิธี 

ได้แก่ Holdout และ Cross-validation [22] 

 2.4.2.1 Holdout 

 วิธีการ Holdout [22] จะแบ่งข้อมูลออกเป็น 2 ชุดด้วยวิธีการสุ่ม ได้แก่ ชุดข้อมูลฝึก และชุด

ข้อมูลทดสอบ ซึ่งส่วนใหญ่จะแบ่งให้ชุดข้อมูลฝึกมีจ านวน 2 ใน 3 ของชุดข้อมูลทั้งหมด อีก 1 ใน 3 

ของชุดข้อมูลทั้งหมดจะเป็นชุดข้อมูลทดสอบ โดยชุดข้อมูลฝึกจะถูกใช้ในการสร้างตัวจ าแนกข้อมูล 

ส่วนชุดข้อมูลทดสอบจะใช้ในการทดสอบประสิทธิภาพของตัวจ าแนกข้อมูลที่สร้างขึ้น ขั้นตอนการ

ประเมินความถูกต้องของตัวจ าแนกข้อมูลแสดงดังรูปที่ 23  

 

 
 
 
 
 
 
 
 

รูปที่ 23 การประเมินความถูกต้องด้วยวิธี Holdout [22] 

2.4.2.2 Cross-validation 

 วิธีการ Cross-valiation [22] หรือเรียกว่า “k-fold cross validation” จะเริ่มจากการแบ่ง

ข้อมูลเป็น 𝑘 ส่วนด้วยการสุ่ม ซึ่งแต่ละส่วนจะมีจ านวนข้อมูลเท่ากันแต่จะไม่มีข้อมูลซ ้ากัน จากนั้นจะ

ท าการเรียนรู้และทดสอบตัวจ าแนกข้อมูลทั้งสิ้น 𝑘 ครั้ง โดยในการท างานในรอบท่ี 𝑖 จะก าหนดให้ชุด

ข้อมูลย่อย 𝐷𝑖 ให้เป็นชุดข้อมูลทดสอบ และชุดข้อมูลอ่ืนๆ ที่เหลือเป็นชุดข้อมูลฝึก ตัวอย่างเช่น 

ก าหนดให้ 𝑘= 5 ดังนั้นเรียกวิธีการประเมินนี้ว่า 5-fold cross validation จากนั้นแบ่งข้อมูล

ออกเป็น 5 ส่วนดังนี้ 𝐷1, 𝐷2, 𝐷3, 𝐷4 และ 𝐷5 ในการท างานรอบแรก ชุดข้อมูลย่อย 𝐷1 เป็นชุด

ข้อมูลทดสอบ และชุดข้อมูลย่อย 𝐷2, 𝐷3, 𝐷4 และ 𝐷5 จะเป็นชุดข้อมูลสอน ในการท างานรอบ 
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ที่สอง ชุดข้อมูลย่อย 𝐷2 เป็นชุดข้อมูลทดสอบ และชุดข้อมูลย่อย 𝐷1, 𝐷3, 𝐷4 และ 𝐷5 จะเป็นชุด

ข้อมูลสอน โดยจะท างานแบบนี้ไปจนครบ 5 รอบ โดยในแต่ละรอบจะให้ค่าความแม่นย า (Accuracy) 

เมื่อท างานครบ 5 รอบ สามารถสรุปผลการประเมินความแม่นย าได้ด้วยค่าเฉลี่ยของค่าความแม่นย า 

ตัวอย่างการประเมินความถูกต้องด้วยวิธี Cross-validation แสดงดังรูปที่ 24  

 

 

 

 

 

 

 

 

 

รูปที่ 24 ตัวอย่างการประเมินความถูกต้องด้วยวิธี Cross-validation โดยก าหนดให้ k = 5 

2.5 การหา Hyperparameter ที่เหมาะสม 

 Hyperparameter คือพารามิเตอร์ที่ไม่ได้มาจากกระบวนการเรียนรู้ของตัวจ าแนกข้อมูล

หรือตัวท านายข้อมูล แต่เป็นพารามิเตอร์ถูกที่ปรับค่าจากภายนอกก่อนที่จะน าอัลกอริทึมไปฝึก โดย

หากเลือกใช้ Hyperparameter ได้เหมาะสมกับชุดข้อมูลที่ใช้ฝึก จะท าให้โมเดลจ าแนกข้อมูลหรือ

ท านายข้อมูลมีประสิทธิภาพสูง ตัวอย่างของ Hyperpameter เช่น จ านวนของ Decision Tree และ 

ความลึกของแต่ละ Decision Tree ที่ใช้ส าหรับสร้างโมเดลด้วยอัลกอริทึม Random Forest เป็นต้น

โดยวิธีการแบบดั้งเดิมที่ใช้หา Hyperparameter ที่เหมาะสม ได้แก่ Manual Search, Grid Search 

และ Random Search [23] 

 1. Mannual Search เป็นวิธีที่เลือกค่า Hyperparameter จากประสบการณ์ของผู้สร้าง

โมเดล โดยผู้สร้างโมเดลใช้ประสบการณ์คาดการณ์ว่าช่วงไหนของแต่ละ Hyperparameter ที่ท าให้

โมเดลที่สร้างมีความแม่นย าสูง โดยจะเลือก Hyperparameter มาสร้างโมเดลและประเมินความ

ถูกต้องของโมเดลไปเรื่อยๆ จนกว่าจะได้ค่าความแม่นย าที่พอใจ [23] 
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2. Grid Search เป็นเทคนิคที่เข้าใจง่ายและตรงไปตรงมา โดยจะก าหนด Hyperparameter 

ไว้ทุกชุด และประเมินค่าความถูกต้องของโมเดลที่สร้างมาจาก Hyperparameter แต่ละชุดด้วยวิธี 

Cross-validation แล้วเลือกชุด Hyperparameter ที่ให้ค่าความแม่นย าสูงสุดหรือเหมาะสมที่สุดกับ

ชุดข้อมูลที่น ามาฝึก รูปแบบการท างานจะคล้ายกริดและค่าทั้งหมดจะอยู่ในรูปเมทริกซ์ [23] ดังแสดง

ในรูปที่ 25  

 3. Random Search เป็ น วิ ธี ที่ พั ฒ น าม า จ าก  Grid Search เป ลี่ ย น จ าก ก า ร น า 

Hyperparameter ทุกชุดมาประเมินความถูกต้อง เป็นการสุ่มเลือกชุด Hyperparameter จากกริดที่

สร้างขึ้น ในการท าแค่ก าหนดขอบเขตให้ Hyperparameter แต่ละตัว จากนั้นก็จะสุ่มชุดของ 

Hyperparameter มาประเมินความถูกต้องด้วยวิธี Cross-validation โดยวิธีนี้จะสร้างโมเดลเร็วกว่า

วิธี Grid Search แต่ไม่รับประกันว่าจะได้โมเดลที่มีความแม่นย าสูงสุด  ภาพการจ าลองรูปแบบการ

ท างานของวิธี Random Search [23] แสดงดังรูปที่ 26 

 

 
 
 
 
 
 
 

รูปที่ 25 การจ าลองรูปแบบการท างานของวิธี Grid Search [24] 

 

 
 
 
 
 
 

รูปที่ 26 การจ าลองรูปแบบการท างานของวิธี Random Search [24] 
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2.6 เทคโนโลยีสื่อสารแบบไร้สาย 

 การสื่อสารแบบไร้สายเป็นการแปลงสัญญาณจากไฟฟ้าไปเป็นสนามแม่เหล็กแล้วส่งไปยัง

ภาครับผ่านสายอากาศ ในช่วงไม่กี่ปีที่ผ่านมาเทคโนโลยีการสื่อสารแบบไร้สายได้รับความสนใจอย่าง

มากทั้งในภาคอุตสาหกรรม วิทยาศาสตร์ การแพทย์ และภาคส่วนอ่ืนๆ ที่ให้ความสนใจในเรื่องของ

เทคโนโลยี IoT (Internet of Things) เนื่องจากเทคโนโลยีการสื่อสารแบบไร้สายเป็นเทคโนโลยีที่

ส าคัญของการใช้งาน IoT เทคโนโลยีที่ โดดเด่นในการสื่อสารเพ่ือรองรับ IoT ได้แก่ Zigbee, 

Bluetooth, NB-IoT และ LoRa [25] 

2.6.1 Long Range (LoRa)  

 LoRa เป็นหนึ่ งในเทคโนโลยีของ Low Power Wide Area (LPWA) ที่ เกิดขึ้นใหม่เพ่ือ

รองรับการสื่อสารในระยะไกลที่ใช้งานในช่วงความถี่ 1 GHz มีระยะสื่อสาร  15 กิโลเมตร ทั้งนี้

เทคโนโลยี LoRa เริ่มแรกถูกพัฒนาขึ้นเพ่ือใช้ในด้านการทหาร โดยใช้วิธีการมอดูเลตชันสัญญาณด้วย

เทคนิค Chirp Spread Spectum (CSS) ท าให้มีความไวในการรับสัญญาณและสามารถป้องกัน

สัญญาณรบกวนได้ดี การส่งข้อมูล LoRa จะส่งผ่านเกตเวย์ โดยข้อมูลจะถูกส่งไปยังหลายเกตเวย์

พร้อมกัน จากนั้นแต่ละเกตเวย์จะส่งต่อไปยังเน็ตเวิร์กเซิร์ฟเวอร์ผ่านช่องทางสื่อสารได้แก่ ไวไฟ 

อีเทอร์เน็ต หรือเซลลูลาร์ เน็ตเวิร์กเซิร์ฟเวอร์ยังท าหน้าที่ในการถอดความ (Decode) ของ แพ็กเกจ

จากอุปกรณ์รวมไปถึงการสร้างแพ็กเกจส่งกลับไปยังอุปกรณ์ โดยโครงสร้างของ LoRa แสดงใน

รูปแบบที่เป็น LoRaWAN (Long Range Wide Area Network) [25] ดังแสดงในรูปที่ 27  

 

 
 
 
 
 
 
 

 

รูปที่ 27 โครงสร้างของ LoRaWAN พร้อมทั้งแอปพลิเคชัน [25] 
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บทที่ 3 

การออกแบบและพัฒนาระบบตรวจจับและระบุประเภทความผิดพร่องในระบบผลิต
ไฟฟ้าพลังงานแสงอาทิตย์ 

 งานวิจัย [3] เสนอวิธีการตรวจจับความผิดพร่องภายในโรงไฟฟ้าพลังงานแสงอาทิตย์ขนาด 5 

kW โดยใช้วิธีการเปรียบเทียบก าลังไฟฟ้าที่โรงไฟฟ้าจริงผลิตได้กับก าลังไฟฟ้าทางทฤษฎีจากโรงไฟฟ้า

จ าลอง และยังเสนอวิธีการจ าแนกประเภทของความผิดพร่องที่ เกิดขึ้นด้วยเทคนิค  Machine 

Learning แบบ ANN โดยสามารถจ าแนกความผิดพร่องได้ 4 ประเภทได้แก่ การเปิดวงจร , การ

ลัดวงจร, การบังเงาบางส่วน และการเสื่อมสภาพของอุปกรณ์ พารามิเตอร์ที่ป้อนเข้า ( Input) ให้ 

Machine Learning ได้แก่ ความเข้มแสง, อุณหภูมิสภาพแวดล้อม, กระแสไฟฟ้าและแรงดันไฟฟ้าแต่

ละสตริง ในงานวิจัย [4] ได้เสนอเทคนิค Machine Learning แบบ PNN ที่สามารถจ าแนกประเภท

ของความผิดพร่อง ได้แก่ การลัดวงจร 3 แผงในสตริง, การลัดวงจร 10 แผงในสตริง, และการเปิด

วงจรของสตริง โดยพารามิเตอร์ที่ เป็น Input ให้ PNN ได้แก่ ความเข้มแสง อุณหภูมิแผงเซลล์

แสงอาทิตย์ กระแสไฟที่จุดก าลังสูงสุด และแรงดันไฟฟ้าที่จุดก าลังสูงสุด โดยที่พารามิเตอร์ดังกล่าว

ได้มาจากการจ าลองระบบไฟฟ้าพลังงานแสงอาทิตย์ขนาด 9.54 kW ด้วยโปรแกรม PSIM และ 

Matlab ในงานวิจัย [6] ได้เสนอเทคนิค Machine Learning แบบ ANN ที่มีเลเยอร์ซ่อนเพียงเลเยอร์

เดียวเพ่ือตรวจจับความผิดพร่องของระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ขนาด 2.2 kW ติดตั้งแบบ

สตริงเดียว 10 แผง โดยการใช้พารามิเตอร์ป้อนเข้าให้ ANN เพียง 2 ตัว ได้แก่ ความเข้มแสงและ

ก าลังไฟฟ้า เพ่ือตรวจจับความผิดพร่องในกรณีที่แผงเซลล์แสงอาทิตย์ถูกตัดการเชื่อมต่อจากสตริง 

ตั้งแต่ 1 แผง จนกระทั่งตัดการเชื่อมต่อไป 9 แผง อีกทั้งยังมีการน าอัลกอริทึมที่เสนอไปทดสอบกับ

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ขนาด 4.16 kW ติดตั้งแบบ 4 สตริง สตริงละ 8 แผง เพ่ือทดสอบ

ความยืดหยุ่นของอัลกอริทึม ซึ่งอัลกอริทึมที่เสนอมีความแม่นย าสูงกว่า 97% ในงานวิจัย [7] ได้เสนอ

วิธีการตรวจจับและจ าแนกความผิดพร่องด้วยเทคนิค RDM ด้วยการใช้เซนเซอร์วัดแรงดันไฟฟ้าติดที่

แต่ละสตริง และระบุต าแหน่งความผิดพร่องด้วยเทคนิค Machine Learning แบบ ANN   

จากงานวิจัยที่กล่าวมาข้างต้น เป็นการเสนอวิธีการตรวจจับและจ าแนกประเภทความผิด

พร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ด้วยการผสมผสานเทคนิค Machine Learning กับ

เทคนิคอ่ืนๆ เช่น MBDM และ RDM เป็นต้น โดยพารามิเตอร์ที่น ามาฝึกและทดสอบอัลกอริทึม 

Machine Learning ได้มาจากแบบจ าลองระบบจริงผ่านโปรแกรม Matlab หรือ PSIM และมาจาก

ค่าพารามิเตอร์ที่วัดได้จากระบบจริง โดยอัลกอริทึมทาง Machine Learning ที่นิยมใช้ส่วนใหญ่จะ

เป็น Neural Network ไม่ว่าจะเป็น ANN หรือ PNN เป็นต้น จากงานวิจัย [26] ได้มีการรวบรวม
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งานวิจัยที่ศึกษาการตรวจจับความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ไว้บางส่วน โดย

เครื่องมือทาง Machine Learning ที่นิยมใช้กัน ได้แก่ Extreme learning machine (ELM), SVM, 

DT, Random Forest, KNN และในช่วงหลังมีการน าการเรียนรู้ของเครื่องแบบเชิงลึก (Deep 

Learning) ม าใช้ ม าก ขึ้ น  ได้ แ ก่  ANN, Long short-term memory (LSTM), Convolutional 

neural network (CNN) เป็นต้น ซึ่งมีหนึ่งเทคนิคที่งานวิจัยข้างต้นไม่ได้กล่าวคือการใช้เทคนิค 

Boosting ในการเพ่ิมประสิทธิภาพของเครื่องมือทาง Machine Learning โดยเป็นการน าอัลกอริทึม

ทาง Machine Learning มาท างานต่อกันเป็นลูกโซ่ท าให้สามารถเพ่ิมประสิทธิภาพในงานจ าแนก

ประเภทได้  โดยเครื่องมือที่ ใช้ เทคนิค Boosting ที่นิยมน ามาใช้ในงานจ าแนกประเภทได้แก่ 

Adaboost และ Gradient Boosting (GB) ในงานวิจัย [8] ได้เสนอ Adaboost ส าหรับการจ าแนก

ประเภทความผิดพร่องแบบลัดวงจร 3 แบบ ในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ ได้แก่ การ

ลัดวงจรในสตริง, การลัดวงจรระหว่างสตริง, และการลัดวงจรจากสตริงถึงสายดิน ซึ่งพารามิเตอร์ที่

เป็นอินพุตให้ Adaboost ได้แก่ กระแสไฟฟ้า แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้า ความเข้มแสง 

อุณหภูมิสิ่งแวดล้อม และความต้านทานขณะเกิดความผิดพร่อง ในงานวิจัย [9] ได้มีการน า Gradient 

Boosting มาร่วมทดสอบจ าแนกประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ ได้แก่ 

การลัดวงจร และการบังเงาบางส่วน โดยพารามิเตอร์ที่ เป็นอินพุตให้ GB ได้แก่ แรงดันไฟฟ้า 

กระแสไฟฟ้า ก าลังไฟฟ้า ความเข้มแสง อุณหภูมิพ้ืนผิวเซลล์แสงอาทิตย์แต่ละโมดูล อุณหภูมิพ้ืนผิว

เซลล์แสงอาทิตย์เฉลี่ย และอุณหภูมิสภาพแวดล้อม โดยทั้งงานวิจัย [8] และ [9] ไม่ได้มีการน า 

Adaboost และ Gradient Boosting มาเปรียบเทียบประสิทธิภาพการท างานส าหรับการจ าแนก

ประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ โดยไม่สามารถสรุปได้ว่า Adaboost 

หรือ GB เครื่องมือใดจะจ าแนกประเภทได้ดีกว่า และความเหนือกว่าในการจ าแนกประเภทของ

เครื่องมือทั้งสองจะข้ึนอยู่กับชุดข้อมูลที่น ามาฝึก 

ดังนั้นวิทยานิพนธ์นี้จึงน าเสนอแนวทางการตรวจจับและระบุประเภทความผิดพร่องใน 

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ โดยใช้การเปรียบเทียบประสิทธิภาพระหว่าง Adaboost กับ 

Gradient Boosting ในการตรวจจับและระบุประเภทความผิดพร่อง ได้แก่ การลัดวงจรระหว่าง

สายในสตริง การเปิดวงจร การบังเงาบางส่วน การเสื่อมสภาพของอุปกรณ์ และการลัดวงจรระหว่าง

สายข้ามสตริง โดยพารามิ เตอร์ที่ ใช้ เป็นอินพุตให้แก่ Adaboost และ Gradient Boosting ได้แก่  

กระแสไฟฟ้าแต่ละสตริง แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้าของระบบ และความเข้มแสง ส าหรับชุด

ข้อมูลของพารามิเตอร์ดังกล่าวได้จากการจ าลองความผิดพร่องทั้ง 5 ประเภทข้างต้นบนระบบผลิต
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ไฟฟ้าพลังงานแสงอาทิตย์ขนาด 180 W ที่ติดตั้งแบบ 2 สตริง สตริงละ 3 แผง โดยใช้เทคโนโลยี

สื่อสารแบบไร้สาย LoRa ในการเก็บข้อมูล 

3.1 ภาพรวมขั้นตอนการท างานของวิธีการที่เสนอ 

 วิท ยานิ พน ธ์นี้ เส นอแนวท างการต รวจจับ และระบุ ป ระ เภท ความผิ ดพ ร่อ งใน 

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์โดยใช้เทคนิค Machine Leaning รูปที่ 28 แสดงขั้นตอนการ

ท างานของวิธีการที่เสนอ เริ่มจากการจ าลองความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 5 

ประเภท ได้แก่ การลัดวงจรระหว่างสายในสตริง การเปิดวงจร การบังเงาบางส่วน การเสื่อมสภาพ

ของอุปกรณ์ และการลัดวงจรระหว่างสายข้ามสตริง จากนั้นเก็บข้อมูลกระแสไฟฟ้าแต่ละสตริง 

แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้าของระบบ และความเข้มแสงอาทิตย์ ในขณะเกิดความผิดพร่อง 

หลังจากนั้นน าข้อมูลเหล่านี้ไปฝึกและทดสอบอัลกอริทึม AdaBoost และ Gradient Boosting ซึ่ง

เป็นอัลกอริทึมทาง Machine Leaning เพ่ือสร้างโมเดลตรวจจับและระบุประเภทความผิดพร่องใน

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ โดยเปรียบเทียบความแม่นย าระหว่างโมเดล AdaBoost และ 

Gradient Boosting เพ่ือเลือกโมเดลที่แม่นย าที่สุด 

 

รูปที่ 28 ภาพรวมข้ันตอนการท างานของวิธีการที่เสนอ 
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3.2 รายละเอียดการท างานของระบบตรวจจับและระบุประเภทความผิดพร่อง 

วิทยานิพนธ์นี้ศึกษาและสร้างโมเดลตรวจจับและระบุประเภทความผิดพร่องในระบบผลิต

ไฟฟ้าพลังงานแสงอาทิตย์ โดยรายละเอียดขั้นตอนการท างานของระบบตรวจจับและระบุประเภท

ความผิดพร่องแสดงดังรูปที่ 29 เริ่มต้นด้วยการเตรียมพารามิเตอร์ที่เป็นอินพุตได้แก่ กระแสไฟฟ้า

สตริงที่ 1 กระแสไฟฟ้าสตริงที่ 2 แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้าของระบบ และความเข้ม

แสงอาทิตย์ จากนั้นน าข้อมูลพารามิเตอร์ดังกล่าวป้อนเข้าสู่โมเดลตรวจจับและระบุประเภทความผิด

พร่องเพ่ือประมวลผล โมเดลจะท านายและแสดงผลออกมาว่าเป็นความผิดพร่องประเภทใดและเกิดที่

สตริงใด  

 

รูปที่ 29 ขั้นตอนการท างานของระบบตรวจจับและระบุประเภทความผิดพร่อง 
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3.3 การจ าลองความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

การจ าแนกประเภทความผิดพร่องด้วย Machine Learning นั้นจ าเป็นต้องใช้ข้อมูลที่มาจาก

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ที่จะตรวจจับ ไม่มีข้อมูลเป็นมาตรฐานเพ่ือมาฝึกเครื่องมือทาง 

Machine Learning ให้เรียนรู้และสามารถตัดสินใจได้อย่างแม่นย า [2]  

 งานวิจัยนี้ใช้พารามิเตอร์ 4 ชนิดส าหรับน ามาฝึกและทดสอบ AdaBoost และ Gradient 

Boosting ได้แก่ กระแสไฟฟ้าแต่ละสตริง แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้าของระบบ และความ

เข้มแสงอาทิตย์ ส าหรับชุดข้อมูลของพารามิเตอร์ดังกล่าวได้มาจากการจ าลองความผิดพร่องบนระบบ

ผลิตไฟฟ้าพลังงานแสงอาทิตย์ขนาด 180 W ที่ติดตั้งแบบ 2 สตริง สตริงละ 3 แผง โดยแผงเซลล์

แสงอาทิตย์ที่ใช้ในงานวิจัยนี้เป็นชนิด Monocrystalline ขนาด 30 W ดังแสดงในรูปที่ 30 และมี

ข้อมูลพิกัดทางไฟฟ้าของแผงเซลล์แสงอาทิตย์ดังตารางที่ 4  

ตารางท่ี 4 ข้อมูลพิกัดทางไฟฟ้าของแผงเซลล์แสงอาทิตย์ 

Name Value 

Peak Power Watts-PMAX 30 Wp 

Power Output Tolerance-PMAX 0 ~ + 5 W 

Maximum Power Voltage-VMPP 17.6 V 

Maximum Power Current-IMPP 1.71 A 

Open Circuit Voltage-VOC 22.6 V 

Short Circuit Current-ISC 1.83 A 

Cell Efficiency 17.6% 
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รูปที่ 30 แผงเซลล์แสงอาทิตย์ชนิด Monocrystalline ขนาด 30 W 

วิทยานิพนธ์นี้พิจารณาความผิดพร่อง 5 ประเภท ตามขอบเขตดังนี ้

1. การลัดวงจรระหว่างสายในสตริง พิจารณาแค่การลัดวงจรของแผงที่ 1 ของสตริงที่ 1 

และการลัดวงจรของแผงที่ 1 ของสตริงที่ 2  เท่านั้น 

2. การเปิดวงจร  พิจารณาทั้งการเปิดวงจรที่สตริงที่ 1 และการเปิดวงจรของสตริงที่ 2  

3. การบังเงาบางส่วน พิจารณาแค่การเกิดการบังเงาที่แผงที่ 1 ของสตริงที่ 1 และการเกิด 

การบังเงาท่ีแผงที่ 1 ของสตริงที่ 2 เท่านั้น 

4. การเสื่อมสภาพของอุปกรณ์ พิจารณาแค่การเสื่อมสภาพของสายของสตริงที่ 1 และการ 

เสื่อมสภาพของสายของสตริงที่ 2 เท่านั้น  

5. การลัดวงจรระหว่างสายข้ามสตริง พิจารณาแค่การลัดวงจรระหว่างขั้วลบของแผงที่ 1 

ของสตริงที่ 1 กับข้ัวลบของแผงที่ 2 ของสตริงที่ 2 เท่านั้น 

 การลัดวงจรระหว่างสายในสตริงถูกจ าลองขึ้นด้วยการใช้สวิตซ์รีเลย์ต่อคร่อมที่แผงที่ 1  

ดังรูปที่ 31(a) เช่นเดียวกับการเปิดวงจรก็น าสวิตซ์รีเลย์มาต่อแบบอนุกรมที่สตริงเพ่ือตัดวงจรดังรูปที่ 

31(b) ในส่วนของการบังเงาบางส่วนนั้นถูกจ าลองขึ้นด้วยการใช้แผ่นกันกระแทกคลุมที่แผงที่ 1 ดังรูป

ที่ 31(c) ส าหรับการเสื่อมสภาพของอุปกรณ์ถูกจ าลองขึ้นด้วยการต่อตัวต้านทานขนาด 3 Ω อนุกรม

เข้ากับสตริงดังรูปที่ 31(d) และการลัดวงจรระหว่างสายข้ามสตริงถูกจ าลองขึ้นด้วยการใช้สวิตซ์รีเลย์

ต่ อ เข้ าระหว่ างขั้ วลบของแผงที่  1ของสตริ งที่  1 กั บ ขั้ ว ลบของแผงที่  2 ของสตริ งที่  2  

ดังรูปที่ 31(e) ในส่วนของการลัดวงจรระหว่างสายในสตริง การเปิดวงจร การบังเงาบางส่วน และการ

เสื่อมสภาพของอุปกรณ์ ถูกจ าลองขึ้นท่ีสตริงที่ 2 ในลักษณะเดียวกับสตริงที่ 1 
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รูปที่ 31 การจ าลองความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์: การลัดวงจรระหว่าง

สายในสตริง (a), การเปิดวงจร (b), การบังเงาบางส่วน (C), การเสื่อมสภาพของอุปกรณ์ (d),  

การลัดวงจรระหว่างสายข้ามสตริง (e) 
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 นอกจากชุดข้อมูลจากความผิดพร่องดังที่กล่าวมาแล้ว การฝึกและทดสอบ Machine 

Learning ให้สามารถตรวจจับความผิดพร่องจ าเป็นต้องใช้ข้อมูลในสถานะการท างานปกติมาฝึกด้วย 

เพ่ือให้สามารถแยกความผิดพร่องประเภทต่างๆ ออกจากสภาวะการท างานปกติได้ รูปที่ 32 แสดง

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ขนาด 180 W ที่ติดตั้งแบบ 2 สตริง สตริงละ 3 แผง โดยมีหลอด

ไฟฟ้ากระแสตรงขนาด 15 W จ านวน 4 หลอดเป็นภาระไฟฟ้า (Load) รูปที่ 33 แสดงตัวอย่างการ

จ าลองความผิดพร่องทั้ง 5 ประเภทบนระบบจริง  

 

 

รูปที่ 32 ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ขนาด 180 W ที่ติดตั้งแบบ 2 สตริง สตริงละ 3 แผง 
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รูปที่ 33 ตัวอย่างการจ าลองความผิดพร่องบนระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์จริง 
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3.4 การเก็บรวบรวมข้อมูลส าหรับน ามาฝึกและทดสอบ Machine Learning 

 วิทยานิพนธ์นี้ ใช้พารามิเตอร์ 4 ชนิด ในการฝึกและทดสอบ Machine Leaning ได้แก่ 

กระแสไฟฟ้าแต่ละสตริง แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้าของระบบ และความเข้มแสงอาทิตย์ 

ดังนั้นจึงต้องเก็บข้อมูลของพารามิเตอร์ดังกล่าวทั้งในขณะท างานปกติและขณะเกิดความผิดพร่อง

ประเภทต่างๆ โดยเก็บรวบรวมข้อมูลกระแสไฟฟ้าแต่ละสตริง แรงดันไฟฟ้าของระบบ และก าลังไฟฟ้า

ของระบบด้วยการใช้เซนเซอร์วัดกระแสไฟฟ้าและเซนเซอร์วัดแรงดันไฟฟ้าต่อเข้ากับระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์ขนาด 180 W ที่ติดตั้งแบบ 2 สตริง สตริงละ 3 แผง เมื่อได้ค่ากระแสไฟฟ้าแต่ละ

สตริงและแรงดันไฟฟ้าของระบบมาแล้ว ท าให้สามารถหาค่าก าลังไฟฟ้าของระบบได้จากสมการที่ (3.1) 

                                             
1 2

( )P I I V= +                                           (3.1) 

 โดยที่ 
1

I  คือ ค่ากระแสไฟฟ้าของสตริงที่ 1 

         
2

I คือ ค่ากระแสไฟฟ้าของสตริงที่ 2 

         V คือ ค่าแรงดันไฟฟ้าของระบบ 

ในส่วนข้อมูลความเข้มแสงอาทิตย์นั้น ได้จากเซนเซอร์วัดความเข้มแสงของโรงไฟฟ้าพลังงาน

แสงอาทิตย์ อ าเภอทับสะแก จังหวัดประจวบคีรีขันธ์ ซึ่งเป็นโรงไฟฟ้าในก ากับการดูแลของการไฟฟ้า

ฝ่ายผลิตแห่งประเทศไทยที่ได้อนุเคราะห์สถานที่ในการทดลองงานวิทยานิพนธ์นี้ 

3.4.1 เครื่องมือวัดกระแสไฟฟ้าและแรงดันไฟฟ้า 

 เครื่องมือส าหรับวัดกระแสไฟฟ้าและแรงดันไฟฟ้าสร้างจากเซนเซอร์วัดกระแสไฟฟ้าและ

เซนเซอร์วัดแรงดันไฟฟ้าที่เก็บข้อมูลที่วัดได้ด้วยบอร์ดไมโครคอนโทรลเลอร์ชนิด Arduino Uno ซึ่ง

สะดวกในการใช้งานส าหรับการศึกษาเพราะเป็น open source และมีราคาต ่า รูปที่ 34 แสดง

เซนเซอร์วัดกระแสไฟฟ้าที่ใช้ในการเก็บค่ากระแสไฟฟ้าแต่ละสตริง ซึ่งใช้เป็นเซนเซอร์ ACS712-05A 

เป็นเซนเซอร์ที่วัดกระแสไฟฟ้าได้ในช่วง -5 A ถึง 5 A โดยมีความไวของเอาต์พุตอยู่ที่ 185 mV/A 

หมายถึงแรงดันเอาต์พุตที่ออกมาจากเซนเซอร์ 185 mV จะเท่ากับกระแสไฟฟ้า 1 A ในส่วนของการ

วัดแรงดันไฟฟ้านั้น ใช้เซนเซอร์วัดแรงดันไฟฟ้าที่มีย่านการใช้งาน 0 V ถึง 24 V ดังแสดงในรูปที่ 35

โดยทั้งเซนเซอร์วัดกระแสไฟฟ้าและเซนเซอร์วัดแรงดันไฟฟ้าใช้ไฟเลี้ยงในการท างานที่ 5 V การ

รวมเข้าด้วยกันของเซนเซอร์วัดกระแสไฟฟ้าและเซนเซอร์วัดแรงดันไฟฟ้ากับบอร์ด Arduino Uno 

แสดงดังรูปที่ 36  
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รูปที่ 34 เซนเซอร์วัดกระแสไฟฟ้า 

 

รูปที่ 35 เซนเซอร์วัดแรงดันไฟฟ้า 

 

 

 

 

 

 

 

 

รูปที่ 36 เครื่องมือวัดกระแสไฟฟ้าและแรงดันไฟฟ้า 
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3.4.2 การวัดกระแสไฟฟ้าและแรงดันไฟฟ้าของระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

 วิทยานิพนธ์นี้ต้องใช้ข้อมูลกระแสไฟฟ้าแต่ละสตริงและข้อมูลแรงดันไฟฟ้าของระบบส าหรับ

น าไปฝึกและทดสอบ Machine Learning ดังนั้นในการวัดกระแสไฟฟ้าและแรงดันไฟฟ้าของระบบ

ผลิตไฟฟ้าพลังงานแสงอาทิตย์ขนาด 180 W ที่ติดตั้งแบบ 2 สตริง สตริงละ 3 แผง จ าเป็นต้องใช้

เซนเซอร์วัดกระแสไฟฟ้า 2 ตัว เพ่ือวัดกระแสไฟฟ้า 2 สตริง และใช้เซนเซอร์วัดแรงดันไฟฟ้า 1 ตัว 

เพ่ือวัดแรงดันไฟฟ้ารวมของระบบ แต่เนื่องจากแผงเซลล์แสงอาทิตย์ 1 แผง มีแรงดันไฟฟ้าขณะเปิด

วงจร (VOC) ที่ระบุในตารางที่ 4 อยู่ที่ 22.6 V ท าให้แรงดันไฟฟ้าขณะเปิดวงจรของระบบเท่ากับ 

67.8 V ซึ่งมาจากการต่อกันแบบอนุกรมของแผงเซลล์แสงอาทิตย์ 3 แผง ด้วยเหตุนี้จึงส่งผลให้ไม่

สามารถใช้เซนเซอร์วัดแรงดันไฟฟ้าตัวเดียววัดแรงดันไฟฟ้าของระบบได้โดยตรง ดังนั้นจึงแก้ปัญหานี้

ด้วยการใช้วิธีของวงจรแบ่งแรงดัน (Voltage divider circuit) เพ่ือลดทอนแรงดันไฟฟ้าให้อยู่ในย่านที่

เซนเซอร์วัดแรงดันไฟฟ้ารับได้คือ 0 V ถึง 24 V โดยน าความต้านทานขนาด 50 Ω, 100 Ω และ  

120 Ω มาต่ออนุกรมกัน จากนั้นน าตัวต้านทานที่ต่ออนุกรมกันนี้ไปต่อขนานเข้ากับระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์ และวัดแรงดันไฟฟ้าที่ตกคร่อมตัวต้านทานขนาด 50 Ω แทนการวัดแรงดันไฟฟ้า

ทั้งระบบโดยตรง โดยค่าแรงดันตกคร่อมตัวต้านทานขนาด 50 Ω หาได้จากสมการที่ (3.2)  

                                  1( )
out in

total

R
V V

R
=                                         (3.2) 

 โดยที่ 
in

V  คือ แรงดันไฟฟ้าของระบบ 

         
1

R  คือ ความต้านทานตัวที่เราต้องการทราบแรงดันตกคร่อม 

         total
R  คือ ความต้านทานรวม 

โดยแรงดันสูงสุดที่สามารถตกคร่อมตัวต้านทาน 50 Ω คือแรงดันในสภาวะที่ไม่มีโหลดมีค่า 

12.56 V ท าให้ไม่เกินย่านการท างานของเซนเซอร์วัดแรงดันไฟฟ้า โดยหากต้องการทราบค่า

แรงดันไฟฟ้าของระบบสามารถใช้สมการที่ (3.2) แปลงกลับไปหา 
in

V  ได้ รูปแบบการต่อเซนเซอร์วัด

กระแสไฟฟ้าและเซนเซอร์วัดแรงดันไฟฟ้าเข้ากับระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์แสดงดังรูปที่ 37 
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รูปที่ 37 การต่อเซนเซอร์วัดกระแสไฟฟ้าและเซนเซอร์วัดแรงดันไฟฟ้าเข้ากับระบบผลิตไฟฟ้าพลังงาน

แสงอาทิตย์ 

3.4.3 การส่งข้อมูลด้วยเทคโนโลยีสื่อสารแบบไร้สาย LoRa 

การส่งค่ากระแสไฟฟ้าแต่ละสตริงและแรงดันไฟฟ้าของระบบมายังคอมพิวเตอร์ส าหรับเก็บ

รวบรวมข้อมูลนั้นใช้การส่งข้อมูลแบบไร้สายด้วยเทคโนโลยีสื่อสารไร้สาย LoRa ซึ่งใช้พลังงานต ่าและ

สามารถรับ-ส่งข้อมูลได้ในระยะทางไกลประมาณ 15 กิโลเมตร อีกทั้งยังมีความไวในการรับสัญญาณ

และสามารถป้องกันสัญญาณรบกวนได้ดี ซึ่งการใช้เทคโนโลยี LoRa ท าให้ประหยัดและลดความ

ยุ่งยากในการใช้สายไฟต่อจากอาเรย์เซลล์แสงอาทิตย์มายังศูนย์ควบคุม อีกทั้งยังช่วยลดปัญหาความ

ผิดเพี้ยนของข้อมูลทางไฟฟ้า เนื่องจากการที่สายไฟแกว่งขณะกระแสลมแรง  

ขั้นตอนการส่งข้อมูลแสดงดังรูปที่ 38 ต้นทางการส่งข้อมูลคือเซนเซอร์วัดกระแสไฟฟ้าและ

เซนเซอร์แรงดันไฟฟ้าที่ติดตั้งอยู่ที่ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ ซึ่งส่งข้อมูลไปยัง Arduino 

โดยมี LoRa-RFM Shield ครอบ Arduino อยู่ LoRa-RFM Shield ท าหน้าที่เป็นลูกข่ายในการส่ง

ข้อมูลด้วยสัญญาณ LoRa ไปยังเกตเวย์ หลังจากนั้นเกตเวย์จะยืนยันตัวตนของลูกข่ายและถอดรหัส

สัญญาณด้วยแพลตฟอร์ม The Things Network ซึ่งท าหน้าที่บริหารจัดการโครงข่าย และสุดท้าย

แสดงผลข้อมูลบน ThingSpeak Internet of Things โดยสามารถเก็บข้อมูลจาก ThingSpeak 

Internet of Things ในรูปแบบไฟล์ Excel ได้ท าให้สะดวกในการน าข้อมูลไปใช้งาน ส าหรับเกตเวย์ที่
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ใช้ในงานวิจัยนี้คือ Dragino LoRaWAN Gateway LG308-AS923-TH-EC25 รุ่น 4G ดังแสดงในรูปที่ 

39 รูปที่ 40 แสดงตัวอย่างหน้าเว็บของ The Things Network รูปที่ 41 แสดงตัวอย่างกราฟของ

กระแสไฟฟ้าและแรงดันไฟฟ้าที่แสดงบน ThingSpeak Internet of Things และเครื่องมือวัด

กระแสไฟฟ้าและแรงดันไฟฟ้าที่มี LoRa-RFM Shield ท าหน้าที่ส่งข้อมูลแบบไร้สายแสดงดังรูปที่ 42 

 

 

รูปที่ 38 การส่งข้อมูลทางไฟฟ้าจากระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์มายังศูนย์ควบคุม 

 

 

รูปที่ 39 Dragino LoRaWAN Gateway LG308-AS923-TH-EC25 รุ่น 4G 
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รูปที่ 40 ตัวอย่าง End device ที่ก าหนดไว้บนหน้าเว็บของ The Things Network 

 

 

รูปที่ 41 ตัวอย่างกราฟของกระแสไฟฟ้าและแรงดันไฟฟ้าที่แสดงบน IoT Analytics-ThingSpeak 

Internet of Things 
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รูปที่ 42 เครื่องมือวัดกระแสไฟฟ้าและแรงดันไฟฟ้าที่มี LoRa-RFM Shield ท าหน้าที่ส่งข้อมูลแบบไร้

สาย 

3.5 การฝึก Machine Learning 

 วิทยานิพนธ์นี้ ใช้ภาษา Python บนโปรแกรม Jupyter Notebook เพ่ือสร้างโมเดล 

Machine Learning โดยอัลกอริทึมทาง Machine Leaning ที่ใช้สร้างโมเดล ได้แก่ AdaBoost และ 

Gradient Boosting ส าหรับตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงาน

แสงอาทิตย์ โดยการฝึกอัลกอริทึมทั้งสองใช้ข้อมูลกระแสไฟฟ้าแต่ละสตริง แรงดันไฟฟ้าของระบบ 

ก าลังไฟฟ้าของระบบ และความเข้มแสงอาทิตย์ ในขณะท างานปกติและขณะเกิดความผิดพร่อง 5 

ประเภท ได้แก่ การลัดวงจรระหว่างสายภายในสตริง การเปดิวงจร การบังเงาบางส่วน การเสื่อมสภาพ

ของอุปกรณ์  และการลัดวงจรระหว่างสายข้ามสตริง โดยข้อมูลจะถูกจัดให้อยู่ในนามสกุลไฟล์  .csv 

ตัวอย่างข้อมูลที่ใช้การการฝึกอัลกอริทึมแสดงดังรูปที่ 43 ใช้ข้อมูลชุดฝึกรวมทั้งสิ้น 1,732 กรณี แบ่ง

ออกเป็น 10 คลาส โดยการกระจายของข้อมูลแสดงดังตารางที่ 5 ดังนี้ การท างานปกติจ านวน 222 

กรณี คิดเป็น 12.81%, การลัดวงจรระหว่างสายในสตริงที่สตริงที่ 1 จ านวน 169 กรณี คิดเป็น 

9.76%, การเปิดวงจรที่สตริงที่ 1 จ านวน 157 กรณี คิดเป็น 9.06%, การบังเงาบางส่วนจ านวนที่

สตริงที่ 1 จ านวน 161 กรณี คิดเป็น 9.30%, การเสื่อมสภาพของอุปกรณ์ที่สตริงที่ 1 จ านวน 185 

กรณี คิดเป็น 10.68% การลัดวงจรระหว่างสายในสตริงที่สตริงที่ 2 จ านวน 171 กรณี คิดเป็น 

9.87%, การเปิดวงจรที่สตริงที่ 2 จ านวน 158 กรณี คิดเป็น 9.12%, การบังเงาบางส่วนจ านวนที่
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สตริงที่ 2 จ านวน 159 กรณี คิดเป็น 9.18%, การเสื่อมสภาพของอุปกรณ์ที่สตริงที่ 2 จ านวน 180 

กรณี คิดเป็น 10.39% และการลัดวงจรระหว่างสายข้ามสตริงจ านวน 170 กรณี คิดเป็น 9.82% 

 

รูปที่ 43 ตัวอย่างข้อมูลที่ใช้ในการฝึกอัลกอริทึม 

ตารางท่ี 5 การกระจายของข้อมูลความผิดพร่องชุดฝึกในแต่ละคลาส  

Fault Type class Count Percentage (%) 

Normal 0 222 12.81 

Intra string line-line fault, string 1 1 169 9.76 
Open circuit fault, string 1 2 157 9.06 

Partial shading, string 1 3 161 9.30 

Degradation, string 1 4 185 10.68 
Intra string line-line fault, string 2 5 171 9.87 

Open circuit fault, string 2 6 158 9.12 

Partial shading, string 2 7 159 9.18 
Degradation, string 2 8 180 10.39 

Cross string line-line fault 9 170 9.82 

total - 1,732 100 
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3.6 การประเมินความแม่นย าของอัลกอริทึมและแนวทางการทดสอบโมเดลตรวจจับและระบุ

ประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

3.6.1 การประเมินความแม่นย าของอัลกอริทึม 

 ก่อนการน าอัลกอริทึมไปพัฒนาเป็นโมเดลจ าแนกประเภท จ าเป็นที่จะต้องมีการประเมิน

ความแม่นย าของอัลกอริทึมก่อน วิทยานิพนธ์นี้ใช้วิธี 5-fold cross validation ในการประเมินความ

แม่นย าของอัลกอริทึม โดยผลลัพธ์ของวิธีนี้จะแสดงค่าความแม่นย าของอัลกอริทึมจากการทดสอบ

ด้วยข้อมูลชุดฝึก ส าหรับการฝึกอัลกอริทึมทาง Machine Learning นั้น แต่ละชุดข้อมูลที่น ามาฝึกจะ

มี Hyperparameter ที่ให้ค่าความแม่นย าสูงสุดในแต่ละอัลกอริทึมไม่เหมือนกัน ดังนั้นในการ

เปรียบเทียบความแม่นย าของแต่ละอัลกอริทึม จึงต้องมีการหา Hyperparameter ที่ให้ค่าความ

แม่นย าสูงสุดของแต่ละอัลกอริทึม โดยวิทยานิพนธ์นี้ใช้วิธี Grid search 

3.6.2 แนวทางการทดสอบโมเดล 

 วิทยานิพนธ์นี้มีการทดสอบเพ่ือประเมินประสิทธิภาพของโมเดลตรวจจับและระบุประเภท

ความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 5 การทดสอบ โดยแต่ละการทดสอบมีวิธีการ

ดังนี้  

3.6.2.1 วิธีการทดสอบความสามารถของ AdaBoost และ Gradient Boosting ในการ

พัฒนาอัลกอริทึมท่ีอ่อนแอให้มีความแม่นย าเพ่ิมมากข้ึน 

 การทดสอบนี้เป็นการพิสูจณ์ว่าการใช้เทคนิค AdaBoost และ Gradient Boosting สามารถ

ปรับปรุงความแม่นย าในการจ าแนกประเภทของตัวจ าแนกประเภทที่อ่อนแอได้มากน้อยเพียงใด โดย

ตัวจ าแนกประเภทที่อ่อนแอที่ใช้คือ Decision Tree ที่มีความลึกเท่ากับ 1 โดยใช้วิธี 5-fold cross 

validation ประเมินความแม่นย าของ Decision Tree, AdaBoost และ Gradient Boosting ในการ

จ าแนกประเภท 10 คลาส ด้วยการใช้ชุดข้อมูลฝึกในตารางที่ 5 โดยก าหนดให้แต่ละอัลกอริทึมมีความ

ลึกของ Decision Tree เท่ากับ 1 และใช้วิธี Grid search ส าหรับหา Hyperparameter ที่ให้ค่า

ความแม่นย าสูงสุดของแต่ละอัลกอริทึม 

3.6.2.2 วิธีการทดสอบเปรียบเทียบความแม่นย าระหว่าง  AdaBoost กับ Gradient 

Boosting ในการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์  

 การทดสอบนี้ เป็นการเปรียบเทียบความแม่นย าระหว่าง AdaBoost และ Gradient 

Boosting ในการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ โดย
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เป็นการเปรียบเทียบเพ่ือต้องการทราบว่า AdaBoost หรือ Gradient Boosting อัลกอริทึมใดมี

ความสามารถในการจ าแนกประเภท 10 คลาสของความผิดพร่องได้ดีกว่ากัน ด้วยการใช้ชุดข้อมูลฝึก

ในตารางที่  5 การทดสอบนี้ ใช้วิธี 5-fold cross validation ประเมินความแม่นย าของทั้งสอง

อัลกอริทึม และใช้วิธี Grid search ส าหรับหา Hyperparameter ที่ให้ค่าความแม่นย าสูงสุดของแต่

ละอัลกอริทึม 

3.6.2.3 วิธีการทดสอบความแม่นย าในการตรวจจับและระบุประเภทความผิดพร่องในระบบ

ผลิตไฟฟ้าพลังงานแสงอาทิตย์ของ AdaBoost และ Gradient Boosting ตามจ านวนข้อมูลชุดฝึก 

จากการทดสอบให้หัวข้อที่ 3.6.2.2 ซึ่งใช้ข้อมูลในตารางที่ 5 ซึ่งเป็นข้อมูลชุดฝึกจ านวน 

100% การทดสอบนี้เป็นการศึกษาว่าจ านวนของข้อมูลชุดฝึกส่งผลอย่างไรต่อความแม่นย าในการ

จ าแนกประเภทของ AdaBoost และ Gradient Boosting โดยทดสอบความแม่นย าในการจ าแนก

ประเภทของแต่ละอัลกอริทึมด้วยการลดจ านวนชุดฝึกลงเหลือ 90%, 80%, 70%, 60% และ50% 

ตามล าดับ 

3.6.2.4 วิธีการทดสอบความแม่นย าของอัลกอริทึมท่ีเลือกด้วยการใช้ชุดข้อมูลทดสอบ 

ตารางท่ี 6 การกระจายของข้อมูลความผิดพร่องชุดทดสอบในแต่ละคลาส 

จากผลการทดสอบในหัวข้อที่ 3.6.2.1-3.6.2.3 ท าให้สามารถเลือกอัลกอริมทึมที่ดีท่ีสุดในการ

ตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ได้ การทดสอบนี้จะน า

Fault Type Class Count Percentage (%) 

Normal 0 58 13.36 

Intra string line-line fault, string 1 1 44 10.14 
Open circuit fault, string 1 2 42 9.68 

Partial shading, string 1 3 45 10.37 

Degradation, string 1 4 46 10.60 
Intra string line-line fault, string 2 5 46 10.60 

Open circuit fault, string 2 6 34 7.83 

Partial shading, string 2 7 36 8.29 
Degradation, string 2 8 46 10.60 

Cross string line-line fault 9 37 8.53 

total - 434 100 
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อัลกอริทึมที่ถูกเลือกและผ่านการฝึกแล้วมาทดสอบด้วยชุดข้อมูลทดสอบในตารางที่ 6 โดยแสดงผล

การทดสอบเป็น Confusion matrix และตารางสรุปประสิทธิตามตัวชี้วัดความแม่นย า ได้แก่ 

Precision, Recall, F1-score และ Accuracy 

3.6.2.5 วิธีการทดสอบการท างานได้แบบเรียลไทม์ของโมเดลตรวจจับและระบุประเภท

ความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

เมื่อได้อัลกอริทึมที่ดีที่สุดและผ่านการทดสอบด้วยชุดข้อมูลทดสอบแล้ว หลังจากนั้นก็บันทึก

เป็นโมเดลตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ การ

ทดสอบนี้เป็นการทดสอบการท างานได้แบบเรียลไทม์ของโมเดล โดยจะทดสอบด้วยชุดข้อมูลความผิด

พร่องจ านวน 200 กรณี จากตารางที่ 7 การทดสอบเป็นการจ าลองสถานการณ์ในการน าไปใช้งานว่า

เมื่อมีข้อมูลอินพุตเข้ามาแบบอัตโนมัติอย่างต่อเนื่อง  โมเดลจะท าสามารถท านายผลออกมาได้

ทันทีทันใดหรือไม่ โดยจะทดสอบป้อนอินพุตเข้าไปด้วยอัตราเร็วที่ต่างกันดังนี้ ป้อนอินพุตเข้าไปทุกๆ 

5 วินาที, ป้อนอินพุตเข้าไปทุกๆ 2 วินาที และป้อนอินพุตเข้าไปทุกๆ 0.5 วินาที 

ตารางท่ี 7 การกระจายของข้อมูลความผิดพร่องชุดทดสอบการท างานได้แบบเรียลไทม์ของโมเดล

ตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

 

 

Fault Type Class Count Percentage (%) 

Normal 0 20 10 
Intra string line-line fault, string 1 1 20 10 

Open circuit fault, string 1 2 20 10 

Partial shading, string 1 3 20 10 
Degradation, string 1 4 20 10 

Intra string line-line fault, string 2 5 20 10 

Open circuit fault, string 2 6 20 10 
Partial shading, string 2 7 20 10 

Degradation, string 2 8 20 10 

Cross string line-line fault 9 20 10 
total - 200 100 
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บทที่ 4 

การทดสอบและผลการวิจัย 

4.1 การทดสอบความสามารถของ AdaBoost และ Gradient Boosting ในการพัฒนา

อัลกอริทึมที่อ่อนแอให้มีความแม่นย าเพิ่มมากขึ้น 

 การทดสอบนี้ก าหนดให้ Decision Tree ที่ ใช้ในอัลกอริทึม AdaBoost และ Gradient 

Boosting มีความลึกเท่ากับ 1 เพ่ือทดสอบว่าเมื่อน า Decision Tree ที่มีความลึกเท่ากับ 1 ซึ่งถือว่า

เป็นตัวจ าแนกประเภทที่อ่อนแอมาพัตนาด้วยการใช้เทคนิค AdaBoost และ Gradient Boosting จะ

ท าให้มีความแม่นย าในการจ าแนกประเภทเพ่ิมมากขึ้นเพียงใด โดยในการทดสอบนี้เป็นการทดสอบ

จ าแนกประเภท 10 คลาส ด้วยชุดข้อมูลในตารางที่ 5 ซึ่ง Hyperparameter ที่ท าให้แต่ละอัลกอริทึม

มีความแม่นย าสูงสุดแสดงดังตารางที่ 8 โดยผลการทดสอบความแม่นย าด้วยวิธี 5-fold cross 

validation ของแต่ละอัลกอริทึมแสดงดังตารางที่ 9 และแสดงเป็นแผนภูมิดังรูปที่ 44  

ตารางท่ี 8 Hyperparameter ที่ท าให้แต่ละอัลกอริทึมมีความแม่นย าสูงสุดเมื่อก าหนดให้ความลึก

ของ Decision Tree เท่ากับ 1 

Algorithm Hyperparameter 

AdaBoost - Estimator = Decision tree 

- Max dept = 1 

- Number of estimater = 2,270 

- Learning rate = 3.6  

- Algorithm = SAMME 

Gradient Boosting - Estimator = Decision tree 

- Max dept = 1 

- Number of estimater = 1500 

- Learning rate = 0.04 
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ตารางท่ี 9 ผลการทดสอบความแม่นย าในการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิต

ไฟฟ้าพลังงานแสงอาทิตย์เมื่อก าหนดให้แต่ละอัลกอริทึมมีความลึกของ Decision Tree เท่ากับ 1 

Algorithm Accuracy (%) 

Decision Tree 22.63 

AdaBoost 90.65 

Gradient Boosting 94.52 
 

 

รูปที่ 44 แผนภูมิแสดงความแม่นย าในการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์เมื่อก าหนดให้แต่ละอัลกอริทึมมีความลึกของ Decision Tree เท่ากับ 1 

จากผลการทดสอบในตารางที่ 9 และรูปที่ 44 แสดงให้เห็นว่าเมื่อน า Decision Tree ที่มี

ความลึกเท่ากับ 1 ซึ่งถือว่าเป็นตัวจ าแนกประเภทที่อ่อนแอมาพัตนาด้วยการใช้เทคนิค AdaBoost 

และ Gradient Boosting ท าให้ความแม่นย าในการจ าแนกประเภทเพ่ิมขึ้นอย่างมาก โดย Decision 

Tree มีความแม่นย าเพียงแค่ 22.63% แต่เมื่อน า Decision Tree ไปพัฒนาด้วยเทคนิค AdaBoost 

ให้ความแม่นย าถึง 90.65% และเมื่อน าไปพัฒนาด้วยเทคนิค Gradient Boosting ตัวจ าแนกประเภท

ที่อ่อนแออย่าง Decision Tree ที่มีความลึกเท่ากับ 1 สามารถให้ความแม่นย าในการจ าแนกประเภท
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ได้สูงถึง 94.56% และมีความแม่ย ามากกว่า AdaBoost นอกจากนี้เมื่อพิจารณาจากตารางที่ 8 จะ

เห็นว่า Gradient Boosting สามารถลู่ เข้าสู่ค่ าความแม่นย าสู งสุดได้ เร็วกว่า AdaBoost โดย 

Gradient Boosting ลู่เข้าสู่ค่าความแม่นย าสูงสุดด้วยการใช้ Decision Tree จ านวน 1500 ตัว ที่ 

Learning rate 0.04 ขณะที่ AdaBoost ต้องใช้  Decision Tree จ านวน 2,270 ตัว ที่  Learning 

rate 3.6 ในการเข้าสู่ค่าสูงสุด 

4.2 การทดสอบเปรียบเทียบความแม่นย าระหว่าง AdaBoost กับ Gradient Boosting ในการ

ตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

 การทดสอบนี้ เป็นการเปรียบเทียบความแม่นย าระหว่าง AdaBoost และ Gradient 

Boosting ในการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ โดย

เป็นการทดสอบจ าแนกประเภท 10 คลาส ด้วยชุดข้อมูลในตารางที่ 5 ซึ่งเป็นการทดสอบที่ต่างจากใน

หัวข้อ 4.1 คือจะไม่มีการก าหนดค่าความลึกของ Decision Tree ไว้ก่อน เพ่ือให้ได้ AdaBoost และ 

Gradient Boosting ที่ท างานเต็มประสิทธิภาพ โดย Hyperparameter ที่ท าให้แต่ละอัลกอริทึมมี

ความแม่นย าสูงสุดแสดงดังตารางที่ 10 ส าหรับผลการทดสอบความแม่นย าด้วยวิธี 5-fold cross 

validation ของแต่ละอัลกอริทึมแสดงดังตารางที่ 11 และแสดงเป็นแผนภูมิดังรูปที่ 45  

ตารางท่ี 10 Hyperparameter ที่ท าให้แต่ละอัลกอริทึมมีความแม่นย าสูงสุด 

Algorithm Hyperparameter 

AdaBoost - Estimator = Decision tree 

- Max dept = 8 

- Number of estimater = 825 

- Learning rate = 0.8 

- Algorithm = SAMME. 

Gradient Boosting - Estimator = Decision tree 

- Max dept = 7 

- Number of estimater = 157 

- Learning rate = 0.1 
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ตารางท่ี 11 ผลการทดสอบความแม่นย าในการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิต

ไฟฟ้าพลังงานแสงอาทิตย์โดยใช้ AdaBoost และ Gradient Boosting 

Algorithm Accuracy (%) 

AdaBoost 95.84 

Gradient Boosting 96.13 
 

 

รูปที่ 45 แผนภูมิแสดงความแม่นย าในการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์โดยใช้ AdaBoost และ Gradient Boosting  

 จากผลการทดสอบในตารางที่ 11 และรูปที่ 45 แสดงให้เห็นว่า Gradient Boosting มีความ

แม่นย ามากกว่า AdaBoost ในการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์ โดย Gradient Boosting มีความแม่นย า 96.13% ขณะที่ AdaBoost มีความ

แม่นย า 95.84% และหากพิจารณาจากตารางที่ 10 จะเห็นว่า Gradient Boosting สามารถลู่เข้าสู่

ค่าความแม่นย าสูงสุดได้เร็วกว่า AdaBoost โดย Gradient Boosting ลู่เข้าสู่ค่าความแม่นย าสูงสุด

ด้วยการใช้ Decision Tree จ านวน 157 ตัว ความลึกของ Decision Tree เท่ากับ 7 ที่ Learning 
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rate 0.1 ขณะที่ AdaBoost ต้องใช้  Decision Tree จ านวน 825 ตัว ความลึกของ Decision Tree 

เท่ากับ 8 ที่ Learning rate 0.8  

4.3 การทดสอบความแม่นย าในการตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์ของ AdaBoost และ Gradient Boosting ตามจ านวนข้อมูลชุดฝึก 

 จากการทดสอบให้หัวข้อที่ 4.3 ใช้ข้อมูลในตารางที่ 5 ซึ่งเป็นข้อมูลชุดฝึกจ านวน 100% การ

ทดสอบนี้เป็นการศึกษาว่าจ านวนของข้อมูลชุดฝึกส่งผลอย่างไรต่อความแม่นย าในการจ าแนกประเภท

ของ AdaBoost และ Gradient Boosting โดยทดสอบความแม่นย าในการจ าแนกประเภทของแต่ละ

อัลกอริทึมด้วยการลดจ านวนชุดฝึกลงเหลือ 90%, 80%, 70%, 60% และ50% ตามล าดับ ผลการ

ทดสอบแสดงดังตารางที่ 12 และแสดงเป็นกราฟดังรูปที่ 46 

ตารางท่ี 12 ผลการทดสอบความแม่นย าในการจ าแนกประเภทของ AdaBoost และ Gradient 

Boosting ตามจ านวนข้อมูลชุดฝึก 

Training Dataset (%) 
Accuracy (%) 

AdaBoost Gradient Boosting 

100 95.84 96.13 

90 95.77 94.74 

80 95.81 94.52 

70 95.54 94.06 

60 95.18 93.45 

50 95.38 93.07 
 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 65 

 

รูปที่ 46 กราฟแสดงผลการทดสอบความแม่นย าในการจ าแนกประเภทของ AdaBoost และ 

Gradient Boosting ตามจ านวนข้อมูลชุดฝึก 

 จากผลการทดสอบในตารางที่ 12 และรูปที่ 46 จะเห็นว่า AdaBoost มีความเปลี่ยนแปลง

ของค่าความแม่นย าค่อนข้างน้อยเมื่อเทียบกับ Gradient Boosting เมื่อพิจารณาที่ AdaBoost หาก

จ านวนของข้อมูลฝึกใกล้เคียงกัน บางครั้งจ านวนข้อมูลฝึกที่น้อยกว่าก็ให้ค่าความแม่นย าสูงกว่า

จ านวนข้อมูลฝึกที่มากกว่า เช่น จ านวนข้อมูลฝึก 80% ให้ค่าความแม่นย าสูงกว่าจ านวนข้อมูลฝึก 

90% และจ านวนข้อมูลฝึก 50% ให้ค่าความแม่นย าสูงกว่าจ านวนข้อมูลฝึก 60% แต่หากจ านวน

ข้อมูลฝึกห่างกันมาก เช่น ห่างกันตั้งแต่ 20% จ านวนข้อมูลฝึกที่มากว่าก็จะให้ค่าความแม่นย าสูงกว่า 

เมื่อพิจารณาที่ Gradient Boosting จะเห็นได้อย่างชัดเจนว่าเมื่อจ านวนข้อมูลฝึกน้อยลงค่าความ

แม่นย าก็น้อยลงไปด้วย  

4.4 การน าอัลกอริทึมที่เลือกมาทดสอบความแม่นย าในการตรวจจับและระบุประเภทความผิด

พร่องด้วยชุดข้อมูลทดสอบ 

จากการผลทดลองที่ในหัวข้อที่ 4.1-4.3 สามารถพิจารณาเลือกอัลกอริทึมที่ดีที่สุดส าหรับการ

ตรวจจับและระบุประเภทความผิดพร่องได้แล้ว โดย Algorithm ที่ถูกเลือกคือ Gradient Boosting 

เพราะให้ค่าความแม่นย าสูงสุดเมื่อใช้ข้อมูลฝึกจ านวน 100% โดยมีความแม่นย า 96.13% 
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การทดสอบนี้จะน าอัลกอริทึมที่ถูกเลือกและผ่านการฝึกแล้วมาทดสอบด้วยชุดข้อมูลทดสอบ 

ซึ่งเป็นชุดข้อมูลการเกิดความผิดพร่อง 434 กรณี ในตารางที่ 6 ผลการจ าแนกความผิดพร่องของชุด

ข้อมูลทดสอบด้วย Gradient Boosting แสดงดังรูปที่ 47 

 

รูปที่ 47 Confusion matrix แสดงผลการจ าแนกความผิดพร่องของชุดข้อมูลทดสอบด้วยการใช้ 

Gradient Boosting 

 จากรูปที่ 47 Gradient Boosting จ าแนกประเภทความผิดพร่องผิดไป 17 กรณี จากการ

จ าแนกทั้งหมด 434 กรณี ดังนั้นจึงจ าแนกประเภทความผิดพร่องถูกต้อง 96.08% สังเกตว่าประเภท

ความผิดพร่องที่ Gradient Boosting จ าแนกผิดค่อนข้างมากจะแบ่งเป็น 2 กลุ่ม กลุ่มแรกคือกลุ่มที่

จ าแนกผิดระหว่างการท างานปกติ การบังเงาบางส่วน และการเสื่อมสภาพของอุปกรณ์ เนื่องจากทั้ง 3 

ความผิดพร่องมีพฤติกรรมของพารามิเตอร์ทางไฟฟ้าไม่ต่างกันมาก ท าให้เมื่อเก็บค่าความเข้ม

แสงอาทิตย์ไม่ครอบคลุมมากพอ จึงเกิดการจ าแนกผิดพลาดระหว่างกันค่อนข้างมากกว่าความผิด

พร่องประเภทอ่ืน นอกจากนี้หากพิจารณาอย่างละเอียดจะเห็นว่าการจ าแนกประเภทผิดระหว่างการ

เสื่อมสภาพของอุปกรณ์ที่สตริงที่ 2 กับสภาวะการท างานปกติเกิดขึ้นบ่อยที่สุด เนื่องจากโดยปกติใน
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สภาวะการท างานปกติกระแสไฟฟ้าของสตริงที่ 1 จะน้อยกว่าสตริงที่ 2 ส่วนการเสื่อมสภาพของ

อุปกรณ์ที่สตริงที่ 2 ในช่วงแรงดันไฟฟ้าคงที่กระแสไฟฟ้าสตริงที่ 1 จะมากกว่าสตริงที่ 2 เล็กน้อย แต่

ในช่วงที่มีการเปลี่ยนแปลงแรงดันไฟฟ้าโดยเฉพาะช่วงที่แรงดันตก ในช่วงแรกบางครั้งกระแสไฟฟ้า

ของสตริงที่ 1 จะน้อยกว่าสตริงที่ 2 เหมือนกับพฤติกรรมของกระแสที่สภาวะการท างานปกติ ดังนั้น

จึงเกิดการจ าแนกผิดพลาดระหว่างกันบ่อยครั้ง กลุ่มที่จ าแนกผิดค่อนข้างมากกลุ่มที่ 2 คือ กลุ่มที่

จ าแนกผิดระหว่างการลัดวงจรระหว่างสายในสตริงที่สตริงที่ 1 กับการลัดวงจรระหว่างสายข้ามสตริง 

เนื่องจาก 2 ความผิดพร่องนี้มีพฤติกรรมใกล้เคียงกันคือ กระแสไฟฟ้าของสตริงแรกจะติดลบและ

กระแสไฟฟ้าของสตริงที่ 2 จะเกิน 1 แต่ที่ความเข้มแสงอาทิตย์ใกล้เคียงกันแรงดันไฟฟ้าของการ

ลัดวงจรระหว่างสายข้ามสตริงจะมากกว่าเล็กน้อย และในบางครั้งเมื่อความเข้มแสงขณะเกิดการ

ลัดวงจรระหว่างสายข้ามสตริงตกลง ท าให้แรงดันไฟฟ้าตกไปใกล้เคียงกับช่วงแรงดันไฟฟ้าของการเกิด

การลัดวงจรระหว่างสายในสตริงที่ 1 และเนื่องจากค่าความเข้มแสงอาทิตย์ที่เก็บมาไม่ครอบคลุมมาก

พอ ดังนั้นจึงท าให้เกิดการจ าแนกผิดพลาดระหว่างกันบ่อยในช่วงดังกล่าว 

ผลสรุปประสิทธิภาพในการจ าแนกประเภทของแต่ละความผิดพร่องแสดงดังตารางที่ 13 โดย

เป็นการน าผลการจ าแนกประเภทความผิดพร่องจาก confusion matrix ในรูปที่ 47 มาคิดเป็น

เปอร์เซ็นต์ของ Precision, Recall, F1-score และ Accuracy โดยค่าเฉลี่ย Precision, Recall และ 

F1-score คือ 96.4%, 96.2% และ 96.3% ตามล าดับ ขณะที่ค่าความแม่นย าในการจ าแนกประเภท

ของอัลกอริทึมคือ 96.08% 
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ตารางท่ี 13 ประสิทธิภาพในการจ าแนกประเภทของ Gradient Boosting ด้วยชุดข้อมูลทดสอบ 

Fault Type Precision (%) Recall (%) F1-score (%) 

Normal 90 93 92 

Intra string line-line fault, string 1 93 95 94 

Open circuit fault, string 1 98 100 99 

Partial shading, string 1 96 98 97 

Degradation, string 1 98 98 98 

Intra string line-line fault, string 2 100 100 100 

Open circuit fault, string 2 100 100 100 

Partial shading, string 2 95 97 96 

Degradation, string 2 100 89 94 

Cross string line-line fault 94 92 93 

Average 96.4 96.2 96.3 

Accuracy = 96.08% 

4.5 การทดสอบการท างานได้แบบเรียลไทม์ของโมเดลตรวจจับและระบุประเภทความผิดพร่องใน

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

 เมื่อได้อัลกอริทึมที่ดีที่สุดและผ่านการทดสอบด้วยชุดข้อมูลทดสอบแล้ว หลังจากนั้นก็บันทึก

เป็นโมเดลเพ่ือน าไปใช้งานด้วยนามสกุล .joblib โดยใช้ค าสั่ง dump จากไลบารี่ joblib ดังแสดงใน

รูปที่ 48 
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รูปที่ 48 การบันทึกอัลกอริทึมที่ดีทีสุดเพ่ือเป็นโมเดลส าหรับน าไปใช้งาน 

 การเรียกโมเดลที่บันทึกไว้มาใช้งานท าได้ด้วยการใช้ค าสั่ง load จากไลบารี่ joblib ดังแสดง

ในรูปที่ 49 

 
 
รูปที่ 49 การเรียกโมเดลที่บันทึกไว้มาใช้งาน 

 การทดสอบนี้เป็นการทดสอบการท างานได้แบบเรียลไทม์ของโมเดลตรวจับและระบุประเภท

ความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ โดยจะทดสอบด้วยชุดข้อมูลความผิดพร่อง

จ านวน 200 กรณี จากตารางที่  7 ด้วยการป้อนข้อมูลอินพุต ได้แก่ กระแสไฟฟ้าแต่ละสตริง 

แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้าของระบบ และความเข้มแสงอาทิตย์เข้าไปเพ่ือให้โมเดลตรวจับ

และระบุประเภทความผิดพร่องท านายชนิดของความผิดพร่องออกมาแบบอัตโนมัติอย่างต่อเนื่องจน

ครบ 200 กรณีความผิดพร่อง ขั้นตอนการท างานของโมเดลตรวจจับและระบุประเภทความผิดพร่อง

ดังรูปที่ 50 โดยจะทดสอบป้อนอินพุตเข้าไปทุกๆ 5 วินาที, 2 วินาที และ 0.5 วินาที  ผลการทดสอบ

แสดงดังตารางที่ 14 และรูปที่ 51 

 

รูปที่ 50 ขั้นตอนการท างานของโมเดลตรวจจับและระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์ 

 

Fault detector and classifier 
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ตารางท่ี 14 ผลการทดสอบการท างานได้แบบเรียลไทม์ของโมเดลตรวจจับและระบุประเภทความผิด

พร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ 

Sampling Time (s) Expect Time (s) Test Time  (S) Delay(s) 
5 1000 1002.518 2.518 

2 400 402.765 2.765 

0.5 100 102.924 2.924 
 

 

รูปที่ 51 Confusion matrix แสดงผลการจ าแนกความผิดพร่องของชุดข้อมูลทดสอบการท างานได้

แบบเรียลไทม์ด้วยการใช้โมเดล Gradient Boosting 

จากผลการทดสอบในตารางที่ 14 สังเกตว่าเมื่ออัตราเร็วในการป้อนข้อมูลอินพุตเพ่ิมขึ้น 

ความล่าช้าในการท านายผลก็จะเพิ่มขึ้นเล็กน้อย โดยป้อนข้อมูลอินพุตทุก 5 วินาที เกิดความล่าช้าขึ้น 

2.518 วินาที เฉลี่ยแล้วล่าช้าไป 0.013 วินาทีต่อ 1 การท านาย เมื่อป้อนข้อมูลอินพุตทุก 2 วินาที 

เกิดความล่าช้าขึ้น 2.765 วินาที เฉลี่ยแล้วล่าช้าไป 0.014 วินาทีต่อ 1 การท านาย และเมื่อป้อน

ข้อมูลอินพุตทุก 0.5 วินาที เกิดความล่าช้าขึ้น 2.924 วินาที เฉลี่ยแล้วล่าช้าไป 0.015 วินาทีต่อ 1 

การท านาย โดยความล่าช้าที่เกิดขึ้นในแต่ละอัตราเร็วในการป้อนข้อมูลอินพุตถือว่าต่างกันน้อยมาก 
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ดังนั้นไม่ว่าจะป้อนข้อมูลด้วยอัตราเร็วที่น้อยหรือมาก โมเดลก็สามารถท านายผลออกมาได้เร็วและ

สามารถท างานได้แบบเรียลไทม ์

นอกจากความเร็วในการท านายผลของโมเดลแล้ว จากผลการจ าแนกประเภทในรูปที่ 51 

แสดงให้เห็นว่าโมเดลจ าแนกประเภทความผิดพร่องผิดไป 10 กรณี จากทั้งหมด 200 กรณี คิดเป็น

ความแม่นย า 95% ซึ่งถือว่ามีความแม่นย าในระดับที่ดี 

4.6 สรุปผลการทดสอบ 

 การทดสอบในวิทยานิพนธ์ฉบับนี้เป็นการทดสอบเปรียบเทียบความแม่นย าในการตรวจจับ

และระบุประเภทความผิดพร่องในระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ระหว่างอัลกอริทึม AdaBoost 

และ Gradient Boosting และทดสอบว่าโมเดลที่ถูกเลือกสามารถท างานแบบเรียลไทม์ได้หรือไม่ 

ด้วยข้อมูลในสภาวะการท างานปกติและข้อมูลจากการจ าลองความผิดพร่องบนระบบผลิตไฟฟ้า

พลังงานแสงอาทิตย์ขนาด 180 W ที่ติดตั้งแบบ 2 สตริง สตริงละ 2 แผง ความผิดพร่องที่พิจารณามี 

5 ประเภท ได้แก่ การลัดวงจรระหว่างสายในสตริง การเปิดวงจร การบังเงาบางส่วน การเสื่อมสภาพ

ของอุปกรณ์ และการลัดวงจรระหว่างสายข้ามสตริง  

 การทดสอบแบ่งเป็น 5 การทดสอบดังนี้ 

 1. การทดสอบเปรียบเทียบความแม่นย าในการตรวจจับและระบุประเภทความผิดพร่องใน

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์โดยใช้ Decision Tree, AdaBoost และ Gradient Boosting 

เมื่อแต่ละอัลกอริทึมมีความลึกของ Decision Tree เท่ากับ 1 เป็นการทดสอบที่พิสูจน์ว่าเทคนิค 

AdaBoost และ Gradient Boosting สามารถปรับปรุงความแม่นย าของตัวจ าแนกประเภทที่อ่อนแอ

อย่าง Decision Tree ที่มีความลึกเท่ากับ 1 ได้ เมื่อ Decision Tree ที่มีความลึกเท่ากับ 1 มีความ

แม่นย าในการจ าแนกประเภทแค่ 22.63% แต่เมื่อพัตนาด้วยการใช้เทคนิค AdaBoost ให้ความแม่ย า

เพ่ิมขึ้นเป็น 90.65% และเมื่อพัฒนาด้วยเทคนิค Gradient Boosting สามารถให้ความแม่นย าได้ถึง 

94.52% 

 2. เมื่อทราบแล้วว่า AdaBoost และ Gradient Boosting สามารถปรับปรุงคววาม

แม่นย าของตัวจ าแนกประเภทที่อ่อนแอได้ จึงได้ทดลองเปรียบเทียบความแม่นย าในการจ าแนก

ประเภทระหว่าง AdaBoost และ Gradient Boosting แบบให้ทั้งสองอัลกอริทึมท างานอย่างเต็ม

ประสิทธิภาพ ผลปรากฎว่า Gradient Boosting มีความแม่นย า 96.13% ซึ่งมากกว่า AdaBoost ที่มี

ความแม่นย า 95.84% 
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 3. การทดสอบที่ 3 ป็นการทดสอบเพ่ือต้องการทราบว่าจ านวนของข้อมูลชุดฝึกส่งผล

อย่างไรต่อความแม่นย าในการจ าแนกประเภทของ AdaBoost และ Gradient Boosting โดยทดสอบ

ความแม่นย าในการจ าแนกประเภทของแต่ละอัลกอริทึมด้วยจ านวนข้อมูลชุดฝึก 100%, 90%, 80%, 

70%, 60% และ50% ตามล าดับ ผลปรากฎว่า AdaBoost มีความเปลี่ยนแปลงของค่าความแม่นย า

ค่อนข้างน้อยเมื่อเทียบกับ Gradient Boosting และหากจ านวนข้อมูลชุดฝึกใกล้เคียงกัน ก็ไม่แน่นอน

ว่าจ านวนข้อมูลชุดฝึกที่มากกว่าจะให้ค่าความแม่นย าสูงกว่า แต่หากจ านวนข้อมูลชุดฝึกต่างกันมาก

เช่น ต่างกัน 20% จ านวนข้อมูลชุดฝึกที่มากกว่าก็จะให้ค่าความแม่นย าสูงกว่า ส่วน  Gradient 

Boosting ชัดเจนว่าหากจ านวนข้อมูลฝึกน้อยลงค่าความแม่นย าก็น้อยลงไปด้วย  

  4. เมื่อเลือกอัลกอริทึมที่ให้ค่าความแม่นย าสูงสุดในการจ าแนกประเภทแล้ว ซึ่งก็คือ 

Gradient Boosting ที่ผ่านการฝึกด้วยจ านวนข้อมูลชุดฝึก 100% ในการทดสอบนี้จึงได้น าข้อมูลชุด

ทดสอบมาทดสอบโดยให้อัลกอริทึมที่เลือกท านายผล ปรากฎว่ามีความแม่นย าถึง 96.08% และ

ค่าเฉลี่ยของ Precision, Recall และ F1-score อยู่ที่ 96.4%, 96.2% และ 96.3% ตามล าดับ 

 5. หลังจากผ่านการทดสอบที่ 4 ซึ่งยืนยันว่าอัลกอริทึมมีความแม่นย าสูง จากนั้นบันทึก

เป็นโมเดลเพ่ือน าไปใช้งาน ในการทดสอบนี้เป็นการทดสอบการท างานได้แบบเรียลไทม์ของโมเดล

ด้วยการป้อนข้อมูลอินพุต ได้แก่ กระแสไฟฟ้าแต่ละสตริง แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้าของ

ระบบ และความเข้มแสงอาทิตย์เข้าไปเพ่ือให้โมเดลท านายชนิดและต าแหน่งสตริงที่เกิดความผิด

พร่องออกมาแบบอัตโนมัติอย่างต่อเนื่องจนครบ 200 กรณีความผิดพร่อง โดยป้อนอินพุตเข้าไปทุกๆ 

5 วินาที, 2 วินาที และ 0.5 วินาที ผลปรากฎว่าโมเดลสามารถท านายความผิดพร่องได้อย่างรวดเร็ว

และท างานได้แบบเรียลไทม์ รวมถึงมีความแม่นย าในการจ าแนกประเภทความผิดพร่องได้  

ถูกต้อง 95% 
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บทที่ 5  

สรุปผลการวิจัยและข้อเสนอแนะ 

5.1 สรุปผลการวิจัย 

 วิทยานิพนธ์ฉบับนี้น าเสนอแนวทางในการตรวจจับและระบุประเภทความผิดพร่องใน

ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ด้วยการเปรียบเทียบความแม่นย าของอัลกอริทึมทาง Machine 

Learning 2 ชนิด ได้แก่  AdaBoost และ Gradient Boosting โดยพิจารณาความผิดพร่อง 5 

ประเภท ได้แก่ การลัดวงจรระหว่างสายในสตริง การเปิดวงจร การบังเงาบางส่วน การเสื่อมสภาพ

ของอุปกรณ์ และการลัดวงจรระหว่างสายข้ามสตริง มีพารามิเตอร์ที่เป็นอินพุตให้กับอัลกอริทึม ได้แก่ 

กระแสไฟฟ้าแต่ละสตริง แรงดันไฟฟ้าของระบบ ก าลังไฟฟ้าของระบบ และความเข้มแสงอาทิตย์ ซึ่ง

ชุดข้อมูลของพารามิเตอร์ดังกล่าวได้มาจากการจ าลองความผิดพร่องบนระบบผลิตไฟฟ้าพลังงาน

แสงอาทิตย์ขนาด 180 W ติดตั้งแบบ 2 สตริง สตริงละ 3 แผง 

 การเก็บรวมรวบข้อมูลส าหรับน าไปฝึกและทดสอบ AdaBoost และ Gradient Boosting 

ใช้ เซนเซอร์วัดกระแสไฟฟ้าและเซนเซอร์วัดแรงดัน ไฟฟ้าที่ เก็บข้อมูลที่ วัด ได้ด้ วยบอร์ด

ไมโครคอนโทรลเลอร์ชนิด Arduino Uno ซึ่งเหมาะในการใช้งานส าหรับการศึกษาเพราะเป็น open 

source และมีราคาต ่า ส าหรับการส่งข้อมูลที่วัดได้มายังศูนย์ควบคุมนั้น ใช้การส่งข้อมูลแบบไร้สาย

ด้วยเทคโนโลยีสื่อสารไร้สาย LoRa เพ่ือประหยัดและลดความยุ่งยากในการใช้สายไฟต่อจากอาเรย์

เซลล์แสงอาทิตย์มายังศูนย์ควบคุม อีกทั้งยังช่วยลดปัญหาความผิดเพ้ียนของข้อมูลเนื่องจากสายไฟ

แกว่งเมื่อถูกลมพัด ข้อมูลที่เก็บได้จากระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์คือกระแสไฟฟ้าแต่ละสตริง

และแรงดันไฟฟ้าของระบบ จากนั้นน าข้อมูลกระแสไฟฟ้าแต่ละสตริงและแรงดันไฟฟ้าของระบบมา

หาก าลังไฟฟ้าของระบบได้ ในส่วนของข้อมูลความเข้มแสงอาทิตย์ได้จากเซนเซอร์วัดความเข้มแสง

ของโรงไฟฟ้าพลังงานแสงอาทิตย์ อ าเภอทับสะแก จังหวัดประจวบคีรีขันธ์ ซึ่งเป็นโรงไฟฟ้าในก ากับ

การดูแลของการไฟฟ้าฝ่ายผลิตแห่งประเทศไทย 

 ข้อมูลที่ใช้ในการฝึกและทดสอบ AdaBoost และ Gradient Boosting เป็นชุดข้อมูล

ความผิดพร่อง 9 คลาส และสภาวะการท างานปกติ 1 คลาส รวมเป็น 10 คลาส ได้แก่ การท างาน

ปกติ, การลัดวงจรระหว่างสายในสตริงที่สตริงที่ 1, การเปิดวงจรที่สตริงที่ 1, การบังเงาบางส่วนที่

สตริงที่ 1, การเสื่อมสภาพของอุปกรณ์ที่สตริงที่ 1, การลัดวงจรระหว่างสายในสตริงที่สตริงที่ 2, การ

เปิดวงจรที่สตริงที่ 2, การบังเงาบางส่วนที่สตริงที่ 2, การเสื่อมสภาพของอุปกรณ์ที่สตริงที่ 2 และการ

ลัดวงจรระหว่างสายข้ามสตริง โดยการตรวจจับและระบุประเภทความผิดพร่องใช้วิธีการจ าแนก
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ประเภทความผิดพร่องทั้ง 9 คลาสนี้ออกจากสภาวะการท างานปกติ ท าให้สามารถตรวจจับและระบุ

ประเภทความผิดพร่องได้ในเวลาเดียวกัน ผลการทดสอบได้แสดงว่าเทคนิค AdaBoost และ 

Gradient Boosting สามารถเพ่ิมค่าความแม่นย าให้ตัวจ าแนกประเภทที่อ่อนแอได้ โดย Decision 

Tree ที่มีความลึกเท่ากับ 1 มีความแม่นย าในการจ าแนกประเภทความผิดพร่องเพียง 22.63% แต่

เมื่อน ามาพัฒนาด้วยเทคนิค AdaBoost และ Gradient Boosting ให้ค่าความแม่นย าถึง 90.65% 

และ 94.52% ตามล าดับ เมื่อทดสอบเปรียบเทียบประสิทธิภาพระหว่าง AdaBoost กับ Gradient 

Boosting แบบเต็มประสิทธิภาพการท างาน ผลปรากฎว่า Gradient Boosting มีความแม่นย าถึง 

96.13% ซึ่งมากกว่า AdaBoost ที่มีความแม่นย า 95.84% โดยจ านวนของชุดข้อมูลฝึกมีผลต่อทั้ง 

AdaBoost และ Gradient Boosting คือเมื่อจ านวนชุดข้อมูลฝึกน้อยลงก็จะท าให้ค่าความแม่นย า

ลดลง แต่มีข้อยกเว้นส าหรับ AdaBoost เพราะหากจ านวนข้อมูลชุดฝึกต่างกันไม่มาก เช่น ต่างกัน 

10% บางครั้งจ านวนข้อมูลฝึกที่น้อยกว่าก็มีค่าความแม่นย ามากกว่าเล็กน้อย ในการทดสอบสุดท้าย

เป็นการน าโมเดลตรวจจับและระบุประเภทความผิดพร่องที่เลือกนั่นคือ Gradient Boosting มา

ทดสอบการท างานได้แบบเรียลไทม์ ผลปรากฎว่าโมเดลท านายผลได้อย่างรวดเร็วและสามารถท างาน

ได้แบบเรียลไทม์ รวมถึงมีความแม่นย าถึง 95% 

 จากผลการทดสอบท าให้โมเดลตรวจจับและระบุประเภทความผิดพร่องที่ได้ศึกษาและ

พัฒนาอาจจะน าไปใช้ประโยชน์กับระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ได้ ด้วยการใช้งานร่วมกับ

ระบบตรวจติดตามของโรงไฟฟ้าพลังงานแสงอาทิตย์ที่รองรับการใช้งานอัลกอริทึมที่พัฒนาด้วยภาษา 

Python และจากการที่ได้สอบถามข้อมูลจากโรงไฟฟ้าพลังงานแสงอาทิตย์ของการไฟฟ้าฝ่ายผลิตแห่ง

ประเทศไทย อ. ทับสะแก จ. ประจวบคีรีขันธ์ ได้ทราบว่าปัจจุบันระบบตรวจจับความผิดพร่องของ

โรงไฟฟ้าสามารถแจ้งเตือนได้แบบทันทีทันใดว่าเกิดความผิดพร่องและเกิดที่สตริงไหน แต่ยังไม่

สามารถระบุได้ทันทีว่าเป็นความผิดพร่องประเภทใด อาจต้องใช้การวิเคราะห์จากค่าพารามิเตอร์ทาง

ไฟฟ้าที่แสดงอยู่  หรือไปตรวจเช็คที่จุดเกิดความผิดพร่อง โดยโมเดลที่ได้ศึกษาและพัฒนาใน

วิทยานิพนธ์นี้สามารถตรวจจับและระบุได้ทันทีว่าเป็นความผิดพร่องประเภทใดและเกิดที่สตริงใด ซึ่ง

จะช่วยประหยัดเวลาในการระบุวิธีแก้ไขในแต่ละประเภทของความผิดพร่อง และช่วยประหยัด

ทรัพยากรบุคคลในการปฏิบัติงาน เช่น การไปตรวจเช็คประเภทความผิดพร่องที่จุดเกิดเหตุ อาจต้อง

ใช้บุคลากร 2 คนข้ึนไปตามมาตรการความปลอดภัย  

5.2 ข้อเสนอแนะงานวิจัยในอนาคต 

1. ในขั้นตอนการเก็บรวบรวมข้อมูล หากใช้ข้อมูลการเกิดความผิดพร่องที่จ าลองขึ้นในระบบจริง ควร 

   พยายามเก็บข้อมูลความเข้มแสงอาทิตย์ให้ครอบคลุมมากท่ีสุด โดยเฉพาะในสภาวะปกติ การบังเงา 
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   บางส่วน และการเสื่อมสภาพของอุปกรณ์ในระดับสตริง เนื่องจากลักษณะของพารามิเตอร์ทาง 

   ไฟฟ้า เช่น กระแสไฟฟ้าและแรงดันไฟฟ้า ของ 3 เหตุการณ์ดังกล่าวมีความคล้ายคลึงกัน ดังนั้น  

   หากไม่เก็บข้อมูลความเข้มแสงอาทิตย์ให้ครอบคลุมตรงกัน จะท าให้เกิดความผิดพลาดในการ 

   จ าแนกประเภทระหว่าง 3 เหตุการณ์ดังกล่าวค่อนข้างสูง 

2. ต่อยอดและปรับปรุงงานวิจัยได้โดยเพ่ิมจ านวนเหตุการณ์ความผิดพร่องเข้าไปและพิจารณา  

   ความผิดพร่องบนระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์ที่ใหญ่ขึ้น รวมถึงเพ่ิมระบบตรวจติดตาม  

   ระบบผลิตไฟฟ้าพลังงานแสงอาทิตย์เข้าไปเพ่ือให้สามารถทดสอบใช้งานโมเดลตรวจจับและระบุ  

   ประเภทความผิดพร่องในสถานการณ์ใช้งานจริงได้ 
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